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面向人工智能的物理神经网络专题 论 文
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摘要 近年来, 自旋电子器件已被广泛研究用于实现人工神经元. 传统方法通常使用磁隧道结的随机翻转来产生

非线性激活函数(例如Sigmoid). 然而, 这种固定形状的激活函数在神经网络训练过程中限制了权重更新, 进而导致

性能的下降. 本文提出利用自旋转矩驱动磁矩翻转, 可以实现激活函数在训练过程中的动态调整. 具体来说, 通过

调节电控脉冲宽度和磁各向异性, 改变激活函数的斜率, 从而实现了反向传播算法中输出响应速度的调节. 这一机

制类似于机器学习中的批量归一化算法. 研究表明, 该算法不仅可以通过软件实现, 还可以通过单个自旋电子器件

在硬件层面实现. 最后, 使用这些可训练的自旋电子神经元, 展示了在不增加额外能耗的情况下, 将手写数字识别

的准确率从88%提高到91.3%. 这一成果为自旋电子神经网络的硬件实现提供了新的视角.

关键词 自旋电子神经元, 自旋力矩, 非线性激活函数, 类脑计算

深度学习的快速发展对神经网络硬件提出了更高

的性能和能耗要求.传统CMOS实现的人工神经元和突

触存在较大的硅面积和由于易失性导致的低能效等问

题[1,2]. 自旋电子学凭借其内禀的非易失性和丰富的物

理机制, 能够用简单的器件实现复杂功能, 使得基于自

旋电子的神经元和突触能够完成更低能耗和更紧凑的

设计[3~8]. 磁隧道结(magnetic tunnel junction, MTJ)近年

来已被提出用于生成多种激活函数, 如Sigmoid[5,9~19]、
ReLU[17,20]、线性函数[18]和阶跃函数[2]. 然而, 在这些

工作中, 激活函数在神经网络训练过程中的形状是固

定的, 这限制了权重更新的灵活性. 从直观上分析, 如

果允许激活函数在训练过程中发生变化, 神经网络的

性能将会得到很大的提高. 例如, 在训练初期, 可能需

要输出快速变化以应对较大的误差, 而在训练后期, 则
需要输出逐渐平滑以稳定结果. 在这种情况下, 激活函

数应在开始时具有陡峭的斜率, 并逐渐变得平滑. 这一

过程类似于机器学习中的批量归一化算法[21~23], 通过

对输入数据进行偏移和重新归一化, 有效解决了输入

分布偏离理想分布的问题, 从而提升了训练的稳定性

并加速了收敛过程. 这一机制在神经网络中具有重要

作用, 尤其在大规模训练任务中表现出色. 后文展示的

结果将证明本文提出的可训练自旋电子神经元与批量

归一化的理念类似(见附录S1), 具有动态调整激活函数

斜率的能力, 通过在训练过程中灵活调整激活函数的

特性, 增强了网络的学习能力和性能[24]. 这一工作不仅

证明了自旋电子学在硬件实现关键神经网络算法中的

潜力, 还展示了其在人工智能技术中的广阔应用前景.
基于这一设想, 本研究利用磁矩翻转的物理机制

来实现具有可训练激活函数的自旋电子神经元. 在神

经网络训练过程中, 电学可调性至关重要, 这使得激活

函数的形状可以根据需求进行动态调整. 当使用自旋

转移力矩(spin transfer torque, STT)翻转磁隧道结时,
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我们发现曲线的斜率可以通过脉冲宽度、脉冲幅度或

磁各向异性来调节, 这些都是电学调控的表现. 该磁隧

道结翻转曲线的斜率作为神经网络中类似权重的参数,
可以通过梯度下降算法进行更新. 然而, 斜率和权重在

物理实现层面是不同的. 磁隧道结翻转曲线斜率是一

个局部参数, 其状态可以通过在神经元上施加电流来

改变; 而权重表示不同神经元之间的连接, 是非局部参

数, 通常通过交叉电阻阵列实现. 因此, 本工作中引入

的激活函数斜率为神经网络增加了一个新的自由度,
在物理器件中高效实现激活函数的调控是以前的研究

中未曾讨论过的. 由于激活函数的斜率可以在训练过

程中变化, 我们称之为可训练激活函数[25,26]. 我们对这

种自旋电子神经元的性能进行了评估. 以传统神经元

作为参照, 我们搭建了神经网络, 发现其识别准确率为

88%, 在引入可训练激活函数的神经元之后, 准确率提

高到91.3%, 并且所需的学习迭代次数显著减少. 我们

的方法在实际硬件实现方面展示了更高的效率和可行

性, 显著推进了在物理层面调控激活函数的研究.

1 研究结果与讨论

本文研究的器件由一个位于铁电(ferroelectric, FE)
层顶部的磁隧道结组成(图1(a)), 该层将用于控制自由

层的各向异性[27]. 自由层材料为广泛使用的CoFeB, 通
过施加电压(VMTJ)或电流脉冲(Ic)来翻转磁矩. 磁矩动

力学通过求解Landau-Lifshitz-Gilbert-Slonczewski
(LLGS)方程得到[28~31], 其公式为dm/dt=−γm×Heff

+αm×dm/dt−γ Jc/(2etFLMs)m×(m×σSTT), 包含有效场

H e f f 、 阻 尼 常 数 α = 0 . 0 1 2 2 、 磁 旋 比 γ =
1.76×1011 rad/(s T)、普朗克常数 =6.58×10−16 eV s、电

子电荷e=1.6×10−19 C、自由层厚度tFL=1.3 nm、饱和

磁化强度Ms=1.58 T[32,33]以及自旋极化σSTT, 其方向由

VMTJ的极性决定, +VMTJ使σSTT沿−z方向, −VMTJ则使

σSTT沿+z方向. Heff由晶体各向异性场Han、退磁场

H d e m a g、热噪声场H t h e r m a l和外部磁场H e x t组成 .

( )H K K
t m z M= 2 + /zan bulk

i
FL s, 其中体各向异性常数

K b u l k = 2 . 2 45×10 5 J /m 3 , 界面各向异性常数K i =
1.286×10−3 J/m2[32]. 我们验证了该Kbulk足以克服形状各

向异性, 使磁矩在平衡状态下沿z轴分布. 基于长度和

宽度均为15 nm的矩形样本 , 可以计算得到Hdemag

=−(Nxmxx̂+Nymyŷ+Nzmzẑ)中的形状因子Nx,y,z. 热噪声场

Hthermal=N1(0,u)x̂+N2(0,u)ŷ+N3(0,u)ẑ是一个随机场, 其中

N 1 (0 ,u ) , N 2 (0 ,u ) , N 3 (0 ,u )是均值为零、标准差

为u k T V M t= 2 / ( (1 + ) )B FL S
2 的正态分布随机函

数, 其中kB=1.38×10−23 J/K, T=300 K, VFL, Δt=5 ps分别

是玻尔兹曼常数、温度、自由层体积和仿真的时间步

长. 由于热噪声的存在, 磁矩在Ic影响下以一定概率

(Psw)实现翻转[34~40]. 我们对每个电流脉冲下的磁矩动

力学进行100次模拟, 精确计算出这一翻转概率(见附

录S2). 如图1(b)所示, 不同脉冲宽度下的翻转概率可以

很好地用形式为f=1/(1+exp(−k(Ic+c)))的Sigmoid函数

描述, 其中k和c分别表示曲线的斜率和位移(见附录

S3). 因此, 通过控制脉冲宽度, 该磁隧道结可以作为电

学可调神经元用于产生Sigmoid函数. 为了评估该自旋

电子神经元的性能, 本文构建了一个三层神经网络对

MNIST数据进行手写数字的分类[41], 该数据集包括

50000个训练样本和10000个测试样本. 如图1(c)所示,
输入层有784个神经元, 对应每张图像中的像素数量.
隐藏层和输出层采用了Sigmoid函数, 其中隐藏层有25
个神经元, 输出层有10个神经元. 我们对该神经网络进

行了训练. 首先, 在前向传播过程中计算损失函数J=
−[ylog(a3)+(1−y)log(1−a3)], 其中a3是最后一层的输出,
y是正确的输入值(例如图1(c)中的y=8).接下来,使用反

向传播算法更新权重(w1和w2), 使得损失函数降低. 重

复这两个步骤, 直到损失最小化. 如图1(d)中的实心三

角形所示, 随着训练的进行, 损失函数单调降低, 证明

该神经网络进行了正确的训练. 随后, 使用该神经网络

对未见过的数据进行测试, 以评估网络的识别准确性.
在1000次迭代后, 识别准确率达到88%.

在使用Sigmoid拟合Psw时, 我们发现需要引入两个

额外参数, 即k和c. 在较大的脉冲宽度下, 所需的翻转

电流减少, 这解释了曲线的位移(c). 同时, 当更多的电

子注入自由层时, 自旋转矩增强, 从而实现更快的翻转

和更陡的曲线(即更大的k). 因此可以直观地认为, 调整

k和c可以优化神经网络的性能. 其思想类似于批量归

一化算法, 输入参数会在每次迭代后进行位移和归一

化, 进而减小内部协变量偏移. 而在我们提出的系统

中, 输入电流的大小通过c实现位移, k进行缩放, 这与

归一化过程类似. 与软件实现不同, k和c的控制可以在

自旋电子器件中实现, 并且其大小可以通过改变脉冲

宽度等方式进行电学调控, 因此它们可以作为神经网

络中需要学习的参数, 在训练过程中进行动态更新. 需
要注意的是, 本文提出的k和c与神经网络中的权重在
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本质上是不同的, k和c是体现神经元性质的局部参数,
而权重则是代表不同层之间连接强度的全局参数. 权

重的物理实现可利用交叉电阻阵列(见附录S4), 而其数

值维度取决于神经网络的拓扑结构. 例如, 本文中w1的

维度为784×25, 表示输入层(784个神经元)和隐藏层(25
个神经元)之间的连接.相比之下,表示隐藏层中激活函

数斜率的k2的维度与局部神经元的维度相同, 为25×1.
为了能在训练过程中动态更新这两个参数, 本文推导

了k和c的反向传播方程(见附录S5). 由于通过训练可获

得最合适的k和c, 我们将本文提出的神经元命名为具

有可训练激活函数的神经元. 如图1(d)中空心圆点所

示, 在引入可训练神经元之后, 该神经网络的准确率提

高至91.7%.
在之前的讨论中, 假设k和c的值可以任意变化, 但

这只能在软件模拟中实现. 通过跟踪训练过程中k和c
的变化 , 我们发现k 2、k 3、c 2和c 3的范围分别为

−3.1~3.2、−3.6~3.6、−0.6~0.5和−0.8~0.9(图2(a)). 然

而, 在硬件实现中, 器件性能参数的可变范围需要根据

底层物理原理进行评估.如图1(b)和2(b)所示,脉冲宽度

的变化会同时影响激活函数的k和c. k和脉冲宽度之间

呈线性关系, 通过改变脉冲宽度可以让自旋电子神经

元的k1和k2处于反向传播算法所需的范围内(见图2(a)
中的蓝色符号). 相比之下, 算法中c的范围(1 μA以内)
和自旋电子神经元能提供的范围(10 μA以上)表现出较

大差别. 此外, k和c之间存在由自旋电子物理产生的耦

合关系, 例如, 脉冲宽度的增加会在降低所需的翻转电

流的同时加速磁矩翻转, 这对实现可训练的激活函数

造成了困难. 当调节脉冲宽度获得反向传播算法所需

的k时, 由于k和c之间的耦合关系, c会变为一个新的值

ca. 同时, 类似k的更新, 算法中的c会变为另一个值cb,
该值通常不等于ca. 这种算法和物理器件之间的差异会

导致训练失败. 我们通过仿真验证了这一点, 其中k是

图 1 (网络版彩色)多层神经网络与器件性能关系的示意图. (a) 器件结构示意图. (b) 在EB=7.5kBT的系统中, 不同脉冲宽度下Psw与Ic的关系. 模
拟结果和拟合结果分别由符号和线条表示. (c) 神经网络示意图. w1和w2表示不同层之间神经元的连接. a, k和c的下标分别表示输入层、隐藏层

和输出层. (d) 训练过程中识别准确率和损失函数的变化. 不可训练的k和c由实心符号表示, 可训练的k和c由空心符号表示. 对应的源代码发布

在https://github.com/zhuzibn/trainable_activation_function/tree/main/2022TrainableNeuon
Figure 1 (Color online) Schematic illustration of the device structure and performance relationship with a multi-layer neural network. (a) Illustration
of the device structure. (b) Psw as a function of Ic under different pulse widths in the system with EB=7.5kBT. The simulation results and fitting are
denoted by the symbols and lines, respectively. (c) A three-layer neural network. w1 and w2 denote the resistive connections of the neurons between
different layers. The subscript 2 and 3 of a, k and c refer to the input layer, the hidden layer and the output layer, respectively. (d) The evolution of loss
and accuracy in the system without trainable k and c are denoted by the filled symbols. The evolution of accuracy in the system with trainable k and c is
denoted by the empty symbols. The source code corresponding to the trainable k&c can be accessed at https://github.com/zhuzibn/
trainable_activation_function/tree/main/2022TrainableNeuon
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反向传播算法所需要的值, c则根据其和k之间关系的

耦合进行调整(图2(c)). 模拟结果显示训练在几次迭代

后失败(未在本文展示). 这是由于k的微小变化会导致c
的大幅度调整(如图2(c)中圆形到三角形的变化), 导致

激活函数的偏移(图2(d)). 可以看出, 在相同输入电流

(Iold)下, 新曲线在相应电流下的斜率为零, 这导致权重

无法发生变化, 进而使得训练失败.
由此可见,直接利用自旋电子器件实现可训练神经

元会面临两个关键问题: (1) k和c之间存在耦合; (2) 算

法要求的c值与自旋电子器件提供的c值不一致. 这两个

问题都会导致训练失败. 因此, 我们提出两种解决方案.
第一种是利用器件物理将k和c解耦, 并添加一个偏置电

流使c偏移到算法要求的值. 这种解决方案能够提高训

练精度, 但需要增加额外的硬件. 另一种更易于实现的

方案是去除可训练激活函数中的c, 仅保留k, 使激活函

数的斜率可调但无法平移. 这种方案不需要对c进行单

独调控, 而是通过控制脉冲宽度来调节k. 具体来说, 脉
冲宽度的变化直接影响自旋电子器件的响应速度,而通

过调节脉冲宽度可以实现激活函数的动态变化,提升训

练的适应性. 具体方案将在后文进行详细讨论.

目前为止, 我们仅通过改变脉冲宽度来调节激活

函数. 然而, 磁隧道结具有丰富的物理特性, 其他电学

方式也同样可以对其性质进行调控. 例如, 较大电流会

使翻转曲线向左偏移, 并且斜率变得更大, 这与改变脉

冲宽度的效果相同. 此外, 在改变Ku来降低能量势垒

(energy barrier, EB)时, 只观察到翻转曲线的偏移, 其斜

率并没有发生变化(图3(a)). 这是由于Ku决定了系统的

能量势垒, 而降低Ku可以减小翻转电流. 然而, 尽管不

同Ku系统在电流作用下的变化速度相同, 由于输入电

流并没有变化, 斜率仍旧保持不变. 在硬件实现过程中

Ku的变化可以利用电压控制磁各向异性(voltage-con-
trolled magnetic anisotropy, VCMA)[42~48]或铁电应变效

应来完成. 图1(a)所示的器件可以通过在FE层施加电压

来调节CoFeB/MgO层中的垂直各向异性[27], 同样的效

应也可以在结合自旋轨道力矩(spin orbit torque, SOT)
和VCMA的三端器件中实现(见附录S6). VCMA技术通

过施加电压调节器件中磁性材料的垂直各向异性. 我

们在附录S6中详细探讨了如何在三端器件中结合

VCMA和SOT来实现这一目标. 该方案通过同时控制

电压和外部磁场, 能够精确调节能量势垒, 从而在硬件

图 2 (网络版彩色)软件训练与物理器件参数关系的示意图. (a)软件训练过程中得到的k2, k3, c2和c3的范围; (b)不同脉冲宽度下,物理器件能提

供的k和c; (c) 从图2(b)中获得的k和c的关系; (d) 对应图2(c)中标记两点的激活函数
Figure 2 (Color online) Schematic illustration of the relationship between software training and physical device parameters. (a) Maximum ranges of
k2, k3, c2 and c3 extracted from the software training; (b) physically allowed k and c under different pulse widths; (c) relation between k and c obtained
from Fig. 2(b); (d) activation functions corresponding to the two points marked in Figure 2(c)
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上实现自适应的激活函数. 具体来说, 在外部场Hx的辅

助下, SOT导致自由层磁矩发生翻转. 同时, 通过给磁

隧道结施加电压, VCMA效应将会导致Ku的改变[48]. 至
此, 可以通过控制脉冲宽度或输入电流强度来调节k和
c, 也可以通过控制Ku来调节c. 综合这两种方式, 本文

实现了对k的单独调控(图3(b)). 此外, 在Ku变化过程中,
我们确认自由层磁矩在平衡态时始终保持在垂直方向,
验证了该方法的有效性. 图3(a)中能量势垒的公式为

EB=(Ku−0.5μ0Ms
2)×VFL=15kBT, 其中Ku大于形状各向异

性的贡献, 从而确保磁矩沿垂直方向. 我们也通过仿真

模拟验证了该结果: 初始磁矩被设为沿z轴倾斜45°, 然

后在Jc=0下弛豫, 最后观察到磁矩能回到z轴.
图4(a)展示了通过改变脉冲宽度和Ku得到的k的

范围. 如图4(b)所示, 当把k作为额外的自由度添加到

神经网络中时, 能获得91.3%的高识别准确率. 在此过

程中, 带斜率可调的自旋电子神经元仅需500次迭代

即可达到85%的准确率, 而在传统神经元系统中则需

要800次迭代. 对比图1(d)和4(b)可以发现, 在低迭代

次数时, 不同系统的准确率差异很大, 这是由于其初

始参数不同. 合适的初始参数可以显著改善神经网络

在低迭代次数时的性能(见附录S7). 用随机初始化的

权重对该训练过程进行了10次计算, 结果显示其平均

准确率和损失函数与单次计算相比没有显著差异. 此

外, 我们也确认了k在训练过程中的变化始终处于其

硬件允许的范围之内. 本工作发现学习率等其他参数

也会影响训练结果. 尽管不同的学习率(0.1和0.01)会

图 3 (网络版彩色)不同EB与脉冲宽度下Psw与Ic关系的分析. (a) 不同EB下Psw随Ic的变化, 其中EB通过改变Ku获得, 其公式为EB=(Ku

−0.5μ0Ms
2)×VFL. 在30 ns脉冲下, EB=15kBT和Ic=15.6 μA的源代码发布在https://github.com/zhuzibn/ODE_LLG_integral/tree/master/

2022TrainableNeuron. (b) 不同EB和脉冲宽度组合下Psw随Ic的变化
Figure 3 (Color online) Analysis of Psw as a function of Ic under different EB and pulse width combinations. (a) Psw as a function of Ic under different
EB which is obtained by changing Ku that EB=(Ku−0.5μ0Ms

2)×VFL. The source code corresponding to the system with 15kBT under 30 ns pulse and
Ic=15.6 μA can be accessed at https://github.com/zhuzibn/ODE_LLG_integral/tree/master/2022TrainableNeuron. (b) Psw as a function of Ic under
different combinations of EB and pulse widths

图 4 (网络版彩色)不同EB与脉冲宽度下k值及可训练k系统性能分析. (a) 不同EB和脉冲宽度组合下的k值; (b) 可训练k系统中识别准确率和损

失函数的变化
Figure 4 (Color online) Analysis of k values and performance in trainable k systems under different EB and pulse width combinations. (a) k under
different combinations of EB and pulse widths; (b) the evolution of loss and accuracy in the system with trainable k
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改变训练速度和识别准确率, 但不影响本文提出的关

键结论, 即具有可训练k的自旋电子神经元能够显著

提高神经网络的性能. 最后, 我们对硬件实现神经网

络的能耗进行比较. 器件在运行过程中产生的热量会

影响材料的磁性特性, 特别是在小尺寸纳米器件中,
温度升高可能会导致磁各向异性的变化, 进而影响k
和c参数的控制精度. 在实际应用中, 大电流输入会增

加系统的能量消耗, 并产生额外的热量.热效应还可能

导致系统的稳定性下降, 缩短器件的使用寿命.为了解

决这个问题, 我们研究通过优化脉冲输入方式(如短脉

冲调控)来减少能量损耗. 同时, 改进器件的散热设计

也是提高其可靠性的重要措施之一. 对于电流脉冲激

发的磁隧道结神经元, 其能耗为I2Rt. 基于本文使用的

平均电流I=15 μA、典型磁隧道结电阻RMTJ=5 kΩ, 以

及平均脉冲宽度t=15 ns, 可得每个神经元磁隧道结的

能耗约为EMTJ=16.9 fJ. 相比之下, CMOS实现单个神

经元的能耗超过700 fJ[49,50]. 而目前文献中报道的自

旋电子神经元的能耗为0.32 fJ[11], 1 fJ[49], 18~36 fJ[18]

和60 fJ[50]. 本文提出的可训练神经元的能耗与其他自

旋电子神经元相当, 且远小于CMOS神经元. 值得注意

的是, 本文神经元k和c的更新是通过改变脉冲宽度来

实现的, 其能量计算已包含在EMTJ. 因此, 本文提出的

可训练神经元在提高神经网络性能的同时不会增加

额外的能耗.

2 结论

本文提出一种具有可训练激活函数的自旋电子神

经元. 与前期研究不同, 我们提出, 若允许神经元激活

函数的斜率和偏移在训练过程中按照算法要求动态变

化, 可以加速训练并显著提高识别准确率. 这一原理与

深度神经网络中非常重要的批量归一化算法类似. 本

文的研究进一步证明, 利用自旋电子丰富的物理机制,
可以硬件实现这种可训练神经元. 具体来说, 通过电流

驱动磁隧道结翻转, 可以实现斜率和偏移可调的Sig-
moid非线性激活函数. 其性质还可以通过脉冲电流宽

度和磁各向异性等方式进行电学调控. 本文深入研究

了电流驱动磁隧道结翻转的物理机制, 提出了将斜率

和偏移解耦的方法. 本文的研究为神经网络关键算法

的硬件实现提供了思路, 对开发基于自旋电子的神经

网络具有重要贡献.
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Summary for “利用单个自旋电子神经元实现类批量归一化算法”

Implementing batch normalization-like algorithm with a single
spintronic neuron
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Zhifeng Zhu1,2*
1 School of Information Science and Technology, ShanghaiTech University, Shanghai 201210, China
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Spintronic devices have garnered significant attention for their potential in hardware-based implementations of artificial
neurons. One of the widely explored mechanisms in this context is the stochastic switching of magnetic tunnel junctions,
driven by spin-transfer torque, which is often utilized to produce a sigmoid-shaped activation function. However, a critical
limitation in previous studies is that the shape of the activation function remains static throughout the neural network
training process. This restricts the ability to adaptively update the weights, leading to inferior performance of the neural
network. In this work, we exploit the physics behind the spin torque induced magnetization switching to enable the
dynamic change of the activation function during the training process. Specifically, we demonstrate that the pulse width
and magnetic anisotropy of the device can be electrically controlled to modify the slope of the activation function, allowing
for a faster or slower change in output as required by the backpropagation algorithm. This dynamic control of the activation
function is similar to the widely used concept of batch normalization in machine learning, which adjusts and stabilizes the
output of each layer during training, thus accelerating the learning process. Thus, in our approach, the ability to adjust the
slope of the activation function provides a more flexible hardware-based solution for neural networks. This overcomes the
limitations of previous studies where algorithms were predominantly implemented in software and lacked such adaptability
in the hardware fields. This work demonstrates that spintronic devices can perform sophisticated tasks like dynamic
adjustment of activation functions, marking a significant step forward in hardware-based neural networks. In addition,
trainable spintronic neurons can substantially improve the performance of neural networks. For instance, in a handwritten
digit recognition task, the recognition accuracy was improved from 88% to 91.3% by employing these dynamically
trainable spintronic neurons. This work not only addresses the constraints of fixed activation functions during training but
also opens up new possibilities for the integration of machine learning algorithms with spintronic hardware. By utilizing
the physical properties of spin-transfer torque and magnetization switching, the proposed spintronic neurons provide a
flexible, energy-efficient, and high-performance solution for hardware neural networks. This breakthrough underscores the
potential for spintronics to drive the development of next-generation neuromorphic computing systems, offering both
performance improvements and significant energy savings in artificial intelligence applications. As spintronics technology
continues to evolve, it is poised to become a cornerstone of future AI hardware innovations, enabling more advanced,
efficient, and scalable neural computing architectures.

spintronic neuron, spin torque, nonlinear activation function, neuromorphic computing
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