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摘要 分子科学是化学的核心, 也是生物、材料、药学等学科的基础. 传统的分子科学研究通过实验或理论手段

进行, 研究成本高、周期长, 难以处理高复杂度体系. 随着大数据时代的到来, 数据驱动的人工智能研究已成为继

实验、理论和模拟之后的第4种科学研究范式. 数据驱动的机器学习凭借其快速高效的数据处理能力, 在分子科学

领域展现出巨大的发展潜力. 尤其是在分子性质预测、分子设计、化学反应预测及逆合成、量子化学计算、自动

化合成等领域获得了广泛应用. 本文首先介绍面向分子科学数据智能研究过程中的3个关键部分, 即分子科学开放

数据集、分子描述符和机器学习算法; 然后, 列举机器学习在不同分子科学研究方向中的重要应用案例; 最后, 分

析讨论该研究领域可能存在的挑战及潜在发展方向.
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分子科学主要研究分子的结构、性质以及分子间

的相互作用, 是化学、生物、材料、药学等学科的重

要基础. 传统的实验研究手段无法对所有分子的性质

及反应过程进行逐一探究. 薛定谔方程的提出为分子

科学构建了清晰的结构-性质关系底层逻辑, 对于给定

的化学结构, 通过求解薛定谔方程, 理论上可以准确描

述电子的分布和广泛的物理响应. 但是薛定谔方程的

直接求解极为复杂且计算量巨大, 这对复杂体系来说,
几乎不可能. 20世纪60年代, 随着Gaussian等基于量子

力学求解薛定谔方程软件的出现[1], 降低了量子化学计

算的门槛, 使得理论研究手段被广泛使用, 极大促进了

分子科学领域的发展. 进入21世纪以来, 计算化学展现

出更好的预见性, 其应用范围也更加广泛, 在结构化

学、药物化学和材料科学领域扮演越来越重要的角色,
高通量计算筛选也成为常见的研究手段. 然而, 计算化

学的瓶颈本质上是计算能力和资源的不足, 现代很多

理论方法依赖于各种近似来大幅度降低计算量, 但计

算结果与真实体系的差距不得而知.
随着大数据时代的到来, 大规模云计算机并行计

算能力和存储能力显著提升, 高通量数据不断积累, 人
工智能技术日趋成熟, 数据驱动的人工智能研究已成

为继实验、理论和模拟之后的第4种科学研究范式. 近

年来, 深度学习[2]——一种以神经网络为架构对数据进

行表征学习的机器学习算法, 在计算机视觉、语音识

别、自然语言处理与生物信息学等重要领域取得了惊

人的进展[3~11]. 基于深度学习技术开发的人工智能围棋

程序AlphaGo[12]和AlphaGo Zero的出现, 证实了机器学

习方法可以快速处理规则清晰、数据高度复杂科学问

题的可行性. 这种技术适用于处理涉及大量空间组合

或非线性过程的复杂问题, 这些问题或不能通过传统
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方法求解, 或只能牺牲巨大的计算成本进行求解. 在分

子科学领域, 底层构效关系(元素周期表、物理常数、

薛定谔方程)相对清晰且稳定, 但由于其原子和分子的

组合自由度大、从微观量子态到化学性质的演化复杂

度高, 使得该构效关系扑朔迷离. 这意味着通过数据驱

动的人工智能机器学习手段开展分子科学研究具有很

高的可行性.
机器学习在分子科学领域的应用可以追溯到20世

纪70年代, Hiller等人[13]使用三层感知机成功将一系列

烷基取代和醇烷基取代的1,3-二恶烷按药理活性或非

活性进行分类. 20世纪90年代, 神经网络在计算机辅助

药物设计中广泛使用, 特别是在定量结构-活性关系

(quantitative structure-activity relationship, QSAR)研究

中. 随着近些年化学信息学的发展, 机器学习在分子性

质预测、分子设计、化学反应预测与逆合成、量子化

学以及自动化合成等领域均有重要应用.
理解如何使用机器学习方法解决特定的分子科学

问题, 需要介绍其中涉及的机制. 一个标准的机器学习

工作流通常包括以下步骤: (1) 数据集构建, 包括数据

获取、清理和预处理; (2) 分子描述符选取; (3) 模型建

立(训练、验证和测试). 本文简要介绍这几个步骤及一

些面向分子科学的数据智能研究案例, 并提出现有研

究中可能存在的挑战与机遇.

1 数据集构建

可用数据的质量、数量和多样性给模型的准确性

和通用性施加了上限. 数据可以是实验数据或计算数

据, 可以来自公开来源, 也可以通过使用各种软件平台

进行高通量计算自行生成. 所需的数据量取决于机器

学习模型的选择, 但一般来说, 一个合理的模型至少需

要50个数据点, 而某些模型(如神经网络)需要的数据量

要大得多. 本节根据分子科学的几个重要研究类别将

可公开获取的数据源进行如下分类, 对一些常用的数

据源进行重点介绍, 并对所有常用数据源进行了列表

统计(表S1).

1.1 分子基础信息

NIST(https://webbook.nist.gov/chemistry)是美国国

家标准技术研究所的标准参考数据库, 是一个非常全

面的气相分子数据库, 提供了热化学数据、凝相热化

学数据、相变数据、反应热化学数据、相位离子能量

数据、红外光谱数据、质谱数据、紫外可见光谱和气

相色谱数据等信息. PubChem(https://pubchem.ncbi.nlm.
nih.gov/)是美国国立卫生研究院的开放式化学数据库.
其条目涵盖分子的2D结构、3D结构、名称和识别代

号、理化性质、相关记录、药品相关信息、食品相关

信息、毒性信息和生物信息等方面. ChemSpider(http://
www.chemspider.com/)是英国皇家化学会免费提供的

化学结构数据库, 可快速访问超过6300万个结构, 提供

分子的基本信息、理化性质、光谱等内容.
除了上述国外机构的数据库, 国内近年来也在分

子基础信息数据库方面取得了较大进展. 机数大材库

(http://www.dcaiku.com/)是由机数量子建立的综合性

创新材料数据库平台. 它包含了9448万个分子基础化

合物、40万个材料性能数据、90万个含磷化合物, 同

时又扩展了1120万个化合物分子数据, 包含原子坐标

参数、基本化学性质, 以及经计算获得的理化性质参

数等. 该数据库整合了分子结构检索功能, 用户可以通

过开放画图板, 直观快捷地进行结构搜索服务. 与此同

时, 用户还可以通过其自主开发的Atom-Bond指纹生成

算法, 利用查找迅速定位所寻找的结构. 网站还提供基

于WebGL技术的分子3D模型展示, 用于实时交互式观

察分子结构.

1.2 燃烧

RMG数据库(http://rmg.mit.edu/database/)是由麻省

理工学院William H. Green团队建立的能够预测分子热

力学、动力学、溶剂化效应和反应输运性质的数据库.
RMG可以自动生成包括化学激活在内的压力依赖的反

应机理. ATcT(https://atct.anl.gov/)是一种新的范式, 为

稳定、有反应活性和瞬态的化学物质提供热化学值

(如生成焓、吉布斯生成能、键解离能、反应焓等). 国
内方面, 中国科学技术大学国家同步辐射实验室提供

了众多小分子的电离能数据及光电离效率曲线数据库,
对燃烧产物的定性和定量分析十分重要.

1.3 大气、星际

KIDA(http://kida.astrophy.u-bordeaux.fr/)是一个气

相天体化学数据库, 它包含了实验测量或理论计算得

到的气相反应的反应速率常数. 除了提供星际介质分

子的动力学信息外, KIDA还计划提供行星大气层和恒

星环层的相关数据. MCM(http://mcm.york.ac.uk/home.
htt)包含对流层降解过程中一系列初级挥发性有机化

合物(volatile organic compound, VOC)的详细气相化学
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反应过程, 其中包括降解甲烷和142种非甲烷VOC的相

关数据. 同时, 它也提供了一些其他信息, 例如在VOC
降解过程中形成的自由基和闭壳中间体的分布.

1.4 生物、蛋白质

PDBbind数据库(http://www.pdbbind.org.cn/)是蛋

白质数据库中所有生物分子复合物相关联的实验测量

数据集合, 提供了这些复合物的能量与结构信息之间

的基本关系, 帮助科研人员进行分子识别、药物发现

等方面的计算和统计研究. 该数据库每年更新一次, 实
时跟进蛋白质数据库的发展. UniProt(https://www.uni-
prot.org/)是蛋白质序列和注释数据的综合资源数据库,
免费提供全面、高质量的蛋白质序列与功能信息, 其

中很多内容来自基因组计划. 此外, 还包含了大量来自

文献关于蛋白的生物学功能信息.

1.5 药品、有机

SDBS(http://sdbs.db.aist.go.jp/sdbs/cgi-bin/direct_-
frame_top.cgi)是一种用于有机化合物的综合光谱数据

库系统, 其中包括电子轰击电离质谱(electron ioniza-
tion-mass spectroscopy, EI-MS)、傅里叶变换红外光谱

(Fourier-transform infrared spectroscopy, FT-IR)、1H核

磁共振谱(1H nuclear magnetic resonance spectroscopy,
1H NMR)、13C NMR谱、激光拉曼光谱和电子自旋共

振谱(electron spin resonance spectroscopy, ESR).
SMPDB(http://smpdb.ca/)是一个交互式可视化数据库,
包含超过3万个人类小分子路径的信息. 其专门设计用

于发展代谢组学、转录组学、蛋白质组学和系统生物

学中的路径解释与发现, 支持全文、序列和化学结构

搜索. 由公开数据集中获取的数据可能存在来自实验

的测量误差或来自不同计算级别的误差的影响, 导致

数据不统一或者包含缺失值、异常值、重复值和无用

值. 数据库错误的数据和化学结构的不正确处理可能

对机器学习模型预测能力产生重大影响[14]. 识别和消

除这些错误对避免机器学习算法被误导至关重要. 因

此, 在训练模型之前, 应确保所有数据经过清理和处

理, 这是确保模型可重复的重要一步. 此外, 在模型运

行的初始阶段, 可能会发现一些额外有问题的数据样

本, 它们会对模型性能产生不利的影响. 在这种情况

下 , 应考虑在最终确定模型之前执行另一轮数据

清理.

2 分子描述符

分子描述符是建立机器学习与化学科学联系的关

键步骤, 是指分子在某一方面性质的度量, 既可以是通

过各种算法推导出的表示分子结构的数值指标, 也可

以是分子的物理化学性质. 分子描述符选取得越合适,
算法映射到输出数据的精确度就越高. 同时, 描述符应

尽可能地具有物理意义, 以帮助我们寻找模型的内涵,
实现预测模型可解释. 分子描述符的选取是当前一个

开放的研究问题, 虽然目前有许多种分子表示方法, 但
是似乎没有一种表示适用于所有情况.

2.1 结构描述符

传统上, 我们用含有原子和键的结构图来表示分

子. 在数据驱动的新范式中, 分子需要被表示成计算机

可读可解释的格式. 图1展示了几种常见的分子结构表

示方法[15]. 其中, 分子指纹是一种分子的向量化表示,
可以捕捉分子内部原子构型的精确细节. 常见的分子

指纹有如下几种: (1) 基于子结构的分子指纹, 如

MACCS[16]和PubChem指纹; (2) 基于拓扑和路径的分

子指纹, 如Daylight指纹和Tree指纹; (3) 圆形分子指纹,
如Morgan指纹[17]

、MolPrint2D[18]
、ECFP指纹[19]

、

FCFP[19]等; (4) 混合指纹, 如UNITY 2D、MP-MFP[20]等.
简化分子线性输入规范(simplified molecular input

line entry specification, SMILES)[21]是一种被广泛接受

的分子简写方式. 在SMILES中, 原子符号用来表示原

子, 脂肪族和芳香族原子分别用大写和小写符号表示,
双键和三键分别写成“=”和“#”, 支链用圆括号“()”表示.
通常氢原子不会被明确地显示出来. 通过给两个相连

的环原子分配数字来表示环. 同一分子如果沿着不同

的顺序可能会生成不同的SMILES字符串. 为了解决这

个问题, 国际化学标识符(international chemical Identi-
fier, InChI)[22]的提出为每个分子提供了唯一的标识符.
SMARTS(SMILES arbitrary target specification)是在

SMILES基础之上的改进版[23], SMARTS允许使用通配

符表示原子和化学键, 因此被广泛用于化学数据库中

的结构搜索.
分子图本质上是将分子中的原子和键分别映射到

图的节点和边. 分子结构是典型的图结构, 分子图表示

可以自然地描述具有丰富结构和空间信息的分子. 基

于分子图表示的图神经网络模型(graph neural network,
GNN)近几年发展得很快[24~27]. 库仑矩阵(Coulomb ma-
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trix)[28]是一种特殊的分子图, 是用来表示分子内笛卡尔

坐标系集合和核电荷的矩阵. 此外, 还有BOB(bag of
bonds)[29]、BA(bonds-angles)[30]、BIM(bonds in mole-
clue)[31]、BAND(bonds-angles-nonbonded-dihedrals)[32]

等分子结构描述符.

2.2 理化性质描述符

上节提到的分子表示均是基于分子结构的直接表

示方法, 在进行一些特定问题的机器学习时, 我们可以

利用已有的专家知识, 选用具有物理意义的描述符, 从
而降低机器学习的难度. 一个好的分子描述符应该至

少满足以下3个标准: (1) 分子的独特描述; (2) 对目标

属性敏感; (3) 容易获得. 一些基于量子力学的性质如

电子能量、最高占据分子轨道(highest occupied mole-
cular orbital, HOMO)、最低未占据分子轨道(lowest un-
occupied molecular orbital, LUMO)的轨道能量等也是

一种可用的描述符. 同样, 一些实验可观测值如电离

能、亲核性等也是可供选择的描述符. 中国科学技术

大学江俊团队[33]创新地提出偶极矩描述符, 成功预测

CO在金属表面的吸附性质, 揭示了复杂体系的构效关

系. 基于结构描述符建立了偶极矩预测模型, 高效模拟

分子光谱, 并提出了谱学描述符, 建立关键性质的定量

预测关系. 江俊团队[34]还将NMR化学位移和键能作为

描述符, 运用到有机逆合成反应路径预测中.
分子描述符可以从前文提到的数据库中直接获取,

也可以利用一些专门的描述符计算软件如DRA-
GON[35]

、Mordred[36]、PaDEL-Descriptor[37]、Blue-
Desc、ChemoPy[38]、PyDPI[39]、Rcpi[40]、Cinfony[41]、
ChemDes[42]等获取. 或者通过一些量子化学软件如

Gaussian等计算得到.

3 智能算法

当数据被收集并用恰当的描述符进行表示之后,
就需要选择一个模型来从中学习. 根据不同的数据类

型和研究问题, 可以应用一系列不同的机器学习算法

(图2). 从学习方式上分, 可以分为监督学习、无监督

学习和强化学习. 后文将对分子科学研究中常用的监

督学习和无监督学习算法进行介绍.

3.1 监督学习

监督学习是分子科学研究中使用较为广泛的一类

算法, 比如用于分子性质的预测. 监督学习是基于已标

图 1 (网络版彩色)同一分子不同类型的分子表示[15]

Figure 1 (Color online) Different types of molecular representations applied to one molecule[15]
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记的输入-输出对,学习将输入映射到输出的函数.该算

法的目标是最小化学习过程中输入-输出值的差别. 监

督学习模型可以在离散集(如药理活性或非活性分类)
或连续集(如分子键能)内预测输出值. 前者建立的模型

称为分类模型, 后者称为回归模型. 接下来简单介绍常

见的监督学习模型.
朴素贝叶斯分类器[43]是一类假设各特征之间相互

独立、运用贝叶斯定理进行分类的监督学习算法. 其

优点是所需数据较少, 但是对数据的输入方式较为敏

感, 只适用于分类问题. k-近邻算法[44]采用测量不同特

征值之间的距离进行分类. 预测的输出值依赖于数据

中k个“最近邻”的值, 其中k为整数. 该方法具有精度

高、对异常值不敏感、无数据输入假定等优点. 它可

以用在分类及回归问题中, 但是具有较高的计算复杂

度和空间复杂度. 逻辑回归算法通过最优化算法寻找

分类边界的最佳拟合参数, 其计算代价不高, 易于理解

和实现, 但容易欠拟合, 分类精度不高. 支持向量机

(support vector machine, SVM)[45]是一种二分类模型,
其基本思想是, 求解能够正确划分训练数据集并且几

何间隔最大的分离超平面. 除了进行线性分类, SVM
还可以使用核技巧(kernel trick)处理非线性分类, 通过

将低维空间中的非线性问题转换成高维空间下的线性

问题进行求解. 其计算量小、泛化错误率低、结果易

解释, 但是对参数调节和核函数的选择敏感.

决策树[46]是用于确定行动过程或结果的流程图.
树的每个分支代表一个可能的决策、事件或反应. 这

棵树的结构是为了显示一个选择如何以及为什么会导

致下一个选择, 不同分支表明每个选择相互排斥. 决策

树由根节点、叶节点和分支组成. 根节点是树的起点.
根节点和叶节点都包含要处理的问题或标准. 分支是

连接节点的箭头, 显示从问题到答案的流程. 其计算复

杂度不高, 输出结果易于理解, 对中间值的缺失不敏感,
可以处理不相关特征数据. 但是通常来说, 一棵简单的

树并不能产生有效的结果, 随机森林算法应运而生. 随
机森林是由许多决策树随机组合而成的森林, 将单个

决策树的输出整合起来生成最后的输出结果.
神经网络是近年来用途最为广泛并且发展迅速的

一类算法[47]. 并产生了许多分支如全连接神经网络、

卷积神经网络、循环神经网络等. 神经网络分为输入

层、隐藏层以及输出层三部分. 输入层单元接受外部

输入的信号与数据, 隐藏层连接输入和输出层, 主要用

于调整神经元之间的权重实现特征提取, 并将处理结

果传递到输出层. 输出层单元被激活函数激活后, 对处

理结果进行输出, 激活函数需要针对不同的研究问题

进行选择. 神经网络技术已经越来越被认为是化学研

究中强有力的工具.

3.2 无监督学习

虽然监督学习功能强大、应用广泛, 但其在分子

科学领域的应用仍面临重大的挑战. 监督学习模型需

要用大量的带标签的数据集来训练, 但是可直接获取

的高质量带标签的数据较少, 这就使得可供学习的样

本很少, 从而影响其预测效果. 无监督学习与之不同,
它所需要的输入数据集不需要带标签(输出值), 所以很

好地克服了这个问题. 但是无监督学习算法简单, 功能

有限, 因而现在只应用于分子科学的少数领域, 如聚

类、特征提取等. 接下来, 对最常见的几种无监督学习

算法进行概述.
(1) 变分自编码器(variational auto-encoder, VAE)[48]

是一种随机生成模型, 其目的是尽可能地重建输入数

据. 它由编码器、解码器和预测器三部分组成. 编码器

可以将分子离散的字符串表示转换为连续的向量表示.
使用这种新的连续向量值表示, 可以通过随机向量解

码、扰乱已知化学结构或在分子间插入等方法产生新

的分子, 并通过优化算法产生特定性质的分子. 该方法

在分子设计领域得到了广泛的应用.

图 2 (网络版彩色)各种机器学习算法
Figure 2 (Color online) Various machine learning approaches
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(2) 主成分分析(principal component analysis,
PCA)[49]是一种常见的对数据进行降维的无监督学习

算法. 其目标是从输入数据中提取重要信息, 将其表示

为一组称为主成分的线性不相关变量, 并将观察结果

和变量的相似模式显示为映射中的点. PCA模型常用

于查看分子的特征分布或特征数据的选取, 以加速或

提高其他机器学习算法的预测效果.
(3) 生成对抗网络(generative adversarial network,

GAN)[50]是一个快速发展的研究领域. GAN会同时训练

两个模型: 生成器模型和鉴别器模型. 生成器模型用于

学习真实样本, 并不断生成“假”数据; 鉴别器模型的目

的是将这些“假”数据从真实样本中尽可能分辨出来;
而生成网络则要尽可能地“欺骗”鉴别网络. 两个网络

相互对抗、不断调整参数, 最终目的是使鉴别网络无

法判断生成网络的输出结果是否真实. 训练好的GAN
具备很好的数据生成能力, 因而可以用于生成有特定

功能的新分子, 在分子生成中被广泛使用.

4 数据智能在分子科学中的应用

4.1 分子性质预测

在整个化合物空间中准确而高效地预测分子性质

是化学和制药工业中合理设计化合物的关键问题. 近

几年, 由于深度学习的发展, 分子性质预测领域也在迅

速发展, 包括分子键能、光谱、生物活性、药物的吸

收、分布、代谢、排泄、毒性(absorption, distribution,
metabolism, excretion and toxicity, ADMET)等性能以及

与毒性靶标的相互作用等.
Hansen等人[29]提出了BOB模型, 实现对有机分子

的原子化能、极化率以及分子前线轨道能量的预测.
该模型对平衡态分子有较好的预测效果, 同样也可以

扩展到非平衡态分子. 江俊团队[51]提出了一种高效预

测SARS-CoV-2红外光谱的机器学习模型, 并可以表征

与蛋白质二级结构变化相关的红外光谱的细微变化,
为监测SARS-CoV-2与人类ACE2之间的实时相互作用

提供了一种具有成本效益的工具. 江俊团队[52]还提出

了基于二维光谱描述符的蛋白质二级结构机器学习识

别方法, 驱动机器自动解读光谱信号并反演识别相应

结构, 对同源和非同源蛋白片段的识别准确率分别达

到了97%和91%. Paton团队[53]开发了一个GNN模型,
能够在几分之一秒内预测有机分子的键能, 其预测结

果相对于密度泛函理论(density functional theory, DFT)

结果的平均绝对误差(mean absolute error, MAE)仅为

0.58 kcal/mol. Saini等人[54]采用数据驱动的方法, 从不

同的亲核试剂和相关溶剂中提取27个量子力学分子和

热力学描述符, 实现对亲核性值的预测. Lee等人[55]也

利用机器学习, 开展了亲电性和亲核性的研究: 先用传

统的描述符包括硬度、电子亲和能、电离能、电负性

等进行预测, 发现效果不尽人意, 在添加分子指纹描述

符之后, 预测效果得到改善.

4.2 分子设计

分子设计旨在虚拟地创建和分析具有相关优化性

能的分子, 如可合成性、药物ADMET等. VAE、GAN
或强化学习模型在分子设计特别是药物分子的反向设

计领域被广泛地应用. Gómez-Bombarelli等人[48]研发了

VAE, 通过优化潜伏空间中编码的分子向量, 成功生成

了具有用户所需属性的分子. 随后, Kadurin等人[56]研

发了深度生成对抗自编码器(generative adversarial
autoencoders, AAE)来生成具有预定义抗癌特性的新分

子, 该模型相较于VAE具备在生成分子指纹可调性方

面的优势和处理大分子数据集的能力. 一些研究已经

采用强化学习模型来生成类药物分子. Popova等人[57]

在深度和强化学习方法的基础上设计了结构进化强化

学习(reinforcement learning for structural evolution,
ReLeaSE). 该模型集成了生成和预测两种深度神经网

络, 首先, 生成模型和预测模型分别训练与监督学习算

法; 然后, 这两种模型将与强化学习方法联合训练, 以

倾向于生成那些具有所需物理或生物特性的新化学结

构. 生成算法的组合模型在分子设计中也被广泛应用,
以充分利用每种算法的优点. 例如, druGAN[58]采用对

抗性自编码器网络, RANC[59]采用强化学习和对抗性

网络.

4.3 化学反应

4.3.1 正向预测

机器学习技术可以用于开发与实验直接相关的可

观测数据的综合模型, 包括反应势垒预测[60~62]
、反应

速率常数预测[63,64]
、量子反应速率的预测[65]以及化学

反应产率预测[66]. 例如, Jorner等人[67]训练了一个高斯

过程回归模型对亲核芳香取代反应的反应活化能进行

训练, 并使用该模型来预测外部测试集, 预测结果的

MAE值为0.77 kcal/mol. 麻省理工学院Green团
队[60,62,68~77]在机器学习应用于小分子化学反应方向做
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了许多杰出的工作. 例如, 构建了RMG数据库[75], 其能

够预测反应的热力学、动力学、溶剂化效应和输运性

质, 并自动生成反应机理; 构建了一个有向信息传递神

经网络对24000个反应进行训练, 仅使用来自反应物和

生成物的信息, 对反应势垒的预测效果相对于耦合簇

方法计算势垒的MAE为2.6 kcal/mol[62]; 开发了开源统

计力学软件Arkane[77]进行自动反应动力学和网络探索,
有助于计算化学物种的热力学性质、高压极限反应速

率系数, 以及多势阱分子势能面上的压力相关速率系

数, 包括碰撞能量转移对反应速率常数的影响等.
4.3.2 逆合成

实现逆向合成一直以来都是有机化学家的研究目

标[78]. 在过去的几年里, 我们见证了机器学习在该领域

的巨大进展[79~81]. Segler等人[79]将蒙特卡罗树搜索、扩

展策略网络以及过滤器网络相结合用于搜索逆合成路

线. 他们对1200万反应数据进行训练, 结果表明, 该模

型比基于提取规则和手工设计启发式的传统计算机辅

助搜索方法快30倍, 并且盲测的化学工作者很难将机

器学习设计以及人类设计的逆合成路线区分开来. Wo-
los课题组[81]使用正向合成Allchemy平台, 从大约200种
商业规模回收的废弃化学品中生成大规模合成网络,
从中检索出数万条通向大约300种重要药物和农药的

路线. 他们还根据可持续化学的公认指标对这些合成

进行算法排序, 并通过实验验证了其中几种路线的可

行性. 江俊团队[34]利用化学信息分子图(chemistry-in-
formed molecular graph, CIMG)作为描述符, 设计了逆

合成机器学习模型. 以NMR化学位移作为顶点特征, 键
解离能作为边特征, 溶剂和催化剂信息作为全局特征,
引入到分子图中来表示分子和反应, 构建了逆合成规

划模型. 该模型利用基于分子图的神经网络和蒙特卡

罗树搜索开发, 使用140万反应数据集进行训练, 在反

应模板选择方面前50的反应模板准确率达到94%,在催

化剂预测方面达到了前10位的准确率达到93%,在溶剂

预测方面前10位的准确率达到89%.

4.4 计算化学

使用计算手段研究分子科学已经被大家广为接受,
并且占据越来越重要的地位. 但是随着体系规模的增

加, 计算的复杂度迅速增长. 因此, 许多研究致力于对

求解薛定谔方程做各种简化和近似, 使计算保持可接

受的准确性和合理的计算时间. 机器学习的应用使得

高精度和高复杂度的同时实现成为可能 . 2017年 ,

Müller团队[82]用机器学习训练密度和能量数据获得了

丙二醛分子的密度泛函模型, 随后结合分子动力学模

拟成功描述了丙二醛分子内质子转移过程, 这验证了

利用机器学习构造泛函并绕开传统Kohn-Sham方程自

洽场迭代求解电子结构的可行性. 中国科学院大连化

学物理研究所张东辉团队、复旦大学徐昕团队[83]在高

通量量子化学计算数据的基础上, 成功应用人工智能

技术预测了分子势能面. 复旦大学刘智攀团队[84]结合

表面随机行走算法和神经网络技术训练分子和材料的

势能面数据, 大幅度加速了材料结构演化和化学反应

的预测.

4.5 自动化合成

除了前文介绍的针对特定化学问题的机器学习研

究案例之外, 科学家基于大数据和人工智能深入量子

力学底层提炼构效关系, 研制了能够自主探索化学反

应性的机器化学家. 真正实现从文献数据抓取, 到实验

方案设计, 再到自主完成合成、表征、测试以及数据

分析迭代的全流程自动化操作. 自动化合成的实现为

合成化学的逆向反应预测、功能材料的逆向设计、生

物大分子的结构自动化反演提供高质量数据库、智能

算法和软件引擎. 2019年, 美国麻省理工学院Jamison和
Jensen团队[85]将逆向合成预测算法与机器人可重构流

动装置配对, 开发了基于人工智能规划的有机化合物

流动合成机器人平台, 实现了自主化学合成的里程碑.
2020年, 英国格拉斯哥大学Cronin团队[86]研发了自主

化学机器人, 通过探索超过109种可能反应的化学空间

来发现超分子结构. 同年, 英国利物浦大学Cooper团
队[87]设计了第一台可移动机器化学家, 它能够比人类

更快地执行实验, 并能够使用贝叶斯优化自主选择光

催化剂. 机器科学家在生物大分子结构研究、自动化

药物发现方面也初露锋芒. 2021年, 瑞典查尔姆斯理工

大学[88]研制机器科学家“夏娃”用于识别和测试针对新

型冠状病毒的药物. 瑞士苏黎世联邦理工学院[89]开发

人工智能虚拟化学家, 筛选与天然产物具有相似功能

但易于合成的分子, 并设计新分子的合成路线, 实现药

物发现分子层面的逆向工程.
2022年, 中国科学技术大学科研团队[90]研制出数

据智能驱动的全流程机器化学家——小来. 小来集成

了移动机器人、化学工作站、智能操作系统、科学大

数据库于一身, 其优势在于: 装载有物理模型、全流程

自主实验、数据分析理实交融、实验结果自主优化迭
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代, 可以快速地实现全局搜索、提炼出理实交融的机

器学习模型. 这个模型融合了底层物理规律和化学实

验演化, 具有指导实践的预测能力. 它的工作流程如下

(图3)[90]: 首先, 针对提出的科学问题通过自然语言处理

系统, 从云数据库中读取文献或专利, 整理成机器可以

理解的结构化数据库, 并提出假设和设计试验方案; 然
后, 根据提出的方案, 在室内或在线控制移动机器人,
可以自动调用计算和实验测试平台, 进行自主的量子

化学模拟并执行实验合成、表征、测试等14个工作站

的完整实验过程, 采集标准化实验数据; 最后, 利用其

计算大脑通过机器学习和贝叶斯优化同时分析实验数

据, 为下一次迭代提出新的假设, 实现理论与实验数据

的交融. 小来目前已经被应用于寻找具有聚集诱导发

射(aggregation-induced emission, AIE)特性的生物兼容

发光团. 在这个实验中, 小来的机器阅读模块首先被激

活, 从15979篇论文中发现了4865个分子与“AIE”、“ag-
gregation-induced emission”或者“aggregation induced

emission”关键词有关. 在基于专业知识规则的数据清

理后, 确定了306个分子为商业上可用的AIE荧光团.
其中, Berberine chloride(BBR)是唯一一种发射波长位

于可见光区域的化合物, 因此选择该化合物进行进一

步研究. 小来紧接着进行了一系列自动化实验, 以合成

不同的BBR溶液并测量其荧光. 先通过固体点胶工作

站称量出适量的BBR固体样品, 然后转移到液体点胶

工作站溶解成溶液, 并利用光致发光光谱和紫外光谱

测量了溶液的光学性质. 通过对比不同浓度和溶剂的

BBR溶液, 确定了BBR的最佳浓度为20 mmol/L. 除此

之外, 小来还被应用于优化金属氧化物光催化剂的氢

掺杂策略等课题研究, 在实验中显示出了较好的准确

性和重复性, 显著缩短了实验耗时, 展现出在电催化

剂、光催化剂和发光材料领域的多功能性.

5 总结与展望

综上所述, 数据驱动的机器学习为规则清晰而演

图 3 (网络版彩色)具有科学头脑的全方位人工智能化学家设计[90]. (a) AI-Chemist的3个模块: 机器阅读模块、移动机器人模块和计算大脑模

块. (b) 人工智能化学家的工作流程和各个模块的功能
Figure 3 (Color online) Design of the all-round AI-Chemist with a scientific mind[90]. (a) Three modules of the AI-Chemist: A machine-reading
module, a mobile robot module and a computational brain module. (b) The workflow of the AI-Chemist and the functions of each module
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化复杂的分子科学研究提供了新工具, 在分子性质预

测、分子设计、有机反应预测及逆合成、量子化学计

算、自动化合成等领域获得了广泛应用. 对于分子科

学中特定的机器学习研究, 想要获得准确的机器学习

模型, 有几点至关重要: 构建高质量的化学数据集; 将

化学语言转化成机器可读的数字语言, 最好是蕴含物

理化学信息的描述符; 搭配合适的机器学习算法. 但是

由于机器学习自身的特点, 在分子科学领域的发展也

受到了一定的限制, 同时也说明该领域还存在许多进

一步突破的机会. 本文提出几点该领域的潜在挑战与

机遇:
首先, 最大的挑战就是缺乏高质量数据集. 对高质

量的机器学习模型来说, 许多现有的实验数据库要么

太小, 要么太不统一(如不同的测量技术或实验条件).
大量的实验数据只能在期刊上发表, 不方便直接下载

使用. 为应对这一难题, 在未来可以从以下3个方面入

手: (1) 数据及模型的开放共享. 现在许多机器学习所

用数据是通过高通量计算得到的, 研究者应尽量将数

据和模型公开, 以便于建立更多的标准化学数据库, 有
利于进行基准测试并促进机器学习算法的开发. 在这

一过程中, 应尽量做到化学及计算机语言标准化. (2)
电子实验记录本的普及. 由于从文献或者数据库中下

载的实验数据往往是实验成功的案例, 这样会损失掉

很多不成功案例中的有效信息, 导致数据带有一定的

偏见. 另外, 不同课题组或者不同化学工作者对同一类

实验的记录可能存在维度不统一、数据缺失的问题.
电子实验记录本的普及可以保证数据最大程度地保留,
以及维度的统一, 并便于公开和共享. (3) 构建可从小

数据集中充分挖掘信息的机器学习模型. 例如, 可以通

过理论数据产生可解释的预训练模型, 再依托实验小

数据做迁移学习. 另一个有希望的方案是元学习[91], 即
首先让机器进行学习, 使其具备分析和解决问题的能

力, 再使机器学习模型可以更好地泛化到新领域中, 从
而实现“学会学习”. 神经图灵机[92]和模仿学习[93]等新

概念的提出使这一过程得以实现. 此外, 文献[94]表明,
贝叶斯框架可以在数据有限的情况下, 在一次性分类

学习问题上实现与人类水平相当的性能, 这将对数据

稀疏、通常昂贵且获取缓慢的分子科学有一定帮助.
其次, 构建可解释的机器学习模型. 机器学习的过

程是一个黑盒子, 内部进行的数学运算过程我们无从

知晓, 这导致利用机器学习建立的模型是否具有实际

的物理化学意义有待考量, 也限制了进一步对其进行

调试和改进. 上海大学Ouyang等人[95]提出基于压缩感

知的SISSO算法, 用于在大量候选描述符中找出最佳的

低维描述符, 并且可以帮助获得机器学习模型更好的

可解释性. 如何构建具有清晰规则的机器学习模型是

未来一个重要的发展方向, 通过化学家已有的化学知

识构建可解释的机器化学模型, 可解释模型具有较好

的鲁棒性、容错性和较好的迁移能力, 可以再反向重

构我们对化学的认识.
随着越来越多的科学家利用数据驱动的机器学习

模型开展分子科学领域的相关研究, 该领域的底层原

理越来越清晰. 基于数据智能的研究范式已经开始改

变我们发现分子和研究分子科学的方式, 在更大的数

据和模型开放共享的支持下, 可能会有颠覆性的新

发现.
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Molecular science is the core of chemistry, but also the basis of biology, materials, pharmacy and other disciplines.
Traditional molecular science research was carried out by experimental or theoretical means, which is costly, time-
consuming and hard to solve the high complexity system. With the advent of the era of big data, data-driven innovation of
artificial intelligence (AI) has become the fourth research paradigm after experiment, theory and simulation. With its fast
and efficient data processing capabilities, data-driven machine learning has shown great potential in molecular science
research.
A standard machine learning workflow usually includes three steps: data set construction, molecular descriptor selection,

and model building. Firstly, the quality, quantity, and diversity of available data impose an upper limit on the accuracy and
generality of the model. In Chapter 1, we classify publicly available data sources according to the research categories of
molecular science, including molecular basic information, combustion, atmosphere and interstellar, biological, protein,
pharmaceutical and organic. The contents, characteristics and obtaining methods of each database are introduced in detail.
Secondly, descriptors are the key step to connect machine learning and chemical science. A good molecular descriptor
should satisfy at least three criteria: a unique description of a molecule, sensitive to target attributes and easy to obtain. At
the same time, descriptors should have physical significance to help find the connotation of the model and realize the
interpretation of the model. In Chapter 2, we introduce some widely used structural descriptors and physical or chemical
properties descriptors. Then, once the data has been collected and represented with the appropriate descriptor, a model
needs to be selected according to the data type and research question. In Chapter 3, supervised and unsupervised learning
algorithms are introduced which are widely used in molecular science.
After introducing three important steps of machine learning, Chapter 4 presents its application in several subarea of

molecular science research. For example, in molecular property prediction, machine learning has been used to predict the
atomization energy, polarizability, electron affinity energy, ionization energy, electronegativity, etc. In molecular design,
variational auto-encoder (VAE), generative adversarial network (GAN) and reinforcement learning model are widely used,
especially in reverse design of drug molecules. In chemical reaction, machine learning has been used to predict reaction
barrier, reaction rate constant, quantum reaction rate and chemical reaction yield, and it has also made great strides in
backward synthesis. In theoretical chemistry, by training the potential energy surface of molecules and materials, the
structural evolution of materials and the prediction of chemical reactions are greatly accelerated. Furthermore, based on big
data and AI, robotic chemists which can explore chemical reactivity and achieve automatic synthesis were developed. It is
worth mentioning that Chinese scientists have made breakthroughs in this field.
In summary, data-driven machine learning provides new tools for molecular science with clear rules and complex

evolution. However, it also faces some challenges and opportunities. Firstly, the biggest challenge is the lack of high-
quality data sets. Here we propose three possible solutions: open sharing of data and models, popularization of electronic
experimental record books, and construction of models that can fully mine information from small data sets. Secondly, how
to build explicable machine model which has good fault tolerance and good transferable ability, and can reverse reconstruct
our understanding of chemistry. As more and more scientists use data-driven machine learning models in molecular
science, the underlying principles are clearer. The new research paradigm is changing the way we discover molecules and
study molecular science, which could lead to disruptive new discoveries.

molecular science, data intelligence, molecular properties prediction, chemical reaction prediction, automatic
synthesis
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