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基于无人机高光谱和机器学习的旱地饲用玉米叶片氮含量估测 
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摘  要: 本研究以无人机高光谱和集成学习结合为切入点, 探索旱地饲用玉米叶片氮含量的最佳光谱估测集成学

习模型, 为旱地饲用玉米高效优质生产瓶颈的突破提供参考方法。研究区域位于黄土高原陇中地区, 以饲用玉米

为研究对象, 利用无人机搭载 V185G 一体式云台高光谱成像系统获取数据, 基于原始光谱、一阶导数和连续统去

除变换光谱构建任意两波段光谱指数, 结合 6 种机器学习模型, 构建 Voting 和 Stacking 集成学习模型, 建立最优

估测模型。结果表明, 变换光谱较原始波段光谱显著提高波段光谱指数与饲用玉米叶片氮含量的相关性。比较 6

种单一机器学习模型发现, RFR、KNN、XGBoost 和 GBDT 模型在饲用玉米生长阶段表现出较高的精度, 测试集

R2 为 0.7165~0.7713, RMSE 为 2.4265~2.8296。选用以上 4 种模型构建 Voting 和 Stacking 集成机器学习模型, 模型

测试集 R2 均在 0.7459 以上, RMSE 均在 2.6358 以下。对以上精度较高的单一机器学习模型进行集成, 发现以一阶

导数变换光谱的 Voting 集成模型精度最高, R2 为 0.8152, RMSE 为 2.1253, 表现出更优的预测性能, 提高预测能力

和稳定性。Voting-FDS 集成模型可以在饲用玉米关键生育期对叶片氮含量进行快速估测, 为田间养分管理和高效

优质生产提供理论参考。 
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Estimation of leaf nitrogen content in dryland forage maize using UAV-based 
hyperspectral imaging and machine learning 
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Abstract: This study integrates UAV-based hyperspectral imaging with ensemble learning to identify an optimal spectral estima-
tion model for predicting leaf nitrogen content (LNC) in dryland forage maize, providing a methodological reference for impro-
ving production efficiency and quality. The study was conducted on the Loess Plateau in central Gansu province, China, with 
forage maize as the target crop. Hyperspectral data were acquired using a V185G integrated gimbal hyperspectral imaging system 
mounted on a UAV. Spectral indices were generated from all possible two-band combinations using original reflectance spectra, 
first-derivative spectra, and continuum-removed spectra. Six machine-learning algorithms were evaluated, and Voting and Stac-
king ensemble models were further developed to select the best-performing approach. Transformed spectra substantially strength-
ened the relationships between spectral indices and LNC compared with the original bands. Among the six individual models, 
random forest regression (RFR), K-nearest neighbors (KNN), XGBoost, and gradient boosting decision tree (GBDT) achieved 
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achieved relatively high accuracy across maize growth stages, with test-set R2 values of 0.7165–0.7713 and RMSE values of 
2.4265–2.8296. These four models were then combined to build the ensemble models, both of which achieved test-set R2 > 0.7459 
and RMSE < 2.6358. The Voting ensemble based on first-derivative spectra delivered the best performance (R2 = 0.8152, RMSE = 
2.1253), indicating improved predictive accuracy and robustness through model integration. Overall, the Voting-first-derivative 
spectra (Voting-FDS) model enables rapid estimation of LNC at key growth stages, supporting in-season nutrient management and 
high-quality production in dryland forage maize. 
Keywords: dryland forage maize; leaf nitrogen content; hyperspectral; band selection; machine learning 

当前国内优质饲草的供应仍难以满足畜牧产

业的需求, 而饲用玉米因其营养价值高、适口性好

及消化率高成为一种极具潜力的优质饲料[1]。西北

黄土高原旱作区是粮改饲重点区域, 但信息化监测

技术缺乏影响其品质和大规模种植, 限制了饲草产

业持续高效发展和突破。因此, 亟须研究旱地饲用

玉米信息化监测技术。叶片氮含量是植物叶片氮素

营养状况的重要指标, 其含量对玉米的生长发育与

产量及品质具有重要作用, 通过监测不同生育期玉

米叶片氮含量制定合理的施肥措施可以提高玉米

的产量和品质 [2-3]。植物冠层因叶片氮含量的差异

呈现不同的反射特征 [4], 高光谱遥感利用该点实现

监测和估算作物氮含量 [5-9]。传统的田间人工采样

和实验室测定方法在获取作物氮含量时具有破坏

性和滞后性, 而遥感监测手段具有快速、无损和精

准的优势, 其中高光谱遥感具有分辨率高、波段连

续性强和光谱信息量大等特点 [10], 在作物的生长

生理特性监测和农田精准管理方面具有非常光明

的前景。 

已有研究表明光谱变换可减弱土壤背景和大气

的干扰[11], 且多个光谱指数作为输入特征比单个光

谱指数估测精度更高[12-13]。在高光谱数据预处理及

降噪方面, 标准正态变量结合 SG 滤波的一阶导数

光谱预处理方法在遥感监测水稻冠层叶片氮素含量

的研究中被证实有效, 显著提升反演模型的精度[14]。

机器学习凭借其在处理高光谱数据上的优势, 通过

缩减关键波段提升处理效率及简化分析流程, 并在

氮浓度预测中具有良好的应用潜力 [15]。姚霞等 [16]

研究一阶导数变换下的任意两波段组合比值光谱指

数、归一化光谱指数、土壤调节光谱指数对冬小麦

氮素含量的响应能力, 结果表明所构建的模型较原

始光谱模型的精度明显提高。秦占飞等[11]研究表明

一阶导数变换光谱构建的比值光谱指数(R710, R738)

模型具有较高的水稻叶片氮含量反演精度。王玉娜

等[17]研究结果表明任意两波段光谱指数对氮素营养

指数更为敏感。刘昌华等[18]基于 10 种光谱预处理, 

结合偏最小二乘回归、反向传播神经网络和随机森

林 3 种模型对冬小麦氮素营养进行研究, 结果表明

随机森林算法结合卷积平滑算法建立模型精度最

佳。但是, 相比单一机器学习建立的光谱模型, 将多

种机器学习模型进行集成的模型精度更高, 对异常

值和噪音的抵抗力较强, 在高光谱遥感方面表现出

优异的模型性[19-21]。其中以 Voting 和 Stacking 集成

学习为代表, Peppes 等[22]发现基于传统机器学习的

多模型 Voting 集成学习在农业领域性能突出。符欣

彤等[23]通过集成 5 种学习器, 构建基于 Stacking 集

成 学 习 的 猕 猴 桃 叶 绿 素 估 算 模 型 , 结 果 证 明

Stacking 集成模型的性能优于单一模型。集成学习

算法展现出良好的泛化能力和模型稳定性, 可显著

提高估测精度。 

目前, 大多数光谱估测模型构建采用单一机器

学习算法, 并且模型集成在旱地饲用玉米叶片氮含

量估测中的应用研究较少。因此, 本研究以黄土高

原半干旱地区饲用玉米为研究对象, 以无人机搭载

V185G 一体式云台高光谱成像系统获取数据, 基于

原始光谱、一阶导数光谱和连续统去除变换光谱构

建任意两波段归一化光谱指数、比值光谱指数、差

值光谱指数结合 6 种机器学习模型, 构建 Voting 和

Stacking 集成学习模型, 以期构建具有较高估测精

度的饲用玉米叶片氮含量评估模型, 为该区饲用玉

米信息化管理和高效优质生产提供理论支撑。 

1  材料与方法 

1.1  研究区概况 

试验于 2023—2024 年在甘肃省农业科学院定

西试验站(35°35′N, 104°36′E)进行, 该区位于黄土高

原陇中地区, 海拔 1970 m, 近 30 年年均降水量 415 

mm, 6—9 月降水量占年降水量的 68%, 降水相对变

率为 24%, 年平均气温 6.2℃, 年辐射总量 5898 MJ 

m–2, 年日照时数 2500 h, ≥ 10℃积温 2075.1℃, 无

霜期 140 d, 属中温带半干旱气候。作物一年一熟, 

为典型旱地雨养农业区。 



1790 作 物 学 报 第 52 卷 

 

1.2  田间试验 

试验采用随机区组设计, 材料为“陇青贮 1 号”, 

试验设 6 个处理(表 1)。小区面积为 8 m×5 m = 40 m2, 

种植方式为双垄沟种植, 设 2 种种植密度, 分别为 

6.0 万株 hm–2、株距 30 cm 和 7.5 万株 hm–2、株距

24 cm。总施肥量为纯 N 300 kg hm–2、P2O5 150 kg 

hm–2、K2O 135 kg hm–2, 设 3 种施肥方式, 分别为全

部基施、40%追施和 60%追施。 
 

表 1  试验处理描述 
Table 1  Description of the experimental treatments 

处理 

Treatment 

种植密度 

Planting density (×104 plant hm–2) 

施肥方式 

Fertilization method 

CK1 6.0 全部基施 All applied as basal fertilizer 

T1 6.0 40%追施 40% applied as topdressing 

T2 6.0 60%追施 60% applied as topdressing 

CK2 7.5 全部基施 All applied as basal fertilizer 

T3 7.5 40%追施 40% applied as topdressing 

T4 7.5 60%追施 60% applied as topdressing 

 

1.3  数据采集 

1.3.1  高光谱数据获取     采用大疆 MATRICE 

300 RTK 四旋翼无人机, 高光谱成像采用北京安州

科技(AZUP International)的 V185G 一体式云台高光

谱成像系统, 该高光谱传感器兼具高光谱数据的精

确性与快照式成像的高速度, 可实现对整个视场的

高精度、一次性同步采集。高光谱波段范围 450~ 

998 nm, 分辨率为 4 nm, 共计 138 个波段, 航线规

划的相机参数如表 2 所示。在 2023—2024 年期间, 

共进行 6 次无人机高光谱影像以及地面数据的同步

采集, 并进行白板校正以及航线规划。无人机高光

谱遥感平台数据采集选择晴朗无风、光强稳定的

11:00—14:00 (太阳高度角> 45°)时段。每次获取目标

高光谱影像前进行参考板校正 , 飞行高度设为

100 m, 航向重叠率设为 80%, 旁向重叠率设为 80%, 

确保试验田图像的连续性和覆盖范围。 

2023 年饲用玉米高光谱影像采样时间为吐丝期

(8 月 12 日)、灌浆期(8 月 28 日)和蜡熟期(9 月 13 日), 

2024 年饲用玉米高光谱影像采样时间为吐丝期(8 月

1 日)、灌浆期(8 月 15 日)和蜡熟期(9 月 18 日), 高

光谱影像获取后迅速采集玉米叶片(图 1)。各时期每

个小区采集 5 个点位的玉米叶片氮含量数据, 2 年共

计 360 组数据。每个生育期 70%的数据作为训练集

构建模型, 30%作为测试集检验模型精度。 
 

表 2  航线规划的相机参数 
Table 2  Camera parameters for flight route planning 

指标 

Specification 

参数 

Parameter 

分辨率 Resolution 1000×1000 pix 

探测器尺寸 Detector size 6.45×6.45 mm 

焦距 Focal length 16 mm 

最小拍照间隔 Minimum capture interval 1 s 

 

图 1  试验区及采样点位置图 
Fig. 1  Location of the study area and sampling sites 
该图基于自然资源部标准地图服务网站下载的审图号为 GS (2019) 3333 号的标准地图制作。底图边界无修改。处理同表 1。 
This map is based on the standard map downloaded from the Standard Map Service website of the Ministry of Natural Resources, with the 
review approval number GS (2019) 3333. The boundaries of the base map remain unaltered. Treatments are the same as those given in Table 1. 
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1.3.2  饲用玉米叶片氮含量测定    在饲用玉米吐

丝期、灌浆期、蜡熟期先进行高光谱影像拍摄, 结

束后马上采集测定氮素含量的玉米叶片, 在各小区

内确定 5 个长势均匀的 1 m×1 m 采样区域, 并对采

样区进行定位标记并编号, 确保提取反射率时与采

样区位置对应。每个采样区随机选取 5 株玉米, 每

株取植株顶端完全展开的 3 片完整叶子。将叶片在

105℃条件下杀青 30 min, 然后在 80℃条件下烘干, 

使用鲍士旦[24]的方法测定叶片氮含量。 

1.4  数据处理 

1.4.1  高光谱影像处理    由于单次成像无法覆盖

整个研究区域, 因此, 对所有高光谱影像进行拼接

是获取试验区完整数据的必要步骤。本研究使用

Cuvis Export 3.2 和 Agisoft Metashape 进行高光谱影

像的拼接处理, 影像拼接流程如图 2 所示。拼接完

成后将 TIFF格式文件在软件 ENVI 5.6中转换为 BIL

格式, 同时添加波段信息。 

 

图 2  高光谱影像拼接流程 
Fig. 2  Workflow for hyperspectral image mosaicking 
Cuvis Export 3.2 为高光谱影像导出软件; Agisoft Metashape 为高
光谱影像拼接软件; 软件 ENVI 5.6 将 TIFF 格式转化为 BIL 格
式。TIFF: 标记图像文件格式; BIL: 行式波段交叉格式。 
Cuvis Export 3.2 was used to export hyperspectral images; Agisoft 
Metashape was used for image mosaicking; ENVI 5.6 was used to 
convert TIFF files to BIL format. TIFF, tagged image file format; 
BIL, band interleaved by line. 

 
1.4.2  卷积平滑滤波法    为消除由传感器及大气

条件引入的噪声, 确保光谱特征提取的准确性, 本

研究采用 ENVI 5.6 软件中的 Savitzky-Golay 卷积平

滑滤波法对饲用玉米冠层高光谱影像进行处理。该

方法基于局部多项式拟合, 能在保留光谱曲线整体

趋势的前提下有效抑制高频噪声[25]。处理后的原始

光谱(original spectrum, OS)其噪声显著降低, 且曲

线形态趋势未发生改变。 

1.4.3  冠层高光谱变换    对降噪后的光谱分别进

行一阶导数变换与连续统去除变换, 所得结果相应

标记为一阶导数光谱(first derivative spectrum, FDS)

与连续统去除光谱 (continuum removal spectrum, 

CRS)。 

1.4.4  窄波段光谱指数构建    本研究高光谱波段

范围 450~998 nm, 分辨率为 4 nm, 共计 138个波段。

在 Python 中构建原始光谱、一阶导数光谱和连续统

去除光谱的任意两波段组合的归一化光谱指数

(normalized spectral index, NDSI)、比值光谱指数

(ratio spectral index, RSI)、差值光谱指数(difference 

spectral index, DSI), 其计算如式(1)~(3)所示[26]:  

NDSI i j

i j

R R

R R





  (1) 

RSI i

j

R

R
   (2) 

DSI i jR R    (3) 

式中 i、j 为高光谱数据的离散中心波长(nm), 范围

为 450~998 nm, 波长间隔为 4 nm; Ri、Rj 分别表示 i、

j 波长所对应的高光谱反射率(本研究分别取原始光

谱、一阶导数光谱和连续统去除光谱)。 

1.4.5  特征波段筛选     根据 1.4.4 中的公式在

Python 中以原始光谱、一阶导数光谱和连续统去除

光谱反射率构建任意两波段光谱指数, 并通过相关

性等势图探讨窄波段光谱指数与饲用玉米叶片氮含

量之间的相关性, 筛选特征波段。 

1.5  研究方法 

本研究中选用的基础机器学习回归模型为随机

森林回归(random forest regressor, RFR)、K 近邻回归

(K-nearest neighbors regression, KNN)、极端梯度提

升(extreme gradient boosting, XGBoost)、梯度提升决

策树(gradient boosting decision tree, GBDT)、岭回归

(ridge regression, RR)、偏最小二乘回归(partial least 

squares, PLSR)。集成机器学习模型为投票法(Voting)

和堆叠泛化(Stacking)。 

1.5.1  随机森林回归    RFR 是基于统计学理论对

样本进行训练并预测的一种机器学习算法[27], 通过

组合多个决策树模型来进行预测, 每棵树都是基于

随机选择的样本和特征建立的[28]。其优势在于能有

效解决非线性问题和抗干扰能力[29], 无须太多参数
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调整, 模型的稳定性和抗过拟合能力较强, 并减少

过拟合的风险。随机森林回归的 Python 代码模型参

数为控制树的数量(n_estimators = 120)、树的深度

(max_depth = 5)、随机性(random_state = 6), 通过集

成多棵树的预测结果来提升模型的预测能力。 

1.5.2  K 近邻回归    KNN是一种非参数的监督学

习方法, 适用于分类与回归任务[30]。作为一种基于

实例的学习器, 它无须对底层数据分布做出强假设, 

仅依赖局部邻域内的数据点进行预测, 因而在处理

不规则分布问题时表现出色。K 近邻回归的 Python

代码模型参数为预测的邻居数量(n_neighbors = 3), 

通过寻找最佳的 K 值以获得最好的预测效果。 

1.5.3  极端梯度提升    XGBoost 是一种基于梯度

提升决策树的监督学习算法, 可以解决分类、回归

等学习问题[31]。这种集成学习的方式使得极端梯度

提升能够充分利用各个决策树的优势, 减少过拟合

的风险 , 提高模型的泛化能力。极端梯度提升的

Python 代码模型参数为树的数量 (n_estimators = 

120)、树的深度(max_depth = 3)、学习率(learning_rate = 

0.1)、随机性(random_state = 16), 除基础的训练、预

测, 还进行超参数调优, 以获得最佳模型表现。 

1.5.4  梯度提升决策树    GBDT 算法具有高预测

精度、处理一致和离散形式的数据能力、对某些鲁

棒损失函数的利用以及对异常值的极端鲁棒性等属

性[32]。优势在于强大的建模能力, 能灵活处理数值

与类别特征, 适用于回归与分类任务。梯度提升决策

树的 Python 代码模型参数为树的数量(n_estimators = 

120)、树的深度(max_depth = 2)、学习率(learning_rate = 

0.1)、随机性(random_state = 16), 训练过程是有顺序

的, 无法像随机森林那样并行处理。 

1.5.5  岭回归    RR 是一种通过引入 L2 正则化来

解决多重共线性问题的线性回归技术[33]。这一机制

有效提高了参数估计的稳定性, 并通过在方差-偏差

权衡中引入偏差来降低方差, 从而抑制过拟合。岭

回归的 Python 代码模型参数为正则化强度(alpha = 

0.8), 通过循环不同的随机状态, 重复训练模型, 评

估模型的泛化能力。 

1.5.6  偏最小二乘回归     偏最小二乘回归是多

元线性回归分析、典型相关性分析和主成分分析的

结合 [34-35]。建模过程中可以克服共线性问题, 选取

特征向量时强调自变量对因变量的预测作用[36], 最

终提高预测精度。 

1.5.7  Voting 集成机器学习    Voting 是一种直观

且强大的集成学习[22], 通过组合多个独立基础学习

器的预测结果, 利用集体智慧来做出最终的、通常

更准确、更稳定的决策。优势在于简便性和对多种

模型的整合能力, 使其预测更加稳定。 

1.5.8  Stacking 集成机器学习    Stacking 通过结

合多个不同预测模型来提升预测性能[23,37]。不少集

成学习算法可视为其变体或特例, 它也可看作一种

特殊的结合策略。该模型的优势在于能够捕捉并利

用预测差异提高整体模型的准确性。集成机器学习

的 Python 代码模型参数为各子算法的模型参数。集

成学习的流程如图 3 所示。 

 

图 3  集成机器学习流程图 
Fig. 3  Workflow of the ensemble machine-learning approach 
RFR: 随机森林回归; KNN: K 近邻回归; XGBoost: 极端梯度提升; GBDT: 梯度提升决策树; RR: 岭回归; PLSR: 偏最小二乘回归; 
Voting: 投票法; Stacking: 堆叠泛化。 
RFR, random forest regression; KNN, K-nearest neighbors regression; XGBoost, extreme gradient boosting; GBDT, gradient boosting deci-
sion tree; RR, ridge regression; PLSR, partial least squares regression; Voting, voting ensemble; Stacking, stacking ensemble. 
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1.6  精度检验 

本研究使用决定系数(coefficient of determina-

tion, R2)、均方根误差(root mean square error, RMSE)

进行模型精度检验[30]。其中 R2 越接近于 1, RMSE

越小, 模型精度越高。 

1.7  数据统计与制图 

使用 ENVI 5.6 实现高光谱数学变换 , 使用

ArcGIS Pro 进行特征波段提取 , 利用 PyCharm 

Community Edition 2022.1.4 实现光谱指数计算以及

绘制光谱指数与饲用玉米叶片氮含量的相关性等势

图, 使用 Origin 2021 绘制拟合图。 

2  结果与分析 

2.1  原始光谱的特征分析 

根据饲用玉米不同生育期对应的冠层光谱反射

率曲线可知, 不同时期原始光谱全波段反射率变化

趋势基本一致(图 4)。在绿光波段(550 nm)和红光波

段(680 nm)分别出现明显的反射峰和吸收谷, 冠层

光谱反射率表现为蜡熟期>灌浆期>吐丝期; 近红外

波段(750~998 nm)形成较高的反射率, 冠层光谱反

射率表现为吐丝期>灌浆期>蜡熟期, 这与饲用玉米 

叶片氮含量随生育期推移下降有关。 

 

图 4  原始光谱特征 
Fig. 4  Original spectral features 

 

2.2  窄波段光谱指数与饲用玉米叶片氮含量的

相关性分析 

根据数学表达式(1)~(3)以任意两波段组合构建

的 NDSI (Ri, Rj)、RSI (Ri, Rj)、DSI (Ri, Rj)与饲用玉

米叶片氮含量的相关性等势图(图 5)。从相关性等势

图中可以看出估测饲用玉米叶片氮含量的最佳波段

组合。对于 NDSI (Ri, Rj)而言, 原始波段光谱相关性 

 

(图 5) 
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图 5  窄波段光谱指数与饲用玉米叶片氮含量的相关性等势图 
Fig. 5  Contour maps of correlations between narrowband spectral indices and leaf nitrogen content in forage maize 
OS: 原始光谱; FDS: 一阶导数光谱; CRS: 连续统去除光谱; NDSI: 归一化光谱指数; RSI: 比值光谱指数; DSI: 差值光谱指数。 
OS, original spectra; FDS, first-derivative spectra; CRS, continuum-removed spectra; NDSI, normalized difference spectral index; RSI, ratio 
spectral index; DSI, difference spectral index. 

 

高的波段集中在 630~750 nm, 相关性最好的波段组

合是 NDSI (R630, R506)、RSI (R746, R750)、DSI (R630, 

R506), 相关系数分别为 0.7796、0.7137 和 0.7806, 以

上结果均极显著。 

一阶导数光谱相关性高的波段集中在 706~ 

750 nm, 相关性最好的波段组合是 NDSI (R710, 

R742)、RSI (R706, R750)、DSI (R710, R738), 相关系数分

别为 0.7904、0.7851 和 0.7995, 以上结果均极显著。

连续统去除光谱相关性高的波段集中在 454~ 

738 nm, 相关性最好的波段组合是 NDSI (R570, 

R498)、RSI (R738, R454)、DSI (R566, R490), 相关系数分

别为 0.8074、0.7879 和 0.8094, 以上结果均极显著。

以连续统去除变换构建的多光谱指数与饲用玉米叶

片氮含量相关性最高, NDSI 和 DSI 均大于 0.8。光谱

指数的最佳波段组合如表 3 所示。 

2.3  基于窄波段光谱指数的饲用玉米叶片氮含

量反演 

本研究基于原始光谱、一阶导数变换光谱、连续

统去除光谱变换的归一化、比值、差值 3 种植被指数

构建模型, 通过比较 6 种基础机器学习模型的精度, 

筛选 4 种精度最高的基础机器学习模型构建集成机器

学习模型。6 种基础机器学习构建模型分别为随机森

林回归、K 近邻回归、极端梯度提升、梯度提升决策

树、岭回归和偏最小二乘回归, 各模型精度如表 4 所

示。在使用植被指数结合机器学习模型估算饲用玉米

叶片氮含量时, 比较基础机器学习模型发现, RFR、

KNN、XGBoost 和 GBDT 模型在饲用玉米生长阶段表

现出较高的精度, 测试集 R2 为 0.7165~0.7713, RMSE

为 2.4265~2.8296。而 RR 和 PLSR 则精度较低。基础

机器学习的实测值与预测值拟合图如图 6 所示。 
 

表 3  窄波段光谱指数的最佳波段组合 
Table 3  Optimal band combinations for narrowband spectral indices 

变换光谱 

Transform spectrum 

光谱指数 

Spectral indices 

相关系数 

Correlation coefficient 

NDSI (R630, R506) 0.7796** 

RSI (R746, R750) 0.7137** 

原始光谱 

Original spectrum (OS) 

DSI (R630, R506) 0.7806** 

NDSI (R710, R742) 0.7904** 

RSI (R706, R750) 0.7851** 

一阶导数光谱 

First derivative spectrum (FDS) 

DSI (R710, R738) 0.7995** 

NDSI (R570, R498) 0.8074** 

RSI (R738, R454) 0.7879** 

连续统去除光谱 

Continuum removal spectrum (CRS) 

DSI (R566, R490) 0.8094** 

缩写同图 5。**: P < 0.01。Abbreviations are the same as those given in Fig. 5. **: P < 0.01. 
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表 4  6 种机器学习模型精度比较 
Table 4  Accuracy comparison of six machine learning models 

模型 

Model 

变换光谱 

Transform spectrum 

训练集 R2 

Train R2 

测试集 R2 

Test R2 

训练集 RMSE 

Train RMSE 

测试集 RMSE

Test RMSE 

原始光谱 Original spectrum (OS) 0.7370 0.7432 2.4977 2.5975 

一阶导数光谱 First derivative spectrum (FDS) 0.7503 0.7640 2.4336 2.4901 

RFR 

连续统去除光谱 Continuum removal spectrum (CRS) 0.7352 0.7576 2.4980 2.5404 

原始光谱 Original spectrum (OS) 0.7201 0.7165 2.5300 2.8296 

一阶导数光谱 First derivative spectrum (FDS) 0.7500 0.7501 2.4350 2.5623 

KNN 

连续统去除光谱 Continuum removal spectrum (CRS) 0.7198 0.7346 2.5695 2.6582 

原始光谱 Original spectrum (OS) 0.7892 0.7454 2.2361 2.5866 

一阶导数光谱 First derivative spectrum (FDS) 0.8156 0.7671 2.0991 2.4490 

XGBoost 

连续统去除光谱 Continuum removal spectrum (CRS) 0.7886 0.7461 2.1655 2.7398 

原始光谱 Original spectrum (OS) 0.7455 0.7432 2.4571 2.5976 

一阶导数光谱 First derivative spectrum (FDS) 0.7521 0.7713 2.4336 2.4265 

GBDT 

连续统去除光谱 Continuum removal spectrum (CRS) 0.7583 0.7373 2.4469 2.4995 

原始光谱 Original spectrum (OS) 0.5577 0.6642 3.3320 2.7835 

一阶导数光谱 First derivative spectrum (FDS) 0.6025 0.7375 3.1384 2.4982 

RR 

连续统去除光谱 Continuum removal spectrum (CRS) 0.5627 0.6729 3.3303 2.7129 

原始光谱 Original spectrum (OS) 0.6007 0.6984 3.1416 2.6837 

一阶导数光谱 First derivative spectrum (FDS) 0.6082 0.7333 3.1041 2.5445 

PLSR 

连续统去除光谱 Continuum removal spectrum (CRS) 0.6232 0.7391 3.0714 2.4592 

缩写同图 3。R2: 决定系数; RMSE: 均方根误差。 

Abbreviations are the same as those given in Fig. 3. R2: coefficient of determination; RMSE: root mean squared error. 

 

2.4  基于集成机器学习的饲用玉米叶片氮含量

反演 

筛选表现较好的 4 种模型构建 Voting 和

Stacking 集成机器学习模型。比较集成机器学习反

演饲用玉米叶片氮含量的模型精度, 发现 Voting 和

Stacking 集成学习模型测试集 R2 均大于 0.7459, 

RMSE 均小于 2.6358 (表 5)。其中, Voting 模型测试

集 R2 均在 0.7608 以上, 较 Stacking 模型表现出更优

的预测性能。以一阶导数变换光谱的 Voting 模型精

度最高, R2 为 0.8152, RMSE 为 2.1253。集成机器学

习的实测值与预测值拟合图如图 7 所示。图 8 使用

Voting-FDS 模型对 2024 年饲用玉米吐丝期、灌浆期

和蜡熟期进行反演并与实际测量值进行对比, 取得

了较好的反演结果。 

 
表 5  2 种集成机器学习模型精度比较 
Table 5  Accuracy comparison of two ensemble machine learning models 

模型 

Model 

变换光谱 

Transform spectrum 

训练集 R2

Train R2 

测试集 R2

Test R2 

训练集 RMSE 

Train RMSE 

测试集 RMSE

Test RMSE 

原始光谱 Original spectrum (OS) 0.7899 0.7608 2.1835 2.5920 

一阶导数光谱 First derivative spectrum (FDS) 0.8251 0.8152 2.0115 2.1253 

Voting 

连续统去除光谱 Continuum removal spectrum (CRS) 0.8236 0.7717 2.0906 2.3304 

原始光谱 Original spectrum (OS) 0.6958 0.7530 2.6865 2.5476 

一阶导数光谱 First derivative spectrum (FDS) 0.7589 0.7529 2.3907 2.4502 

Stacking 

连续统去除光谱 Continuum removal spectrum (CRS) 0.7377 0.7459 2.4712 2.6358 

缩写同图 3。R2: 决定系数; RMSE: 均方根误差。 

Abbreviations are the same as those given in Fig. 3. R2: coefficient of determination; RMSE: root mean squared error. 
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(图 6) 
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图 6  6 种机器学习模型的实测值与预测值拟合图 
Fig. 6  Measured vs predicted values for the six machine-learning models 
缩写同图 3 和图 5。R2: 决定系数; RMSE: 均方根误差。 
Abbreviations are the same as those given in Fig. 3 and Fig. 5. R2: coefficient of determination; RMSE: root mean squared error. 

 

图 7  Voting 和 Stacking 集成机器学习模型的实测值与预测值拟合图 
Fig. 7  Scatter plots of measured vs predicted values for Voting and Stacking ensemble machine learning models 
缩写同图 3 和图 5。R2: 决定系数; RMSE: 均方根误差。 
Abbreviations are the same as those given in Fig. 3 and Fig. 5. R2: coefficient of determination; RMSE: root mean squared error. 

 

图 8  Voting-FDS 模型反演 2024 年饲用玉米叶片氮含量 
Fig. 8  Spatial inversion of leaf nitrogen content in forage maize in 2024 using the Voting-FDS model 
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3  讨论 

3.1  窄波段光谱指数构建 

氮是植物生长最需要的营养物质并且需求量随

着生育期而变化, 显著影响玉米的产量和品质[4,18]。

叶片氮含量是表征植物叶片氮素营养的主要指标 , 

通过监测叶片氮含量可以制定合理的施肥措施 [3], 

但作物冠层结构在不同的生长阶段、营养条件和品

种之间均存在差异, 也会导致冠层光谱反射率的变

化 [38], 因此利用饲用玉米生长关键期的高光谱数

据建立叶片氮含量估测模型。SG 卷积平滑处理光

谱使其降噪的同时保持原有信号特征并提高建模

精度 [18,25], 原始光谱噪音明显减少且光谱曲线趋势

无明显变化。一阶导数变换可消除部分土壤背景的

影响, 增强光谱变量和目标变量的相关性, 便于捕

捉光谱中的关键信息[11]。连续统去除法对原始光谱

曲线进行归一化处理以突出光谱曲线的特征, 有利

于光谱曲线间进行特征比较[39-40]。因此本研究采用

一阶导数和连续统去除变换进行光谱变换 , 结果

表明变换后的光谱特征突出 , 便于光谱指数的构

建。作物叶片氮主要以叶绿素和蛋白质的形式存

在[41], 其光学性质是作物高光谱氮含量估测的基础。

叶绿素主要影响 400~700 nm 波段的反射率, 而蛋白

质的吸收特征大多位于较长波段, 通常较弱[42]。本研

究通过相关性等势图探究窄波段光谱指数与饲用玉

米叶片氮含量之间的相关性, 筛选出特征波段位于

450~750 nm。结果与已有研究一致, 用于作物氮素状

况评价的可见光波段主要集中在 400~780 nm [43]。由于

归一化植被指数(NDVI)等与部分农学参数存在“饱

和”现象, 从而降低预测模型的精度[44], 因此本研究

对高光谱进行窄波段光谱指数构建。原始光谱和变

换光谱构建的 NDSI、RSI、DSI 与饲用玉米叶片氮

含量相关性为 0.7137~0.8094。一阶导数变换光谱相

关性最好的波段组合是 NDSI (R710, R742)、RSI (R706, 

R750)、DSI (R710, R738), 相关系数分别为 0.7904、

0.7851 和 0.7995; 连续统去除变换光谱相关性最好

的波段组合是 NDSI (R570, R498)、RSI (R738, R454)、DSI 

(R566, R490), 相关系数分别为 0.8074、0.7879 和

0.8094, 以上结果均极显著。结果表明, 使用一阶导

数和连续统去除变换构建的窄波段光谱指数与饲用

玉米叶片氮含量具有较高的相关性。 

3.2  集成学习模型 

在构建农学参数估测模型方面, 使用多个光谱

指数构建的模型相较于单个光谱指数估测精度更

高[45-46]。本研究使用 NDSI、RSI、DSI 光谱指数通

过 RFR、KNN、XGBoost 和 GBDT 构建的模型在饲

用玉米生长阶段表现出较高的精度 , 测试集 R2 为

0.7165~0.7713, RMSE 为 2.4265~2.8296。而 RR 和

PLSR 构建的模型精度较低, 因此在集成学习中不

使用。集成学习在农业方面较传统机器学习优势明

显 [22], 对数据的适应能力较强, 相对单一算法具有

较强的抗噪性能和拟合能力 [47]。因此选用 RFR、

KNN、XGBoost 和 GBDT 构建 Voting 和 Stacking 集

成机器学习模型。结果表明选用精度较高的传统机

器学习构建集成学习模型可以得到精度更高的估测

模型, 且均高于传统机器学习, Voting 和 Stacking 集

成学习模型测试集 R2 均大于 0.7459, RMSE 均小于

2.6358。一阶导数变换能降低噪音对信息的影响, 增

强所有生化成分光谱吸收特征的对比度 [26]。同时

Voting 模型通过综合各模型在特定方面的优势来提

升整体性能, 展现出对多种模型的整合能力, 使得

最终的预测更加稳定。因此 , Voting-FDS 模型较

Stacking 模型表现出更优的预测性能, 模型训练集

和测试集 R2 分别为 0.8251 和 0.8152。虽然模型训练

集性能略优, 但两者 R2 和 RMSE 差值均在正常范围

内, 这符合机器学习模型的一般规律, 表明模型泛

化能力良好。使用 Voting-FDS 模型对 2024 年饲用

玉米吐丝期、灌浆期和蜡熟期进行反演, 结果显示

较传统机器学习模型精度明显提高。玉米进入生殖

生长期后, 营养器官中的氮转移至籽粒中 [48], 其玉

米叶片衰老引起冠层光谱特征变化, 对高光谱数据

的获取产生影响, 因此该模型对饲用玉米蜡熟期叶

片氮含量的反演效果不佳。 

4  结论 

本研究首先通过对近地面无人机拍摄获取的高

光谱数据进行 SG 卷积平滑降噪后, 使用原始光谱、

一阶导数和连续统去除变换光谱曲线构建任意两波

段组合的 NDSI、RSI 和 DSI 光谱指数, 变换光谱较

原始波段光谱显著提高窄波段光谱指数与饲用玉米

叶片氮含量的相关性。然后 , 采用 RFR、KNN、

XGBoost、GBDT、RR 和 PLSR 构建估测模型发现, 

RFR、KNN、XGBoost 和 GBDT 模型在饲用玉米生

长阶段估测叶片氮含量时表现出较高的精度, 选用

这 4 种基础模型构建 Voting 和 Stacking 集成学习模

型, 模型测试集 R2 均大于 0.7459, RMSE 均小于
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2.6358, 其中以一阶导数变换光谱的 Voting 模型精

度最高, R2 为 0.8152, RMSE 为 2.1253, 表现出更优

的预测性能。使用 Voting-FDS 模型对 2024 年饲用

玉米吐丝期、灌浆期和蜡熟期叶片氮含量进行反演, 

结果表明该模型可以在饲用玉米关键生育期对叶片

氮含量进行快速估测, 为田间养分管理和高效优质

生产提供理论参考。 
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