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系数多目标反演方法

唐小松 1，2，孙梓涵 1，2，李典庆 1，2，臧航航 1，2，柯 琴 1，2
（1. 武汉大学  水资源工程与调度全国重点实验室，湖北  武汉  430072；

2. 武汉大学  水利水电学院  水工程风险与防灾研究所，湖北  武汉  430072）

摘要：在土石坝渗透系数反演中，传统多目标算法因难以平衡全局探索与局部搜索，常导致 Pareto 解集收敛性不

足、多样性差，且计算效率低下。针对这一问题，本文融合 NSGA-Ⅱ与 MOPSO 算法的优势，采用 Pareto 导向的

分层进化策略，以高效实现土石坝渗透系数的多目标反演寻优。利用压力水头与渗漏量两类渗透性态监测数据，

通过 SSA-XGBoost 代理模型构建了渗透系数与两类渗透性态监测数据间的关系，采用基于 Pareto 分层导向的混合

NSGA-MOPSO 多目标优化算法搜寻最优的渗透系数组合，反演出土石坝的当前渗透性态。对工程实例的分析表

明：与 RBF、 ELM 和 RF 模型相比，本文提出的 SSA-XGBoost 代理模型在预测精度上具有明显优势，其 R²、
RMSE、MAE 和 MBE 四项评价指标均表现更优。基于该代理模型开展渗透系数反演，在保证解集多样性的同时，

节约了 39% 的计算时间。与单一 NSGA-Ⅱ和 MOPSO 算法相比，本文算法在压力水头目标值 f1上分别提升了 19.5%
和 17.7%，在渗漏量目标值 f2上分别提升了 72.3% 和 62.8%。结果验证了 NSGA-MOPSO 混合优化算法在预测精度

方面的显著提升及其反演结果的可靠性。
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1　研究背景

渗透稳定是保证土石坝安全稳定运行的重要因素［1］。在土石坝长期服役过程中，由于渗流、荷

载、温度等因素的影响，材料内部孔隙率会发生变化，导致其渗透系数与设计值存在较大差异［2］。为

了解大坝真实渗流场分布，通常利用大坝渗流性态监测数据来反演分析坝体的实际渗透系数，进而评

估其渗透稳定性［3］。

常规的渗流性态监测项目包括原位渗透压力监测与坝后渗漏量监测，大多数研究通过渗透压力监

测数据开展大坝渗透系数反演研究。Feng 等［4］以渗透压力为目标，采取增强麻雀算法反演面板堆石坝

渗透参数；余红玲等［5］通过考虑监测点处的水头模拟值，在不确定性条件下提出组合代理模型来反演

大坝渗流参数。然而，渗压观测数据所包含的信息量通常有限，仅基于此类数据进行反演分析，难以

准确反映大坝整体渗流场的真实分布［6］。同时引入渗漏量与压力水头两类监测数据，则可有效解决渗

透系数取值的代表性问题［7］。因此，本文以压力水头与渗漏量两类监测信息为目标，构建多目标优化

反演模型，融合多源监测数据以提高渗透系数反演结果的可靠性与准确性。

直接基于有限元模拟开展反演，往往存在计算耗时长、计算复杂度高的问题，难以满足实际工程

中对反演效率的要求［8］。基于代理模型的渗透系数反演具有简单、快速等特点，因此被广泛应用于参

文章编号：0559-9350（2026）06-0821-14

收稿日期：2025-09-15；网络首发日期：2026-05-08
网络首发地址：https：//link.cnki.net/urlid/11.1882.TV.20260507.1731.002
基金项目：国家自然科学基金项目（52439007，52079100）
作者简介：唐小松（1986—），教授，博士生导师，主要从事库坝系统智能监测与智慧运维研究。E-mail：xstang@whu.edu.cn

—— 821



数反演中［9］。然而，传统的机器学习方法可能无法准确捕捉渗透系数与渗透性态之间的复杂非线性关

系［10］。极端梯度提升算法（eXtreme Gradient Boosting，XGBoost）是一种基于梯度提升决策树的机器学习

算 法 ， 相 较 于 径 向 基 函 数（Radial Basis Function network， RBF）、 极 限 学 习 机（Extreme Learning 
Machine，ELM）、随机森林（Random Forest，RF）等单一的机器学习方法，其具有泛化和防过拟合能力

强的特点，目前已被广泛应用于回归预测领域［11］。万晨等［12］基于 XGBoost 和 RF 算法，构建了农村供

水工程风险识别模型，对比分析了影响农村供水工程风险的主控要素。该研究采用 XGBoost 算法建立

输入变量与输出目标之间的回归预测模型，并证实其在提升预测精度方面具有显著优势。因此，本文

将采用 XGBoost算法构建代理模型，以进一步提高渗流反演的效率。

值得注意的是，XGBoost 代理模型超参数的选择对于模型的预测性能具有重要影响，目前多依赖

人工经验来选取，这种选取方式具有一定的盲目性［13］。麻雀优化算法（Sparrow Search Algorithm，SSA）
可作为超参数寻优的有效工具［14］。因此，本文将基于 SSA 算法对 XGBoost 模型的超参数进行寻优，建

立高精度的渗透系数-渗透性态代理模型。

本文将以压力水头与渗漏量两类渗透性态指标为目标，开展多目标寻优反演。非支配排序遗传算

法（Non-dominated Sorting Genetic Algorithm Ⅱ，NSGA-Ⅱ）和多目标粒子群优化算法（Multi-Objective 
Particle Swarm Optimization，MOPSO）是两个经典的多目标优化算法，已在工程实践中得到广泛验证。

付湘等［15］提出基于 NSGA-Ⅱ和合作博弈的协同优化算法，建立“源-流-网-配”系统模型，实现了水

网资源的灵活互济配置；王文君等［16］基于改进 MOPSO 算法对黄河故道及以南地区水资源优化调度

进行了实例研究，构建了协调泵站提水量和受水区缺水量两个目标的优化调度模型，在计算效率、

空间均匀性方面得到了更好的改善。尽管 NSGA-Ⅱ和 MOPSO 在多目标优化领域取得了显著成效，

但各自仍存在固有局限性。NSGA-Ⅱ通过非支配排序和拥挤度距离机制在解集分布性方面表现优

异，但在收敛速度方面存在不足；而 MOPSO 凭借粒子群算法的快速收敛特性在求解效率上具有优

势，却容易因粒子群过早收敛而导致解集多样性下降。为综合利用两类算法的优势，本文提出一种

基于 Pareto 分层策略的 NSGA-Ⅱ与 MOPSO 混合多目标优化算法。该算法融合 MOPSO 的快速收敛能

力与 NSGA-Ⅱ的精英保留机制，在提高寻优效率的同时保障解集的多样性，从而能够更有效地识别

出最优渗透系数组合。

综上所述，本文围绕土石坝渗透系数反演中反演目标局限、计算效率低及多目标优化冲突等关键

问题，基于 SSA-XGBoost代理模型构建渗透系数-渗透性态之间的映射关系、利用基于 Pareto 分层导向

的 NSGA-MOPSO 混合优化算法，建立了一套完整的多源监测数据融合反演方法。该方法协同利用压

力水头与渗漏量两类监测信息，通过算法融合与改进显著提升了反演的精度与效率，为土石坝的渗透

稳定性评估提供了新的技术途径。

2　研究框架

见图 1 所示的研究框架，本文提出的土石坝渗透系数多目标反演方法主要包括以下四个部分：

（1）生成数据样本。根据地质报告和工程经验确定大坝各分区渗透系数取值范围，采用拉丁超立方

抽样方法生成待反演渗透系数的样本组合，通过大坝稳态渗流有限元模型计算每组渗透系数样本组

合对应的渗透性态数据，将数据样本按照 4∶1 划分为训练集和测试集。（2）建立代理模型。利用训

练集样本训练 XGBoost 模型，同时采用 SSA 算法优化 XGBoost 模型参数（决策树数目、树的深度、学

习率），从而建立输入为渗透系数、输出为渗透压力与渗漏量的 SSA-XGBoost 代理模型。（3）基于混

合优化算法反演。基于渗透系数 -渗透性态代理模型，利用基于 Pareto 分层导向的混合 NSGA-
MOPSO 算法寻求与真实监测值最接近的输出值，并得到对应的渗透系数组合。（4）工程应用。将所

提模型应用于梨园面板堆石坝实际工程中，将渗透性态反演结果与真实测值比较，验证模型的可行

性与高效性。
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3　基于 SSA-XGBoost的渗透系数-渗透性态代理模型

XGBoost算法是一种高效的梯度提升决策树算法［17］，通过构建高效的并行化树、结合正则化目标，

提升模型的泛化能力和计算效率。XGBoost 具有训练速度快、预测精度高和鲁棒性高等优势，目前已

被广泛应用于回归预测领域。XGBoost 模型的训练效果依赖于超参数的选择，然而其超参数众多，传

统的人工调参和网格搜索方法效率低下且优化能力有限，难以实现最优参数配置［18］。影响 XGBoost 模
型预测性能的关键超参数主要包括：决策树数目（num_trees）、决策树的最大深度（max_depth）和学习率

（eta）［19］。在模型训练过程中，若决策树数目设置过少，易导致欠拟合，使得模型学习能力不足、预测

性能下降；反之，若决策树数目设置过多，则可能引发过拟合，造成模型对训练数据过度敏感，而在

未知数据上表现不佳、泛化能力减弱。学习率设置过小会导致参数更新缓慢、训练效率低下；而设置

过大则易使优化过程跳过最优解，引发收敛震荡。此外，决策树的最大深度等超参数，也会对模型的

图 1　研究框架

Fig. 1　Research framework
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学习效果和分类精度带来重要影响［20］。SSA 算法在避免陷入局部最优、加快收敛速度与提高鲁棒性等

方面具有显著优势［21］。因此，本文采用 SSA 算法对 XGBoost的超参数进行全局优化，以提升模型性能。

4　基于 Pareto 分层导向的混合 NSGA-MOPSO 多目标优化算法

4.1　NSGA-Ⅱ多目标优化算法　NSGA-Ⅱ算法是基于遗传进化策略寻优的多目标优化算法，核心思

想是通过非支配排序和拥挤距离机制平衡解的收敛性和多样性，最终得到一组互相不支配的最优解集。

NSGA-Ⅱ算法能够保证将解集收敛至全局最优，提高解集的分布均匀性，被广泛应用于多目标问题［22］。

尽管 NSGA-Ⅱ算法具有较高的鲁棒性和优化效率，但在基于复杂代理模型的优化场景中存在明显

局限性。当迭代次数为 V，种群大小为 W 时，NSGA-Ⅱ算法本身具有 O（VW²）的计算复杂度，而本文采

用的 SSA-XGBoost代理模型计算量较大，这种双重计算负担会显著降低整体优化效率。

4.2　MOPSO 多目标优化算法　MOPSO 通过模拟群体智能行为来求解具有多个冲突目标的优化问题，

其核心思想是通过个体与群体的历史最优解引导搜索，并结合外部存档机制维护 Pareto 最优解集。

MOPSO 最大优点是收敛速度快、简单易实现，能够在本文构建的 SSA-XGBoost模型的基础上快速找到

最优的渗透系数解集。但同时，基于 MOPSO 的社会学习机制，算法容易陷入局部 Pareto 前沿，且收敛

速度与效果依赖初始粒子分布，可能导致早熟收敛，由此降低最优渗透系数解集的多样性［23］。

4.3　混合 NSGA-MOPSO 优化算法　 NSGA- Ⅱ 算法在搜索精度和解集分布性方面表现优异，而

MOPSO 算法则在收敛速度方面优势显著，能够高效逼近最优解。基于上述两种算法的各自优点，本

文提出一种基于 Pareto 分层策略的 NSGA-Ⅱ与 MOPSO 混合多目标优化算法，以实现性能提升。

4.3.1　Pareto 导向的分层进化策略　根据非支配排序，将前一半种群划为精英种群，执行 NSGA-Ⅱ算

法；后一半为非精英种群，执行 MOPSO 算法。对精英种群执行 NSGA-Ⅱ算法能够保证渗透系数 Pareto
解集的均匀性与多样性，对非精英种群执行 MOPSO 算法能使非支配排序等级较低的个体快速收敛到

Pareto 前沿，同时避免 MOPSO 寻优机制带来的早熟收敛问题。

4.3.2　动态更新 NSGA-Ⅱ交叉与变异概率　在 NSGA-Ⅱ算法父代交叉变异生成子代的过程中，交叉

与变异的概率是探索 Pareto 解集空间的关键，但其值通常由经验值来确定。然而，固定高变异概率会

使种群过度发散，难以收敛到 Pareto 前沿。同时，固定高交叉概率则易陷入局部最优。为避免盲目搜

索，提升收敛效率和解集分布多样性，将根据每一代的拥挤度来更新交叉与变异概率：
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式中：pc 为交叉概率；pr
c、pmax

c 和 pmin
c 分别为交叉概率的平均值、最大值和最小值；nmax 为最大迭代次

数；d（j）为第 j个个体的拥挤度；dr（j）为第 j个个体所在前沿的平均拥挤度。
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式中：pm为变异概率；pr
m、pmax

m 和 pmin
m 分别为变异概率的平均值、最大值和最小值。

4.3.3　实时改进 MOPSO 学习因子　在 MOPSO 算法中，引导探索解集空间的两个参数为：（1）个人认

知权重 c1引导粒子向自身历史最优 pbest靠近；（2）社会认知权重 c2引导粒子向全局最优 gbest靠近。在迭代

初期，c1较小，c2较大，促进粒子探索解集空间，增加解集多样性。迭代次数增加时，c1逐渐增大，c2
逐渐减小，能促进粒子寻找更多解。个人认知权重 c1与社会认知权重 c2的更新公式为：
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（3）
式中：cmax

1 、cmin
1 分别为学习因子 c1的最大值和最小值；cmax

2 、cmin
2 分别为学习因子 c2的最大值和最小值。

4.3.4　基于最优前沿的自适应变异　当迭代到一定次数时，NSGA-Ⅱ算法与 MOPSO 算法的解集都会

出现大量相似个体，不可避免地陷入局部最优。为跳脱出局部最优空间，需要对部分个体进行变异操

作，探索更多可能的渗透系数 Pareto 解。

在多目标优化中，可以利用世代距离（Generational Distance，GD）来衡量两个 Pareto 前沿之间的最

近距离平均值，反映两个解集的相似程度。因此，可以利用 GD 指标监测混合算法的收敛状态，动态

调整变异强度为：

ε =
ì
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ïïïï

ïïïï

( )2rand
1

μ + 1 - 1
， rand < 0.5

1 - [ ]2 ( )1 - rand
1

μ + 1， rand ≥ 0.5
（4）

式中：ε 为变异强度；rand 为［0，1］之间的随机数；μ 为变异分布指数。经变异后的个体位置为：

u∗
j = uj + (umax

j - umin
j ) × ε × χ （5）

式中：uj
*为变异后的个体位置；uj为个体原始位置；χ 为变异强度比例系数，本文取 0.1。

基于式（4）计算的变异强度，记第 n 次迭代与第 n-1 次迭代计算出的 Pareto 前沿世代距离为 GD（n），

则第 n+1 次迭代的个体变异数量为：

M (n + 1) =
ì
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î
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ï
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int ( )0.75 × M ( )n ， ΔGD ( )n > 0
M ( )n ， ΔGD ( )n = 0
int ( )1.25 × M ( )n ， ΔGD ( )n < 0

（6）

ΔGD (n) = GD (n) - GD (n - 1)，n ≥ 3 （7）
式中：M（n）为第 n 代的个体变异数量； int（）为取整函数，当 n = 1，2，3 时，M（n）为当前 Pareto 前沿

所含的个体数量。

基于上述改进策略，本文提出的基于 Pareto 分层策略的 NSGA-Ⅱ与 MOPSO 混合多目标优化算法

能够在给定渗透系数范围内更高效地搜寻最优解集，为反演决策提供更多可选方案，从而显著提升渗

透系数反演的精度。混合优化算法的流程如图 2 所示。

图 2　基于 Pareto 分层导向的 NSGA-Ⅱ与 MOPSO 混合优化算法

Fig. 2　A Pareto-hierarchical hybrid optimization algorithm integrating NSGA-Ⅱ and MOPSO
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5　工程应用

选取梨园面板堆石坝为混合优化算法的应用对象。面板堆石坝是土石坝的主要坝型之一，在长期

运行过程中，材料在荷载作用下发生颗粒破碎、细粒迁移等现象，面板、堆石体等关键分区的渗透特

性发生演化，为土石坝渗透系数反演提供了典型的物理场景与实例。该工程位于金沙江中游干流，面

板堆石坝坝高 155 m，坝顶高程 1626 m。大坝坝基左岸保存堆积覆盖层作为堆石坝基础，河床基岩大

部分为弱风化及以下岩性岩体。大坝从上游到下游依次分为面板、垫层区、过渡区、主堆石区、次堆

石体、下游堆石区。在主次堆石区与两岸坝基相连部位设置渗透系数较大的坝基压缩区。依据面板堆

石坝工程的坝体剖面图与地质图，建立三维模型。如图 3（a）所示，顺河向方向最大距离为 900 m，坝

基向深度方向延伸 200 m，坝肩向左右岸延伸 150 m，模型中坝体分区与实际工程一致。工程采用面

板-趾板-固结灌浆-帷幕灌浆防渗体系，如图 3（b）所示。图 3（a）中的 B-B 剖面为该面板堆石坝工程的

最大剖面，其具体分区情况见图 4。其中，DB-P-2—DB-P-10 为堆石体内渗压计，量水堰布置在大坝

坝后高程 1511 m 处。

大坝自 2014年 11月开始蓄水，以面板部位渗漏为主，蓄水初期坝后量水堰最大日渗漏量为 64.2 L/s，
2015 年平均渗漏量为 58.2 L/s，此后坝后渗漏量逐年减小。2020 年最大日渗漏量为 20.2 L/s，考虑为部

分缝隙的自密封堵改变了面板堆石坝各材料的渗透系数，渗透系数偏离设计值，大坝渗流场较蓄水初

期发生变化。因此，需对面板与堆石体内各材料渗透系数开展反演，计算工程目前的渗透性态。本研

究以面板及止水系统结构完好为前提，以大坝及坝基各分区的渗透系数为输出，以坝后量水堰所测渗

漏量与各测点水头值两类监测数据作为渗流性态指标，对堆石坝的渗透特性进行分析。2020年 9月 9日

前后上游水位接近正常蓄水位 1617.8 m，下游水位接近正常尾水位 1508.6 m，库区水位长期在此高程

图 3　梨园面板堆石坝渗透性态计算模型

Fig. 3　Seepage model of Liyuan concrete-faced rockfill dam

图 4　梨园面板堆石坝 B-B 断面材料分区与原位渗透压力监测位置

Fig. 4　The material division of the B-B cross-section and the distribution of the pore water pressure observer
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附近小幅波动，形成了基本稳定的渗流场。本文根据当天测压管与量水堰的实际测值，基于稳态渗流

理论开展此面板堆石坝三维渗流性态模拟。因所研究工程材料涉及的材料渗透系数众多，需选取对渗

流场性态影响较大的材料渗透系数进行反演，以提高计算效率。面板作为工程主要关键体，其渗透性

是控制渗漏的关键。坝内堆石体是坝内渗流主通道与排水体系，直接影响渗流路径与出口安全，而坝

基是库水向下游渗漏的主要途径，其渗透性的差异决定了地基渗漏量的大小。因此，将对面板、主堆

石体、次堆石体、排水堆石体、强风化层、弱风化层、微风化层的渗透系数也开展反演，其余材料渗

透系数取基准值。各分区渗透系数取值范围与基准值如表 1 所示。

5.1　SSA-XGBoost代理模型建立　基于待反演材料渗透系数的取值范围，采用拉丁超立方抽样方法

随机生成 300 组渗透系数组合。将每组参数输入渗流三维有限元模型进行数值模拟，获取相应的水头

值及渗漏量数据，从而构成渗透系数-渗流性态响应的样本数据集。随后，以此数据集为基础，随机

选取 240 组样本训练 XGBoost 模型，其它 60 组样本对模型性能进行测试，建立以材料渗透系数为输入

变量、渗流性态响应（水头值与渗漏量）为输出响应的代理模型。

对 SSA-XGBoost 代理模型开展训练。首先设定 XGBoost 模型的三个关键超参数：决策树数目

（num_trees）、决策树的最大深度（max_depth）和学习率（eta）的寻优范围分别为［5，500］、［3，30］和

［0.001，0.3］。随后采用 SSA 算法，以 XGBoost模型在训练集上的预测值与真实有限元模拟值之间的均

方根误差（RMSE）最小为目标，在上述参数空间内进行寻优。SSA 算法参数设置为：预警值设为 0.7，
发现者比例设为 0.4，意识到危险的麻雀比重设为 0.2，最大迭代次数为 50。

代理模型训练完成后，利用测试集样本检验 XGBoost 模型的预测性能，以决定系数（R2）、均方根

误差（RMSE）、平均绝对误差（MAE）、平均绝对百分比误差（MAPE）为指标评价代理模型的预测性能。

通过 SSA 优化算法确定的 XGBoost 最优参数与性能指标如表 2 所示，各测点压力水头与渗漏量拟合效

表 1　梨园面板堆石坝各材料分区渗透系数取值范围

Table 1　The values of the permeability coefficients for materials 单位：cm/s    
待反演材料

面板

主堆石体

次堆石体

排水堆石体

强风化层

弱风化层

微风化层

渗透系数范围

1.0×10-8 ~ 1.0×10-6

1.0×10-1 ~ 1.0×100

1.0×10-2 ~ 1.0×100

1.0×10-2 ~ 1.0×100

2.0×10-4 ~ 1.0×10-3

5.0×10-5 ~ 3.0×10-4

1.0×10-5 ~ 5.0×10-5

基准值

1.0×10-6

3.2×10-1

9.2×10-2

4.2×10-1

6.0×10-4

2.4×10-4

5.0×10-5

其它材料

垫层

过渡区

粉砂铺盖

盖重区

固结灌浆

帷幕灌浆

坝基压缩区

覆盖层

基准值

2.3×10-3

3.0×10-1

1.0×10-5

1.0×10-2

5.0×10-5

3.0×10-5

2.9×10-1

6.7×10-2

表 2　SSA-XGBoost模型最优参数与性能指标

Table 2　Optimal parameters and performance metrics of the SSA-XGBoost Model

压力水头

渗漏量

DB-P-2
DB-P-4
DB-P-8
DB-P-9
DB-P-10

最优参数

num_trees

381
45

285
72

328
93

max_depth

10
25
19
14
10
11

eta

0.145
0.300
0.070
0.240
0.083
0.121

预测性能

R2

0.943
0.967
0.962
0.959
0.964
0.921

RMSE

0.614 m
0.991 m
0.443 m
0.462 m
0.425 m
2.812 L/s

MAE

4.856 m
7.215 m
3.079 m
3.221 m
3.078 m

22.284 L/s

MAPE

0.34%
0.82%
0.85%
0.89%
0.94%
9.09%
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果如图 5 所示。由表 2 可知，SSA-XGBoost 代理模型具有较高的预测精度，能够准确捕捉渗透系数与

渗透性态之间的复杂非线性关系。因此，后续渗透系数反演中该模型可替代计算繁琐、耗时的有限元

模拟，从而显著提升反演分析效率。

5.2　基于 NSGA-MOPSO 混合优化算法的渗透系数反演　

5.2.1　反演过程执行　结合 5.1 节建立的代理模型与真实渗透监测数据，根据式（8）建立多目标优化求

解函数 F（X），作为 4.3 节的优化目标函数：

F (X ) =
ì

í

î

ïïïï

ïïïï

min f1 (X ) = 1
5 ∑

i = 1

5
|| H *

pi (X ) - H pi

min f2 (X ) = || Q∗ (X ) - Q
（8）

式中：H *
pi (X )（i = 1，2，…，5）为由 XGBoost 模型预测得到的第 i 个测点的压力水头值；Hpi（i = 1，2，

…，5）为实测的第 i 个测点的压力水头值；Q*（X）为由 XGBoost 模型预测得到的渗漏量值；Q 为实测的

渗漏量值；f1为压力水头目标值；f2为渗漏量目标值。

采用 NSGA-MOPSO 混合优化算法进行多目标优化，生成渗透系数最优 Pareto 解集。渗透系数的寻

优范围通过表 3 确定。NSGA-MOPSO 混合优化算法设置为：种群规模为 100，前一半精英种群执行

NSGA-Ⅱ，后一半非精英种群执行 MOPSO，最大迭代次数 300 次。NSGA-Ⅱ算法的最大与最小交叉概

率分别为 0.8 和 0.4，最大与最小变异概率分别为 0.2 和 0.001。MOPSO 算法的个人认知权重与社会认知

权重均取 1。经充分迭代后，计算得到的渗透系数最优 Pareto 解集如图 6 所示。

5.2.2　最优渗透系数决策　仅依据单一监测数据评估大坝整体渗流性态具有局限性，融合多源监测信

息可实现渗透系数的更优决策。Li 等［6］提出了一种

多源监测数据决策方法，本文基于该方法进行渗

透系数决策，对 Pareto 解集中的每一组渗透系数解

计算综合评价指标 M（X）。如图 6 所示，以最小的

M（X）对应的压力水头目标值 f1与渗漏量目标值 f2为

最佳解，最佳解对应的渗透系数具体值如表 3所示。

为进一步验证反演结果准确性，将反演得到的

各材料渗透系数代入有限元模型进行正演分析，并

计算压力水头 Hpi 的相对误差。压力水头 Hpi 的相对

误差 ei计算公式如下：

ei = || H *
pi (X ) - H pi

ΔH
× 100% （9）

式中 ΔH 为上下游水头差。

图 5　SSA-XGBoost模型预测性能对比

Fig. 5　Predictive performance comparison of the SSA-XGBoost Model

图 6 基于混合优化算法的最佳渗透系数解集

Fig. 6 Pareto front of permeability coefficients
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渗透系数反演前后各测点数据对比结果如图 7 所示。由图 7 可知，各测点水头实测值与 NSGA-
MOPSO 算法计算值的相对误差均在 7.00% 以内，最大相对误差为 6.66%，平均相对误差为 2.34%，满

足了工程对计算精度的要求，进一步验证了所提方法反演结果的可靠性。

5.3　渗流性态分析讨论　评价大坝运行阶段渗透稳定性，需根据反演分析得到的渗透系数进一步计算

工程渗流性态，评价防渗系统的安全性。由表 3 可知，面板的渗透系数由设计值 1.00×10-6 cm/s 减小到

2.03×10-8 cm/s，有限元模拟得到的渗漏量由 43.93 L/s 减小到 18.96 L/s，与工程渗漏量实际测值变化相

符，推断得出面板渗透系数减小是造成大坝渗漏减小的主要原因。蓄水初期，面板因接缝、周边缝在

高压水头下发生初始渗漏，导致渗漏量偏大。随着上游覆盖料随水流进入渗漏通道堵缝自愈，防渗面

板渗透系数减小。

对大坝进行渗透性态正演分析，水头等势线分布如图 8 所示。从图 8 可见，正常蓄水位下，大坝

渗流场分布规律清晰合理。经进一步计算，可以得到：一方面，坝体浸润线在混凝土面板处形成突

降，面板以下垫层区浸润线最高水头为 1519.26 m，防渗系统降低水头 98.54 m，占上下游总水头差的

90.24%，表明大坝防渗系统具有显著的防渗效果。另一方面，在堆石区浸润线平缓，表明大坝排水系

统具有良好的排水性能，且坝体内混凝土面板、防渗帷幕等关键部位的等势线较为密集，其中面板的

水力坡降为 114.58，防渗帷幕的水力坡降为 5.06，坝体结构满足渗流稳定要求。

6　模型对比与讨论

6.1　SSA-XGBoost模型性能验证对比　为验证本文构建的 SSA-XGBoost 代理模型的预测性能，将本

模型与 XGBoost、SSA-RBF、SSA-ELM 和 SSA-RF 模型进行对比。其中，SSA 优化算法的基本参数与

表 3　待反演材料渗透系数取值范围与反演结果

Table 3　Preset range and inversion results of the material permeability coefficients 单位：cm/s    
材料

面板

主堆石体

次堆石体

排水堆石体

强风化层

弱风化层

微风化层

渗透系数范围

1×10-8 ~ 1×10-6

1×10-1 ~ 1×100

1×10-2 ~ 1×100

1×10-2 ~ 1×100

2×10-4 ~ 1×10-3

5×10-5 ~ 3×10-4

1×10-5 ~ 5×10-5

基准值

1.0×10-6

3.2×10-1

9.2×10-2

4.2×10-1

6.0×10-4

2.4×10-4

5.0×10-5

反演结果

2.03×10-8

5.09×10-1

8.47×10-2

6.82×10-1

5.06×10-4

1.15×10-4

1.06×10-5

图 7　渗透系数反演前后各测点数据对比

Fig. 7　Comparison of measured values and calculated values at monitoring points
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5.1 节保持一致。代理模型训练完成后，对于水头值与渗漏量两类不同的测值，分别采用 R2、RMSE、

MAE、MAPE 四个指标来评估模型拟合效果，其结果如图 9 所示。

R²越接近 1 代表模型拟合效果越好，而 RMSE、MAE 和 MAPE 越小则代表预测误差越低、模型性能

越优。由图 9 可知，相比于 SSA-RBF、SSA-ELM、SSA-RF 与 XGBoost这四种模型，SSA-XGBoost模型

具有最高的 R2 值与较小的 RMSE、 MAE、 MAPE 值。与 RBF、 ELM 两类单一机器学习模型相比，

XGBoost 采用梯度提升框架，通过训练多个弱学习器并不断修正残差，能够更好地捕捉渗流参数与响

图 8　梨园面板堆石坝渗流场总水头等势线分布（单位：m）

Fig. 8　The seepage calculation results of the Liyuan Dam（Unit：m）

图 9　代理模型性能对比

Fig. 9　Performance comparison of surrogate models
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应之间的复杂非线性关系。相较于 RF 模型，XGBoost在目标函数中加入了正则化项，有效控制了模型

复杂度，提高了模型的泛化能力。在此基础上，SSA-XGBoost 模型通过麻雀搜索算法优化了 XGBoost
的超参数配置，进一步提高了模型的预测精度。因此，SSA-XGBoost 模型预测性能最佳，可有效提高

预测精度。

6.2　NSGA-MOPSO 优化算法验证对比　基于 SSA-XGBoost代理模型，利用混合优化算法、NSGA-Ⅱ、

MOPSO，以压力水头与渗漏量两类目标值为目标开展多目标迭代寻优，利用遗传优化算法（Genetic 
Algorithm，GA）分别以压力水头目标值、渗漏量目标值为目标开展单目标反演寻优。迭代次数设置为

300，种群规模设置为 100，均在 Intel（R） Core（TM） i9-12900H 2.50 GHz CPU，16.0 GB RAM，Micro⁃
soft Windows 11 OS 计算机上运行，并分别记录算法的计算时间与迭代过程。计算完成后，按照式（10）
计算 Pareto 解集的超体积（HyperVolume，HV）指标与 Spacing 值，并对三种算法的性能进行比较。

ì

í

î

ï
ïï
ï

ï
ïï
ï

HV = δ [ ]∪ j = 1
|| S vj

Spacing = 1
|| S - 1 ∑

j = 1

|| S

( )T̄ - Tj

2 （10）

式中：δ［］代表 Lebesgue 测度，用来测量体积； |S|为非支配解的数目；vj表示参照点 z*与解集中第 j个解

构成的超立方体；Tj为规格化后解 j所占空间的各边之和；T̄ 为所有 Tj平均值。

在多目标优化算法中，HV 值能够评价一个解集的收敛性和多样性，HV 值越大，代表算法的收敛

性和多样性越好。由表 4 可知，混合算法的 HV 指标优于 NSGA-Ⅱ与 MOPSO 算法，表明其综合收敛性

与分布性更佳。这是由于混合算法融合了 NSGA-Ⅱ基于非支配排序的全局探索机制与 MOPSO 的局部

搜索策略，从而在保持种群多样性的同时提升了收敛精度，增强了整体搜索能力。Spacing 值是一种用

于评估解集分布均匀性的指标。Spacing 值越小，说明 Pareto 解集中个体解之间的间距越均匀，分布越

良好，解集多样性越高。由表 4 可知，相较于 NSGA-Ⅱ与 MOPSO 算法，混合优化算法既引入 NSGA-
Ⅱ的非支配排序以避免粒子过度聚集，又利用粒子群的局部搜索能力细化解的位置，因此具有最小的

Spacing 值。

将五种优化算法反演的渗透系数代入有限元模型中，分别计算相应的各测点压力水头值与渗漏

量。参考式（10），计算三种优化算法对应的压力水头目标值 f1与渗漏量目标值 f2。由表 4 可知，相较于

NSGA-Ⅱ与 MOPSO 两类多目标优化算法，混合优化算法的计算时间最短，较 NSGA-Ⅱ算法缩短寻优

时间 39%，显著提高了寻优效率。同时混合优化算法的两个目标值最小，即计算误差最小。对于压力

水头目标值 f1，对比 NSGA-Ⅱ算法和 MOPSO 算法，混合优化算法精度分别提高了 19.5% 和 17.7%；对

于渗漏量目标值 f2，对比 NSGA-Ⅱ算法、MOPSO 算法，混合优化算法精度分别提高了 72.3% 和 62.8%。

对比结果表明，混合优化算法在优化精度方面具有更大优势。混合优化算法相较于单目标优化反演结

果表明，若仅以压力水头 f1或渗漏量 f2作为单一优化目标，难以同时保证渗漏量与渗透压力的预测精

度。综上所述，考虑压力水头、渗漏量两类目标值开展反演能更全面地反映出大坝渗流场状态，相较

表 4　不同算法性能比较

Table 4　Algorithm performance metrics

压力水头目标值 f1/m
渗漏量目标值 f2/（L/s）

计算时间/min
Spacing 值

HV 值

多目标优化反演结果

NGSA-Ⅱ
2.91

12.70
165
0.031
0.552

MOPSO
2.85
9.45
162

0.132
0.591

混合优化算法

2.35
3.51
101

0.013
0.936

单目标优化反演结果

GA-以 f1为目标

2.79
21.98

GA-以 f2为目标

7.26
0.54
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于 NSGA-Ⅱ与 MOPSO 两种单一的多目标优化算法，混合优化算法在计算复杂度、计算精度与收敛速

度方面具有明显的优势。

7　结论

土石坝的渗透系数反演是评估其渗透稳定性的关键手段。针对传统反演方法计算精度不足、仅依

赖水头类监测数据的问题，本文融合渗漏量与水头两类监测信息，提出了一种新的渗透系数反演方

法，主要结论如下：

（1）基于 SSA-XGBoost 构建的渗透系数-渗透响应代理模型，能有效提升渗透性态的预测精度。相

较于 RBF、ELM 与 RF 机器学习模型，XGBoost 模型预测精度最优。此外，利用 SSA 算法优化 XGBoost
模型的超参数（迭代次数、树的深度、学习率），能有效降低超参数对模型预测精度的影响。

（2）采用基于 Pareto 分层策略的 NSGA-MOPSO 混合多目标优化算法，有效融合了 NSGA- Ⅱ与

MOPSO 算法的优点，在计算效率、收敛速度及解集多样性方面均表现出显著优势，使寻优时间缩短

39%。此外，相较于单目标优化结果，多目标优化算法对两类关键指标的预测误差更低。与 NSGA-Ⅱ
和 MOPSO 算法相比，混合算法在压力水头目标值 f1上分别提升了 19.5% 和 17.7%，在渗漏量目标值 f2
上分别提升了 72.3% 和 62.8%，证明了混合优化算法反演结果的可靠性与全面性。

（3）该面板堆石坝渗漏量变化的主要成因在于：上游覆盖料在水流作用下进入渗漏通道，产生堵

缝自愈效应，导致防渗面板的渗透系数由设计值 1.0×10-6 cm/s降低至 2.03×10-8 cm/s。
（4）各监测点处水头实测值与 NSGA-MOPSO 算法计算值之间的相对误差均低于 7.00%，其中最大

误差为 6.66%，平均误差为 2.34%，表明该反演结果能够有效反映大坝渗流场的实际分布。基于反演

结果对坝体渗流性态进行评估可知，当前结构满足渗流稳定要求。
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Multi-objective inversion of permeability coefficient of earth-rockfill dams based on 
Pareto-hierarchical hybrid optimization algorithm

TANG Xiaosong1，2， SUN Zihan1，2， LI Dianqing1，2， ZANG Hanghang1，2， KE Qin1，2

（1. State Key Laboratory of Water Resources Engineering and Management， Wuhan University， Wuhan 430072， China； 

2. Institute of Hydraulic Engineering Risk and Disaster Prevention， School of Water Resources and Hydropower 

Engineering， Wuhan University， Wuhan 430072， China）

Abstract： In the inversion of permeability coefficients for earth-rockfill dams， conventional multi-objective optimiza⁃
tion algorithms often suffer from insufficient convergence， poor diversity of Pareto solution sets， and low computa⁃
tional efficiency due to their difficulty in balancing global exploration and local search. To overcome these limita⁃
tions， this study proposes a hybrid framework integrating the strengths of NSGA-Ⅱ and MOPSO algorithms through a 
Pareto-dominance based hierarchical search strategy， enabling efficient multi-objective inversion of permeability 
coefficients. By utilizing monitoring data of both pressure head and seepage rate， a surrogate model based on SSA-
XGBoost was developed to characterize the relationship between permeability parameters and seepage responses. A 
hybrid NSGA-MOPSO algorithm， guided by Pareto-dominance hierarchy， was subsequently employed to identify the 
optimal permeability coefficient set， thereby reconstructing the current seepage state of the dam. Case study results 
demonstrate that the proposed SSA-XGBoost surrogate model significantly outperforms RBF， ELM， and RF models 
in predictive accuracy， achieving superior performance across four evaluation metrics： R2， RMSE， MAE， and 
MAPE. By employing this surrogate model， the inversion process not only maintains solution diversity but also 
reduces computational time by approximately 39%. Compared to standalone NSGA-Ⅱ and MOPSO algorithms， the 
hybrid algorithm shows performance improvements of 19.5% and 17.7% for the pressure head objective （f1）， and 
72.3% and 62.8% for the seepage discharge objective （f2）， respectively. These results validate the enhanced predic⁃
tive accuracy and the reliability of the inversion outcomes achieved by the proposed NSGA-MOPSO hybrid optimiza⁃
tion algorithm.
Keywords： permeability coefficient； multi-objective inversion； hybrid NSGA-MOPSO optimization algorithm； SSA-
XGBoost surrogate model； seepage behavior analysis
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