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摘要：滑坡易发性评估是开展区域尺度潜在滑坡预测的重要手段。现有基于机器学习的数据驱动模型依赖于数据

质量且缺乏物理可解释性，在复杂地质与水文条件下易出现泛化能力和物理一致性不足的问题；而基于力学机制

的物理模型虽能够表征降雨入渗与边坡稳定性的关系，但在区域尺度应用中仍受参数空间非均质性与适用范围的

限制。为解决上述挑战，提出一种概率物理信息机器学习（physics-informed machine learning，PIML）的方法：基

于耦合一阶可靠度方法的概率物理模型（PRL-STIM），提取边坡安全系数与失效概率，并将其构建为物理一致性

与风险一致性约束项，嵌入深度神经网络的损失函数中，从而实现岩土工程领域知识与数据驱动建模的有机融

合。以 2013 年中国甘肃娘娘坝地区降雨诱发的浅层滑坡事件为工程背景，构建高质量样本集并采用空间交叉

验证策略，系统评估所提模型在未知区域的泛化能力与预测不确定性。结果表明：PIML 模型在 5 个空间聚类区

域中的平均 AUC 较纯机器学习模型提升了 13.6%，科学不一致性指标（scientific inconsistency index，SI）降低了

88.6%，显著增强了模型在跨区域滑坡预测中的稳健性、物理一致性与理论解释能力。为区域滑坡易发性建模提

供了一种融合物理机制与数据驱动方法的有效路径，验证了在复杂空间环境下引入领域知识对提升模型科学性、

泛化能力与工程适用性的可行性，凸显了构建具备岩土工程领域知识的数据驱动模型在滑坡地质灾害预测中的重

要意义。 
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Abstract: Landslide susceptibility assessment (LSA) is critical for predicting potential landslides at regional 

scales. Existing machine learning based data driven models are highly dependent on data quality and generally 

lack physical interpretability, which often leads to limited generalization ability and physical inconsistency under 

complex geological and hydrological conditions. In contrast, physically-based models in mechanical principles 

can characterize the relationship between rainfall infiltration and slope stability, but their application at the 

regional scale remains constrained by spatial heterogeneity of parameters and limited model applicability. To 

address these challenges, this study proposes a probabilistic physics-informed machine learning (PIML) 

framework that explicitly incorporates geotechnical domain knowledge into the model training process. A 

simplified transient infiltration model and the first-order reliability method (PRL-STIM) are utilized to compute 

the factor of safety and failure probability, respectively. These physics-based outputs are integrated into a 

composite loss function designed to ensure both physical and risk consistency, thereby guiding the training of a 

neural network. The framework is validated using a rainfall-induced shallow landslide event that occurred in 

Niangniangba, Gansu Province, China, in 2013. A high-quality dataset is compiled, and a spatial cross-validation 

strategy is employed to assess the model′s generalization ability and predictive uncertainty in previously unseen 

areas. Results from five-fold spatial cross-validation indicate that the PIML model enhances the average AUC by 

13.6% and reduces the scientific inconsistency index (SI) by 88.6% compared to the baseline model. These 

improvements demonstrate the proposed model′s enhanced robustness, physical consistency, and interpretability 

for regional LSA. 

Key words: slope engineering; landslide susceptibility assessment; physically-based model; machine learning; 

probability of failure; first-order reliability method (FORM) 
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1  引  言 

 

滑坡作为一种严重的自然灾害，已在全球范围

内造成了巨大的经济损失和人员伤亡[1]。近年来，

极端事件的频发尤其是强降雨和地震活动加剧了滑

坡的发生[2-3]。滑坡易发性评估(landslide susceptibility 

assessment，LSA)作为区域灾害风险管理的重要工

具，旨在识别最可能发生滑坡的区域[4]。其基本原

理是通过分析地形、地质、气候、人类活动等关键

因素与历史滑坡事件之间的关系，量化特定区域的

滑坡潜力[5]。当前 LSA 方法主要分为 2 类[6]：(1) 基

于物理模型的方法；(2) 基于统计分析或机器学习

(machine learning，ML)模型的数据驱动法。 

物理模型方法以滑坡力学分析为基础，并结合

极限平衡理论与水文地质模型[7]，模拟降雨、地震

等触发因素对坡体稳定性的影响。此类方法的优势

在于不依赖历史数据，具备良好的可解释性，尤其

适用于滑坡记录稀缺的区域[8-9]。然而，由于在区域

尺度下地质参数(如土壤厚度、强度指标等)信息不足，

物理模型通常依赖经验公式或统计典型值估算输入

参数，而忽视了参数内在不确定性，导致滑坡易发

性常被高估[10-11]。近年来，姬 建等[12]在区域尺度下

采用一阶可靠度方法(first order reliability method，

FORM)以高效模拟参数不确定性下的降雨诱发浅

层滑坡易发性，并开发了 PRL-STIM 模型。需要注

意的是，物理模型的固有简化假设导致其应用仍存

在一定的局限性。 

数据驱动方法通过学习历史滑坡数据与环境因

子之间的统计关系，实现滑坡区识别，尤其在滑坡

清单数据丰富的地区表现出较高精度[13]。近年来，

以随机森林(random forest，RF)、支持向量机(support 

vector machine，SVM)、极限梯度提升树(extreme 

gradient boosting，XGBoost)及深度神经网络(deep 

neural network，DNN)等为代表的机器学习模型已

广泛应用于滑坡易发性评估。多项研究表明，集成

学习模型(如 RF 与 XGBoost)在样本量有限或非线性

特征强的情况下表现稳健，具有较高的可解释性；
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而深度学习模型在多源高维特征融合与空间自适应

性方面优势明显，尤其在结合地形、植被及降雨等

多时空特征时能显著提高预测精度[14-15]。国际上，美

国地质调查局(USGS)提出的基于地形形态特征的

概率方法突破了传统清单依赖的局限，实现了无滑

坡数据区的可靠易发性预测[16]；意大利萨莱诺大学

与水文地质灾害研究所(CNR-IRPI)合作利用深度学

习方法构建了降雨与滑坡发生的直接联系，推动了

大范围、可操作化的降雨诱发滑坡预报[17]。国内方

面，中国地质大学、成都理工大学、河海大学、南昌

大学、重庆大学、同济大学及香港科技大学等单位

在滑坡易发性机器学习建模、知识图谱构建与多

源遥感数据融合等方面取得了重要进展[6，12，18-26]。

总体而言，当前滑坡易发性研究重点逐步从小样本

区域分析转向多源大数据集成与跨区域建模。随着

深度学习、集成学习及基准数据集的不断发展，模

型的计算精度与自动化程度显著提升。然而，大多

数方法仍主要依赖统计关联学习，缺乏物理与工程

机制约束，这在一定程度上限制了模型的可解释性

与跨区域泛化能力。 

此外，数据驱动方法高度依赖滑坡清单的质量，

区域尺度上数据的稀疏性、空间不均性显著制约了

其应用[27]。特别是，由于区域之间在地貌、地质与

降雨等环境条件方面存在显著差异，训练域与测试

域之间会出现明显的偏移(domain shift)。当训练数

据不足或模型未考虑这种域偏移时，以深度神经网

络模型为代表的 ML 模型容易产生与岩土工程机制

不一致的预测结果，应用范围受限[28]。需要指出的

是，传统 ML 模型的评价指标通常侧重于统计性

能，如曲线下面积、准确率等，而忽略物理一致性。

例如，T. Pei 和 T. Qiu 等[29]指出，部分表现优异的

ML 模型在物理解释上缺乏合理性，亦未能表征滑

坡易发性与安全系数之间的单调负相关性。因此，

提出能够兼顾物理一致性与统计性能的混合驱动方

法，以提升滑坡易发性预测的科学性与泛化能力迫

在眉睫。 

近年来，融合领域知识与机器学习的物理信息

机器学习方法逐渐成为滑坡预测的重要研究方向。

通过将领域知识的物理约束嵌入 ML 模型中，以提

升模型预测的泛化能力、可解释性及一致性。T. Pei

等[30]将基于安全系数(Fs)的单调性约束引入 ML 模

型，有效提升了 LSA 在未见区域的预测能力；X. 

Wei 等[31]通过引入无限长边坡模型结果作为 ML

的输入，增强了混合模型在跨区域的泛化能力；

H. Z. Cui 等[32]提出了将概率物理模型结果作为卷

积神经网络的输入特征，用于增强 LSA 模型在参

数不确定性下的稳健性。然而，当前针对基于物理

模型与数据驱动方法相结合的研究仍存在三大挑

战：(1) 现有物理模型虽然具有理论基础，但常因

边界条件理想化、参数单值设定等因素，在区域尺

度难以准确适应复杂地质环境；(2) 传统确定性建

模方法难以精准量化岩土参数的不确定性，从而难

以全面反映潜在滑坡风险；(3) 现有数据驱动模型

普遍依赖经验统计关系，缺乏显式物理机制约束，

尤其在训练样本不足或分布偏移区域，容易输出与

力学原理相悖的预测结果，严重影响模型的泛化性

能与工程适用性。 

为解决上述问题，本文创新性地提出一种基于概

率物理信息引导机器学习的方法(physics-informed 

machine learning，PIML)。该方法以简化瞬时入渗

概率物理模型为基础，通过引入安全系数(Fs)与失

效概率(Pf)两种稳定性评价指标，构建基于物理与

风险双一致性的损失函数，结合区域尺度的空间交

叉验证与不确定性分析，实现滑坡易发性的稳健预

测与科学评估。为验证所提方法的实用性，以甘肃

娘娘坝区域 2013 年强降雨诱发滑坡为工程背景，

探讨 PIML 在区域尺度滑坡易发性评估中的应用

潜力。 

 
2  概率物理信息引导机器学习建模 

 

2.1 概率物理模型 

降雨诱发的区域滑坡主要表现为浅层滑坡[33]。

为揭示此类灾害的发生机制，本文采用前期提出的

简化瞬时入渗概率物理模型 PRL-STIM(同样指代

下文所有提及的概率物理模型)，通过考虑降雨条件

下的无限长边坡模型与一阶可靠度方法，实现对浅

层滑坡概率的定量模拟[12]。PRL-STIM 稳定性分析

模块聚焦于分析强降雨下非饱和土体中湿润锋的推

进，并在无限边坡假设下构建安全系数表达式，以

揭示降雨入渗过程对边坡稳定性的影响(见图 1)： 

s w
s

sat w sat w

tan tan

sin cos tan sin cos

c u
F

z z

 
      

  
    

    (1) 

式中： sat 为土壤饱和密度； 为山坡角； sc，分
别为土壤的黏聚力和有效摩擦角； wz 为湿润锋深

度；  为有效应力参数。 
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图 1  PRL-STIM 模型示意图(改编自姬 建等[12]) 

Fig.1  Schematic diagram of the PRL-STIM model(Adapted from J. Ji，et al[12]) 
 

该模型考虑了降雨作用下湿润锋深度的动态演

化，进而影响孔隙水压力与有效抗剪强度。安全系

数 sF 定义为抗剪强度与剪应力之比，其表达式引入

了湿润锋深度 wz 与孔压参数 ，并考虑了非饱和土

体条件下有效应力的影响。模型中所用入渗量 I 并

非等同于降雨强度，而是综合考虑了土壤初始湿度、

毛细势梯度、入渗速率等因素的结果。土体厚度是

评估边坡稳定性的关键参数之一[34]，本文引入经验

型 Z 模型[12]，将土层厚度表示为海拔的函数，从而

在区域尺度上高效估算浅层滑动面的深度范围。模

型参数依据实测范围设置为 0.1～3.0 m，体现了不

同地形单元下的土层空间差异。 

除瞬时入渗模块 (STIM)外，该模型采用的

GIS-FORM 能够在分析 sF 基础上，评估土体参数(黏

聚力、内摩擦角、坡度)和降雨强度不确定性对边坡

稳定性的影响。其中，失效概率 fP 的计算公式为 

f ( ) 0

s

( )d

( ( ) 1)

g
P

g

f

F




  





 ＜x
x x

x x
             (2) 

式中： s sat   t( )an   c n   ， ， ， ， ，x 为输入参数

的随机变量集合，f(x)为随机变量 x 的联合概率分

布函数， s ( )F x 为安全系数。 

由于直接求解该积分在区域尺度上计算量巨

大，FORM 方法通过最可能失效点计算可靠度指标

f ，进而求得近似失效概率： 

f f( )P                   (3) 

式中： ( )  为标准正态累积分布函数。 

按照 B. K. Low 和 W. H. Tang[35]的简化岩土可靠

度指标概念， f 由下式计算： 

T* N * N
*T 1 * 1

Nf N
i i i i

i i

x u x u


 
    

     
   

－ －n R n R  (4) 

式中： *
ix 为第 i 个随机变量的 MPP 值； N

iu ， N
i 分

别为该变量的等效正态平均值和标准偏差；R 为相关

矩阵。为在物理空间中高效定位最可能失效点，本文

采用 J. Ji 等[6]提出的 GIS-FORM 方法，该方法通过迭

代更新变量向量 kx ，逐步逼近最可能失效点，其迭

代过程如下： 
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式中： kT 为变换矩阵， N
k 为将随机变量转换为正

态分布的等效均值变量， N[ ]k 为对角矩阵。 

需要指出的是，滑坡易发性[15，19]表示某一地

区在地形、地质和环境条件下发生滑坡的潜力，常

用安全系数( sF )进行确定性的定量描述，采用失效概

率( fP )进行不确定性的定量表征；而滑坡危险性

(landslide hazards)[36]通常还需考虑规模、时间和影

响范围等要素。 

2.2 机器学习模型 

相较于随机森林、梯度提升树等传统模型，神

经网络具有良好的可拓展性和可微分性，便于通过

自定义损失函数引入物理约束与岩土工程先验知

识，从而提高模型的物理一致性与泛化能力，故本

文采用由多层感知器组成的神经网络模型(neural 

networks，NN)作为滑坡易发性预测使用的机器学

习模型[37]。其中，所建网络包含 3 个隐藏层，每层

36 个神经元，激活函数选用 ReLU，以增强非线性

建模能力并加速收敛；输出层采用 sigmoid 函数，

实现滑坡与非滑坡的概率二分类。该结构不仅具有

良好的拟合能力，也为后续引入基于 sF 或 fP 的物理

一致性损失提供了便利接口，是构建概率物理信息
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神经网络(PIML)框架的重要基础[38]。 

2.3 概率物理信息引导机器学习方法 

2.3.1 基于岩土工程领域知识的滑坡易发性 

在岩土工程领域，边坡与安全系数 sF 之间存在

公认的单调性：即 sF 值越高，边坡越稳定，发生滑

坡的可能性越低。然而，传统的机器学习模型往往

难以捕捉这种物理单调性，预测结果缺乏科学解释

性。因此，将物理规律纳入模型的训练过程，以考

虑物理一致性预测至关重要；此外，滑坡易发性还

较大程度上受到输入参数不确定性的影响，即在岩

土工程领域认知中，边坡稳定性与失效概率 fP 亦呈

现单调性。通过将 sF 和 fP 整合到损失函数中，该

模型能够学习基于边坡稳定性评估的确定性和基

于风险的不确定性。 

需要指出的是，在常规的区域滑坡预测中，很

难确保 sF 与 fP 与滑坡易发性之间存在严格的一一

对应关系，二者之间的映射也存在不确定性。为解

决这一问题，本文在建模过程中设计了一种基于软

约束(soft constraint)的单调性约束损失函数，通过将

sF 与 fP 的单调逻辑嵌入损失函数，对模型输出的滑

坡易发性结果进行柔性约束，引导模型预测结果遵

循岩土工程领域的基本物理规律。其中，滑坡易发

性、 sF 和 fP 之间的单调关系可表示为 

s s f fˆ ˆ 0 if i j i j i jy y F F P P ≤ ≥ ， ≤         (6) 

式中： ˆiy ， ˆ jy 分别为样本 i 和 j 的预测滑坡易发

性值。 

为使模型学习边坡稳定性的物理规律，在训练

过程中，将每一批训练样本按 sF 值从高到低进行排

序。相邻 2 个样本的模型预测值之差为 

1ˆ ˆ ˆi i iy y y                 (7) 

由于负值违反了预期的单调趋势(即模型预测

更稳定的边坡具有更高的易发性)，因此通过物理一

致性损失对这种违反进行惩罚 phyL ： 
1

1
phy

1
ˆmax(   0)

1

n

i

L y
n





 
  ，        (8) 

该损失项强化了滑坡易发性与 sF 之间的预期

递减关系，抑制模型将更稳定边坡判定为高滑坡易

发性区域，提升了预测结果的物理一致性。 

同理，为确定风险一致性，将每批训练样本按

照滑坡失稳概率( fP )从高到低排序，并使用式(7)以

相同方式计算模型预测值之间的差异。若某一对样

本中 fP 值较高者对应的模型预测滑坡易发性值反

而较低，则违反了 fP 与易发性之间应有的单调递增

关系。为此，本文引入基于风险的一致性损失项，

对该类预测不一致性进行惩罚，从而引导模型在学

习过程中遵循风险层面的物理逻辑： 

1
risk

11
ˆmax(   0)

1

n

i

L y
n





 
  ，           (9) 

通过最小化 phyL 和 riskL ，该模型会同时保证基

于确定性的物理约束和不确定性的风险约束，以确

保预测结果符合岩土工程领域知识。 

2.3.2 监督损失、物理一致性损失和风险一致性损失

的整合 

为实现滑坡易发性预测中同时兼顾精度与岩土

工程领域知识的一致性，本文在损失函数中引入监

督损失、物理一致性损失和风险一致性损失，从而

构建出具备科学一致性(scientific consistency，SC)

的训练框架。该设计不仅确保模型在数据驱动层面

的预测准确性，同时也使预测结果遵循斜坡稳定性

的基本物理与概率规律。其中，监督损失函数用于

依据标注的滑坡样本优化模型预测结果，其定义

如下： 

data
1

1
ˆ ˆlg (1 ) lg(1 )

n

i i i i
i

L y y y y
n 

       (10) 

式中： iy 为实际观测的滑坡发生情况(标签)， ˆiy 为

模型预测的滑坡概率。 

为同时引入物理稳定性约束与风险一致性约

束，本文提出的 PIML 总损失函数定义为 

PIML data SCL L L              (11) 

式中： SCL 为科学一致性损失，它结合了物理一致

性损失和风险一致性损失，即 

SC phy phy risk riskL L L            (12) 

正则化系数 phy 和 risk 分别控制物理约束与风

险约束对模型训练的影响程度。 phy 强化对 FS单调

性关系的学习( phyL )，确保模型遵循基本的边坡稳定

性原理。 risk 强化对 fP 的响应能力(控制着 riskL 的权

重)，使模型输出具有可靠的风险解释。 

在此框架下，本文所提出的“引导机制”实质

上是将 PRL-STIM 输出的 sF 与 fP 嵌入损失函数，

通过构造 phyL (约束 sF —易发性单调递减)与 riskL (约

束 fP —易发性单调递增)两种一致性损失(见式(6)～

(9))，共同构成科学一致性损失 SCL 。该损失作为对

监督损失 dataL 的附加软约束在训练过程中引导模型

输出遵循岩土工程的物理规律与风险响应关系。该

多源一致性损失设计能够实现数据驱动学习与科学

规律的有机融合，确保模型在保持预测性能的同时，



第 45 卷  第 3 期                崔红志等：基于概率物理信息的机器学习区域滑坡易发性评估                 • 795 • 

具备良好的可解释性和工程适用性。 

2.4 PIML 建模流程与科学一致性约束设计 

本文提出的概率物理信息机器学习框架如图 2

所示，主要包括 4 个关键步骤：数据准备、模型训

练与评估、集成模型构建及滑坡易发性图生成。 
 

高程

坡度
NDVI

数据采集与样本构建

滑坡清单

输入

输出

全连接层

数
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叉
验
证

概率物理模型(PRL-STIM)

STIM

GIS-FORM

物理信息 基于( )Fs

风险信息 基于( )Pf

L L L LPIML data     phy phy     phy phy = +( + )

基于空间 训练的 模型CV PIML

平均集成 模型平均( )

考虑科学一致性约束下的易发性预测结果

LSC

科学一致性损失

输出
全连接层

 
图 2  融合概率物理模型与科学一致性约束的 PIML 滑坡易 

发性预测流程 

Fig.2  Prediction framework of landslide susceptibility based  

on PIML integrating probabilistic physical model and  

scientific consistency constraints 
 

2.4.1 数据集准备和空间交叉验证 

本文所提出的 PIML 建模框架所需数据包括 2

类：(1) 输入特征(input features)，用于描述边坡稳

定的环境背景，主要包括地形与环境因子，如坡度、

坡向、地形湿度指数(topographic wetness index，

TWI)、土壤类型、地质条件、归一化植被指数

(normalized difference vegetation index，NDVI)等；

(2) 监督信号(supervising signals)，包括滑坡/非滑坡

标签以及物理与概率指标，即基于 PRL-STIM 计算

得到的安全系数( sF )和失效概率( fP )，分别代表边

坡在给定条件下的稳定性和潜在失稳风险。模型训

练过程依据节 2.3.2 所述的损失函数设计，并结合本

节描述的空间交叉验证策略实现。滑坡事件、滑坡

条件因子及其物理模型参数将在后文进行详细阐述。 

滑坡易发性建模本质上是一个二元分类问题，

其中已发生的滑坡位置作为正样本。由于滑坡清单

通常仅包含正样本记录，本研究通过在远离已知滑

坡区域随机采样生成负样本，并结合地理坐标提取

环境因子，构建完整的训练数据集。需要特别注意

的是，地理空间数据具有显著的空间自相关性(spatial 

autocorrelation)。传统的 k 折交叉验证方法由于假设

样本独立同分布，会导致训练集与测试集之间存在

空间依赖性，从而高估模型的泛化性能，因此传统

的验证方法难以真实反映模型在新区域的预测能

力[39]。基于此，本文提出了一种基于空间交叉验证

(spatial cross-validation，CV)的改进方法，以解决传

统验证方式在滑坡易发性评估中的局限性。 

具体而言，首先利用 k-means 聚类算法根据样

本地理坐标将其划分为 5 个空间簇(见图 3)，在交叉

验证过程中确保训练集和验证集来自不同的空间区

域，从而有效降低空间依赖性导致的过拟合风险。

为验证该方法的有效性，进一步采用 t-SNE 非线性

降维技术对特征空间进行可视化分析[40]。与传统随

机划分相比，空间交叉验证能更好地保持数据的空

间异质性，避免因空间邻近样本同时出现在训练集

和验证集而造成的“信息泄露”问题，从而更准确

地评估模型在未知区域的泛化性能。 
 

N

聚类区1
2聚类区
3聚类区
4聚类区
5聚类区

滑坡样本

非滑坡样本

 
图 3  5 个聚类中滑坡和非滑坡样本的空间分布 

Fig.3  Spatial distribution of landslide and non-landslide  

samples across five clusters 
 

2.4.2 ML 训练、集合建模和滑坡易发性图的生成 

为实现滑坡易发性的高效预测，本文基于构建

的样本数据训练神经网络模型。在训练过程中，若

损失函数中同时引入物理一致性项与风险一致性

项，模型即作为物理信息神经网络(PIML)运行；若

仅使用监督损失，则作为基准 NN 模型。2 种模型

均采用相同的超参数配置：优化器为 Adam，学习

率 0.001，训练轮次为 200，以确保对比的公平性。

为评估模型在不同地理区域的泛化能力与鲁棒性，

本文采用五折空间交叉验证。具体地，每轮交叉验

证中，模型在 4 个簇上训练，在剩余一个簇上验证，
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从而测试其对未见区域的预测能力。考虑到模型训

练的随机性与数据的不确定性，本研究在性能评价

阶段对空间交叉验证过程进行了 5 次随机重复，即

在相同的五折空间划分下使用不同随机种子训练模

型。由此，每一折(fold)均可获得 5 次试验的性能指

标，从而更加稳健地评估模型的泛化能力与稳定性。

在完成模型评价后，为生成全研究区的滑坡易发性

分布图，本研究从 5 次重复试验中选取其中一次完

整的 CV 模型集，并对该重复中的 5 个子模型进行

集成平均(Ensemble averaging)，得到全区滑坡易发

性预测结果。其预测不确定性通过该子模型集之间

的预测标准差进行估计。这种方法不仅提升了预测

的稳定性，也有助于识别潜在高风险且置信度较低

的区域，为风险防控提供更可靠依据。 

2.4.3 性能评估 

本文采用接收者操作特征曲线(receiver operating 

characteristic，ROC)及其曲线下面积(area under the 

curve，AUC)评估模型的分类性能。ROC 曲线通过

展示不同阈值下的伪阳性率(false positive rate，FPR)

与真阳性率(true positive rate，TPR)关系，反映模型

的判别能力；AUC 值则作为单一指标衡量整体分

类表现，AUC = 0.5 表示模型无判别能力，AUC = 

1.0 表示完美分类。AUC 越高，模型区分滑坡与非

滑坡样本的能力越强。为实现更全面评估，本文还

引入 5 个关键分类指标：准确率(Ac)、精确率(Pre)、

召回率(Rec)、F1–分数(F1–Score)及科学不一致性指标

(scientific inconsistency index，SI)。前 4 项为常用统计

指标，基于以下 4 类预测结果计算： 
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        (13) 

式中：TP为真阳性，指被正确分类为滑坡的滑坡样

本数量；TN为真阴性，指被正确分类为非滑坡的非

滑坡样本数量；FP为假阳性，指被错误分类为滑坡

的非滑坡样本数量；FN为假阳性，指被错误分类为

非滑坡的滑坡样本数量； cA 为精度，表示被正确分

类的样本数占样本总数的比例。 

在上述常用机器学习统计指标之外，本文定义

科学不一致性指标 SI 用于衡量模型预测是否遵循边

坡稳定性的岩土工程领域认知，由 phyL 和 riskL 组成： 

phy riskSI L L               (14) 

SI 的降低，表明模型在物理力学规律与风险趋

势上的一致性增强。SI 与 AUC 等传统指标结合使

用，可在保证分类精度的同时，系统评估预测结果

是否符合地质力学原理，从而兼顾“判别性能”与

“科学合理性”，提升其实际应用中的可靠性。 

为避免对 SI 理解上的歧义，本文进一步对其定

义及作用进行澄清与说明。虽然 SI 由物理一致性损

失( phyL )与风险一致性损失( riskL )叠加构成，其本质

并非模型训练阶段需最小化的目标函数项，而是作

为一种独立的后验评价指标，用于衡量模型预测结

果是否符合滑坡发生的物理过程与风险。在训练阶

段， phyL 和 riskL 作为正则化项引导模型在参数更新

过程中遵循特定的单调性约束，从而提升其科学一

致性。而 SI 的计算则在模型训练完成后进行，通

过统计验证集上违反滑坡物理规律(如安全系数 sF

与失效概率 fP 之间的单调关系)的预测样本比例，

量化模型的解释性与一致性。SI 不参与模型训练

过程，但依赖训练后模型的预测结果，且与传统

统计指标(如 AUC，F1 分数)不同，SI 侧重衡量模

型在科学合理性方面的表现。因此，较低的 SI 值

并不直接反映模型总体误差最小化，而是表示模型

的科学一致性越高。 

 

3  甘肃娘娘坝降雨诱发山体滑坡案例 
 
3.1 研究区概况及滑坡数据数据 

为评估所提 PIML 框架在滑坡易发性评估中的

适用性，本文选取中国甘肃省娘娘坝镇东北部小流

域作为研究区域。该地位于秦岭山脉西段南麓，地

形复杂、生态和地貌类型多样，具有良好的代表性。

据报道[41]，该小流域面积约 53.81 km2，海拔 1 483～

2 109 m，高差达 626 m。地质方面，区域地表主要

由滑坡堆积物(Q4del)和冲积堆积物(Q4pal)构成，冲

积物多分布在山谷残积阶地，地层松散、密度较

低。土壤层较浅，下伏为更新世马兰黄土、新元古

代泥岩与砂岩、鞍山期花岗岩及上泥盆统板岩和石

英砂岩。气候上，该区域位于半湿润与半干旱气候

交汇带，属温带大陆性气候。1981～2010 年资料显

示，年均降雨量约 500.7 mm，相对湿度平均为 66%。

其中 85%的降雨集中在 4～10 月，尤其以 7～9 月

为主，占全年总降雨量约 68%。强降雨是主要的滑

坡诱发因素。 
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通过比对极端降雨前后的高分三号卫星影像以

及谷歌影像发现，本文所关注的研究区滑坡以浅层

小型滑坡为主[41]。根据统计分析表明，实际滑坡

主要分布在海拔 1 506～2 109 m、坡度 22°～33°

的区域，滑动体通常由厚度不足 3 m 的风化岩、泥

岩层或含砾土构成，具有明显的空间聚集性。特别

是在 2013 年 7 月，一场极端暴雨引发了大规模滑坡

事件。此前一个月，娘娘坝镇累计降雨远超多年同

期的 3 倍；其中，7 月 21～23 日降雨量达 104.3 mm，

最大降雨强度出现在 7 月 21 日 21 时，这也是滑

坡爆发的直接诱因(见图 4)。本文使用的物理模型

参数详见前期研究结果[12]。 
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(a) 小时降雨强度与滑坡发生时间对比 

(a) Hourly rainfall intensity and comparison with landslide occurrence time 
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(b) 累计降雨量随时间变化 

(b) Temporal variation of cumulative rainfall 

图 4  2013 年 7 月滑坡事件期间研究区域的小时降雨分布 

Fig.4  Hourly rainfall distribution in the study area during the  

July 2013 landslide event  

 

3.2 滑坡条件因子 

为准确表征地形、水文与土壤特性对滑坡发生

的影响，合理确定条件因子至关重要。如图 5 所示，

本文结合研究区的数据可获取性及滑坡活动特征，

遴选了 12 个具有代表性的因子，涵盖了 3 类主要控

制机制：地形因子(海拔、坡度、坡向平面曲率与剖

面曲率)、水文因子(地形湿度指数，TWI)、植被因

子(NDVI)及土壤因子(土壤颗粒组成、容重、饱和导

水率 sk 、田间持水量)。其中高程数据来源于 ALOS 

PALSAR 提供的 12.5 m 空间分辨率数字高程模型

(digital elevation model，DEM)；坡度与坡向由 DEM

计算，分别反映坡面的陡峭程度与方位属性；地形 
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(a) 高程                         (b) 坡度                        (c) 坡向                          (d) 体密度 

(a) Elevation                       (b) Slope                       (c) Aspect                        (d) Bulk density 
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(e) 黏土含量                    (f) 田间持水量                    (g) 饱和导水率                    (h) NDVI 

(e) Clay content                   (f) Field capacity            (g) Saturated hydraulic conductivity            (h) NDVI 
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(i) 平面曲率                      (j) 含砂量                        (k) TWI                       (l) 剖面曲率 

(i) Plan curvature                   (j) Sand content                      (k) TWI                     (l) Profile curvature 

图 5  研究区域的滑坡影响因素 

Fig.5  Landslide contributing factors for the study area 

 

湿润指数TWI用于衡量水分在坡面上的积聚潜力，

其计算公式如下： 

sln
tan

A
TWI


              (15) 

式中： sA 为上坡汇水面积， 为坡度。TWI 综合考

虑地形汇水能力与坡度，是反映地形对水分积累与

渗流路径影响的重要指标。 

归一化植被指数 NDVI 用于表征地表植被覆盖

状况。土壤特征数据(包括砂含量、黏土含量、容重

与田间持水量)来自 SoilGrids 全球土壤数据库[42]，

该数据库提供 0～200 cm 深度范围内多个标准剖面

的高分辨率(250 m)土壤属性估计值。饱和导水率

( sk )数据则引自其衍生产品 HiHydroSoil v2.0。在滑

坡易发性分析中，各类土壤因子发挥着关键作用：

砂与黏土含量影响渗透性、剪切强度与排水性能；

容重反映土体的压实度与孔隙结构，从而影响水

分入渗能力与植物根系发育；田间持水量衡量土

壤保水能力，以表征长期湿润条件下的水分状态；

sk 代表饱和条件下水分的迁移速率，从而表征地下水

运动。 

3.3 影响因子相关性分析 

在数据驱动的滑坡易发性建模中，输入因子之

间的冗余性和潜在共线性可能影响模型的稳定性

与预测性能。为此，本文对研究区所选滑坡条件因

子进行了皮尔逊相关性分析(见图 6)，其中颜色柱

表示各因子之间的相关系数 r 大小，取值范围为

－1～1，为量纲一的量。结果表明，大多数因子相

关系数绝对值较低(|r|＜0.4)，整体独立性较强，冗

余性对建模影响有限。仅少数因子之间存在显著的

相关性：例如，含砂量与黏土含量呈强负相关(r = 

－0.77)，反映了土壤质地组成的互补关系；含砂量

与田间持水量呈强负相关(r = －0.82)，体现了砂质

土壤持水能力较差的水文学特征；黏土含量与体密

度呈中等正相关(r = 0.36)，与土体压实度随黏土含

量增加而升高的物理规律相一致。综上，研究区环

境因子在整体上未呈现出多重共线性现象，部分因

子间较强的相关性亦符合土力学与水文机制。 

 
4  模型性能对比与科学一致性分析 

 

4.1 概率物理模型的性能 

图 7 为基于概率物理模型得到的滑坡易发性空

间分布图，其中，图 7(a)显示 sF 较低的区域对应高

滑坡易发性，图 7(b)则显示 fP 较高的区域表征潜在

高风险区。结果表明， sF 低值区与已发生滑坡位置

高度吻合， fP 高值区亦呈现出与实际滑坡分布相符

的聚集特征。通过引入合理的物理模型与岩土参数，

岩土工程的理论(如无限长边坡稳定性分析与土体力

学参数估计)可有效服务于区域滑坡易发性建模。特

别是，PRL-STIM 模型所计算的 sF 与 fP 值并非最终

滑坡易发性预测结果，而是代表区域边坡稳定性

( sF )与概率风险水平( fP )的两类中间推理变量。 

为建立物理力学参数与滑坡空间分布特征之间

的定量关联，需构建考虑多源环境因子(详见节 3.2)

的滑坡易发性模型。其中， sF 与 fP 可作为区域滑坡

易发性的物理与风险约束因子，其基于岩土力学可

靠性分析的理论基础为机器学习模型提供了先验知 
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图 6  滑坡条件因子的皮尔逊相关性分析 

Fig.6  Pearson correlation analysis of landslide conditioning factors 
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(a) 基于 Fs的结果               (b) 基于 Pf的结果 

(a) Derived from the Fs            (b) Derived from the Pf 

图 7  基于 PRL-STIM 的研究区域滑坡易发性图 

Fig.7  Landslide susceptibility maps for the study area based  

on the PRL-STIM 
 
识。为进一步量化 PRL-STIM 模型的预测性能，图 8

展示了基于安全系数( sF )与失效概率( fP )所得的

ROC 曲线及其对应的最优分类阈值。在全样本上，

基于安全系数的 AUC = 0.73，而基于失效概率的

AUC = 0.74。可以看到，ROC 曲线基本一致，但 sF 与

fP 分别来源于 PRL-STIM的极限平衡与GIS-FORM 
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图 8  基于整个数据集的 PRL-STIM 模型性能评估 

Fig.8  Performance evaluation of the PRL-STIM model on the  

entire dataset 

 

计算。尽管在物理意义上高度相关，但本文在建模

时并未将二者同时作为独立特征输入 NN，而是分

别构建为物理一致性损失( phyL )与风险一致性损失

( riskL )的正则约束，用于校正模型预测结果的合理

性，从而避免了直接输入可能导致的多重共线性与

过拟合问题。 
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此外可以看到，模型确定的最优分类阈值分别

为 sF = 1.03 与 fP = 0.50。从理论上看，若概率物理

模型校准合理，则 sF  ≈ 1.0 表示边坡处于极限平衡

状态，Pf ≈ 0.5 也是采用概率方法进行易发性评价

常用的分类阈值[43]，即稳定与失稳的分界。J. E. 

Bowles[44]基于大量边坡失稳案例总结指出，滑坡通

常发生于 sF ＜1.07，有时发生于 1.07＜ sF ＜1.25，

极少发生于 sF ＞1.25 的范围内。由此可见，本文通

过 ROC 曲线分析得到的阈值 sF = 1.03 与 fP = 0.50

均处于该理论区间内，表明概率物理模型在区域尺

度上校准合理，能够从数据驱动的角度恢复出与理

论期望一致的判别边界，具有良好的物理一致性。

这也进一步说明 PRL-STIM 预测结果可为机器学习

模型训练过程提供先验信息，从而支撑物理–数据

融合建模的实现。 

4.2 数据驱动机器学习模型性能分析 

为评估纯机器学习模型(采用 NN 模型)在不同

聚类区域的泛化能力，本文基于空间 CV 策略开展

模型验证，并通过 5 次重复试验以增强评估结果的

稳定性与可靠性。图 9 展示了模型在各空间聚类中

的预测性能，其中实线表示 5 次重复试验平均值，

阴影区域对应标准差：相较于 PRL-STIM(见图 8)，

NN 模型整体性能略低，五折空间 CV 的平均 AUC = 

0.66，且不同折之间性能差异较大，这说明地理异

质性影响显著。需要指出的是，空间 CV 的核心目

标在于评估模型对未见区域的泛化能力，其分组策

略有效规避了空间自相关对评估结果的干扰。AUC

得分偏低凸显了 NN 模型对训练数据分布的高度依

赖，缺乏对新区域的适应性。这主要源于 NN 模型 
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图 9  NN 模型在不同空间聚类区域下基于空间 CV 的性能 

对比 

Fig.9  Performance of NN models based on spatial CV in  

different cluster areas 

缺乏物理机制约束，完全依赖历史样本中所学习的 

统计特征，一旦该特征模式迁移至新的空间环境，性

能便会显著下降。这可从第 4 组看出，相应 AUC = 

0.57，接近随机分类器水平(AUC = 0.5)，几乎无法

实现有效判别。综上所述，纯数据驱动模型在应对

强空间异质性区域时存在明显的不稳定性与泛化能

力不足；相比之下，引入物理约束的模型在跨区域

迁移中表现出更强的鲁棒性。 

不同于 AUC 等传统统计指标，SI 指标用于评

估模型预测是否违背 2 个关键的物理与概率单调性

约束：其中， sF 源自 PRL-STIM 的极限平衡稳定性

结果； fP 源自 PRL-STIM 的 GIS-FORM 结果，反映

边坡失稳的概率。SI 值越低，表明模型预测更符合

物理力学与风险理论的预期规律；反之，SI 值升高

则意味着模型在 sF 较高(更稳定)或 fP 较低(失稳潜

力较低)时仍输出高滑坡易发性，违反基本物理逻

辑。这种空间层面的科学不一致性突显出传统机器

学习模型在滑坡易发性评估中的局限：尽管其具备

较强的统计学习能力，能够从历史数据中提取复杂

模式，但由于缺乏显式的领域知识嵌入，难以确保

预测结果在物理与概率层面的合理性，这也在地质

构造复杂或参数空间异质性显著的区域尤为突出。

鉴于此，单纯依赖数据驱动模型可能产生与稳定性

理论和失效概率逻辑相悖的预测结果，进而削弱模

型的可解释性与滑坡易发性评估的科学性，降低模

型在灾害防控决策中的可信度。 

在完成神经网络模型的训练与评估后，本文从

5 次空间 CV 重复试验中随机选取其中一次，并将

该次试验中 5 个折训练得到的子模型进行平均集

成，构建最终的 NN 集合模型。图 10 为此方法生成

的滑坡易发性空间分布图，其结果为 0～1 的连续

值，分别对应最低与最高滑坡易发性。可以看到，

尽管高易发性区域与滑坡清单在空间上表现出较强

一致性，但这种表象匹配可能掩盖过拟合问题。一

次 CV 验证结果表明，NN 集合模型在独立测试区

域的平均 AUC = 0.66，明显低于训练集的结果，反

映出 NN 模型在不同地理空间上的泛化能力有限。

此外，高 SI 值进一步表明该模型在科学一致性方面

的不足：部分区域预测结果违背了 sF 所表征的稳定

性与 fP 所反映的风险水平，说明该模型未能遵循物

理与概率的单调性原则。 

总之，尽管 NN 模型能够从训练样本中学习并

生成表面合理的空间预测图，但其在空间泛化能力 
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图 10  基于一次空间CV重复的NN组合模型绘制研究区域 

滑坡易发性图 

Fig.10  Landslide susceptibility map for the study area based  

on the NN ensemble model from one spatial CV  

repetition 
 

与可解释性方面仍存在明显的局限性。基于纯数据

驱动的滑坡易发性评估方法在复杂地质背景下的不

足，凸显了引入领域知识以增强模型的稳健性、可

解释性和必要性。 

4.3 PIML 模型性能分析 

4.3.1 科学损失函数的影响 

在本文中，正则化参数 phy 和 risk (式(12))是控

制 PIML 模型中物理一致性损失与风险一致性损失

权重的关键超参数。图 11 展示了在 phy risk  不同

情况下，模型在空间 CV 中的科学不一致性指标(SI)

与分类性能指标(Accuracy，F1-score，AUC)的变化

趋势，揭示了领域知识约束对模型科学一致性与分

类性能的双重影响：当 phy risk 0   (未考虑科学一

致性约束)时，PIML 模型退化为传统 NN 模型；随

着正则化强度的提升，物理与风险约束的引导作用

增强，模型输出逐渐趋于更符合岩土工程原理的预

测结果。图 11 显示，当值增大时，SI 指标显著下

降，表明模型预测结果更加遵循由 sF 和 fP 所定义的

单调性关系(即 sF 越高或 fP 越低，滑坡易发性越小)；

与此同时，分类性能亦同步提升，并在 phy risk 0.5  ≈

附近达到最优。然而，进一步增加正则化强度将导致

模型性能下降，甚至低于 PRL-STIM 与 NN 基准模

型。这表明，过强的物理约束可能与训练样本中的

标签存在冲突。例如，部分被标注为“非滑坡”的

样本，在 PRL-STIM 分析中可能对应较低的 sF 或较

高的 fP ，进而违背单调性约束，导致分类误差。因 
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图 11  联合变化下( phy risk  )对 PIML 模型性能的影响 

Fig.11  Effect of PIML model performance with varying    

( phy risk  ) 
 

此，在确保物理一致性的同时，必须在 phy 与 risk 的

设置中合理权衡预测精度与约束强度。结果表明，

适度正则化强度下的 PIML 模型在 SI 指标上显著优

于 NN，同时在分类性能方面也优于 PRL-STIM 与

NN，展现出良好的泛化能力与预测稳定性。 

如图 12 所示，在分类性能方面(见图 12(a))，

PIML 模型在整个训练过程中验证集 AUC 始终优于

NN 模型，平均提升幅度约为 13.6%。虽然 NN 模型

在训练集上的 AUC 随迭代次数增加不断上升，但在

超过 100 轮训练后，其验证集 AUC 出现明显下降，

表现出典型的过拟合特征；相比之下，PIML 模型

在保持较高精度的同时维持了稳定的泛化性能，表

明引入物理与风险一致性约束不仅提升了整体预测

性能，也有效解决了过拟合问题。在科学一致性方

面(见图 12(b))，PIML 模型的 SI 指标在整个训练过

程中始终维持在 0.05 以下，而 NN 模型则随训练轮

数持续攀升，在 200 轮后接近 0.4，二者差距高达

88.6%。这说明 PIML 的预测结果能够持续遵 
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(a) 验证集 AUC 随训练轮数的变化 

(a) Variation of validation AUC with training epochs 
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(b) 科学不一致性指标(SI)随训练轮数的变化 

(b) Variation of Scientific Inconsistency(SI) index with training epochs 

图 12  基于空间 CV 的 NN 与 PIML 模型性能指标(AUC 和 

SI)随训练轮数的变化曲线 

Fig.12  Variation of NN and PIML model performance metrics  

(AUC and SI) with training epochs under spatial CV 
 

循“ sF -易发性单调递减与 fP -易发性单调递增”

的物理规律，而 NN 模型随着训练迭代逐渐违背

科学一致性，表现出与岩土工程物理逻辑显著背

离的趋势。 

图 13 展示了边际直方图散点图，用以揭示 PIML

模型预测的滑坡易发性与概率物理模型(PRL-STIM)

计算的安全系数( sF )及失效概率( fP )之间的关系。

为便于分析，每个子图均采用默认阈值划分为 4 个

象限( sF = 1.0， fP = 0.5)，分别对应：真阳性(TP：

易发性≥0.5 且 sF ＜1.0， fP ≥0.5)、真阴性(TN：易

发性＜0.5 且 sF ≥1.0， fP ＜0.5)、假阳性(FP：易发

性≥0.5 且 sF ≥1.0， fP ＜0.5)与假阴性(FN：易发

性＜0.5 且 sF ＜1.0， fP ≥0.5)。如图 13 所示，在未

引入任何领域知识约束( phy risk  = 0.0)时，PIML

模型等价于 NN，虽具备一定区分能力，但其输出

与 sF 缺乏明确的单调关系，表现出明显的科学不一

致性。例如，部分 sF 较低的样本被预测为低易发性

(FN)，而 sF 较高的样本反而被预测为高易发性(FP)；

同样，Pf与预测结果之间亦未体现出预期的风险趋

势。对比图 13 各分图可见，单独纳入物理一致性

( phy )或风险一致性( risk )约束虽能一定程度提升一

致性表现，但提升幅度有限，当同时引入两类约束

时，模型的科学一致性与预测性能提升更为显著。 

此外，图 13 显示大量非滑坡点处于易发性≥0.5、

sF ＜1、高失效概率区域。这是由于非滑坡点采用

随机采样策略生成，且排除了陡崖、河道等极端地

形位置，并参考基准数据避免落在不可判定区。尽

管在 sF ＜1 或 fP ＞0.5 区间仍存在部分非滑坡点，

但这类点代表“潜在不稳定但未发生”的真实边坡

状态，符合实际地质环境。此类样本有助于提高模

型在复杂环境下的鲁棒性与泛化能力。对比图 11

与图 13 可见，当考虑物理一致性与风险一致性约束

后，PIML 模型在空间交叉验证中 SI 指标显著下降，

表明预测结果更符合岩土工程物理规律，预测性能

亦同步提升。这说明本文方法有效改善了 PRL-STIM

在应对空间异质性与样本稀缺条件下泛化能力不足

的问题。因此，PIML 模型在融合概率物理模型与

数据驱动学习的基础上，兼顾了预测性能与科学一

致性，展现出良好的泛化能力与解释能力。同时，

该结果也引发了一个思考：纯数据驱动模型的预测

可能违背已有领域知识。将物理一致性与风险一致

性作为训练目标进行动态评估，是构建稳健、可信

的滑坡易发性建模体系的关键步骤。 
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(a) 安全系数、频率                                    (b) 失效概率、频率 

(a) Factor of safety，frequency                         (b) Probability of failure，frequency 

图 13  科学一致性引导的损失函数 LSC对模型预测的影响 

Fig.13  Influence of the scientific-consistency-guided loss function (LSC) on model prediction 

 

4.3.2 PIML 优化模型的性能 

图 14 展示了在正则化参数设定为 phy risk  = 

0.5 条件下，PIML 模型在空间 CV 中的 ROC 结果，

其中实线表示 5 次重复试验平均值，阴影区域对应

标准差。结果表明，PIML 模型在各空间聚类区域

均具备较强的分类能力，平均 AUC = 0.75，优于概

率物理模型(见图 8)与机器学习模型(见图 9)。此

外，不同空间交叉折以及重复试验下模型性能波动 
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图 14  不同聚类区域基于空间交叉验证的 PIML 模型平均 

性能( phy risk  = 0.5) 

Fig.14  Average performance of the PIML model ( phy risk  =  

0.5) based on spatial CV in different cluster areas 

 

较小，体现出良好的稳定性与区域泛化能力。 

表 1 进一步对比了 PIML 与传统 NN 模型在不

同聚类区域上的分类性能与科学一致性表现。在

phy risk  = 0.5 设定下，PIML 模型在绝大多数聚类

区域中均表现出更优的综合分类能力。从分类准确

率(Ac)来看，PIML 在 5 个聚类区域中有 4 个实现了

明显提升，整体平均准确率由 NN 的 0.63 提升至

0.70，平均相对提升幅度达 12.35%。其中，聚类区

4 的提升最为突出，准确率由 0.57 显著提高至 0.75，

提升幅度高达 31.58%。在 F1 分数方面，PIML 的优

势更加明显：其平均 F1 值由 0.63 提升至 0.73，平

均增幅达到 17.18%。即便在样本分布相对均衡、传

统模型已具备一定判别能力的聚类区 2，PIML 仍实

现了 5.71%的提升。对于曲线下面积 AUC，总体上

亦保持显著的提升趋势，相比于 NN 模型，PIML

模型平均 AUC 提高了 14.61%，其中聚类区 4 的提

升幅度均超过 30%，这也验证了其在复杂地质条件

下的适应性与稳健性。在科学一致性方面，PIML

模型在 SI 指标上同样优于 NN 模型，平均降低幅度

达 88.19%，这意味着模型预测结果更加符合 sF 与 fP

所体现的单调性，避免了常见的 NN 模型在“高 sF

区域却预测高易发性或高 fP 区域却预测低易发性”

的不合理情况。 

图 15 为基于集成模型的研究区滑坡易发性分

布图。其中图 15(a)为 PIML 模型在 phy risk  = 0.0

时的均值和标准差，此时 PIML 模型等价于 NN 模

型。在未引入任何约束下，模型尽管在训练集上拟

合良好，但在空间推广时存在明显过拟合现象、泛

化能力有限，尤其是在滑坡清单稀疏或地形条件复

杂区域，其预测结果也展示出较高的不确定性。相

较之下，图 15(b)，(c)展示了 PIML 模型在引入物

理一致性约束( phy ＞0)或风险一致性约束( risk ＞

0)后的预测结果，模型不仅在空间分布上更加清

晰有序，同时预测的不确定性显著减小，泛化性能

显著提升。在 phy risk  = 0.5 的综合约束下，PIML

集合模型(见图 15(d))表现出最优性能，其对高滑

坡易发性区域的预测更加清晰，且不确定性显著

收敛，有效克服了传统 NN 模型易产生的过拟合问

题。这主要在于本研究采用了空间 CV 策略，训练

与测试样本在地理空间上严格分离，尤其在训练阶

段未涉及测试区域的地理空间。相反，NN 模型较

低的分类性能反映了训练区域的过拟合特征，而

本文提出的 PIML 在未见区域上表现更稳健，更

能捕捉与滑坡易发性相关的泛化特征，而非局部特

征模式。 

4.3.3 不同空间区域模型性能差异分析 

空间 CV 结果表明，PIML 模型在不同聚类区

域中的预测性能存在一定差异(见图 14 与表 1)，其

中区域 3 和区域 4 明显优于区域 1 和区域 5。为探

讨差异成因，本文从地形地貌特征、滑坡分布及环

境因子差异进行分析：区域 3 和区域 4 主要位于研 

 
表 1  数据驱动机器学习模型(NN)与物理信息机器学习(PIML)模型泛化性能比较( phy risk  = 0.5) 

Table 1  Comparison of model generalization performance between NN and PIML of ML ( phy risk  = 0.5) 

聚类 
(clusters) 

准确率 
(Ac) 

F1–分数 
(F1–score) 

曲线下面积(area under the curve) 
AUC 

科学不一致性指标(SI) 
(scientific inconsistency index (SI))

NN PIML RE/% NN PIML RE/% NN PIML RE/% NN PIML RE/% 

1 0.60 0.66 10.00 0.61 0.67  9.84 0.61 0.67  9.84 0.31 0.05 －83.87

2 0.68 0.66 －2.94 0.70 0.74  5.71 0.70 0.74  5.71 0.39 0.03 －92.31

3 0.67 0.76 13.43 0.59 0.73 23.73 0.76 0.85 11.84 0.31 0.05 －83.87

4 0.57 0.75 31.58 0.58 0.78 34.48 0.57 0.76 33.33 0.43 0.03 －93.02

5 0.62 0.68 9.68 0.66 0.74 12.12 0.65 0.73 12.31 0.33 0.04 －87.88

均值 0.63 0.70 12.35 0.63 0.73 17.18 0.66 0.75 14.61 0.35 0.04 －88.19

注：表中结果来自五折空间交叉验证计算；RE 代表“相对误差(relative error)”的英文缩写。 
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图 15  NN 以及不同配置的 PIML 集成模型滑坡易发性对比 

Fig.15  Comparison of landslide susceptibility maps by NN and PIML ensemble models with different configurations  

 

究区中部与南部的丘陵–低山地带地形起伏较大、

坡度和曲率变化显著，以红层和页岩为主，土层浅

薄、岩土体易风化崩解，滑坡类型相对单一且分布

密集，呈空间聚集型，多为浅层降雨型滑坡。此类

区域滑坡诱发机制清晰、环境因子与滑坡响应相关

性较强，PIML 模型通过 sF 与 fP 等约束信息更易识

别地形–水文–地质耦合特征，因此表现出更高的

精度与一致性。相比之下，区域 1 主要分布于研究

区北部的台地或宽谷地带，整体地势平缓，滑坡样

本稀少且分布离散；同时，受耕地开发与建设等人

类活动影响，滑坡诱发机制复杂多样，环境因子与

滑坡响应关系模糊，滑坡与非滑坡样本在特征空间

中高度重叠，监督学习受标签不确定性困扰。尽管

PIML 在该类区域性能较 NN 模型有所提升，但受

制于环境异制性，物理约束机制的边际作用递减。 

综合来看，PIML 模型在不同聚类区域中的表

现差异，既反映了其对空间特征的适应能力，也揭

示了滑坡发育过程中的空间异质性。结果表明，科

学一致性约束在成因清晰、地质条件相对稳定的区

域效果更为显著，而在地貌复杂或标签不确定性较

高的区域，模型仍存在泛化能力受限的问题。鉴于

此，未来研究可在现有 PIML 基础上发展分区建模

策略，结合区域地质与地貌类型，构建地质–地

貌–机制耦合的多层次模型体系，以进一步提升模

型在复杂环境下的稳健性、可解释性与预测精度。 

 

5  结  论 
 

针对区域滑坡易发性评估问题，本文提出了一

种融合岩土工程领域知识的概率物理信息机器学习

(PIML)方法。与纯数据驱动模型相比，该方法通过

引入概率物理模型 PRL-STIM，将边坡安全系数( sF )

与失效概率( fP )转化为物理与风险一致性约束，并

嵌入神经网络损失函数，实现了物理机制与数据驱

动方法的有机结合。以 2013 年我国甘肃娘娘坝降雨

诱发浅层滑坡事件为案例，主要结论如下： 

(1) PIML 在损失函数中引入 sF 和 fP 约束，有

效避免了纯数据驱动模型中常见的物理不一致现象

(如 sF 升高却预测高易发性、 fP 增大却预测低易发

性)，显著增强了模型的物理合理性和可解释性。 
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(2) 在 5 个空间聚类区域的交叉验证中，PIML

平均 AUC 达到 0.75，较 NN 模型提升 13.6%，准确

率和 F1-score 分别提高 11.1%和 15.9%，表明所提

方法不仅提高了预测精度，还在地质条件和空间异

质性显著区域呈现出稳健性和跨区域泛化能力。 

(3) 引入物理与风险一致性约束后，相较于

NN 模型，科学不一致性(SI)降低了 88.6%，表明

模型预测结果能够更严格地遵循 sF –易发性单调

递减与 fP –易发性单调递增的物理规律，进一步凸

显了科学一致性提升模型物理合理性与可解释性的

作用，确保了滑坡预测的稳定性，降低了跨区域的

不确定性。 

综上，本文提出的 PIML 方法在复杂地质条件

和样本有限的区域环境下，展现出优异的预测性能、

稳健性和物理可解释性。研究结果为解决区域滑坡

易发性建模中“物理机制表达不足、关键参数难以

获取、空间尺度适应性弱”等关键难题提供了一条

融合物理机制与数据驱动方法的实践路径，并在一

定程度上为构建具备科学一致性与工程可行性的滑

坡预测与区划技术体系奠定了基础。 
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