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用于铁路场景语义分割的改进动态图卷积神经网络 
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摘  要: 针对目前在铁路场景语义分割中存在的数据获取成本高、分割精度低、泛化能力差等问题, 提出了一种基

于改进动态图卷积神经网络的铁路场景语义分割方法. 首先利用高分辨率的无人机采集铁路场景的多视角图像, 并

通过结构运动恢复与基于面片的多视角立体视觉算法生成铁路场景的三维点云; 然后在动态图卷积神经网络中引入

空间注意力模块, 增强网络结构的分割精度与泛化性; 最后通过改进后的图卷积神经网络对预处理后的铁路场景点

云完成高精度的语义分割. 实验阶段采用的铁路场景包括桥梁段、路基段与联络线, 共计 11 个区域. 以平均交并比

为评价指标, 与动态图卷积神经网络、PointNet++进行对比, 研究结果表明, 基于图像点云训练的改进动态图卷积神

经网络对于铁路场景语义分割具有更高的精度, 与动态图卷积神经网络、PointNet++相比, 分割精度分别提高 3.3 个

百分点与 6.0 个百分点, 且具有更好的泛化能力. 
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Abstract: A railway scene semantic segmentation method based on improved dynamic graph convolutional 

neural network is proposed to address the issues of high data acquisition cost, low segmentation accuracy, 

and poor generalization ability in current railway scene semantic segmentation. Firstly, high-resolution 

drones are used to capture multi view images of railway scenes, and 3D point clouds of railway scenes are 

generated through structural motion recovery and patch based multi view stereo vision algorithms. Then, a 

spatial attention module is introduced into the dynamic graph convolutional neural network to enhance the 

segmentation accuracy and generalization of the network structure. Finally, an improved graph convolutional 

neural network is used to achieve high-precision semantic segmentation of the pre-processed railway scene 

point cloud. The railway scenes used in the experimental stage include bridge sections, roadbed sections, and 

connecting lines, totaling 11 areas. Compared with dynamic graph convolutional neural networks and Point-

Net++, the research results show that the improved dynamic graph convolutional neural network based on 

image point cloud training has higher accuracy in semantic segmentation of railway scenes, with an average 

intersection over union ratio as the evaluation indicator. Compared with dynamic graph convolutional neural 
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neural networks and PointNet++, the segmentation accuracy is improved by 3.3 percentage points and 6.0 

percentage points, respectively, and it has better generalization ability. 

 

Key words: railway engineering; semantic segmentation of point clouds; UAV point cloud; convolutional neural 

network 

随着我国铁路路网规模的逐步扩大 , 铁路系

统运维管理的复杂度与现实要求也显著提升 , 从

大量复杂数据中准确地提取关键信息 , 对铁路设

施进行有效的管理和维护是铁路行业面临的一个

挑战 . 三维点云以数字化的方式对复杂场景真实

三维信息进行记录与呈现, 具有成本低、效率高且

适用性强等优势 , 大量研究已经证明三维点云在

工程领域具有更为广阔的应用前景[1-5]. 在铁路场

景中 , 快速地获取点云数据并实现主要构件的精

确分割是参数检测、资产管理的基础. 例如, 李维

刚等 [3]利用点云的坐标信息实现不同区域的轨面

与枕木的自动检测, 实现铁路轨道的自动化巡查; 

Lin 等[4]通过车载扫描仪采集高速铁路接触网系统

的点云数据 , 并基于深度学习理论与方法对不同

场景的接触网部件进行识别分割 , 实现对接触网

系统的检测管理; Lee 等[5]采用基于图分层的图卷

积神经网络(graph-based hierarchical convolutional 

neural network, HGCNN)模型实现对铁路桥梁三维

点云的语义分割 , 将扫描的得到的点云数据分类

为桥梁组件 , 然后将其导出并重构为建筑信息模

型(building information model, BIM), 以进行资产

管理和高效维护工作. 

传统的点云获取设备如车载雷达和测站式扫

描仪容易受到地形与天窗时间的限制, 存在采集范

围小、密度不均匀、数据处理难度大等问题, 这极

大制约了点云在铁路领域的应用. 相较于传感器采

集点云的方式, 无人机图像点云具有采集效率高、

适用范围广、处理难度低等优点, 在工程领域中获

得了广泛的应用[6-9]. 例如, Pan 等[6]针对无人机图像

采用结构运动恢复和多视图立体视觉(structure from 

motion, multi-view stereo, SFM-MVS)算法生成古桥

的密集点云 , 并提出了一种基于超体素结构和全

局图优化的点云分割方法 , 将整个点云分割成一

致的分割段 , 利用泊松曲面重建算法建立结构表

面模型. Sahebdivani 等[7]通过 SFM-MVS 算法生成

铁路轨道的点云数据 , 并结合随机样本一致性

(random sample consensus, RANSAC)算法与拟合

傅里叶曲线, 创建轨道的连续三维模型, 并对轨道

中心线的检测进行了研究. Gabara 等[8]提出了一种

基于图像点云的铁路轨道几何参数测量方法 , 其

通过多视图立体与半全局匹配技术重建三维点云, 

并比较从图像点云中获得的结果与直接大地测量

点云的结果, 其结果满足铁路规范. 

然而目前针对铁路场景的分割大多基于启发

式算法[10-11], 包括 RANSAC、区域生长等算法, 均

严重依赖几何规则和约束条件下的先验知识 , 其

提取特征能力和分割精度均不足 , 并且只适用于

元素类别较少和结构特征明显的分割任务 , 泛化

能力差 . 随着深度学习技术在铁路基础设施上的

应用日渐成熟 [12-13], 基于深度学习的点云分割方

法比启发式算法能更有效地提取点云的深层特征, 

对复杂点云场景具有更强的适应性. 

目前关于点云语义分割的方法大致可分为 3

类[14]: 基于投影的方法、基于体素化的方法、基于

点的方法 . 基于投影的方法对生成图像的视角敏

感, 无法充分地利用点云的完整几何形状; 基于体

素化的方法需要大量的内存 , 因此不适用于大规

模点云; 基于点的方法可直接使用点云的坐标, 解

决了将卷积神经网络(convolutional neural network, 

CNN)直接应用到原始点云的难题. 以 PointNet[15]

和 PointNet++[16]为代表的基于深度学习的方法 , 

在 ShapeNet part 数据集上的分割均交并比(mean 

intersection over union, mIoU)分别达到了 83.7%和

85.1%. Grandio 等[14]基于 PointNet++框架对 4 个铁

路场景进行语义分割 , 其中对车载雷达获取的点

云场景的分割平均准确率达到了 90.0%以上, 但在

无人机图像生成的点云场景中表现较差 , 这使得

无人机图像点云的高效采集与深度学习的高精度

分割无法同时兼顾. 

不同于传统的点网络 PointNet, 动态图卷积神

经网络(dynamic graph CNN, DGCNN)[17]并不是直

接生成嵌入点的特征 . 其生成描述中心点与邻域

点之间关系的边缘特征 , 并在网络的每一层动态

地构建图结构 , 将每一点作为中心点来表征其与

各个邻近点的边缘特征; 再将这些特征聚合得到

该点的新特征 ; 最后将多个边缘卷积模块 (edge 

convolution, EdgeConv)首尾连接, 通过不断地堆叠

获得多层次的表征 . 然而边缘特征是通过构造某
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点的局部邻域图来提取局部特征 , 在建立图结构

时, 将整个点云划分为一个独立的分组, 在一定程

度上忽略了点云之间的相关性 , 对全局特征提取

有所欠缺. 空间注意力模块(spatial attention mod-

ule, SAM)允许点云中每个点与其他点进行交互 , 

而不必局限于局部邻域, 这使得 DGCNN可以从全

局信息中学习更加丰富和全面的特征表达. 

基于此 , 本文提出了一种基于改进动态图卷

积神经网络的点云分割方法, 在获取低成本、高效

率采集图像点云的基础上 , 同时实现铁路场景的

高精度分割 . 该方法首先根据铁路线路这一广域

线性结构的自身特征 , 综合考虑了基础点云准确

度、完整性与可识别性等三大因素, 制定了针对性

的图像数据采集方案 . 随后 , 结合结构运动恢复 

(structure from motion, SFM)算法与基于面片的多

视角立体视觉算法(patch-based multi-view stereo, 

PMVS)[18]生成点云数据 , 通过上述方法获取的点

云数据在采集成本、点云覆盖率、完整性等方面明

显优于传统的脉冲激光点云. 随后, 对基础点云执

行滤波去噪、均匀平滑、特征划定等预处理, 进一

步提升基础点云的质量. 最后, 采用改进后的空间

注意力动态图卷积神经网络 (SAM-DGCNN)进行

语义分割 , 与基于启发式规则的分割算法相比 , 

SAM-DGCNN 具有更高的精度以及更强的泛化能

力; 与 DGCNN 以及 PointNet++相比, 具有更高的

分割精度. 

1  研究方法 

1.1  基本框架 
本文方法包括基于多视角图像的点云数据生

成和基于 SAM-DGCNN 的铁路场景语义分割. 首

先基于无人机技术采集铁路场景的多视角图像 , 

依托于采集的图像数据, 通过 SFM-PMVS 算法生

成点云数据 ; 然后基于点云数据充分训练 SAM- 

DGCNN, 以实现对铁路场景的语义分割, 并与不

同的网络模型进行对比 . 本文方法的基本框架如

图 1 所示. 
 

 
 

图 1  铁路场景语义分割总体框架 
 

1.2  基于无人机获取多视角铁路场景点云数据 
如图 2所示, 基于无人机的多视角铁路场景点

云数据获取包括无人机图像采集、图像预处理、点

云数据生成 3 个步骤.  

Step1. 设定合适的无人机航高、相机角度以及重叠

率等航摄参数, 随后以预设的航线规划采集铁路场景的

倾斜影像, 同时在测量范围内布设像控点, 以便建立统

一的高程基准.  

Step2. 为提高计算效率 , 针对采集图像中重叠率

过高的冗余图像进行删减, 同时对出现畸变的图像进行

优化.  

Step3. 分别采用 SFM 算法和 PMVS 算法进行稀疏

重建和稠密重建. 

1.3  基于 SAM-DGCNN 的铁路场景语义分割 
本文在采用 DGCNN 提取边缘特征的基础上, 

引入 SAM 来捕捉点间的语义特征[19-22], 其网络架

构如图 3 右下部分所示 . 对于给定的特征向量

A C H W  , 将 A 分别输入 2 个独立 1×1 卷积层

降维得到 BC H W  和 C C H W  , 将 C 转置并与 B 矩

阵相乘, 归一化后得到空间注意力权重矩阵 

   T T

1

exp exp
N

ij i j i j
i

  U B C B C . 
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图 2  多视角铁路场景点云数据获取 
 

N N
ij

U , 它衡量的是第 i 个点与第 j 个点之间

的相似性. 其中, iB 和 jC 分别是点 i 和 j 在 B 和 C

中的特征表示. 对特征向量 A 应用卷积操作得到

新的特征向量 C H W D , 并将其与空间注意力权重

矩阵 ijU 进行矩阵相乘操作; 最后与尺度参数 α 相

乘, 并且与输入特征 A 进行逐元素求和操作, 得到

增强的输出特征
1

( )
N

ij j i
i




 F U D A . 其中, 尺度 

参数 α的初始值为 0. 

SAM 通过自适应地调整权重来区分不同特征

的重要程度, 从而实现对不同特征的加权处理. 这

使得改进后网络更加关注铁路等狭长结构物的边

缘和细节等重要部分 , 避免了传统方法中容易出

现的错分和漏分等问题. 

改进后的网络架构图如图 3 所示, 包括 4 个边

缘卷积层, 4 个 SAM 和 3 个全连接层; 每一层由边

缘卷积模块提取的局部几何特征和利用 SAM 提取

点间的语义特征组成 . 融合上一层提取的局部几

何特征与点间语义特征 , 并将其作为下一层边缘

卷积模块的输入 , ()中的数字代表特征的输出维

度. 采用多层感知器(multi-layer perceptron, MLP)

提取各层的特征并进行拼接融合 , 将融合特征输

入到一个共享的全连接层 , 通过最大池化操作得

到一个 1 024 维全局特征描述符; 最后使用 3 个全

连接层(512, 256, s)得到目标所属类别的 s 维向量.  

基于 SAM-DGCNN 分割铁路场景, 主要包括

点云预处理、网格采样、神经网络分割、输出预测

结果等步骤, 基本流程如图 4 所示. 

 

 

图 3  SAM-DGCNN 架构 
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图 4  铁路场景三维点云分割流程 

2  案例实现 

2.1  点云数据获取 
本文采用大疆无人机(Phantom RTK 版)进行铁

路场景图像采集, 在无人机底部安装的 3 轴云台俯

仰角度可达 120°, 可用于较大范围的图像采集. 在

实际拍摄前 , 首先通过测试设置合理的无人机最

佳飞行高度、相机角度、航向重叠率与旁向重叠率

等参数 , 以保证飞行安全以及铁路场景数据的完

整性, 无人机航摄参数如表 1 所示. 

表 1  无人机航摄参数 

类型 参数 值 

照片最大分辨率/像素 5 472∶3 648 (3∶2)

照片格式 JPEG 相机参数 

焦距/mm 35 

飞行高度/m 50 

飞行速度/(ms−1) 3 

正向重叠率/% 75 

侧向重叠率/% 70 

飞行参数 

拍摄角度/(°) 45 

 
为了降低计算机的计算成本 , 首先针对采集

后的图像进行预处理 , 人工删除重复以及模糊的

图像. 在此基础上, 结合 SFM 算法与 PMVS 算法

获得铁路场景的点云数据, 具体流程如图 5 所示. 

首先利用 SIFT 算法进行铁路场景特征点的提取; 

其次, 为提高匹配效率, 采用 KD-Tree 对特征点进

行匹配; 然后利用光束法区域平差空中三角测量, 

获得稀疏点云模型; 最后采用 PMVS 算法构建面

片, 通过面片的迭代扩散和过滤, 将稀疏点云扩散

为稠密点云. 
 

 

图 5  铁路场景三维点云构建流程 

本文采集的 3 个实验场景如图 6 所示. 场景 1

为一段直线铁路桥梁, 结构类型较为单一; 场景 2

结构较复杂, 包括 3 个桥梁段和 2 个路基段; 场景 
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图 6  3 个场景的图像点云数据 

3 在正线的基础上, 增加了 2 段联络线, 联络线为

有砟轨道. 

为方便网络模型的训练和测试, 将 3 个场景的

区域进行了划分. 对于场景 1, 根据线路长度将其

划分为 3 个区域; 对于场景 2, 根据不同的轨道基

础支撑结构将其划分为 5 个区域; 对于场景 3, 根

据 3 条不同线路将其划分为 3 个区域. 在模型训练

和测试中 , 将单个场景中的其中一个区域作为测

试集, 其余区域作为训练集.  

考虑选择单一场景训练模型容易导致泛化能

力不足的情况, 本文在 3 个场景的基础上, 增设了

一个多场景融合的数据集, 即分别从 3 个场景中各

取 50%的点云数据用于训练, 其余用于测试. 

2.2  数据预处理 
图像点云生成后, 还需要对点云数据预处理, 

预处理的步骤包括噪点去除、数据平衡与特征划定

3 个步骤.  

Step1. 噪点去除 . 生成的图像点云中存在大面积

的无用背景点以及大量的离散点和孤立点, 因此需要进

行噪点去除. 本文首先采用直通滤波去除远离铁路场景

的大面积背景噪点, 之后再采用统计滤波来去除靠近基

础设施的邻近噪声点以及远离基础设施的离散点.  

Step2. 数据平衡. 在本文中, 用于训练神经网络的

数据集共区分了 6 个类别, 分别是背景、钢轨、接触柱、

接触网、轨道板和护栏. 未进行数据平衡前, 数据集中

不同类别的点数是不平衡的 , 背景点云占了很高的比

例, 接触柱、接触网和钢轨等其他类别只占少量, 导致

神经网络只会从大比例类别中学习特征, 而忽略其他类

别, 最终影响网络的分割精度. 针对此不足, 本文采用

数据增强的方式来平衡数据. 首先针对在训练集中占比

大的类别, 通过裁剪和均匀降采样的方式来降低其在数

据集中所占的比例; 其次针对在训练集中占比较小的类

别, 通过复制、旋转和小范围裁剪等几何变换增大其所占

比例, 最终使各个类别比例接近, 达到最佳的训练结果. 

以融合数据集为例, 平衡前后的点云数据如表 2 所示.  

表 2  不同类别的点云数量 

数据平衡处理 全部点云 背景 钢轨 接触柱 接触网 轨道板 护栏 

数据平衡前 45 768 579 34 490 377 2 218 148 1 814 548 1 365 889 5 275 988   603 629 

数据平衡后 36 456 083 18 235 435 4 248 653 4 865 417 3 579 641 3 842 167 1 684 752 

 
Step3. 特征划定 . 由于点云可能具备多个属性来

表征每个点, 这增加了网络训练的计算成本, 因此需要选

择点云的部分属性作为特征输送到网络中. 本文中神经网

络考虑了三维坐标与强度值, 并将其作为输入特征向量 

1 1 1 1

4n

n n n n

x y z I

x y z I


 
   
  

   X . 

其中, n 表示输入网络的点的数量; (x, y, z)表示每个输入

点的坐标; I 表示每个输入点的强度值. 

2.3  网络训练 
在预处理步骤完成后 , 对搭建的网络进行训

练. 本文以 GPU 为计算核心(GPU: NVIDIA GeFore 

RTX 3090; CPU: AMD2990WX@3.0 GHz, RAM= 

64 GB), 依托于 GitHub 开源的软件 PyTorch1.2.0, 

通过交叉验证进行了超参数调整实验 . 在训练数

据集上获得了改进 DGCNN 的最佳超参数, 如表 3

所示.  

表 3  实验超参数设置 

超参数 设置 

网络结构 SAM-DGCNN 

初始学习率 0.001 25 

指数衰减速率 0.9 

参数更新算法 适应性动量估计算法 

批次大小 8 

训练轮次 300 
 

3  结果对比与评估 

3.1  评价指标 
为了更好地评价图卷积神经网络对铁路场景

的分割效果 , 本文采用所有类别平均交并比的平

均值(mean intersection over union, mIoU)、每个类别

的平均精度(average precision, AP)作为评价指标.  

mIoU 是目前最常用的点云语义分割评价指标
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之一, 它能够综合考虑各个类别的分类准确度, 是

比较网络性能的重要指标之一 . 其计算的关键在

于 IoU, IoU 被定义为每个类别预测结果与真实结

果的交集与并集之比, 计算公式为 

IoU 



预测分割点 真实分割点

预测分割点 真实分割点
. 

在铁路场景中 , 正确识别并分类出某些特定

组件(如钢轨、接触网等)具有特殊的意义. AP 可以

针对特定类别的分类效果进行评价分析 , 其计算

的关键在于类别精确率(class precision, P)和类别

召回率(class recall, R), 精确率与召回率的数学计

算公式分别为 精确率与召回率的计算公式分别为 

TP

TP+FP
P  ; 

TP

TP+FN
R  . 

其中, TP 是预测为正样本, 实际为正样本的点个

数; FP 是预测为正样本, 实际为负样本的点个数; 

TN 预测为负样本, 实际为负样本的点个数; FN 是

预测为负样本, 实际为正样本的点个数. 

通过计算在不同置信度阈值下 SAM-DGCNN

在测试集上的精确率与召回率, 绘制 P-R 曲线, 对

于每个召回率, 找到其对应的最大精确率; 然后将

所有召回率水平下的最大精确率值相加并除以召

回率的数量, 得到该类别的 AP 值. 

3.2  不同 K 值下的分割效果对比 
在进行网格采样之后, 会根据 KNN 算法对点

云进行二次采样, 不同的 K 值会导致不同的分割

结果. K 值太小, 则点包含的信息不足, 导致精度

不足; 反之会增加计算成本、降低精度. 因此, 为

了得到铁路场景的最佳分割效果 , 本文采用融合

数据集 , 设置对照实验来寻找最佳的网格尺寸以

及 K 值. 图 7 给出了不同 K 值下 SAM-DGCNN 的

分割效果评估. 
 

 

图 7  不同 K 值下的改进网络分割效果评估 

从图 7 可以看出, 增大 K 值通常会提高网络模

型的 AP. 这是因为较大的 K 值能考虑更多的局部

信息 , 从而帮助网络模型更好地理解点云中的结

构和形状. 但随着 K值的持续增大, AP却又呈现下

降的趋势; 此时模型会过度关注远离中心点的其

他点 , 使得噪声及不必要的信息被纳入网络模型

中, 从而降低 AP. 此外, 较大的 K值也会使模型更

加复杂, 增加训练时间和内存开销. 在本文中, 在

综合权衡 AP 以及计算成本的前提下, 选择 K=20

作为改进网络的参数值. 

3.3  SAM-DGCNN 分割效果评估 
本文在充分训练改进网络的基础上 , 基于测

试集验证了分割结果. 图 8 给出了改进网络对于 3

个铁路场景不同类别的分割结果.   
 

 

图 8  SAM-DGCNN 对 3 个场景的分割结果 

在图 9 中, 进一步给出了 SAM-DGCNN 对铁

路场景中不同类别相应的 IoU 值. 从场景 1 到场景

3, 场景复杂度在增加, 相对应的分割精度也在逐

步降低, 然而本文算法对于 3 个不同场景的点云仍

保持较高的分割精度 , 这也证明了算法的泛化能

力. 从图 9 中可以看出, 在 3 个场景中, 护栏的分 
 

 

图 9  不同类别分割结果的 IoU 对比 
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割精度明显低于其他类别 , 这是因为该类别在数

据集中存在的数量太少 , 从而分割中的小错误会

显著地降低 IoU 值. 

3.4  与不同深度学习分割算法的对比分析 
为了进一步验证改进网络分割铁路场景的优

异性, 本文采用融合数据集, 并以 mIoU 为评价指

标, 与现有的 2 种点云分割网络进行了对比. 图 10

给出了 SAM-DGCNN, PointNet++和 DGCNN 分割

铁路场景不同类别的效果评估.  
 

 

图 10  不同网络在测试集上的分割效果评估 

从图 10 中可以看出, 经过近 600 个轮次的充

分训练, 3 个网络的总损失均达到最低且收敛, 表

明 3 个网络的训练状况均处于良好的拟合状态, 此

时 SAM-DGCNN 的 mIoU 达到峰值, 为 95.88%;  

比 DGCNN 高 3.3 个百分点左右, 比 PointNet++高

6.0 个百分点左右.  

为了进一步验证本文算法的可行性, 将其与其

他深度学习分割算法针对不同类别的 IoU 值进行了

对比, 如表 4 所示. 直接的点云深度学习分割算法

(PointNetSIFT[23], PointCNN[24]和 PointConv[25])与以

DGCNN 为基础框架的动态区域图卷积神经网络

(dynamic region graph convolution neural network, 

DRGCNN)[26]相比, SAM 模块通过自适应地调整权

重来区分不同特征的重要程度 , 从而获得更好的

特征表达 , 进而提高整体分割精度 . 除背景外 , 

SAM-DGCNN 对于铁路的关键设施(钢轨、接触柱、

接触网、轨道板)的 IoU 值均超过了 95%, 即使在

数据集中占比最小的护栏, SAM-DGCNN 的分割

精度也能达到 90%左右. 综上所述, SAM-DGCNN

对于铁路场景的语义分割能够得到较为精准的分

割结果.  

 表 4  本文算法与其他算法分割铁路场景的 IoU 与 mIoU 对比  % 

IoU 
算法 mIoU 

背景 钢轨 接触柱 接触网 轨道板 护栏 

SAM-DGCNN 95.88 99.89 98.48 97.49 95.34 94.52 89.54 

PointNetSIFT[23] 90.87 99.78 93.54 92.31 89.65 88.67 81.27 

PointCNN[24] 89.79 98.89 89.58 92.54 88.96 87.54 81.25 

PointConv[25] 90.10 98.42 90.36 92.23 87.54 89.69 82.36 

DRGCNN[26] 93.55 99.78 93.68 97.25 91.06 90.36 89.18 

 

4  结  论 

本文提出了一种基于无人机图像点云的三维

语义地图构建方法 , 基于无人机采集的多视角图

像与 SFM-PMVS 算法生成了铁路场景的三维点云

数据, 并对生成的点云数据进行预处理, 并充分地

训练 SAM-DGCNN, 以完成对铁路场景的语义分

割, 从而构建三维语义地图, 进而有效地解决了传

统语义地图构建过程中存在的获取成本高、采集难

度大、分割精度低等问题.  

经过充分训练的 SAM-DGCNN 获得了对不同

类别的最佳 mIoU 值, 与以 PointNet++或 DGCNN

为基础框架的网络模型相比 , 它在铁路场景重要

设施如钢轨、接触柱、接触网、轨道板等类别上的

IoU 值具有更高的精度, 证明 SAM-DGCNN 更加

适用于铁路场景的语义分割.  

本文仅讨论了改进网络的泛化能力 , 即对铁

路场景多种设施更高精度的语义分割 , 但并未对

基础设施进行更为精细的划分 , 如识别钢轨类别

中的道岔、接触柱类别中的绝缘子等. 道岔识别对

于提取铁路中心线有着重要的意义 , 本文后续将

继续优化神经网络 , 以期可以识别道岔并进一步

完成对于铁路中心线的提取工作. 
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