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摘  要: 针对大场景遥感图像内容复杂, 并且具有目标种类较多、尺度不一、方向多变等特点, 导致遥感图像中目标

多类多尺度多方向的问题, 提出一种基于多尺度注意力特征金字塔网络(MAFPN)以及滑动顶点回归(GVR)机制的遥

感图像目标检测方法. 首先利用骨干网络提取多层特征作为 MAFPN 的输入, MAFPN 结合特征融合和注意力机制, 

在融合多个尺度的特征映射的基础上使用通道域注意力和空间域注意力机制来抑制噪声, 增强有效特征复用, 提高

网络对目标多尺度特征的自适应性; 将 MAFPN 输出的融合特征图输入区域建议网络(RPN)生成感兴趣区域, 然后将

其送入分类/回归网络; 在分类/回归网络中使用 GVR 机制在预测水平框的基础上增加 4 个顶点偏移比例参数和旋转

因子, 将水平框转换为旋转框, 以减少边框中冗余区域, 使预测得到的旋转边框更贴合目标. 在 DOTA 公开数据集上

与多种基于卷积神经网络的经典检测算法进行对比的实验结果表明, 该方法的平均检测精度得到显著提高, 能够更

加准确地检测多个尺度以及多个方向的目标, 实现了多尺度目标的鲁棒性检测. 
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Abstract: Remote sensing images of large scenes are complex, and have the characteristics of many catego-

ries of objects, different scales and changeable directions, which lead to the problem of multi-class, 

multi-scale and multi-oriented of objects in remote sensing images. A remote sensing image object detection 

method based on multi-scale attention feature pyramid network (MAFPN) and gliding vertex regression 

(GVR) mechanism is proposed. Firstly, multi-layer feature maps are extracted from backbone network as 

input of MAFPN, which combines feature fusion and attention mechanism. On the basis of fusing feature 

maps of multi-scale, channel attention and spatial attention mechanisms are used to suppress noise, enhance 

effective feature reuse, and improve the network’s adaptability to object multi-scale features. The fusion 

feature map output by MAFPN is input to the region proposal network to generate the regions of interest, 

and then they will be sent to the classification regression network. The GVR mechanism is used in the object 

classification regression network and the four vertex offset ratio parameters and rotation factors are added on 

the basis of predicting the horizontal boxes, which converts the horizontal boxes into a rotating box to re-
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duce the redundant area in the bounding boxes, makes the predicted rotating bounding boxes fit the object 

more closely. The experimental results on the DOTA public dataset, compared with many classical detection 

algorithms based on convolutional neural networks, show that the average detection accuracy of the pro-

posed method is significantly improved, which can detect objects of multi-scales and multi-oriented more 

accurately, and achieve the robust detection of multi-scale objects. 

 

Key words: remote sensing image; object detection; attention mechanism; feature fusion; convolutional neural 

networks  

目标检测是遥感图像解译分析中一个重要研

究方向, 随着对地观测技术的发展, 针对遥感图像

目标检测的研究越来越受到重视 . 遥感图像目标

检测旨在自动、准确、高效地找出遥感图像中的感

兴趣目标, 并同时给出目标的类别和位置, 这在军

事作战、国防建设、城市规划和环境监测等许多实

际应用中发挥着至关重要的作用. 近年来, 随着深

度卷积神经网络在计算机视觉中的深入应用[1], 卷

积神经网络成为了目标检测的有力工具 , 基于卷

积神经网络的方法不仅可以拟合大量复杂数据 , 

还能自动学习图像中最有益于目标检测的特征 , 

充分挖掘图像信息 , 因此在目标检测问题上深度

卷积神经网络方法比传统方法更具优势. 

目前的目标检测框架可分为 2 类. (1) 两阶段

方法 . 这类基于区域预测的方法在深度特征的基

础之上预测得到若干候选目标区域 , 然后将其输

入区域分类/回归网络得到目标的类别和位置. 基

于区域预测的方法代表性的有 Faster R-CNN[2], 

R-FCN[3], Mask R-CNN[4], Cascade R-CNN[5] 等 . 

Han 等[6]在 Faster R-CNN 的基础上进行改进, 提出

R-P-Faster R-CNN 算法, 有效地改善了小目标的

检测效果, 提高了算法的检测性能. 邓志鹏等[7]提

出基于多尺度形变特征的遥感图像目标检测框架, 

由区域预测网络和区域鉴别网络两部分组成 , 有

效提升了检测精度. Li等[8]提出一种新的检测框架, 

其在 Faster R-CNN 中的区域建议网络(region pro-

posal networks, RPN)中引入多角度锚框, 可以有

效处理遥感图像中目标任意方向分布的问题 , 同

时为了解决遥感图像中目标外观模糊 , 提出了一

种双通道特征融合网络. 姚群力等[9]设计了多尺度

特征金字塔 EFPN 并引入聚焦分类损失作为分类

损失函数 , 有效地提高了多尺度遥感目标的检测

能力. Tang 等[10]提出一种超区域建议网络 HRPN

寻找疑似车辆目标区域 , 并使用硬负样本挖掘进

一步提高了检测精度. Yang 等[11]提出一种基于旋

转区域的船舶检测框架 R-DFPN, 该方法主要使用

密集连接特征金字塔增强特征的传播 , 促进特征

复用 , 使用旋转锚框解决密集排列目标的检测困

难问题. Zhu 等[12]提出一种结合级联思想的机场检

测方法, 通过改进 RPN 和检测网络的损失函数提

高机场的检测精度. Liu 等[13]提出的旋转边框可以

有效地处理任意方向的车辆、舰船和飞机等目标的

检测问题 . 这类基于区域预测的算法检测精度较

高, 但由于是两阶段方法, 检测速度仍然较慢. (2) 

单阶段方法. 这类方法无需提取候选目标区域, 直

接从深度特征图中进行目标分类和位置回归 , 得

到目标检测结果. 这类方法的检测精度与第 1 类方

法相比略逊一筹, 但检测速度较快, 具有代表性的

算法是 YOLO[14]系列、SSD[15]系列、RetinaNet[16]

以及 CornerNet[17]等. 为实现遥感图像中实时的目

标检测 , 已有研究人员将单阶段方法应用到遥感

领域. 例如, Tang等[18]借鉴了 SSD检测算法的思想

从而实现更快速的车辆目标检测 . Liu 等 [19]以

YOLOv2[20]网络为基础设计了一个可以检测任意

方向船舶的检测框架. 

以上方法都具有卓越的性能 , 但遥感图像场

景复杂, 目标种类较多、不同目标的尺度可能较小

也可能较大, 并且存在密集排布的现象. 因此, 该

领域仍存在如下问题. 

(1) 遥感图像中目标尺度差异较大, 尤其是较

小尺度的目标, 在经过多次池化操作后, 小尺度目

标的信息损失严重 , 所以小目标的检测效果有待

进一步提升. 

(2) 遥感图像中感兴趣目标分布密集, 如车辆

和舰船等 , 可能存在排列紧密以及分布杂乱的情

况, 导致在同一感兴趣区域(region of interest, RoI)

中可能存在多个目标实例, 且极易引入背景噪声, 

致使检测精度降低. 

(3) 遥感图像中目标的方向具有随机性, 且有

些目标的纵横比较大 , 针对这类纵横比较大的目
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标的检测, 若使用水平边框进行训练和测试, 对于

本身处于倾斜角度的目标的预测结果很有可能会

被非极大值抑制(non-maximum suppression, NMS)

错误地抑制, 从而导致漏检问题. 

针对以上问题, 本文在 Faster R-CNN 的基础上

提出基于注意力机制的多尺度任意方向目标检测算

法 FAGNet(feature pyramid network + attention + 

gliding vertex network), 其主要包含 3 个部分: 多

尺度注意力特征金字塔网络(multi-scale attention 

feature pyramid network, MAFPN), RPN 以及分类/

回归网络. MAFPN 首先基于 ResNet[21]骨干网络设

计了密集连接特征金字塔网络以提取具有更丰富

语义信息的深层特征图, 与自然场景图像相比, 遥

感图像目标尺度差异增大, 且由于分辨率和拍摄角

度等不同, 导致遥感图像目标检测难度变大, 为了

使网络能够更加关注有效区域(目标区域), MAFPN

在密集特征金字塔中的多个尺度的融合特征图上

加入空间域注意力机制和通道域注意力机制 , 使

二者互为补充, 降低无效信息的干扰, 突出目标信

息 , 在增强特征复用的基础上有效地选择对目标

任务有益的特征信息, 赋予其更大的权重, 增强网

络对多尺度特征的表达能力 . 将最终得到的特征

图送入 RPN, 根据所设置的锚框尺度、比例和滑动

步长得到一系列矩形区域 , 经过初步的分类和筛

选得到疑似含有目标的候选区域, 将其送入分类/

回归网络 . 在回归阶段引入了滑动顶点回归机制

(gliding vertex regression, GVR), 在边框回归过程

中除了生成水平边框的 4 个参数 ( , , , )x y w h 还将生

成 5 个参数 1 2 3 4( , , , , )r    , 通过这 5 个参数将水

平边框转换为倾斜边框 , 从而使边框更加贴合目

标形状. 本文采用裁剪、旋转、翻转等方法对 DOTA

数据集 [22]进行整理和扩充 , 并进行大量实验 . 经

实验证明 , 本文方法可以有效提高多类多尺度多

方向目标的检测性能. 

1  相关工作 

1.1  多尺度目标检测策略 
由于图像中不同目标的尺度差异较大的问题, 

近年来相继出现了如 FPN[23], SNIPER[24], Triden-

Net[25]以及 M2Det[26]等一些性能优良的多尺度目

标检测算法. FPN 利用深度卷积神经网络内在的多

尺度结构和金字塔分级结构构造一种自底向上、自

顶向下、横向连接的架构, 横向连接将具有相同尺

寸的特征图进行融合 , 并在不同层次的融合特征

图上进行预测 . 这种方法可以融合高低层的特征

信息, 使融合特征更具鲁棒性, 但融合操作也相对

弱化了高层和底层的特征信息. SNIPER 是一种多

尺度训练算法, 将原图像缩放到多个尺度, 然后在

每个尺度的图像上以一定的滑动距离获取一系列

同样大小的切片, 若切片完全覆盖若干个真值框, 

则被选择为正样本块 , 并使用原训练集训练得到

的 RPN 初步筛选得到不含真值框的负样本块. 这

些正负样本块将代替原图像送入网络用于训练 . 

该算法通过生成多个尺度的切片 , 并适当选择正

负样本块 , 有效提高了多尺度目标的检测性能 . 

TridenNet 主要是通过对感受野的控制改善多尺度

目标的检测性能 , 大的感受野对于大尺度目标的

检测效果更好, 小的感受野对于小目标更加友好, 

因此, 该算法构造了一个 3 支并行的结构, 3 条支

路共享权重 , 并利用不同的膨胀率使每条支路的

感受野大小不同, 3 条支路分别负责大、中、小相

应尺度范围内的样本的训练 , 这种分支训练策略

有效提高了不同尺度目标的检测性能 , 避免了极

端尺度目标造成的负面影响. M2Det 提出一种更有

效的多级特征金字塔结构来提取图像特征 . 首先

对骨干网络提取的特征进行融合, 通过细化 U 形

模块和特征融合模块提取更具代表性的多尺度特

征, 然后通过尺度特征聚合模块融合多级特征, 每

个特征图都由多个层次的特征组成 , 最后分层进

行检测得到最终检测结果 . 该算法主要利用了多

个 FPN 结构 , 使得到的多尺度特征更具代表性 , 

有效提高了不同尺度目标的检测精度. 

1.2  注意力机制 
人类视觉通过快速扫描全局图像 , 获得需要

重点关注的目标区域 , 然后赋予这些区域更多的

注意力获得更多感兴趣目标的细节信息. 类似地, 

在神经网络中的注意力机制就是从所有信息中选

择出对当前目标任务贡献最大的信息 . 在注意力

机制中 , 所有信息在被聚合之前会根据学到的注

意力权重进行重新加权 , 相关性最高的信息被赋

予的权重较高 , 相关性较低的信息被赋予的权重

较低, 以此分离出重要信息, 并抑制不重要信息的

干扰. 根据注意力域的不同, 常见的注意力模型可

分为空间域注意力机制、通道域注意力机制和混合

域注意力机制 3 类. 空间域注意力机制利用训练得

到的空间变换模块将原始图像中空间域信息变换

到另一个空间中并保留关键信息 . 将输入的图像

信息映射为对应的张量 , 然后将这个张量输入空

间变换模块中, 在该模块中, 张量信息进入定位网
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络 , 定位网络会学习一组参数作为网格生成器的

参数, 生成一个采样信号, 也即一个变换矩阵, 将

这个变换矩阵与原始张量相乘得到变换后的张量

(图像特征), 利用这个变换矩阵对输入的关键信息

进行识别 . 通道域注意力机制就是给特征图上每

个通道的信号都增加一个权重 , 代表该通道与关

键信息的相关性, 这个权重越高代表相关性越高. 

具有代表性的是 SENet[27], 其主要是通过挤压过

程使 C 个特征图变成一个1 1 C  的向量, 然后在

激活过程中对该向量进行非线性变换 , 通过学习

得到的参数生成每个特征通道的权重 , 增强对关

键通道的注意 , 最后通过乘法逐通道加权到先前

的特征上, 从而增强重要的特征信息, 弱化不重要

的特征信息 . 经过对空间域注意力机制和通道域

注意力机制的介绍可知 , 空间域注意力机制忽略 

了通道域的信息 , 将每个通道的特征做同样的处

理 , 通道域注意力机制则直接对单个通道内的信

息进行全局平均池化, 忽略了通道内的局部信息. 

结合 2 种注意力机制的思想, 文献[28]提出混合域

注意力机制, 混合域注意力机制是利用掩码机制得

到注意力权重, 其中每个通道的特征图中的每个元

素都对应一个注意力权重, 这就同时利用到空间域

和通道域的信息, 而不会只关注空间域的信息或通

道域的信息, 因此称之为混合域注意力机制. 

2  FAGNet 检测框架 

本文以 Faster R-CNN 检测框架和特征金字塔

网络为基线结构 , 提出遥感图像多尺度目标检测

方法 FAGNet, 其整体框架结构如图 1 所示. 

 

 
 

图 1  FAGNet 目标检测框架 
 

FAGNet 依然遵循两阶段方法路线, 整个网络

主要包括 3 部分: 特征提取网络、RPN 以及分类/

回归网络. 在特征提取网络部分设计了 MAFPN 模

块, 其以 ResNet101 为基础构造了密集连接特征金

字塔, 融合多个层次的特征图, 增加目标尺度上下

文信息 , 该模块通过添加空间域注意力机制和通

道域注意力机制使融合后的多层级特征图有选择

性地聚焦于显著性的部分 , 使含有目标的区域在

通道维度和空间维度上的特征信息都得到增强 . 

然后将从 RPN 中得到的候选区域送入分类/回归网

络, 在分类/回归网络中使用 GVR 机制预测边框的

9 个参数, 获得旋转边框预测结果, 最后通过旋转

非最大值抑制操作获得任意方向目标的检测结果, 

有效提高了遥感图像多尺度任意方向目标的检测

性能. 

2.1  策略特征提取网络 MAFPN 
MAFPN 主要通过多层特征融合以及组合注意

力机制使最终的特征图包含更丰富更有效的语义

信息, 提高算法对目标尺度的自适应性. 

2.1.1  MAFPN——特征融合 

在卷积神经网络中 , 低层特征图包含更多小

目标的位置信息, 高层特征图感受野更大, 包含更

多有益于分类的语义信息. 随着网络层数的加深, 

经过多次的卷积和池化操作 , 目标的特征信息逐
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渐丢失, 无法提供必要的分辨率信息, 小目标的位

置信息和细节信息都被弱化 , 导致在高层级特征

图中丢失了小目标大部分的特征信息 . 在特征金

字塔这种网络结构中, 通过自底向上、自顶向下以

及横向连接的方式融合高层和底层的特征图 . 自

底向上的路径是网络的前馈计算 , 通过不同比例

的特征映射得到不同的特征层级 , 自顶向下的路

径通过对空间上更抽象但语义信息更丰富的高层

特征图上进行上采样 , 得到与其相邻的上一个层

级特征图相同尺度的特征图 , 原始的上一个层级

的特征图经过一个 1×1 的卷积减少特征图的通道

数, 从而使相同层级的 2 个特征图的通道数一致, 

便于后续的特征分类 . 接着将二者进行逐像素相

加融合, 为了降低上采样所带来的混叠效应, 最后

再经过一个 3×3 的卷积生成最终的融合特征图 , 

使其同时具有不同尺度的特征信息和分辨率信息. 

由众多研究可知 , 使用特征金字塔结构可以在一

定程度上改善多尺度目标的检测效果 , 但针对尺

度差异较大的目标, 如田径场和小汽车等, 检测效

果仍需进一步提高, 因此本文在 MAFPN 中的特征

融合部分设计多级特征金字塔网络结构(multi-level 

feature pyramid network, MLFPN), 从骨干网络

ResNet101 中选取卷积层{ 2 3 4 5, , ,C C C C   }作为特征

金字塔的基础结构, 在卷积层 5C 的后面添加 2 个

卷积层 6C 和 7C , 来获得更精细的语义信息. 计算

6C 和 7C 的方式为 

 6 5Conv2D( 2 048,  (3,3))( )C k s C     (1) 

 7 6Conv2D( 2 048,  (3,3))( )C k s C     (2) 

其中, Conv2D 表示卷积操作; k 表示输出通道数; 

s 表示卷积核大小. 因此, 最后生成自底向上的路径

为{ 2 3 4 5 6 7, , , ,C C C C C C     }, 构建得到的特征金字塔

网络为 { 2 3 4 5 6, , ,C C C C C    }, 然后分别将 3 4, ,C C  

5 6 7,C C C  上采样得到与 2 3 4 5 6, , ,C C C C C   相同大小, 

然后自顶向下逐层进行融合得到融合特征图 2 ,C  

3 4 5 6, , , ,C C C C     具体的融合网络结构如图 2 所示. 

2.1.2  MAFPN——组合注意力模块 

通过将特征图可视化发现 , 将不同特征图融

合 , 虽然同时兼顾了大 /小尺度的目标特征信息 , 

但会彼此弱化, 并引入了大量的噪声, 使目标边界

变得模糊, 导致漏检和误检增加. 为解决不同尺度

特征图融合导致的特征信息弱化以及噪声的问题, 

在融合后的特征图上引入空间域注意力机制和通

道域注意力机制 , 突出增强特征图上的有效信息

并抑制无关信息, 减少噪声. 通道域注意力机制可

以使网络更加关注有效通道的特征图 , 空间域注

意力机制可以分配更多注意力给有效的位置信息. 
 

 
 

图 2  特征融合网络示意图 
 

为了更好地提取遥感图像中目标的特征信息, 

MAFPN 使用通道域注意力和空间域注意力顺序组

合方式, 图 3 展示了组合注意力模块的具体结构. 

将特征融合中得到的融合特征图 4C  输入注意力模

块 , 首先通过全局平均池化(global average pool-

ing, GAP)把每个通道的所有特征值相加再取平均, 

把二维特征图变成一个实数 , 得到一个 1 1 C  的

向量, C 表示通道数. 由文献[29]可知全局最大池

化(global max pooling, GMP)也有益于有效特征信

息的筛选 , 因此沿着通道维度同时使用 GAP 和

GMP; 并分别将其送入 2 个全连接层训练学习, 得

到 2 个一维的通道权重序列; 将 2 组权重序列相加

再经过 Sigmoid 激活函数将这些数值映射到[0, 1], 

最终得到 1 组权重序列; 将其与 4C  进行特征加权

得到中间特征图 4C . 文献[27,29]指出, 不同的注

意力模块组合所达到的信息筛选效果也不同 , 经

过实验证明 , 通道域注意力模块连接空间域注意

力模块组合性能最佳. 因此, 本文方法使用这种组

合方式 , 在通道域注意力模块后面接一个空间域

注意力模块 . 与通道域注意力关注通道信息不同

的是, 空间域注意力主要是关注位置信息, 将得到

的特征图 4C分别经过 GAP 和 GMP 得到 2 个单通

道的特征图 , 将二者按照通道维度连接并进行一

个卷积操作得到空间域注意力特征图 , 然后连接
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一个 Sigmoid 激活函数将这些数值映射到[0, 1], 

就得到空间域注意力权值, 将其与中间特征图 4C

相乘 , 即可得到最终的特征图 4P . 将这种组合注

意力模块嵌入到网络中 , 有效增强了候选区域的

相关特征信息, 达到特征优选的目的. 

 

 
 

图 3  组合注意力模块结构 

 
2.2  分类/回归网络 
2.2.1  旋转边框回归 

MAFPN 主要通过多层特征融合以及注意力机

制使最终的特征图包含更丰富的有效语义信息 . 

在得到最终的融合特征图后, 将其输入 RPN 中获

得最终的候选区域, 然后将候选区域送入到分类/

回归网络进行分类/回归, 首先通过感兴趣区域对

齐(region of interest align, ROI Align)[4]操作将候选

区域映射为固定尺度的特征图块, 然后将其送入 2

个全连接层进行分类/回归. 在回归的阶段本文借

鉴文献[30]中的回归方法, 除了表示水平边框的中

心点 ( , )x y 、宽和高 ( , )w h 4 个值外, 还得到表示旋

转边框所需要的 4 个滑动顶点的比例参数 1 2( , ,   

3 4, )  以及用来表示该边框偏离水平方向程度的

旋转因子 r , 通过预测得到的 1 2 3( , , , , , , ,x y w h        

4 , )r 9 个值, 将水平边框的 4 个顶点依据 4 个滑

动比例参数滑动一定的距离得到旋转边框 , 具体

的原理如图 4 所示. 

图 4 中黑色矩形框为水平矩形框, 可以用 1( ,c  

2 3 4, , )c c c   和 ( , , , )x y w h   来表示; 红色四边形可以用

( , , , )x y w h   以及 4 个比例系数 1 2 3 4( , , , )    表示, 

其中, 1 1 2 2 3 3 4 4 1, , , , ,d w d h d w d h d        

2d , 3d , 4d 分别表示水平矩形框 4 个顶点要滑动的  

 
 

图 4  旋转边框回归原理 
 

距离; 水平矩形框的 4 个顶点 1 2 3 4( , , , )c c c c    分别与

红色 4 边形的 4 个滑动顶点 1 2 3 4( , , , )c c c c 一一对应, 

其中 1c 是 1c 滑动距离 1d 得到的点 , 其他类似 . 为

了得到红色四边形的旋转信息引入旋转因子 r , 计

算公式为 black red/r S S , 其中 blackS 表黑色水平矩

形框的面积, redS 表示红色四边形的面积. r 越小, 

红色四边形越偏离水平方向; r 越大, 红色四边形越

接近水平方向. 设置阈值为0.9, 当 r >0.9时, 则将其

视为水平目标 ; 若 r <0.9, 则利用 1 2, , , , , ,x y w h       

3 4,  计算新的旋转边框. 

2.2.2  损失函数设计 

由于增加了需要预测的边框回归有关参数的

数目, 所以损失函数也要做出相应改变, 在损失函

数中 RPN 的分类损失和回归损失都与水平框目标

检测中一样. 由于在回归阶段增加了 5 个参数, 所

以在 RCNN 的回归损失中除了水平框的损失之外

增加了 1 2 3 4, , ,    以及旋转因子 r 对应的损失 . 

损失函数分别为 

 *
cls reg

cls reg

1 1
i

i i

L L p L
N N

     (3) 

 

* *
cls

1

( , ) log( )
K

i i i i
j

L p p p p


   (4) 

 reg 1 2 3h rL L L L         (5) 

 
1

*( )h L i iL s t t  (6) 

 
1

4
*( )L i i

i

L s     (7) 

 
1

*( )r LL s r r   (8) 

  
1

20.5 , 1

0.5,  
L

x x
s x

x

 
 

≤

其他
 (9) 

通过式(3)计算网络的损失 , clsN 和 regN 分别

表示批次的大小以及在同一批次里 RPN 提议的框

的个数, i 表示提议的框的索引. 若第 i 个框为正
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样本, 则 *
ip =1; 否则 *

ip =0. 分类损失由式(4)交叉

熵损失函数得到, K 表示目标类别总数, ip 表示提

议的框被预测为目标 j 类的概率 . 回归损失由式

(5)计算得到, 其中包括 3 个部分: 水平框的损失 hL , 

4 个滑动因子 1 2 3 4, , ,    的损失 L 以及旋转因子

r 的损失 rL , 1 2 3, ,   是平衡损失的超参数. 这 3 部

分损失均使用式(9)所示的平滑 1L 损失函数
1Ls 进行

计算. 式(6)中 =( , , , )i x y w ht t t t  t 表示预测的水平边框

的 4 个参数化坐标, * * * * *=( , , , )i x y w ht t t t  t 表示与预测的

正锚框对应的真值边框的参数化坐标. 式(7)中 和

i 分别表示预测边框的滑动比例参数与对应的真值

边框的滑动比例参数. 式(8)中 r 和 *r 分别表示预测

边框的旋转因子与对应的真值边框的旋转因子. 

3  实  验 

3.1  数据与参数设置 
本文在 DOTA 数据集上进行实验, 该数据集

包括从不同传感器和平台收集的 2 806 幅遥感图

像, 图像尺寸从 800×800 到 4 000×4 000 不等. 图像

中的目标分别被标记为足球场、直升机、游泳池、

大型车辆、小型车辆、桥梁、港口、篮球场、网球

场、棒球场、油罐、舰船、飞机、田径场和环形路

线等 15 个类别, 其中每类目标都涵盖多种不同的

形状、方向和尺度. 为使训练数据和测试数据中目

标种类和比例分配均衡 , 使用官方划分的训练集

和测试集进行实验. 由于遥感图像尺寸较大, 不适

合直接用于训练 , 因此需对数据集进行多尺度裁

剪, 分别对原始图像进行 1.0 倍和 0.5 倍的下采样, 

1.0 倍即不做下采样处理直接裁剪, 0.5 倍下采样是

先对原始图像进行 0.5 倍下采样然后进行裁剪, 这

一点主要是考虑到数据集中如田径场和足球场等

大尺度目标很可能在裁剪中被截断 , 所以对原始

图像进行 0.5 倍的下采样可以在一定程度上增加完

整大尺度目标的比例 , 改善大尺度目标被截断的

情况. 裁剪窗口大小设置为 1 024×1 024, 裁剪步长

为 200. 对于尺寸不足 1 024×1 024 的图像, 通过在

图像周围填充 0 的方法将其填充为 1 024×1 024 大

小, 此时刚好与所设置裁剪窗口大小一致, 无需再

进行裁剪 . 通过这种方式保证裁剪后所有图像切

片大小均为 1 024×1 024, 输入网络的切片维度为

1 024×1 024×3. 据统计, 裁剪扩充后数据集中目标

尺度的纵横比分布如图 5 所示. 

 
 

图 5  DOTA 数据集中目标尺度的纵横比分布信息统计 
 

由图 5 可知在扩充后数据集中的目标尺度纵

横比大都分布在[0, 5], 因此本文实验中将锚框尺

度纵横比分别设置为可以覆盖大部分目标纵横比

的[1, 1/2, 2, 1/5, 5]. 使用平均精度(average preci-

sion, AP)和平均精度均值(mean average precision, 

mAP)作为评价指标, 其中预测结果与真值框的交

并比(intersection over union, IoU)值大于 0.5 时视为

检测正确, 如果在同一位置同时有多个预测框的 IoU

值大于 0.5, 则取其中 IoU 最大的预测框为正确检测

结果. 本文实验所采用的硬件配置为 Intel i9-CPU, 

NIVIDIA GeForce RTX 2080 Ti 显卡, CUDA10.0, 

CUDNN7.4, 实验中使用随机梯度下降法进行训练, 

初始学习率设置为 0.002 5, 动量设置为 0.9, 正则化

系数设置为 0.000 1, 批量处理大小为 2, 损失函数中

的超参数 1 2 3, ,   分别设置为 1, 1, 16. 

3.2  实验结果及分析 
为使得 MAFPN 中注意力模块对于特征信息

的筛选效果达到最佳 , 本文分别将通道域注意力

模块和不同注意力组合模块嵌入网络进行训练测

试, 以 mAP 作为评价指标, 实验结果如表 1 所示. 
 

 表 1  不同注意力模块对网络检测性能的影响  % 

网络结构 mAP 

Faster RCNN+MLFPN+GVR(FMG) 71.530 

FMG +通道注意力 72.216 

FMG +空间注意力+通道注意力 72.879 

FMG +空间注意力与通道注意力并行 72.637 

FMG +通道注意力+空间注意力(本文) 73.354 

 

可以看出 , 在网络中加入不同注意力模块可

以在不同程度上提高网络的检测精度 , 使用组合

注意力模块的性能优于仅使用通道域注意力模块

的性能 , 并且按照顺序组合注意力模块比并行组

合注意力模块的性能更好 , 对比之下性能最佳的
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是本文方法所使用的通道域注意力模块和空间域

注意力模块的组合顺序, 检测精度达到 73.354%. 

为了进一步证明 MAFPN 可以更有效地提取和融

合特征信息, 本文分别对 ResNet101 骨干网络输出

的原始特征图、原始特征图经过 MAFPN 中特征融

合模块和组合注意力模块的特征图进行可视化 , 

可视化结果如图 6 所示.  
对比图 6 可知, 在逐次经过 MAFPN 的特征融

合和注意力模块后 , 特征图中对应目标存在的区

域 ( 红框标出 ) 逐渐变得高亮 ,  这也就表示在

MAFPN 中的特征融合和组合注意力模块的作用 

下, 目标存在区域逐渐被赋予了更高的权重, 存在

目标的区域将对目标检测任务的贡献更大 , 也从

另一方面证明了 MAFPN 模块的有效性. 

为了证明本文方法的有效性, 与已有的一些经

典目标检测算法进行对比, 如使用旋转边框训练的

Faster RCNN(faster R-CNN trained on oriented 

bounding boxes, FR-O)[22], RoI 转换器(RoI transfor-

mer, RoI Trans)[31], R2CNN[32]、旋转区域建议网络

(rotation region proposal networks, RRPN)[33], CAD-

Net[34], R2CNN++[35]等. 表 2 和图 7 所示为不同算法

关于各类目标的 AP 值及其均值 mAP. 

 

a. 原始图像 b. 原始特征图 c. MLFPN 输出的特征图 d. MAFPN 输出的特征图 
 

 

图 6  特征图可视化示例图 
 

由表 2 可知, FR-O 的 mAP 为 54.13%, 该算法

将 Faster RCNN 中的水平边框回归改进为旋转边

框回归. 由于检测精度受感受野尺度的影响较大, 

而 FR-O 只在最后一层特征图上进行预测, 其感受

野尺度单一 , 并且经过网络的前向传播目标信息

损失严重 , 因此其对于多尺度目标的检测效果相

对较差. 与之相比, 本文的 FAGNet 的 mAP 值提升

了 19.22%, 其中每类目标的 AP 值都要高于 FR-O. 

R2CNN 和 RRPN 是用于任意方向文本检测的

算法, 同样可以应用到遥感图像中, 其整体架构和

Faster RCNN 类似, RRPN 是将 Faster R-CNN 中的

RPN 替换为 RRPN, 生成的是倾斜的候选区域, 在

生成锚框的时, 除了尺度和纵横比 2 个参数之外, 

还加入一个方向变量 , 所以生成的锚框是具有倾

斜角度的. R2CNN 在分类/回归阶段中除了分类和

水平框回归 2 个分支外又增加一个倾斜框回归分

支.与 FR-O 算法相比, R2CNN 和 RRPN 这 2 种方

法在检测性能上有一定程度的改善 , 但由于它们

仍是使用骨干网络末端特征图进行预测 , 在经过

多次的卷积和池化操作之后, 特征信息损失严重,  



第 6 期 郑哲, 等: FAGNet: 基于 MAFPN 和 GVR 的遥感图像多尺度目标检测算法 891 

 

     
      

 表 2  不同算法针对每一类目标的 AP 值及其均值 mAP          % 

目标类别 FR-O[22] RoI Trans[31] RRPN[33] R2CNN[32] CADNet[34] R2CNN++[35] 本文 

舰船 37.16 83.59 57.25 55.81 76.60 66.83 85.68 

油罐 52.98 81.46 67.38 72.39 73.30 86.15 86.39 

港口 47.89 62.83 53.08 55.14 62.00 65.34 66.79 

桥梁 17.70 43.44 31.66 35.34 49.40 45.50 45.52 

飞机 79.42 88.64 88.52 80.94 87.80 89.66 87.99 

直升机 46.30 47.67 53.58 48.22 62.20 62.05 58.51 

游泳池 47.40 58.93 51.94 53.35 67.00 68.01 68.02 

田径场 64.05 75.92 59.30 67.44 73.50 75.10 71.65 

棒球场 77.13 78.52 71.20 65.67 82.40 81.22 82.57 

足球场 50.30 58.39 56.69 55.06 48.40 64.05 62.79 

篮球场 69.64 77.27 72.84 66.92 79.20 80.69 79.90 

大型车辆 38.02 73.68 56.19 50.91 63.50 60.17 74.15 

小型车辆 35.30 68.81 51.85 59.92 71.10 68.27 72.29 

网球场 89.41 90.74 90.81 90.67 90.90 90.90 90.66 

环形路线 52.91 53.54 52.84 52.23 60.90 63.48 67.34 

mAP 54.13 69.56 61.01 60.67 69.90 71.16 73.35 

注. 粗体字为最高 AP 值. 

 

 
 

图 7  不同算法检测性能对比 

 

对于多尺度目标的特征表达能力严重不足 , 因此

其检测精度仍然较低, FAGNet 与之相比 mAP 分别

提升了 12.49%和 13.43%. 

RoI Trans, CADNet 以及 R2CNN++相比于前 3

者的 mAP 有了很大的提升. RoI Trans 旨在通过有

监督的旋转感兴趣区域学习和基于位置敏感对齐

的特征提取来改善目标检测性能 , 其仍使用单个

尺度的特征图进行预测. CADNet 则是在多层特征

图融合的基础上使用了 SENet 选择有效特征信息, 

并在分类/回归阶段引入上下文信息指导目标的分

类/回归. 从表 2 来看, RoI Trans 和 CADNet 的 mAP

差别不大 , FAGNet 与二者相比 mAP 分别提升 

了 3.79%和 3.45%. R2CNN++相比于前面几种算法

检测性能最好, 基本每个类别的 AP 值都是最高, 

这是由于其融合了 2 个不同尺度的特征图, 得到的

最终的融合后的特征图上的信息表征能力更强 , 

在此基础上又使用通道域注意力和像素级注意力

来捕捉对检测最有益的特征信息 , 并且其在生成

锚框的时设置 15 个纵横比, 使生成的锚框有更大

的概率可以刚好覆盖目标, 其 mAP 达到 71.16%. 

对比可知, 在多种算法中 FAGNet 的 mAP 值

最高, 达到 73.35%, 比次优 mAP值提升 2.19%, 并

且在舰船、大型车辆、小型车辆、港口、游泳池、

棒球场、油罐以及环形路线等大部分目标类别的

AP 值均为最高, 尤其是舰船、大车辆、小车辆以

及油罐等尺度较小并且大部分场景下排布密集的

目标的检测效果较为友好, 分别比次优的 AP 值提

高了 2.09%, 0.47%, 1.19%, 0.24%. 对于港口这种

纵横比较大并且排列较为密集的目标, FAGNet 的

AP 值比次优 AP 值提升 1.45%. 对于环形路线, 

FAGNet 比次优 AP 值提升 3.48%. 综合分析 , 

FAGNet 在特征提取部分有效地利用多个尺度的特

征, 提高了网络对于目标尺度的自适应能力, 同时

还利用组合注意力模块进行特征信息增强 , 大大

提高有效信息的利用率, 在后期利用 GVR 机制更

好地学习边框的旋转信息 , 从而得到更为准确的

旋转边框 . 但是对于田径场和足球场等尺度较大

目标的检测精度仍需要进一步提高, 分析有以下 2
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点原因: (1) 虽然多尺度裁剪可以在一定程度上增

加完整的大尺度目标的个数 , 但是仍不能完全避

免由于目标尺度大于裁剪的滑动步长而出现的目

标被截断的情况, 正如第 3.1 节中的分析, 非完整

目标的存在会干扰网络对于大尺度目标的学习 ; 

(2) 数据集存在类别不平衡现象, 其中足球场、田

径场、直升机、桥梁等几类目标的实例个数相对其

他类别的目标较少 , 算法无法充分学习这些目标

的特征信息 . 对于桥梁这种纵横比较大且类内差

异较大的目标, 其检测性能仍需进一步提高. 

由图 7 可以看出, FAGNet 的检测性能整体上

具有优势 . 在同一幅图像中同时存在尺度差异较

大的足球场、小型车辆等都可以被检测出来, 在不

同分辨率的图像中的同一类目标绝大部分都能被

准确检测到 , 尤其是对小尺度目标以及排布密集

的目标效果较好, 具体检测结果示例如图 8 所示. 

 
 
 

 

a. 足球场 b. 桥梁 c. 篮球场 d. 舰船 e. 小型车辆 

  

f. 大型车辆 g. 环形路线 h. 港口 i. 游泳池 j. 飞机 

  

k. 直升机 l. 网球场 m. 棒球场 n. 油罐 o. 田径场 
 

图 8  FAGNet 在 DOTA 测试集上检测结果示例 

 

4  结  语 

针对遥感图像目标检测领域中多尺度多方向

目标的检测问题 , 本文提出的基于多尺度注意力

特征金字塔网络和滑动顶点回归机制目标检测方

法 FAGNet, 其优势有 2 个方面: (1) 构造特征提取

网络 MAFPN, 利用深度特征金字塔结构进行特征

融合 , 在多个尺度的融合特征图上使用组合注意

力模块提高有效特征信息的强度 , 增强网络对于

目标多尺度特征的表征能力; (2) 在回归阶段引入

GVR 机制, 加强网络对于不同方向目标的边框位

置学习能力. 经实验证明 FAGNet 能够更加准确地

检测遥感图像中不同尺度不同方向的目标 , 尤其

是对尺度较小并且密集分布的目标检测效果较好. 
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在未来的工作中 , 将针对如何进一步提高遥感图

像中尺度范围更大、类内差异较大的目标的检测精

度, 如何更好地降低误检和漏检开展研究, 期望在

遥感图像中实现更好的目标检测性能. 
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