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三维人体姿态估计中的多尺度时空特征融合 
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摘  要: 针对视频输入的单人三维人体姿态估计中表征不精确、融合不充分、结果不平滑的问题, 提出三维人体姿

态估计的多尺度时空特征融合方法. 首先在空域定义关节点、肢体和上/下身人体标记并通过位置嵌入表示人体的空

间多尺度特征; 然后结合自注意力机制和多层感知机构建空间多尺度特征融合模块, 融合关节点、肢体和上/下身三

个空间多尺度特征, 得到初步姿态特征序列; 最后建立时序多尺度编码进行时序特征融合获得最终姿态特征序列 , 

并通过时序解码, 优化生成细化的三维人体姿态. 在 Human3.6M 数据集上的实验结果表明, 所提方法的平均每关节

位置 P-MPJPE 和速度误差 MPJVE 分别为 33.6 和 2.4, 较对比方法降低了 2.3%和 4.0%, 能够降低计算复杂度, 提高

三维人体姿态估计精度, 生成准确、平滑的三维人体姿态估计结果. 此外, 在 HumanEva-I 数据集的测试结果表明, 所

提方法也具有一定的泛化性. 
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Abstract: To address the problem of inaccurate representation, inadequate fusion and unsmooth results in 

video-based single person three-dimensional human pose estimation, a multi-scale spatial-temporal feature 

fusion method is proposed. Firstly, the joint, limb and upper/lower body tokens were defined in spatial do-

main to represent the spatial multi-scale features of human body using positional embeddings. Secondly, the 

spatial multi-scale feature fusion module was constructed based on self-attention mechanism and multilayer 

perceptron to fuse joint, limb and upper/lower body features, obtaining initial pose feature sequence. Lastly, 

the temporal multi-scale encoding was established for temporal feature fusion to acquire final pose feature 

sequence, and optimize the generation of refined three-dimensional human pose through temporal decoding. 

Experimental results on Human3.6M dataset show that the mean per joint position error and joint velocity 

errors are 33.6 and 2.4 respectively, which reduce by 2.3% and 4.0%. The proposed method can improve 

three-dimensional human pose estimation accuracy and generate precise and smooth results while reducing 

computational cost. Furthermore, experimental results on HumanEva-I dataset show that the proposed me-

thod also has a certain degree of generalization ability. 
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三维人体姿态估计 [1]旨在从图像或视频中估

计人体关节点在三维空间中的位置 , 广泛应用于

影视动画、虚拟现实、安防监控、自动驾驶、医疗

辅助和步态分析中. 目前, 三维人体姿态估计方法

按照输入数据的不同可分为 3 类: (1) 直接从输入

图像到三维关节点坐标建立映射的端到端方法[2]; 

(2) 先由输入图像获得二维坐标, 再将二维坐标抬

升到三维坐标的多阶段方法[3]; (3) 同时利用原始

像素和附加二维关节点信息的联合方法[4].  

近年来, 随着动作识别、人机交互等技术的不

断发展 , 对三维人体姿态估计结果提出了更高的

要求. 区别于单幅图像, 基于单视角 RGB 视频输

入的三维人体姿态估计[5]能提供更准确、直观的动

作行为指导, 满足不同应用场景的现实需求, 成为

计算机视觉和图形学领域的热点问题. 然而, 由于

多帧输入 , 使得三维人体姿态估计中的深度学习

模型参数复杂、难以收敛且计算成本较高. 为解决

上述问题 , 很多研究工作通过二维姿态估计器获

得高精度的二维关节点序列 , 再将其作为多阶段

方法的输入, 在降低计算复杂度的同时, 实现对输

入端背景以及光照等无关噪声信息的过滤 . 基于

视频输入的多阶段三维人体姿态估计方法通常在

精度上高于端到端方法 , 且计算成本低于联合方

法. 例如, Martinez 等[3]使用一个简单的深度前馈

网络对二维姿态进行回归 , 得到较为精确的三维

人体姿态. Chen 等[6]根据骨长一致性, 提出双分支

网络 , 分别预测输入视频中人体骨骼向量的长度

和方向, 作为二维到三维关节点的中间表示, 得到

高精度的三维人体姿态. Bai 等[7]建立基于全连接

层和图卷积的双链神经网络 , 分别提取人体关节

点的全局和局部依赖信息 , 对不同姿态表现出良

好的泛化能力. 然而, 上述方法仅考虑单一维度下

人体姿态的部分尺度信息 , 难以表示人体骨架在

时空关系中的多尺度、多阶段分级特征, 导致在复

杂姿态或遮挡场景下估计结果不平滑、精度不高.  

在保证单帧姿态估计准确性的基础上 , 基于

视频输入的三维人体姿态估计还需考虑前后帧的

姿态一致性以及帧间的平滑过渡. Tang 等[8]联合时

域和频域对帧间姿态进行编码 , 学习不同姿态频

率间的短期相关性. Yu 等[9]用图表示时空结构并通

过独立连接层对每个人体关节点独立学习局部关

节特征得到三维姿态. Li 等[10]在抬升二维姿态时

生成多个可能的潜在三维姿态 , 并让神经网络自

主学习最优假设 , 该方法对遮挡姿态的估计结果

有较高的精度并能生成平滑的视频 , 但其计算复

杂度较高, 网络推理速度慢. 此外, 不同的视频帧

率和动作执行速率降低了通过单一尺度进行时序

采样的估计精度和鲁棒性.  

综上所述 , 视频输入的三维人体姿态估计仍

然存在以下难点: (1) 由于人体在运动过程中存在

遮挡且姿势复杂 , 难以对复杂动作和特定角度下

的人体姿态进行精确表征; (2) 人体姿态特征不一, 

且不同空间尺度下的运动语义信息跨度大 , 导致

融合不充分, 姿态估计精度较低; (3) 深度学习网

络参数量庞大、计算成本高, 难以融合远距离的姿

态时空特征, 生成稳定平滑的人体姿态估计结果.  

针对上述难点 , 本文以渐进方式对人体骨骼

关节点间的多尺度空间关系进行建模; 同时在时

域对人体骨骼序列进行时序多尺度编解码 , 以获

取深度信息并平滑空间域的人体姿态估计结果.  

1  相关工作 

端到端方法通过建立从图像到关节点的三维

映射, 对人体姿态进行估计. Li 等[11]设计了一个多

任务学习的深度卷积神经网络用于检测根节点坐

标及其他关节点的相对位置 , 从输入图像直接得

到三维人体姿态. Pavlakos 等[12]采用将关节点表示

为体积空间中的最大似然 , 并通过卷积神经网络

迭代逐步细化三维人体姿态估计结果 , 大幅提高

了三维人体姿态估计准确性. Li 等[13]提出一种具

有残差对数似然估计的回归范式来建模输出的分

布 , 提高了人体姿态估计的准确性和计算效率 . 

Zhou 等[14]利用 3 个关节热图来表示每个骨骼末端

关节的相对深度信息 , 并进行体积联合热图回归

输出三维人体姿态. 在端到端方法的基础上, 联合

方法加入二维人体姿态信息辅助神经网络进行学

习. Zhou 等[15]通过在一个端到端深度神经网络中

混合使用二维和三维注释进行弱监督迁移学习 , 

并引入三维几何约束进行正则化 , 提高了在无三

维标注的户外场景下三维人体姿态估计的准确性. 

Zhao 等[16]设计了一个集成主干和语义图卷积网络

的端到端架构 , 在主干网络中整合图像特征和二

维关节点 , 并用语义图卷积网络学习关节点的局
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部和全局语义关系 , 实现精确的三维人体姿态估

计 . 端到端和联合方法能够从单一图像中估计出

正确的三维人体姿态, 但计算开销大, 且难以学习

关节点间丰富的上下文语义信息.  

多阶段方法中 , 由于输入的二维骨骼在提供

了人体约束先验信息的同时避免了因拍摄因素导

致的图像畸变, 因此其估计误差低于上述方法, 且

能较好地平衡计算效率和性能. Gong 等[17]通过将

三维人体姿态进行旋转、平移和上下身的组合拼接

生成新的二维-三维姿态对, 以丰富训练数据, 并

开发基于运动学链式空间的判别模块 , 以保证生

成姿态的合理性 , 解决了多阶段方法对新数据集

泛化能力差的问题. 由于缺乏深度信息, 从二维人

体姿态还原出正确的三维人体姿态具有极大的挑

战性 , 因此部分学者将二维抬升为三维视为一个

多假设问题. 其中, Wehrbein 等[18]基于归一化流, 

在三维人体姿态和带有潜在向量的二维人体姿态

间构建双射, 重复采样潜在向量, 通过计算归一化

流的逆路径生成多个假设姿态; 再通过判别器剔

除不合理的姿态 , 最小化最终得到的假设姿态与

真值的误差. Wu 等[19]根据不同肢体关节的自由度

差异, 提出一种运动约束感知网络, 并引入相对骨

骼和绝对骨骼角度作为运动学约束条件 , 提高了

肢体关节的三维定位精度 . 尽管上述方法的三维

姿态估计精度较高 , 但由于单个二维骨骼缺乏深

度信息指导, 因此易生成不合理的错误姿态.  

如何有效地利用时空特征是视频输入的三维

人体姿态估计的重点工作之一, 如 Zheng 等[20]利

用自注意力机制构建一个时空网络 , 分别对空域

的关节点和时域的二维人体姿态进行优化 , 有效

地增进了网络对长序列的时空关系感知能力. Cai

等[21]通过基于图卷积的局部-全局网络融合手势以

及人体姿态的空间依赖和短序列的时间一致性 , 

学习图结构下的多尺度特征. Zhang 等[22]考虑不同

关节的运动方式有所差异 , 在时域上模拟每个关

节点的运动轨迹 , 并在空域让轨迹间进行信息交

互, 最终融合三维人体姿态. Wang 等[23]提出注意

增强的图卷积网络 , 分别利用注意力机制和图拓

扑结构对二维人体姿态的时空相关性进行表征 . 

针对视频估计结果不平滑问题, Zeng 等[24]通过对

相邻帧的速度和加速度进行显式建模 , 显著地降

低了输出的抖动幅度. Li 等[25]利用跨步卷积聚合

视频序列的局部上下文信息 , 实现用多个二维人

体姿态生成单个三维人体姿态. Zhan 等[26]输入相

机外部参数将像素空间中的二维坐标转换为归一

化三维空间中的三维射线 , 同时使用时间卷积融

合连续帧中提取的三维射线 , 得到在绝对位置坐

标系下的三维坐标. Shan 等[27]对输入序列中的关

节点在时空域上的随机掩码进行预训练 , 捕获二

维时空相关性 , 再将预训练好的模型装载至推理

模型 , 使用分离的时间空间编码器以及聚合器来

提取三维时空特征 , 并重建中间帧的三维人体姿

态 . 然而 , 上述方法忽略了时间和空间上的多级

分层特征 , 且时空特征过度耦合 , 导致计算成本

较高.  

针对上述问题, 区别于基于 Transformer 的时

空域单一尺度特征 [20], 以及仅在空域下基于图表

示的多尺度特征 [21,23], 本文分别在空域和时域引

入多尺度分级特征表示 , 以增强对人体特征的表

征能力; 在空间上融合单帧的人体多尺度空间特

征, 提升姿态估计精度; 在时域联合空间特征编码

视频帧的时序特征, 实现时空特征的融合, 平滑输

出结果, 并降低计算复杂度.  

2  方法概述 

本文提出的多尺度时空特征融合流程如图 1

所示, 以二维姿态序列为输入, 并在时空上解耦 , 

对二维人体姿态进行空间多尺度表征与融合; 然

后学习姿态序列在不同尺度下的长短期时序关联, 

融合多尺度时空特征; 最终输出精确、流畅的三维

人体姿态估计结果. 主要工作如下:  

(1) 通过空间多尺度表征模块, 提取 3 种空间

尺度下的关节点、肢体和上/下身特征, 提高空间尺

度下复杂运动人体姿态的表征能力.  

(2) 构建空间多尺度特征融合模块, 融合 3 种

空间尺度下的人体姿态特征 , 降低关节点拟合的

误差, 提高三维人体姿态估计精度.  

(3) 提出一种基于长短期时序特征学习和融

合的时序多尺度编码方法 , 平滑序列中每帧姿态

特征, 生成平滑且合理的三维人体姿态估计结果. 

3  多尺度时空特征融合 

由于人体运动姿态复杂多样 , 因此仅通过单

一网络难以估计出准确、平滑的三维人体姿态. 本

文通过构建空间多尺度表征、空间多尺度特征融合

和时序多尺度编码 3 个模块, 提升三维人体姿态估

计精度并输出平滑结果.  
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图 1  多尺度时空特征融合流程 
 

为了对人体姿态进行空间多尺度表征, 首先将

运动视频 P 输入级联金字塔网络(cascaded pyramid 

network, CPN)[28], 得 到 二 维 人 体 姿 态 序 列

 1,X x 2 , , Fx x . 视频中每一帧对应的二维姿

态 2J
i

x , 其中 F 为输入帧数 ,  1,2, ,i F  ; 

J 是每个人体姿态所包含的关节点数.  

3.1  空间多尺度表征 
由于误差会随着人体拓扑结构积累 [19]增大 , 

从而降低姿态估计的精度 . 而现有方法在表征人

体姿态时往往未考虑人体骨骼内各关节点间的语义

关联 [26], 或仅在单一尺度下进行人体姿态表征 [20], 

忽略了人体不同部位的多尺度分级特征对人体关

节点辅助定位的影响 , 因此难以精确地表征复杂

姿态. 针对上述问题, 区别于现有方法, 本文在空

间域内对人体姿态进行多尺度表征 , 将人体骨骼

表述为 3 种尺度下的人体标记并分别提取对应特

征 , 而且利用自注意力机制对同一尺度内各关节

点分配不同注意力权重 , 对自由度高的关节点表

征更精确. 如图 1 所示, 首先将二维人体姿态的 J

个关节点作为关节点标记 , 并对关节点标记进行

1 1 卷积, 获得肢体标记、上/下身标记; 然后将 3

种尺度下的人体标记分别线性投影至高维空间 , 

并加入带有空间位置信息的嵌入矩阵; 最后通过

Transformer 编码器[29]表示 3 种尺度下的人体姿态

特征.  

3.1.1  人体标记 

本文基于人体骨架拓扑结构 , 聚合具有相似

语义信息的关节点 , 将人体姿态描述为不同尺度

下的人体标记. 如图 2a 所示, 首先输入由 17 个关

节点(包括非对称关节点头部、颈部、胸部、脊柱、

髋关节以及对称关节点手肘、手腕、肩、髋、膝、

脚 踝 ) 的 二 维 坐 标 构 成 的 二 维 人 体 姿 态 序 列

 1 2, , , F X x x x , 其 中 2J
i

x . 通 过 上 述 关

节点在二维和三维空间中抽象出的人体姿态 , 可

在保证还原人物动作的前提下 , 最大限度地降低

计算开销 . 由于相邻节点只在同一人体部位中具

有相似的运动语义信息, 因此, 按照运动语义种类

进行标记划分 , 将人体姿态 2J
i

x 中每个关节

点的二维坐标定义为一个关节点标记 1 2 , 得

到关节点标记集  joint 1 2 17, , ,i  T    , 如图 2b 所

示 . 再根据关节点连接关系将以上关节点标记划

分为 6 个子集, 对应人体的躯干、右下肢、左下肢、

头部、左上肢和右上肢 , 并分别对每个子集进行

1 1 卷积 , 得到关节点标记集的低层次特征抽象 , 

即肢体标记集  limb 1 2 6, , ,i  T    , 如图 2c 所示. 

最后将 6 个肢体标记划分为 2 个子集, 对应人体的

下半身和上半身 , 并进行 1 1 卷积得到上/下身标

记集  body 1 2,i T   , 该集合是肢体标记集的低层

次特征抽象, 如图 2d 所示. 

3.1.2  标记位置嵌入 

由于每个肢体和上 /下身标记中都包含了多

个人体关节点信息 , 因此将第 3.1.1 节中定义的

肢体、上/下身标记集 2
joint
i JT , 6 2

limb
i T 和

2 2
body
i T 作为输入 , 通过标记位置嵌入投影至 
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图 2  不同尺度的人体标记 
 

更高的维度, 以避免丢失过多语义信息. 此外, 由

于 不 同 尺 度 下 的 人 体 各 部 分 存 在 拓 扑 关 系 , 但

Transformer 编码器在计算注意力分数时未考虑输

序列的位置关系 , 因此会破坏人体拓扑结构并导

致人体姿态估计结果不可信. 本文在文献[20]的基

础上加入对应多个人体尺度标记的可学习空间位

置嵌入矩阵 , 从而保留不同尺度下人体标记间的

相对位置信息. 以关节点标记为例, 其标记位置嵌

入过程定义为 

 
 1joint joint jposLineari i

c A T E      (1) 

其中,  
1

Linearc  是线性投影层, 将关节点标记投影

至 1c 维; 1
joint

J ci A 为关节点矩阵; jposE 为关节

点位置嵌入矩阵. 同理可得肢体矩阵 26
limb

ci A 和

上/下身矩阵 32
body

ci A , 其中, 3 2 1c c c  ; 再将

joint limb body,  ,   i i iA A A 输入 Transformer 编码器, 并加入

卷积层进行特征提取, 将特征维度统一至 c ; 最终

得到第 i 帧 3 种空间尺度下的人体姿态特征表示: 

关节点特征 J c
i

 , 肢体特征 6 c
i

 以及上/

下身特征 2 c
i

 .  

3.2  空间多尺度特征融合 
多尺度人体姿态特征包含了人体运动的局部

细节与全局语义信息 , 融合不同尺度的姿态特征

能弥补单一姿态特征对人体运动表征的限制 , 从

而有效地降低人体关节点坐标的拟合误差 , 提升

三维人体姿态估计精度. 然而, 不同尺度的姿态特

征存在异构的问题, 而高层语义又呈现层层递进、

相互关联的特点 . 而大多方法如基于图卷积和图

池化融合关节点间语义信息 [21], 忽略了池化前后

的关节点间语义关联 , 导致局部与全局特征融合

不充分. 为此, 本文结合自注意力机制和多层感知

机构建空间多尺度特征融合模块, 逐层融合 3 种空

间尺度下的人体姿态特征, 充分地融合空域从局部

到全局的人体运动语义信息, 得到初步姿态特征.  

首先将 3 种空间尺度下的人体姿态特征 i , 

i 和 i 进行线性映射, 分别生成查询、键和值矩

阵. 以关节点特征为例, 它们的公式分别为 

 

joint

joint

joint

i

i

i

  
  
  

Q

K

V

Q

K

V

 

 

 

         (2) 

其中, , ,c d c d c c        Q K V 为线性层, d

为 映 射 的 中 间 维 度 ; joint joint,  J d J d   Q K , 

joint
J cV ; 同理可得肢体特征和上/下身特征查

询、键和值矩阵, 分别为 6 6
limb limb,  d d   Q K , 

6
limb

cV 和 2 2 2
body body body,  ,  d d c      Q K V .  

然后, 使用单一尺度的查询矩阵, 显式地引导

另一尺度的键-值矩阵对进行自注意力运算, 在每 2

个尺度特征间双向计算得到 2 组特征并级联. 以关

节点和肢体尺度为例, 定义该过程为 

 

 
 

   

joint_limb joint limb limb

limb joint joint

T

Concat SA , , ,

SA , ,

SA , , Softmax c

 



 

Z Q K V

Q K V

Q K V QK V

  (3) 

其中, joint_limbZ 为计算过程的中间特征;  Concat 

为级联操作 ;  SA  为自注意力计算 ;  Softmax 

为归一化函数.  

再将级联后的特征输入由线性层、LayerNorm

归一化以及多层感知机组成的前馈网络恢复维度, 

并精细化特征 , 得到融合了第 n 层的关节点尺度

输出特征,  1,2, ,n N  . 其计算公式为 
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   
  

joint joint_limb

joint_limb

MLP LN Linear

LN Linear

n  Z Z

Z
    

(4)

 

其中 ,  Linear  为线性映射 ;  MLP  为多层感知

机;  LN  为 LayerNorm 归一化层.  

最终将最后一层输出的 3 组特征级联, 得到第

i 帧的初步人体姿态特征  6 2 3J
i

  y .  

3.3  时序多尺度编码 
由于初步姿态特征未进行信息交互 , 因此导

致输出结果不平滑帧间差异大 . 现有方法在时域

仅考虑单一时序尺度[20]或仅进行简单的序列池化

处理[25], 未有效地利用时域上丰富的多尺度特征. 

为更好地输出正确的人体姿态, 不同于现有方法, 

本文在时域对初步姿态特征序列进行时序多尺度

编码, 逐阶段压缩姿态序列长度, 学习并融合人体

运动在不同时间跨度下的长短期时序信息 , 最后

输出平滑且合理的三维姿态序列.  

3.3.1  长短期编码 

首先级联第 3.2 节中获得的所有初步姿态特征, 

组成初步三维姿态序列  in 1 2 tpos, , , F Y y y y E , 

以 保 留 姿 态 在 序 列 中 的 时 序 位 置 信 息 , 其 中 , 

tposE 代表时序位置嵌入. 如图 1 所示, 将初步三维

姿态序列的长短期编码分为 K 个阶段. 以 81 帧输

入为例, inY 作为全尺寸序列对应长期尺度时间片

即 81 帧(约 16.2 s), 输入长短期编码 Stage1, 通过

LayerNorm 以及自注意力层[29]对数据归一化处理, 

并学习该时序尺度下姿态特征的帧间时序关联 . 

在 Stage1 内重复该过程 B 次, 并通过跳跃连接与

原输入相加得到平滑的长期姿态序列 

 

 
  

1
out SA in

SA inSA LN

B
L

L

  




Y Y

Y
  (5) 

其中 ,  LN  为 LayerNorm 归一化层 ;  SA  为自

注意力计算; 1
outY 是 Stage1 输出时序特征; B 是超

参数. 随后利用一个时间卷积层融合冗余帧, 将序

列长度从 F 缩减至原来的 1/ 对应较短期尺度时

间片( 3  时, F 从 81 帧缩减至 27 帧, 约 5.4 s), 

同时使用线性映射重塑序列维度 c c   . Stage1

的横向输出为 

 
  2 1

in , outLinear TConv Y Y      (6) 

其 中 ,  / 6 22
in

F J c     Y 且 其 直 接 作 为 Stage2

的 输 入 ;   Linear  是 线 性 映 射 ;   ,TConv   代

表 卷 积 核 大 小 为  、 步 长 为  的 时 间 卷 积 层 ; 

out
KY 为 经 1K  个 阶 段 的 计 算 , 通 过 姿 态 序 列

 1 1/ 6 2
in

K KF J cK       Y 在 Stage K 中计算自注意

力, 得到平滑的短期姿态序列.  

3.3.2  时序特征融合 

在多个时序尺度下 , 将每个阶段纵向输出的

时序特征  1 2
out out out out, , , K Y Y Y Y 进行时序特征融

合, 以学习不同的时序特征. 首先用线性层将不同

时序尺度的三维姿态序列维度统一至 D , 并将序

列长度上采样至 F . 融合了多尺度时序信息的最

终姿态特征定义为 

 
  outConcat UpSample k k

u  Y Y       (7) 

其中,  1, 2, ,k K  ;  UpSampleu  表示上采样率

ku  的 上 采 样 操 作 ;  是 矩 阵 乘 法 ; 

  16 2 /kF J c Dk       表示线性映射矩阵, 2D c

表示 统 一 的 特征 维 度 ;  Concat  表示 级 联 操 作 . 

姿态特征 Y 再经过时序解码生成细化的三维人体

姿 态  Decode Y Y . 其 中 ,  Decode  表 示 时 序

解码, 由一维卷积和线性层实现. 时序解码的维度

变化过程为    6 2 1 3K F J D J         Y Y .  

本文多尺度时空特征融合方法步骤如下.  

Step1. 空间多尺度表征: 

   Step1.1. 将人体骨骼拓扑结构描述为如图 2 所

示的 3 种空间尺度下的人体标记, 通过 1 1 卷积得到 3

种人体标记集合 joint
iT , limb

iT , body
iT ;  

   Step1.2. 通过式(1)标记嵌入将人体标记集合投

影至高维空间, 利用 Transformer 编码器表示 3 种空间尺度

下的人体姿态特征, 再统一特征维度 J c
i

 , 6 c
i

 , 

2 c
i

 .  

Step2. 空间多尺度特征融合. 对 Step1.2 输出的空

间 多 尺 度 人 体 姿 态 特 征 进 行 特 征 融 合 , 通 过 重 复 式

(2)~(4)融合关节点特征、肢体特征、上/下身特征, 得到

初步人体姿态特征 iy .  

Step3. 时序多尺度编码: 

   Step3.1. 将初步人体姿态特征  1 2, , , Fy y y 级

联, 并加入位置嵌入矩阵 tposE , 得到初步三维人体姿态

序列 inY ; 通过交替使用式(5)(6)对该姿态序列进行长短

期 编 码 , 获 得 多 时 序 尺 度 下 的 姿 态 序 列 特 征 out Y  

 1 2
out out out, , , KY Y Y ;  

   Step3.2. 通过式(7)上采样和线性映射融合多尺

度时序姿态序列特征 outY , 再经过时序解码最终输出细

化的三维人体姿态 Y .  

3.4  损失函数 

本文方法的各输入模型以端到端的方式进行
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训练, 并通过平均每关节位置误差(mean per joint 

position error, MPJPE)损失函数 

MPJPE , , 2
1 1

1 F J

f j f j
f j

L
F J  

 
  Y G , 

计算人体姿态估计结果的三维坐标在欧几里得空

间中与真值(ground truth, GT)的均方误差. 其中, 

F 和 J 分别为总帧数和关节点数; ,f jY 为第 f 帧

中第 j 个关节点的预测值 ; ,f jG 为第 f 帧中第 j

个关节点的真实值. 通过在训练过程中不断优化, 

以降低损失并最优化各模型的性能.  

4  实验结果及分析 

4.1  数据集 

本文方法各模型以 2F J X 为输入 , 分别

使用基准数据集 Human3.6M[30]和规模较小的数据

集 HumanEva-I 作 为 实 验 训 练 集 和 测 试 集 . 在

Human3.6M 进行训练与测试时 , 取 17J  , 并使

用 5 名对象(S1, S5, S6, S7, S8)的数据作为实验训练

集, 2 名对象(S9, S11)的数据作为测试集, 训练集与

测试集的划分均与对比方法保持一致. 此外, 本文

还对 Human3.6M 数据集进行以下预处理: 将频率

为 50 Hz 的原始视频下采样至 5 Hz, 以去除高帧率

下的冗余动作, 提升相邻帧间的动作语义丰富度, 

并在训练和测试阶段以水平翻转作为数据增强. 本

文使用 Human3.6M 数据集预训练后的模型, 直接

在 HumanEva-I 测试集(对象 S1, S2, S3, 动作 Walk, 

Jog, Box)上以协议 2 进行评估, 未使用训练集训练, 

以验证本文方法对小规模数据集的泛化性能.  

4.2  评估指标 
本文使用 2 个常见协议作为评估指标: 协议 1

即 MPJPE, 该指标计算估计的三维关节点到真值

的平均欧几里得距离, 对于视频姿态估计来说, 误

差在所有帧上计算平均值; 协议 2 即重建平均每关

节位置误差(pose-processing mean per joint position 

error, P-MPJPE), 是使用普鲁克分析对三维人体姿

态估计结果和真实值进行刚性变换后计算得到的

平均位置误差. 此外, 在 Human3.6M 数据集中还

使用了平均每关节速度误差(mean per joint veloci-

ty error, MPJVE)[31]作为衡量视频三维人体姿态估

计结果流畅程度的评估指标 , 上述所有评估指标

的值越低, 代表方法效果越好.  

4.3  实验设置 
本文实验选用硬件平台为 Intel Core i9-9900k 

CPU @3.60 GHz, NVIDIA GeForce RTX 1080Ti 
GPU  2, 32 GB DDR4 2 666 MHz RAM. 本文方法

基于 PyTorch 框架实现, 在 Human3.6M 数据集上

使用 CPN 提取二维人体关节点, 随后采用 Adam

优化器以端到端方式进行训练 . 初始学习率设定

为 410−4, 学习衰减率为 0.99, 共学习 60 个 epoch. 

本文分别选取输入视频长度 9,  27, 81F  进行实

验, 设置 Batch_Size 分别为 512, 256, 64.  

4.4  估计结果及对比分析 
4.4.1  定量对比分析 

(1) Human3.6M 
表 1~表 3 所示为本文基于 Human3.6M 数据集

的全部 15 个动作, 另以协议 1、协议 2 和 MPJVE

评估指标与其他现有方法估计结果进行定量对比

分析, 并在测试集(S9, S11)上进行测试, 对比方法

的数据来自于原始论文及开源代码复现. 从表 1 可

以看出, 本文方法以 81 帧输入时在多个动作的测

试中均达到最优的表现, 并在 MPJPE 上与对比方

法的对比降低了 0.3 mm. 使用更长的输入可从更

多的时序信息中拟合更精准的三维人体姿态 , 本

文 方 法 以 81 帧 输 入 时 的 MPJPE 低 于 部 分 以

243/351 帧输入的方法, 说明本文方法在利用较短

的输入序列长度的同时仍能获得较好的性能.  

从估计误差明显高于平均值的部分困难动作

(如 Photo, Sit, SitDown, WalkDog 等)的结果来看, 

本文方法以 81 帧输入时在 2 个协议中均达到了最

优值 , 说明本文方法对于困难姿态具备良好的表

征能力 , 能够准确地拟合关节点的三维坐标 . 此

外, 从表 1 可以看出, 本文方法以 81 帧输入时在协

议 1 中的动作 Pose, Phone, Greet 和 Direction 也达

到最优结果; 以 9 帧输入时的 MPJPE 不仅低于所

有 1 帧/7 帧模型, 还在动作 Greet, Photo 和 SitDown

中优于部分以 243/351 帧输入的方法. 表 2 的结果

验证了本文方法以 81 帧输入时在协议 2 中的大多

数动作都达到了最优或次优结果, P-MPJPE 较对比

方 法 降 低 了 2.3%. 而 以 9 帧 输 入 时 在 Sit 和

SitDown 动作上超越了部分以 243/351 帧输入的方

法, 以 27 帧输入时也在 4 个动作上得到次优结果. 

以上结果表明本文方法较对比方法能以较短的输

入获得更高的准确性. 从表 3 可看出, 本文方法与

对比方法以 27 帧输入时的 MPJVE 相比降低了

0.2 mm(约 7.1%), 而以 81 帧输入时的 MPJVE 为

2.4 mm, 较对比方法(243 帧)降低了 4.0%, 证明本

文方法能从有限的时序信息得到更平滑的三维人

体姿态估计结果. 
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表 1  不同方法在 Human3.6M 数据集上协议 1 的 MPJPE 定量对比 

方法 F 
MPJPE/mm 

Dir Disc Eat Greet Phone Photo Pose Purch Sit SitD Smoke Wait WalkD Walk WalkT 平均

Pavllo 等[31] 
1 47.1 50.6 49.0 51.8 53.6 61.4 49.4 47.4 59.3 67.4 52.4 49.5 55.3 39.5 42.7 51.8

243 45.2 46.7 43.3 45.6 48.1 55.1 44.6 44.3 57.3 65.8 47.1 44.0 49.0 32.8 33.9 46.8

Cai 等[21] 7 44.6 47.4 45.6 48.8 50.8 59.0 47.2 43.9 57.9 61.9 49.7 46.6 51.3 37.1 39.4 48.8

Chen 等[6] 
81 42.1 43.8 41.0 43.8 46.1 53.5 42.4 43.1 53.9 60.5 45.7 42.1 46.2 32.2 33.8 44.6

243 41.4 43.5 40.1 42.9 46.6 51.9 41.7 42.3 53.9 60.2 45.4 41.7 46.0 31.5 32.7 44.1

Bai 等[7] 1 43.3 48.2 46.4 48.1 51.8 62.0 46.8 45.8 61.8 66.3 49.8 47.1 52.1 38.7 41.8 50.0

Zheng 等[20] 81 41.5 44.8 39.8 42.5 46.5 51.6 42.1 42.0 53.3 60.7 45.5 43.3 46.1 31.8 32.2 44.3

Wang 等[23] 96 39.9 43.9 41.0 43.4 46.1 53.5 42.1 40.9 55.2 57.7 45.3 42.2 45.5 30.6 31.3 43.9

Tang 等[8] 243 41.3 44.8 42.2 43.0 47.9 55.3 43.4 40.9 58.1 66.5 46.2 44.2 45.2 30.8 31.5 45.4

Yu 等[9] 243 41.3 44.3 40.8 41.8 45.9 54.1 42.1 41.5 57.8 62.9 45.0 42.8 45.9 29.4 29.9 44.4

Li 等[25] 351 40.3 43.3 40.2 42.3 45.6 52.3 41.8 40.5 55.9 60.6 44.2 43.0 44.2 30.0 30.2 43.7

Li 等[10] 81 41.0 45.2 41.2 43.1 45.6 52.7 42.2 42.5 54.4 61.3 45.1 42.8 46.9 31.4 33.1 44.6

本文 

9 45.8 48.3 44.6 45.2 49.5 54.1 46.3 47.3 57.8 64.7 50.1 46.5 49.5 38.1 35.3 48.2

27 41.0 45.9 42.5 42.8 46.9 51.8 43.0 45.6 53.1 60.3 47.7 43.1 45.3 33.7 32.4 45.0

81 38.8 44.5 40.9 41.3 45.2 50.5 41.2 43.8 51.6 57.1 46.1 42.5 43.2 32.5 31.6 43.4

注. 粗体表示最优值, 下划线表示次优值.  

 
表 2  不同方法在 Human3.6M 数据集上的协议 2 的 P-MPJPE 定量对比 

方法 F 
P-MPJPE/mm 

Dir Disc Eat Greet Phone Photo Pose Purch Sit SitD Smoke Wait WalkD Walk WalkT 平均

Pavllo 等[31] 
1 36.0 38.7 38.0 41.7 40.1 45.9 37.1 35.4 46.8 53.4 41.4 36.9 43.1 30.3 34.8 40.0

243 34.1 36.1 34.4 37.2 36.4 42.2 34.4 33.6 45.0 52.5 37.4 33.8 37.8 25.6 27.3 36.5

Cai 等[21] 7 35.7 37.8 36.9 40.7 39.6 45.2 37.4 34.5 46.9 50.1 40.5 36.1 41.0 29.6 33.2 39.0

Chen 等[6] 81 33.1 35.3 33.4 35.9 36.1 41.7 32.8 33.3 42.6 49.4 37.0 32.7 36.5 25.5 27.9 35.6

Bai 等[7] 1 34.1 37.8 36.7 38.9 40.1 47.0 35.5 34.6 49.5 53.2 40.1 36.0 41.3 30.1 34.2 39.3

Zheng 等[20] 81 32.5 34.8 32.6 34.6 35.3 39.5 32.1 32.0 42.8 48.5 34.8 32.4 35.3 24.5 26.0 34.6

Wang 等[23] 96 31.4 34.6 32.2 35.4 35.5 41.3 32.9 31.0 43.2 45.9 36.3 31.4 35.3 23.9 25.0 34.4

Tang 等[8] 243 31.6 35.6 34.4 35.0 36.7 42.5 33.1 31.0 46.5 52.3 37.1 33.5 35.4 24.4 25.0 35.6

Yu 等[9] 243 32.4 35.3 32.6 34.2 35.0 42.1 32.1 31.9 45.5 49.5 36.1 32.4 35.6 23.5 24.7 34.8

Li 等[25] 351 32.7 35.5 32.5 35.4 35.9 41.6 33.0 31.9 45.1 50.1 36.3 33.5 35.1 23.9 25.0 35.2

Li 等[10] 81 31.9 36.0 33.5 35.2 36.1 40.8 32.8 33.0 43.9 49.6 36.9 33.2 36.6 24.8 27.2 35.4

本文 

9 35.3 37.1 39.5 37.5 39.7 42.7 38.7 37.4 44.3 49.6 40.9 35.7 38.7 27.3 31.9 38.4

27 34.7 36.2 38.6 34.9 37.3 36.9 36.8 35.1 41.7 44.8 35.9 32.8 34.3 25.6 25.7 35.4

81 32.8 34.4 35.6 34.7 35.5 36.1 33.5 31.7 40.9 42.8 33.5 30.4 32.7 25.4 23.6 33.6

注. 粗体表示最优值, 下划线表示次优值. 
 

(2) HumanEva-I 
为了验证本文方法对小数据集具有良好的泛

化能力, 将 Human3.6M 数据集训练的模型直接通

过 HumanEva-I 进行评估. 由于 HumanEva-I 数据

集的 Box 动作难度较大且视频质量欠佳, 导致估

计误差相对较高, 因此部分方法舍弃了该动作的

实验数据 , 但本文仍然保留该部分的数据并计算

平均值, 以实现公平对比. 对比结果如表 4 所示,  

可以看出, Cheng 等[32]的模型在 HumanEva-I 训练

集上进行训练, 其在测试集的 Walk 和 Jog 动作上

均取得较好表现 . 而本文方法未在该数据集进行

训练, 仍在对象 S2 的 Walk 动作取得最优结果, 在

S1-Walk, S3-Jog, S2-Box 以及 MPJPE 上取得次优结

果, 优于以上使用 HumanEva-I 作为训练集的部分

方法. 表 4 的对比结果说明, 本文方法不仅能够精

确地表征人体, 而且具有较好的可迁移性, 在小样 
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表 3  不同方法在 Human3.6M 数据集上的 MPJVE 定量对比 

方法 F 
MPJVE/mm 

Dir Disc Eat Greet Phone Photo Pose Purch Sit SitD Smoke Wait WalkD Walk WalkT 平均

Zheng 等[20] 
27 3.7 3.7 3.1 4.1 3.0 3.3 3.4 3.7 2.6 3.2 3.0 3.2 4.3 3.9 3.6 3.4

81 3.2 3.4 2.6 3.6 2.6 3.0 2.9 3.2 2.6 3.3 2.7 2.8 3.8 3.2 2.9 3.1

Pavllo 等[31] 
27 3.4 3.5 2.7 3.9 2.7 3.1 3.1 3.4 2.5 3.4 2.7 2.9 4.2 3.6 3.3 3.2

243 3.0 3.1 2.2 3.4 2.3 2.7 2.7 3.1 2.1 2.9 2.3 2.4 3.7 3.1 2.8 2.8

Chen 等[6] 
27 3.0 3.2 2.3 3.5 2.2 2.7 2.8 3.1 2.0 2.7 2.4 2.4 3.8 2.9 3.1 2.8

243 2.7 2.8 2.0 3.1 2.0 2.4 2.4 2.8 1.8 2.4 2.0 2.1 3.4 2.7 2.4 2.5

本文 
27 2.7 3.0 2.2 3.2 2.5 2.5 2.5 3.0 2.0 2.4 2.1 2.5 3.4 2.9 2.5 2.6

81 2.6 2.8 2.0 3.0 2.2 2.3 2.4 2.7 1.8 2.2 1.9 2.3 3.2 2.7 2.3 2.4

注. 粗体表示最优值. 

 

 表 4  不同方法在 HumanEva-I 数据集上的协议 2 的定量对比              mm 

方法 
Walk Jog Box 

平均 
S1 S2 S3 S1 S2 S3 S1 S2 S3 

Pavllo 等[31] 13.9 10.2 46.6 20.9 13.1 13.8 23.8 33.7 32.0 25.7 

Cheng 等[32] 10.6 11.8 19.3 15.8 11.5 12.2         

Li 等[25] 14.0 10.0 32.8 19.5 13.6 14.2 22.4 21.6 22.5 18.9 

Li 等[33] 12.8 9.7 26.5 16.0 12.2 12.7 14.6 16.9 19.3 15.6 

Liu 等[34]* 13.1 9.8 26.8 16.9 12.8 13.3         

Zheng 等[20] 16.3 11.0 47.1 25.0 15.2 15.1         

本文 12.2 9.4 27.8 18.9 13.2 12.4 25.9 20.7 25.5 18.4 

注. 粗体表示最优值, 下划线表示次优值, *表示使用该数据集训练, 空白表示原论文未提供该数据. 

 
本量的数据集中仍能取得良好的表现 . 以上所有

对比方法的实验数据均来源于原论文. 

4.4.2  定性对比分析 

为更好地验证本文方法对复杂姿态表征的有

效性, 表 5 给出了本文方法与对比方法在 Human3.6M

数据集上估计误差明显高于平均值的部分困难动

作的可视化三维人体姿态估计结果. 从表 5 中的二

维输入图像可以看出, 在执行动作 Sit 时, 受试者

S11 背对摄像机且下半身存在严重遮挡情况, 关节

点分布密集. 对比表 5 所示 GT, 表 5 第 3 列和第 4

列所示对比方法均不能正确估计人体下半身的姿

态, 而第 5 列所示本文方法可以得到相对准确且合

理的估计结果. 表 5 第 2 行的结果表明, 本文方法

对 S11 在 WalkDog 动作中的俯身角度(上下身距离)

以及左手肘弯曲角度有着较为准确的还原. 从表 5

第 3 行的对比可以看出, 对比方法在左脚被自身遮

挡的情况下估计出错误的左脚踝位置 , 而本文得

到的估计结果更接近 GT. 通过表 5 第 4 行的对比

结果看出, 本文方法估计结果的受试者 S9 右手腕

位置以及肩部和手肘形成的夹角均比对比方法更

准确. 表 5 第 5 行 S9 执行 Greet 动作时几乎整个右

半身均被遮挡, 从对比结果来看, 本文方法还原的

右手臂位置更准确. 不适定姿态如表 5 第 6 行的结

果显示, Zheng 等[20]的估计结果右手腕位置错误, Li

等[10]的估计结果右脚踝和右膝位置错误, 本文方

法在上述关节点估计位置更接近 GT. 总之, 本文

方法在严重遮挡(第 1, 3, 4 行)、关节点密集分布(第

1, 2, 4, 5 行)和不适定(第 2, 4, 6 行)的困难姿态时表

现出更高的准确性. 然而, 从表 5 第 7 行可以看出, 

由于受试者 S11 执行 Photo 动作时整条右臂都被躯干

遮挡, 且二维输入有较大误差, 导致本文方法与对

比方法均估计出错误的右手臂位置. 

为进一步验证本文方法对未见过数据的泛化

性能以及估计结果的适用性, 图 3 展示了其对于非

实验室环境下采集数据的可视化估计结果 . 这些

数据均为从互联网下载的人体运动视频(包括高难

度的姿势, 存在背景、光源等干扰), 所选视频涵盖

了各类困难动作, 如滑板速降(结果 1)、运动跑酷

(结果 2)、各式舞蹈(结果 3)等, 所有动作均未在

Human3.6M 数据集中出现过. 

4.4.3  计算复杂度对比分析 

本文通过时空解耦的策略进行时空特征融合,  
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表 5  不同方法在 Human3.6M 数据集上的定性对比结果 

对象-动作 二维输入 Zheng 等[20] Li 等[10] 本文 GT 

S11-Sit 

 

S11-WalkDog 

 

S11-SitDown 

 

S9-Direction 

 

S9-Greet 

 

S9-Phone 

 

S11-Photo 

 

 
不仅提高了人体姿态估计精度 , 还在一定程度上

降低了模型的计算复杂度 . 不同方法的计算复杂

度对比如表 6 所示, 它们均以 81 帧输入进行对比. 

本文方法的总参数量(parameters, P)低于 Li 等[10]

方法, 但比 Zheng 等[20]方法有所增加. 这是由于本

文加入了如肢体、上/下身位置嵌入矩阵等, 增加了

网络需要学习的参数量; 而本文的时空特征融合

策略以及超参数的选取 , 有效地降低了每秒浮点

运算次数(floating point operations, FLOPs). 使用

NVIDIA GeForce RTX 2080Ti GPU 对不同方法的

每秒处理帧数(frames per second, FPS)进行实验, 

结果显示本文方法测试速度最快. 综上, 本文方法

在降低了部分模型计算复杂度的同时 , 保持了更

高的姿态估计精度. 

4.5  消融分析 
4.5.1  时空模型有效性分析 

本文首先分析各模块的有效性以及对整体模

型的性能影响, 结果使用以 81 帧输入时的 MPJPE, 

P-MPJPE 以及 MPJVE 进行评估及分析, 这 3 个指

标衡量模型的精度以及输出视频平滑度 , 它们的 
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a. 定性结果 1                         b. 定性结果 2                          c. 定性结果 3 
 

图 3  互联网运动视频中的定性结果 
 

表 6  不同方法计算复杂度对比 

方法 10−6P 10−9FLOPs FPS MPJPE/mm

Zheng 等[20] 9.60 1.358 270 44.3 

Li 等[25] 4.06 0.392 112 45.4 

Li 等[10] 19.84 3.140 116 44.5 

本文 13.27 0.782 327 43.4 

 
值越低, 表示模型性能越好. 如表 7 所示, Base 为

只使用关节点尺度特征、无特征融合、无时序编码

的基准模型; Rp, SF 和 TE 分别表示空间多尺度表

征、空间多尺度特征融合以及时序多尺度编码模

块; 其中, Base+Rp 模型的空间多尺度特征采取直

接级联的方式进行融合. 从表 7 可以看出, 在 Base

模型加入 Rp 后, P-MPJPE 降低了 1.7 mm(约 4.5%); 

而再加入 SF 后, MPJPE 和 P-MPJPE 分别又降低了

1.7 mm 和 1.6 mm, 证明 Rp 和 SF 可以有效地降低

姿态估计误差; 最后加入 TE, 在进一步降低估计

误差的同时, 大幅降低了 MPJVE(约 11.3%), 有效

地增加了三维人体姿态估计结果的平滑度. 

 
 表 7  各模块消融分析    mm 

模型 MPJPE P-MPJPE MPJVE 

Base 47.2 38.0 2.95 

Base+Rp 46.5 36.3 2.89 

Base+Rp+SF 44.8 34.7 2.74 

Base+Rp+SF+TE 43.4 33.6 2.43 

注. 粗体表示最优值. 

图 4 展示了加入不同模块后的以 81 帧输入时

在 Human3.6M 数据集上的可视化姿态估计结果

(受试者 S11 执行 Eat 动作). 从图 4f 与图 4b, 以及

图 4c 对比的结果可以看出, 加入 Rp 后, 模型对人

体姿态的表征能力有所提升; 再增加 SF 和 TE 后

的三维人体姿态估计结果更加接近 GT. 
 

 
     a. 2D 输入          b. Base          c. Base+Rp 

 
    d. Base+Rp+SF   e. Base+Rp+SF+TE      f. GT 

 

图 4  消融分析定性结果 
 

通过表 7 和图 4 的定量和定性结果对比, 验证

了本文方法的有效性, 提出的 3 个技术要点在提升

姿态估计结果的精度和平滑度上均有重要的作用, 

且结合构建的 3 个模块进行三维人体估计, 能获得

最优的效果.  

4.5.2  空间多尺度有效性分析 

针对不同的人体标记化策略进行消融实验分

析, 以 1-hop/2-hop 邻节点聚合的方式划分出包括
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在 4 种尺度下对应人体标记数分别为 17, 13, 5 和 1

的策略, 以及在 3 种尺度下人体标记数分别为 17, 

7 和 1 的策略. 表 8 展示了不同的空间多尺度表征

策略的姿态估计结果 , 使用以 81 帧为输入时的

MPJPE 进行评估分析, 从表 8 可以看出, 本文所选

取的策略 4 达到最低的 MPJPE, 即性能最优. 策略

1 作为基准只使用单一关节点尺度表征人体姿态.  
 

表 8  人体空间多尺度表征消融分析 

策略 标记数 MPJPE/mm 

1 17 44.8 

2 17, 7, 1 44.2 

3 17, 13, 5, 1 44.7 

4 17, 6, 2 43.4 

注. 粗体表示最优值.  

 

为进一步验证人体空间多尺度特征对三维人

体姿态估计结果精度的影响 , 本文还进行了多尺

度特征融合方式的消融实验, 结果如表 9 所示. 对

比 2 种深度学习中常见的特征融合方式级联和对

应元素相加 , 本文提出的基于自注意力的人体空

间 多尺 度 特 征 融合 方 式 大 幅降 低 了 生 成结 果 的

MPJPE, 证明了该模块的有效性.  
 

 表 9  人体特征融合消融分析     mm  

特征融合方式 MPJPE P-MPJPE 

级联 44.6 34.5 

对应元素相加 46.7 35.9 

本文 43.4 33.6 

注. 粗体表示最优值.  

 
4.5.3  时序多尺度有效性分析 

本文利用人体姿态序列的多尺度时序特征学

习深度信息并平滑姿态估计结果. 表 10 所示为不

同输入序列长度的消融分析.  

总 体 来 看 输 入 视 频 长 度 越 长 , MPJPE 和

MPJVE 越低, 代表模型的精度和输出视频的平滑

度越好, 其中, 81F  时模型达到最好效果. 受限

于硬件性能, 本文未测试更长的输入序列. 由此说

明时序信息能有效地用于模型获取深度信息以及

对视频帧间进行平滑处理.  

 
 表 10  不同输入序列长度消融分析     mm  

输入视频长度/帧 MPJPE  MPJVE  

9 48.2 3.74 

27 45.0 2.61 

81 43.4 2.43 

4.5.4  超参数消融分析 

本文以 81 帧输入为例对超参数的消融分析如

表 11 所示, 以更好地说明模型超参数对实验结果

的影响. 从第 2 和第 3 行以及第 5 和第 6 行可以看

出, 在其他参数一致的条件下, 3B  时的 MPJPE

均低于 2B  与 4B  , 且取 3B  时的模型 P 以及

FLOPs 并未增加太多, 对计算的负担处于可接受

范围内. 对比第 1 和第 3 行可知, 时序多尺度编码

阶段数 2K  时, MPJPE 高于 3K  时, 说明模型

获取的多尺度时序信息不饱和; 对比第 4 行和第 6

行可知, 4K  时 MPJPE 明显高于 3K  时, 说明

模型获取的多尺度时序信息冗余, 且参数量和浮点

运算量也大幅提高, 增加了计算成本. 对比 48c 

与 32c  时, 模型计算复杂度大幅上升, 而 MPJPE

无显著变化. 综上, 最终设置 3K  , 3B  , 32c  .  
 

表 11  超参数消融分析 

超参数 
10−6P 10−9FLOPs MPJPE/mm

K B c 

2 3 32 12.08 0.587 43.9 

3 2 32 9.93 0.602 44.6 

3 3 32 13.27 0.782 43.4 

3 4 48 29.37 1.877 43.6 

4 3 48 29.91 1.910 44.1 

4 4 48 35.98 2.298 44.5 

注. 粗体表示最优值. 

5  结  语 

针对视频输入的三维人体姿态估计存在姿态

表征不精确、特征融合不充分、估计结果不平滑等

问题, 本文通过构建多尺度表征、空间多尺度特征

融合以及时序多尺度编码模块 , 实现了人体姿态

的多尺度时空特征融合 . 空间多尺度表征模块提

取 3 种空间尺度下的人体姿态特征, 提高了复杂人

体姿态的表征能力; 空间多尺度特征融合模块融

合空间多尺度人体姿态特征 , 提升三维人体姿态

估计精度; 针对时序输出不平滑、计算复杂度高的

问题 , 时序多尺度编码模块拟合输入序列中的多

尺度时序信息 , 对三维人体姿态特征进行平滑处

理, 并在一定程度上降低计算复杂度; 最终生成平

滑、精确的三维人体姿态估计结果.  

本文方法能以相对较低的计算复杂度估计得

到较精确且平滑的三维人体姿态序列 , 但使用更

长的输入(如 243 帧、351 帧)时仍受到算力限制. 此

外 , 本文方法对遮挡以及实验室环境下无法采集
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的复杂人体姿态等场景的估计准确性仍有进一步

提升的空间 . 本文后续工作将重点围绕上述难点

展开 , 进一步提高在现实场景中的三维人体姿态

估计精度, 并优化网络结构以降低计算复杂度. 
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