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摘  要: 随着人工智能(artificial intelligence, AI)的高速发展, “黑盒”模型已逐渐展示出逼近甚至超越人类的能力, 尤

其在智能医疗等高风险应用场景中, 其可解释性是用户在应用中信任和理解 AI 的关键基础. 虽然已有工作提供了大

量事前和事后的 AI 可解释方法, 但大都采用通用型解决思路, 未考虑不同用户在不同场景下多维度的理解和信任需

求. 以人为本的 AI 可解释方法能够针对用户实际需求对 AI 模型进行可解释分析, 近年来逐渐受到国内外学者的关

注. 文中聚焦智能医疗应用, 对近 5 年人机交互国际顶级会议的文献进行分析, 回顾现有辅助诊断、辅助用药、未病

预警方面以人为本的 AI 可解释方法及系统, 从决策时间花费、用户专业度和诊疗工作流程 3 个维度梳理和定位可解

释需求的系统性方法, 得出 4 类典型用户画像和对应案例; 并从考虑资源受限、不同用户的多样需求、与现有流程结

合 3 个方面, 为如何设计可解释的医疗辅助诊断系统提出建议. 
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Abstract: With the development of Artificial Intelligence (AI), “black box” models have demonstrated significant 

capabilities that now approach, or even surpass, human performance. However, ensuring the explainability of AI 

is crucial for users to trust and understand its applications in their daily lives, particularly in high-risk scenarios 

like healthcare. Although previous research has introduced numerous direct and post-hoc explainable AI methods, 

many of them adhere to a “one-fits-all” approach, disregarding the multidimensional understanding and trust re-

quirements of diverse users in different contexts. In recent years, there has been growing attention from research-

ers worldwide towards human-centered explainable AI, which aims to provide explainable analyses of AI models 

based on the specific needs of users. This article examines literature reviews published over the last five years at 

top-tier global conferences in the field of human-computer interaction, with a specific emphasis on healthcare. It 

reviews existing human-centered, explainable AI methods and systems used for computer-aided diagnosis, com-
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puter-aided treatment, and preventive disease warning. Based on this review, it explores and identifies explain-

ability needs from three perspectives: decision time constraints, user expertise levels, and diagnosis workflow 

processes. Additionally, the article lists four classic user persona types along with respective examples and pro-

vides suggestions for designing explainable medical diagnostic systems, considering resource constraints, varying 

user needs across different stakeholders, and integration with existing clinical workflows. 

 

Key words: explainable artificial intelligence; clinical decision support system; healthcare; human-AI interaction; 

user experience 

随着算力、算据、算法及机器学习理论的高速

发展, 临床决策支持系统(clinical decision support 

system, CDSS)等人工智能 (artificial intelligence, 

AI)产品的应用极大地提升了临床工作效率与人们

生活质量. 然而, 机器学习算法的性能通常与其可

解释性成反比关系[1]. 特别是目前普遍采用的深度

学习方法虽然能够大幅提升模型性能 , 但其不可

解释的黑盒性质, 导致AI决策结果存在透明度低、

无法回溯等问题[2-3]. AI 决策在医疗领域应用具有

决策风险高、专业要求高和用户种类多等特点, 用

户对 AI 决策易产生不理解、不信任和缺乏掌控感

等困难, 使得 AI 决策日益增长的精度需求与高精

度 AI 难解释间的矛盾尤为突出. 此外, 国内外相

关法律法规也提出对 AI相关产品可解释性的要求. 

例如, 我国在 2021 年 6 月 10 日颁布的《个人信息

保护法》[4]要求个人信息处理者进行自动化决策时, 

应当保证决策的透明度; 欧盟的《通用数据保护条

例》[5]与美国的《美国数据隐私和保护法》(草案)[6]

也对算法透明度和决策可回溯性提出对应要求 . 

因此, 可解释 AI(explainable AI, XAI)已成为国内

外研究的热点方向之一[7].  

近年来, 虽然已有大量针对黑盒 AI 的可解释

分析方法[8], 但是实际应用中的 CDSS 等 AI 决策

系统仍存在透明度低的问题 , 难以真正应用于临

床[9]. 这是由于传统的“一套解决所有”的方法无法

满足不同场景中不同用户的需求 [10-11], 需要通过

以人为本的思想对 AI 的临床决策提供适度且适量

的解释, 解决用户需求千人千面的问题. 由此, 以

人为本的 XAI 系统设计及应用逐渐成为近年来人

机交互领域中 ACM CHI Conference on Human 

Factors in Computing Systems (CHI)和 ACM Con-

ference on Computer-Supported Cooperative Work 
and Social Computing (CSCW)等顶级学术会议广

泛探讨的问题之一, 相关工作涉及不同的疾病(如

帕金森病[12]、急性心肌梗死[13]等)、不同的数据模

态(如文字[14]、图像[15]、语音[16]等), 以及不同的应

用场景(如图像辅助分析[17]、病情辅助诊断[10]、用

药建议[18]等).  

目前 , 已有工作主要针对特定场景中的智能

医疗 AI 应用进行优化改进, 但缺少可梳理医疗场

景 AI 可解释需求的系统性方法, 即在何时何地提

供解释、提供何种解释以及如何提供解释. 因此, 

本文收集、整理并分析了近 5 年发表于 CHI 和

CSCW 上与 CDSS 相关的文献, 系统地梳理了不同

用户在智能医疗应用的可解释需求; 从决策时间

花费、用户专业度和诊疗工作流程 3 个维度进行展

开相关综述, 三者分别决定了“2H2W”问题, 即提

供解释的数量 (how much)、类别 (what)、地点

(where)和方式(how); 介绍了如何将该方法应用于

CDSS 的 AI 可解释设计, 并针对可解释需求和典

型用户画像进行象限分析; 最后为后续设计可解

释 CDSS 提出建议. 

1  相关工作 

1.1  XAI 技术 
XAI 技术最早可以追溯到 20 世纪 70 年代的专

家系统[19], 从 20 世纪 80 年代的贝叶斯网络[20]到

21 世纪的推荐系统[21], 它一直对如何理解 AI 起着

举足轻重的作用 [22]. 当前 , 随着机器学习和深度

学习技术的快速发展 , 虽然模型精度提升到前所

未有的高度, 但通常情况下精度与可解释性成反比

关系[1], 两者陷入“性能-可解释性交易”的关系[11], 

而深度学习处于性能的最高点和可解释性的最低

点. 因此, 伴随深度学习方向一起发展的还有 XAI

技术, 如图 1 所示, 在 https://dblp.org 网站搜索题

目中包含“explainable AI”或“explainable artificial 

intelligence”的文献, 其数量从 2017 年的 11 篇一

路上升至 2023 年的 565 篇, 近年来, XAI 在医疗

领域中的研究也有大幅上涨[8]. 
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图 1  2013—2023 年 XAI 论文发表数量 
 

早期, XAI 有 2 个主流的英文术语: Explainable 

AI 和 Interpretable AI. 学者一直未能统一这 2 个概

念的差别与意义[23], 但两者的共识部分是 XAI 是为

了让人们更好地理解模型或算法[11]. Yarmand 等[24]

对 Explainability 和 Interpretability 这 2 个词给出定

义, Interpretability 是将抽象概念(如分类类别)映射

到人类可以理解的领域, 而 Explainability 是将模型

决策链接到人类理解[25]. 基于此, 较为主流的观点

认为: Interpretable AI 多指本身就可以被解释的白

盒模型, 而 Explainable AI 指用于解释黑盒模型的

方法[26]. 近年来, XAI 已经更多地采用 Explainable 

AI 的表述, 而 Interpretable AI 则成为其中的一个

子集. 因此, XAI 可根据解释的类型分为“直接解

释的模型”和“建模后解释的模型”2 类.   

1.1.1  直接解释的模型 

自身可被解释的白盒模型被称为直接解释的

模型, 如决策树、线性回归等[8]. 该类模型可以通

过统计学或可视化方式归纳出其规律 , 并以直观

的方式帮助人们理解其作出决策的原理. 因此, 该

类模型也是模型相关的可解释方法 , 即一种解释

方法对应一种特定模型. 直接解释的模型可用于一

些规律简单的场景中, 如决策树可用于心理测试评

分中, 但通常情况下无法适用于较复杂的场景[25].  

1.1.2  建模后解释的模型 

建模后解释的模型指对本身不可解释的黑盒

模型进行解释的一类方法, 通常是模型无关的. 由

于其解耦了可解释模型与原模型 , 因此具有更好

的普适性. 该方法分为局部解释和全局解释 2 类. 

局部解释旨在揭示一个具体推理例子时 , 模型为

何会做此推断 , 帮助人们判断该预测是否值得信

任, 如不同特征的贡献值等; 全局解释则从算法整

体的角度解释算法习得的知识和能力 , 帮助人们

理解算法的性能和不足 , 如分类问题中模型认为

某一类别有什么特征.  

(1) 局部解释  

局部解释可以帮助人们了解不同特征对结果

的影响程度. 如在金融场景中, 信用卡申请失败的

用户 , 可以通过局部可解释得知他的哪一项数据

(如银行卡数量)对该结果影响最大, 以及改变后是

否会改变申请结果. 局部解释设计的基本思想为: 

若要知道模型在具体实例中如何判断, 那么这个问

题就可以转变为每个特征对判断结果的影响. 所以

该方法一般是通过对特征进行移除或改变, 了解该

特 征 对 结 果 的 影 响 程 度 . Ribeiro[27] 提 出 的
LIME(local interpretable model-agnostic explana-
tions)是局部解释的一种代表性方法, 它首先通过

随机扰动生成扰动样本 , 再利用扰动的样本和该

样本在模型中预测的结果形成一个新的数据集 , 

然后在这个新数据集上训练一个局部线性模型来达

到可解释[28]. 因为 LIME 可以用于各种不同模型, 

并识别其决策影响最大的输入区域 , 所以很受欢

迎. 另外一种代表性方法是 2017 年 Lundberg 等[29]

提出的 SHAP(Shapley additive explanations), 根据

博弈论中的沙普利值得出 . 沙普利值通过计算合

作中各贡献者对集体的贡献度作为利益分配的参

考值, SHAP 将模型中各特征模拟为各贡献者来计

算它们对集体的贡献度 . 因为有严格的数据证明

基础, 理论上保证了 SHAP 的有效性, 但因其计算

量大被很多学者认为效率较低.  

(2) 全局解释 

与局部解释不同 , 全局解释是解释整个模型

的归因思路, 而不是某个样本或部分样本, 如用于

说明某区域房价与不同特征(如周围商圈数量)的

关系, 帮助理解模型并判断是否正确归因. 全局解

释的一种常见思路如下: 用黑盒模型预测的预测

标签替换原数据集中的标签, 生成新的数据集, 并

对该数据集训练一个自身可解释的代理模型(如决

策树、基于规则的模型等). 全局解释可以大致解

释模型的决策思路 , 但因为学习了黑盒模型的知

识而不是原始数据集, 所以存在不准确性. 其中代

表性方法是知识蒸馏 [30], 通过迁移学习的思路 , 

将结构化的逻辑规则转入神经网络的权值中 [31], 

实现将烦琐模型中的知识提取到简单可解释模型

中的目的.  

1.2  CDSS 
CDSS 是帮助使用者更好地做决策的一种计算

系统[32], 也是辅助诊断的一种常见形式, 其将医学

知识与患者数据融入算法中, 系统通过患者的信息

进行推断并给出相应的建议, 以提升诊疗的质量与

效率. CDSS 通常用来解决 3 种任务: 辅助医生对患

者进行病情诊断[33]、提供用药方案或治疗建议[34]和

预警未发生但高可能的病症或用药的预期结果[35]. 
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CDSS 有时作为独立软件出现, 有时为了更好地融

入医生已有工作流程, 被嵌入到医院的电子医疗信

息(electronic medical record, EMR)系统中[36-37].  

CDSS 最初多以基于规则或基于经验的形式

出现, 其从医生或医学文献中获得经验和知识[38], 

并基于此进行设计. 1986 年问世的 DXplain[39], 基

于因特网对患者输入的病情描述与诊断结果进行

简单的匹配 , 但基于医疗知识与经验的方式难以

适应时常更新的医疗知识 , 也难以解决经验未涉

及的案例 . 由此 , 基于机器学习和深度学习的

CDSS 在相应技术发展后逐渐面世[40]. 近年来, 随

着 ChatGPT 的成功应用, CDSS 开始尝试利用大数

据训练大模型以达到更好的模型性能. 然而, 由于

CDSS 的设计工作仍然是以算法人员为主的团队进

行, 因此优秀的模型性能很难直接赋能医疗产业, 

技术与应用之间的缺口需要由人机交互技术填补[41], 

最终达到 Osheroff 等[42]提出的 CDSS 设计的目标“5

个正确”: 对正确的人, 在工作流程正确的时间点

里, 通过正确的途径, 以正确的形式, 提供正确的

信息.  

1.3  CDSS 在人机交互领域的挑战 
虽然 XAI 已经得到了很好的发展, 但在实际

临床中应用仍面对重重困难 . Abdul 等 [22] 和

Doshi-Velez 等[43]认为, XAI 不再受制于算法的发

展, 而是缺少对于人本因素的考量, 从而产生可用

性和可解释性差的问题; 并进一步引发透明度低、

信任度低、可回溯性低和公平性难考量等问题 [5]. 

在人机交互领域 , 一套适用所有场景的解决方案

不再适用于大部分场景 [11], 需要考虑场景与用户

需求的复杂性, 从而设计以人为本的系统.  

CDSS 作为医疗场景中的主要应用类型之一, 

自然也不例外[44-45]. (1) 因为需要辅助决策者做决

策, 所以如何让用户对系统产生信任 [41]是其面临

的第 1 个人机交互问题. (2) 由于医疗领域的决策

风险很高, 而大部分 AI 都不能保证 100%的正确

率, 且不能为人类的决定负责, 因此不能让用户对

CDSS 产生过度依赖, 避免本身可以辨别但因盲目

信任 AI 而导致决策错误的情况, 适度的信任才是

CDSS 需要追寻的目标[46]. (3) 医疗场景中涉及很

多不同的利益相关者, 如资深医生、新手医生、护

士、看护、患者和患者家属等, 他们有些需要专业

深入的解释, 有些需要浅显的告知, 又或是简单的

二次确认. 由于一款 CDSS 经常要为不同利益相关

者提供服务 , 因此它应该根据不同用户的不同需

求给出对应解释[47-48]. (4) 医疗系统中的人员有固

有解决问题的方式和工作流程 [10], 给出的解释需

要以他们习惯的方式提供 , 并保证提供的帮助比

造成的应用负担(不符合认知水平的理解负担、需

要占用较多额外时间查看的时间成本等)大, 才能

真正被应用并提供价值 . 除了上面提到的问题 , 

如何处理医疗人员与 AI 提供的预测发生冲突的

情况[49]、如何让用户快速了解其 CDSS 模型的能

力和不足[50]、哪些相关信息是可以补充哪些是应

该舍弃的 [51]等, 都是人机交互领域非常关心的实

用问题.  

2  以人为本的 CDSS 

本文检索了近 5 年人机交互领域中 CHI 和

CSCW 上与 CDSS 和 XAI 相关的工作, 以标题中含

有关键词“Healthcare”或出现在“Healthcare”相关板

块中且摘要与 CDSS 相关为搜索条件, 共收集 100

余篇文献. 其中, 以内容主体是 CDSS设计或创新, 

并包含一定对可解释需求的探索为条件 , 筛选相

关工作至 21 篇列入综述案例, 剔除了网络社区对

心理健康的影响等“泛 Health”主题相关工作; 剔除

了不涉及系统开发或设计只有定性调研的工作 , 

该部分主要集中在 CSCW 会议中, 不被作为案例

分析 , 但相关工作启示会被包含在可解释需求分

析中.  

近年来, 人机交互领域的 CDSS 可解释相关工

作大部分围绕辅助诊断展开 , 其他少量工作是关

于辅助用药和未病预警. 在数据类型上, 得益于计

算机视觉领域和自然语言处理 (natural language 

processing, NLP)领域相关技术的高速发展 , 多

数 CDSS 以图像和多模态数据为主 , 其他数据形

态包含文本和可穿戴数据等 . 表 1 所示为将 21

个综述案例 [10,13-15,18,24,41,49-50,52-63]按照任务类型进

行分类, 并根据数据类型、应用场景和目标用户进

行划分, 对其可解释需求进行简单介绍.  

3  CDSS 中的可解释需求与典型应用 

CDSS 中, 以人为本的可解释问题有很多种类, 

单一 CDSS 工作只会涉及其中一部分. 本文归纳其

共性并总结出拆解需求的参考方向, 帮助其他学者

分类和理解现有工作, 以及梳理和指导未来工作. 

最终, 本文提炼出 3 个拆解 CDSS 可解释需求的维 



第 5 期 宋淑超, 等: 以人为本的可解释智能医疗综述 649 

 

     
      

表 1  近 5 年以人为本的可解释临床决策系统简要介绍 

任务 数据类型 系统名称 应用场景 目标用户 可解释相关需求 

图像 
Prostate cancer grade 
predictions[50] 

前列腺癌 病理学医生 
是否患病为无理解偏差的分类问题 , 但严重程

度的可视化表达在不同用户的理解中存在偏差

图像 
AI detection of diabetic 
retinopathy[52] 

糖尿病视网膜  

病变  
眼科医生 

当对 CDSS 提供的预测结果形成固化偏见时, 对

后续接收的信息缺乏吸收和思考 

图像 SMILY[15] 体液和组织分析 病理学医生 如何提供医生认为“相似”的案例图像 

图像 
Assertiveness-based 
BreastScreening-AI[53] 

乳腺癌 医生(新手和专家)
不同肯定性语气的解释是否影响不同知识储备

的医生的信任与判断 

图像 NaviPath[54] 癌症诊断 病理学医生 
对于需要放大上千倍看图像的场景, 如何判断哪

些区域是有价值的以及如何告知医生 

图像 Eye disease diagnosis[55] 眼部疾病 病理学医生 
专家对于困难案例存在意见不同的情况, 通过提

供专家裁决的讨论是否可以提升对问题的理解

图像 CheXplain[56] 胸部 X 光片 内科、放射科医生
如何通过XAI做出决策, 如何通过交互让其更好

地理解对诊断结果的解释 

图像 
Contouring learning 
platform[24] 

放射肿瘤科 新手医生 
实习医生需要执业医生的指导和纠错来快速进

步, 如何在练习平台融入可解释的交互反馈 

文本 
Data-driven DST predic-
tions[14] 

神经病学、精神

病学、临终关怀
医生 

AI 给出错预测时, 如何辅助医生根据自己的判

断做出正确预测(是否该相信 AI 的决策) 

时序数据 
Sleep stage classifica-
tion[49] 

睡眠阶段分析 睡眠专家 
很多分类任务的标签存在意见冲突, 将这些冲突

告知并解释给决策者是否会改变其表现 

可穿戴数据 
Remote Gait Assess-
ments[18] 

多发性硬化的走

路障碍 
医生 

对于需要长期观察和用药的场景, 如何收集可穿

戴设备数据并以合适的方式呈现, 让医生更好、

更快地了解并给出建议 

多模态 
Early decision aid to 
diagnose in an Intensive 
Care Unit[57] 

重症监护室 医生 
除给定解释外, 希望提供辅助解释帮助判断 AI

的能力, 如原始数据、归因是连续或独立等 

多模态 
AI-based decision support 
system[58] 

中风运动评估 
医生、 

外行人士 

外行人士比医生更容易过度依赖 AI 的结果和

解释  

多模态 OralCam[59] 口腔疾病 
需要口腔诊断的普

通用户 

用户进行口腔疾病初筛时, 需要了解疾病预测的

哪些相关信息和辅助知识 

多模态 Dr.AI & Dr.XAI[13] 急性心肌梗死 医生、护士、护理 提供解释是否会增加信任 

多模态 Brilliant AI Doctor[60] 综合性诊断 临床医生 
在快速问诊的场景中, 如何提供清晰的解释和相

关信息让医生产生适当信任并理解 

辅助

诊断 

多模态 
Chatbot-based symptom 
checker[61] 

全病诊断 普通用户 
诊断机器人提供医生式的说话方式和非医生式

的解释, 增加系统的透明度和用户的信任 

结构化数据 AT Planner[62] 
抗抑郁症停药期

用药方案 

医生、护士、实习

医师 

停药期过程长且涉及较多利益相关者, 因缺少基

于标准的用药方案, 难以给出统一的预测和解释

多模态 
AI-generated treatment 
insights for Type 2 dia-
betes[41] 

糖尿病 

医生、护士、医生

助手、药剂师、看

护 

对于机器生成的启示, 医疗人员是否认为有价值

以及哪些启示有价值, 能否产生合适的信任 

辅助

用药 

多模态 
DSTs in antidepressant 
treatment decisions[63] 

抗抑郁症 
医生、护士、住院

医师 

用药建议为非常用药物时 , 对决策不熟悉不自

信, 需要更多解释 

未病

预警 
多模态 

VAD decision proc-
esses[10] 

心室辅助装置副

作用预测 
中级和资深医生

医生需要知道是否用 AI 的决策, 分别对后续病

情有怎样的影响 
 

度: 决策时间花费、用户专业度和诊疗工作流程, 

并分别影响了 CDSS 可解释中的 2H2W 问题. 

3.1  基于决策时间花费 
2021 年, 在 CHI 上, Jacobs 等[63]在关于抗抑郁

症的辅助用药 CDSS 中, 根据用户研究提出不要让

医生决定看什么、相信什么解释, 而是提前为他们

筛选好可以相信的解释 . 虽然该工作到如今只有

3 年的时间, 却似乎与当前的主流看法相悖. 当前, 

学者认为, CDSS 应该退回到助手的角色[64], 把全

局信息和辅助判断信息(如置信度)给到医生, 让医

生自行了解 AI 的能力, 并判断哪种情况可以信任

AI. 这种观点上的冲突使得本文对两者进行进一步

探索, 发现其前提条件存在差异: 在 Jacobs 等[63]研

究中 , 该洞见是出自决策时间非常紧张的决策者

口中 , 而目前的主流观点大部分是未考虑决策紧

迫度这一因素的.  

在表 1其他工作中也得到验证后, 本文归纳第

1 个拆解 CDSS 的维度为决策时间花费, 即决策者

在现有工作流程中, 做该决策时花费的时间; 并默

认可解释 CDSS 的加入不能大幅改变现有流程所
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花费时间 , 否则将会因适应成本过大而失去可用

性. 决策时间花费与决策紧迫度和决策难度相关: 

一方面 , 对于急诊科或对生命威胁较大的疾病的

患者, 需要在紧迫的时间内做决策, 而对于一些慢

性疾病或对生命威胁较小的疾病的患者 , 则时间

紧迫度相对较低; 另一方面, 对于诊断较为简单的

疾病, 可能通过较少的检查和时间就可以确诊, 但

有些复杂的疾病的诊断 , 则需要更多的检查和更

多轮的讨论, 这些都会影响决策时间花费. 决策时

间花费会影响解释的数量(how much), 越多的决

策时间在设计时可以提供的解释数量就会越多.  

对于决策时间花费这一维度 , 通过列举决策

紧迫度不同的 3 个典型案例, 以直观地感受该维度

对 CDSS 中解释部分的影响.  

(1) Yang 等[10]指出, 在美国, 关于人工心脏安

装建议的 CDSS 在实际应用中几乎都失败了, 通过

调研发现 , 在做该决策的资深医生的工作流程里

几乎没有机会使用电脑, 更无从谈起使用 CDSS; 

于是他们通过用户研究探寻适合融入该 CDSS 的

机会 , 发现这些关乎生命安全的重大医疗决策通

常会召开专门的会议来确认方案 , 而会上聚集几

乎所有与该决策相关的医护人员 , 从主治医师到

住院医师、从护士到护工等. 最重要的是, 在 Yang

等调研的 3 家医院中, 因为会议上一般以患者在

EMR 系统中的信息作为辅助供大家讨论, 所以这

次会议是唯一一个资深医生离电脑很近的场景 , 

将人工心脏的安装建议嵌入该系统似乎是最可能

让资深医生在已有工作流程中看到的方法; 但该

会议涉及人员众多且时间短 , 如何提供精简的解

释成为了新的挑战 . 在与医护人员进行访谈后发

现, 他们似乎都对接触过的 CDSS 持消极态度, 这

是因为过去的 CDSS 缺少使他们信服的有价值的

信息 , 他们希望该系统能够借助丰富的数据库提

供不同于医护人员已有的角度的信息 . 基于对工

作流程和时间稀缺的考量 , 人工心脏的安装建议

被嵌入到 EMR 系统的右上角(如图 2a 红色字体所

示), 以与系统其他基础信息统一的形式降低医护

人员对 CDSS 已有的抵触情绪和对自己权威被质

疑的担心. 通过可视化手段, 简化了信息接收的认

知成本 , 并通过曲线的变化直观地体现了安装人

工心脏的相对风险 . 该工作针对既定工作流程难

以撼动并时间稀缺的情况 , 参照泛在计算的概念

提出“Unremarkable AI”设计方法 , 并通过用户访

谈证明了其有效性.  

(2) 与美国对比, 中国的问诊似乎普遍存在着 

 
a. VAD decision processes[10] 

 
b. Brilliant AI Doctor[60] 

 
c. SMILY[15] 

 

图 2  将决策时间花费作为设计考量的 3 个典型 CDSS 
 

更高的决策紧迫度 , 中国农村因为医疗资源更加

紧张, 决策紧迫度比大环境只增不减. 2019 年, 面

向农村医疗场景的 CDSS 智能助手 Brilliant AI 

Doctor 问世, 但却没有真正赋能农村诊疗; 在其问

世半年后, Wang 等[60]对首批 6 家使用该系统的医

院中的 22 名医生进行调研, 发现其中存在的巨大

冲突: 农村诊疗中医患比极低, 同时还存在很多需

要开证明转到上级医院的需求 , 医生每天需要以

极快的速度进行患者的面诊; 但在设计 CDSS 时, 

学者预期了时长约 10 min 的会诊, 以及多项步骤

以期形成闭环 , 包括对患者问询、电子健康记录

(electronic health record, EHR)系统的信息录入、做

出诊断决策、将诊断决策录入系统、做出治疗决策、

将治疗决策录入系统和再次与患者沟通 . 而现实

情况是 , 医生完成诊断每位患者的平均用时只有

2~4 min, 因此他们不得不多任务并行 , 将录入系

统与询问或做决策同时进行 , 甚至将询问与做决

策也压缩到同一时间进行 . 在这样的多任务并行

且高度集中在 EHR 系统的情况下, 医生很难仔细

查看或思考 CDSS 在同界面给出的辅助信息(如图

2b 的 Section B 所示), 吸收辅助信息的耗时已远远
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高出自己做决策的时间成本 , 所以几乎没有医生

使用 . 受此启发 , 本文将决策的紧迫度列为设计

CDSS 的首要考虑点, 当医生没有时间查看时, 其

他设计再精巧也无用武之地.  

(3) 与前 2 个决策时间紧张的案例相反, 医生

思 维 的 相 似 图 像 (similar images like yours, 

SMILY)[15]是针对病理学医生设计的一款基于交互

的图 像 内容 检索 (content-based image retrieval, 

CBIR)系统. 与问诊医生相比, 病理学医生的时间

相对自由 , 所以节制的解释数量不是该应用的设

计重点; 相反, 对于图像检索类的 CDSS, 计算机

天然具备比人类更快、更精细的检索能力和更大的

对比数据库, 所以在该应用中, 如何提供翔实且扎

实的解释成为首要目标. 实际诊疗中, 病理学医生

常需要相似病例图像做参考, 但大部分 CDSS 提供

的相似图像都是以模型认为相似的方式(基于视觉

相似度)提供 , 与医生认为的“相似”存在出入 . 因

此, Cai 等[15]通过医生对相似的认知和需求发现, 

医生一般会锁定图像局部的图案结构(对应某些病

理特征)来查找相似的参考图像; 但在查找的过程

中需求也会发生变化 , 有时会在全局信息和局部

信息之间切换; 最关键的是, 医生认为的相似大多

基于语义和病理 , 而图案结构只是这些知识的外

化形式. 基于此, SMILY 系统通过深度学习技术将

图案结构与病理知识进行映射, 并设计了 3 种交互

方式帮助医生搜索需要的相似图像: 圈出关注区

域进行搜索、选择结果中认为有用的例子进行二次

搜索、通过对病理学相关知识关联度的调节搜索

(如图 2c 所示). 该工作从可用性、理解度、使用意

愿等多方面, 验证了其有效性和价值.  

3.2  基于用户专业度 
医疗场景中, CDSS 涉及很多不同的利益相关

者, 如资深医生、新手医生、支撑部门医生(如药

剂师和麻醉师)、护士、看护、患者、患者家属等, 

不同用户由于专业知识背景不同 , 对解释的理解

也会有差异, OralCam[59]是一个面向普通用户的口

腔病症检测软件, 并提供了可视化的诊断解释(如

图 3a 所示). 在可用性测试中发现, 因为提供的解

释内容并非针对外行用户 , 而是需要一定医学背

景知识作为支撑 , 所以用户虽然建立了信任但表

示难以理解解释内容. 相对地, Cai 等[50]在前列腺

诊断预测系统中发现 , 病理学医生希望提供更多

关于模型的全局信息 , 如其优劣势和整体设计目

标, 以更好地了解模型的能力, 便于做出更好的判

断, 该工作中的用户专业度较高, 平均问诊年限为

10.8 年, 并且要具备一定计算机基础. 
 

 
a. OralCam[59] b. Assertiveness-based 

BreastScreening-AI[53]
c. Contouring learning platform[24] 

 

图 3  将用户专业度作为设计考量的 3 个典型 CDSS 
 

基于此, 本文归纳出第 2 个拆解 CDSS 的维

度——用户专业度 , 即决策者本身的专业知识储

备; 并默认当所提供的解释超出决策者知识储备

时, 会出现理解成本过高而难以理解, 而提供的解

释远小于决策者专业储备时 , 会出现无法满足其

解释需求的情况 . 用户专业度与用户的职业及其

职业经验年限有关 , 职业背景与该决策匹配度越

高、职业年限和职位越高时, 用户专业度相对较高; 

反之, 则相对较低. 用户专业度决定了解释的类别

(what), 应选择与决策者背景知识相匹配的解释.  

对于用户专业度这一维度 , 本文列举根据专

业度不同调节解释口吻和为专业度较低的医护人

员设计 CDSS 的典型应用. 

(1) 资深医生和新手医生因为知识和经验的
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差异 , 在工作中得到其他医生的意见往往存在不

同. 资深医生一般是与其他资深医生讨论病情, 得

到的都是建议性语气的意见; 而新手医生往往是

向资深医生请教, 得到的建议一般是肯定的、教育

性的语气. 归因理论认为, 当行为与期望的结果一

致时, 人们更容易关注自身的需求; 否则, 会去外

界寻找更多信息来决定行为. Calisto 等[53]从该理

论得到灵感, 提出当 CDSS 对医生提供建议的语气

不符合他们日常的预期时 , 医生是否会因此减少

信任从而向外寻找解释? 基于此, 通过 NLP 技术

将中性的解释转变成带有不同肯定程度语气的解

释, 再根据医生的专业度给出对应的解释(如图 3b

所示); 通过定性与定量验证发现, 对不同专业度

的医生给出对应肯定语气的解释 , 使医生对系统

在信任度、理解度和吸引力等方面都有显著提升.  

(2) 来自加利福尼亚大学圣迭戈分校的 Yarmand

等[24]受到认知心理学的启发 , 通过模拟学徒制学

习模式提升了实习医生的技能锻炼效率 . 学徒制

学习模式是认知心理学中的一个理论 , 认为学习

者通过密切监督专家的行为方式获得相关技能和

知识是一种效率很高的学习模式 , 也是实习医生

学习高度专业化的项目中常见的课程形式; 实习

医生往往通过观察教员制定的工作流程获得医疗

技能, 然后重新构建自己的流程. Yarmand 等还发

现, 放射肿瘤病的实习医生需要通过学习软件, 练

习用等高线轮廓绘制准备放疗的肿瘤 , 但在调研

的场景中 , 实习医生很难获得资深医生在学习软

件上的指导, 使得学习效率很低; 于是, 他们通过

收集医生数据, 对该学习软件进行优化(如图 3c 所

示): 对比实习医生绘制的等高线轮廓与专家轮廓

的重叠程度 , 对绘制过度和欠缺的轮廓区域提供

具体指导 , 以及对肿瘤的长期毒性和附近器官的

风险提供深度解释. 该工作通过 3 种验证方法, 证

明了其可提升实习医生独立使用学习软件的效率. 

除了上述典型应用外, 针对医疗场景中不同利

益相关者应该提供不同理解背景的解释信息, 经常

作为一条启示或未来工作出现在相关研究上[48]. 

3.3  基于诊疗工作流程 
人机交互领域主张泛在的交互 , 并认为只有

融入生活和工作本身才能更好地被应用 , 这在时

间稀缺的医疗领域更是如此 , 所以要以决策者现

有的诊疗工作流程做参考, 设计 CDSS 与其可解释

部分. 在 Yang 等[14]探索如何让医生根据自己的判

断决定是否要听取 AI 意见, 并做出正确预测的研

究工作中 , 他们参考医生日常听取他人建议时的

处理流程——通过查阅相关文献辅助决策 , 基于

GPT-3 搜索相关文献并高亮相关论据 , 并以如图

4a 所示融入日常 EHR 系统的方式呈现给医生, 验

证了该方法的有效性和接受度.  

对此, 本文归纳第 3 个拆解 CDSS 的维度: 诊

疗工作流程 , 即根据决策者本身工作中处理该情

况的方法 , 将其融入诊疗的工作流程 ; 并默认当

CDSS 提供的可解释未结合本身的诊疗流程时, 则

会因适应新工作流程产生的时间精力成本而被放

弃使用. 需要注意的是, 诊疗工作流程不是像前 2

个维度一样是“多”或“少”的衡量值, 而是定性的考

虑项. 梳理该维度时, 可以请求对目标用户的工作

流程进行实际观察, 或通过访谈等形式, 了解其本

身如何做决策以及相关的工作流程 . 诊疗工作流

程决定了解释的地点(where)和方式(how), 即在工

作流程的哪个节点、用什么方式提供解释.  

通过基于不同诊疗工作流程的典型案例 , 展

示研究者如何根据应用场景的诊疗流程进行个性

化设计. 

(1) Yang 等[10]关于“Unremarkable AI”的设计

方法在 CHI 2019 上获得最佳论文奖项, 该研究引

起人机交互领域对医疗场景中工作流程的关注 , 

在何时何地(when and where)提供预测和解释也成

为高频讨论的话题 . 除了提出让新设计贴近原有

工作流程外, 他们也在验证环节提出了新问题, 有

些信息在融入原有流程时遇到了很大困难 , 但又

确实有展示的必要性 . 那么如何衡量最佳的融入

程度 , 什么条件下可以在原有流程外创建新的流

程, 都是目前还未解决的挑战.  

得益于计算机强大的计算能力和速度 , 对于

原本多用显微镜观察的病理学场景 , 也可以很好

地通过计算机呈现并替代其中的重复性工作 . 如

用于癌症诊断的肿瘤切片图像, 有着与 4K 屏幕分

辨率一个数量级的超高分辨率(4 096 × 2 160 像素), 

怎样在如此高分辨率的图像中寻找有价值的区域

来辅助诊断是病理学医生面对的一个难题. Gu 等[54]

通过以人为本的设计方法 , 探究医生本身面临相

同问题时的工作流程 , 发现了他们处理对应问题

的几种共性方式——先整体查看图像再放大看细

节 , 然后根据图案结构先整体寻找一遍再细致过

筛避免遗漏; 模仿医生实际的工作流程, 他们设计

出 NaviPath 系统(如图 4b 所示). 该系统对搜索的

问题区域提供可视化导航与跳转 , 每部分的判断

依据(概率、置信度、显著图等), 以及可根据属性

调节的定制化搜索等 , 为如何以人为本地解决图 
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a. Data-driven DST predictions[14] 

 
           b. NaviPath[54]              c. CheXplain[56] 

 

图 4  将诊疗工作流程作为设计考量的 3 个典型 CDSS 
 

像导航和大分辨率图像搜索问题提供了参考. 

(2) 胸部 X 光片分析系统 CheXplain[56](如图

4c 所示)中, 以医生理解的方式提供了可视化的判

断依据、相似相反病例等, 大幅提升了医生对解释

的理解度. 但通过用户研究发现, 只有专家会在现

有工作流程中包含看该类胸部 X 光片的步骤, 而

初级医生和中级医生的工作流程中则不会有 , 所

以在面向后者的实际应用中也存在困难. 另外, 在

糖尿病 CDSS 的研究中, 医生反馈机器生成的诊断

解释对他们是有帮助的, 但很难在正式问诊有限的

时间内参考这么多信息, 建议将其嵌入到预问诊阶

段(阅读患者病例等相关信息), 然后进行正式面诊.  

4  CDSS 可解释的设计建议 

以人为本的 XAI 思想提供了解决 AI 模型信任

与应用难题的可行性 , 但其具体实践仍面临严峻

挑战. 突出问题是: 与以算法为中心的工作相比, 

以人为中心的研究缺乏严谨可遵循的逻辑框架 , 

研究人员只能在技术发展的同时探索人类更多的

可能和边界. 因此, 本文根据已有的相关工作, 从

3 个维度分析可解释 CDSS 需求, 旨在梳理出一套

系统、全面的指导建议, 尽可能覆盖目前研究面临

的潜在挑战问题, 帮助研究人员在设计 CDSS 时可

以快速定位需求, 并为关键性因素提供保障. 基于

第 3 节的典型案例和前沿观点可以发现, Osheroff

等[42]于 2012 年提出的 CDSS 设计目标的 5 个正确

至今仍具有重要价值. 本文针对可解释 CDSS 的 3

个分析维度的考量, 与 5 个正确目标具有很强的一

致性.  

4.1  4 类典型用户及可解释建议 
在可解释 CDSS 的 3 个关键维度中, 不同用户

的决策时间花费和用户专业度可进行相对量比较, 

图 5 所示为根据这 2 个维度信息将用户划分为 4

类(即 4 个象限), 并分别提供了针对性的建议.  

第 1 象限. 适用于决策时间多, 用户专业度也

高的情况 . 该类用户一般为资深的病理科医生或

药剂师等时间自由度相对高的科室 , 他们多有丰

富的历史资料和数据库 , 可以利用强大的计算能

力帮助其完成重复性工作, 并发现更多关键信息. 

模型需要提供翔实的解释信息帮助他们快速梳理

和判断 , 提供类似或相反病例等都是帮助他们提

高效率的方式.  

第 2 象限. 适用于决策时间短, 但用户专业度

高的情况 . 该类用户多为决策紧迫科室的资深医

生, CDSS 应退回到辅助者的位置帮决策者查漏补

缺、二次确认、提醒易遗漏信息等. 提供的内容需

以他们熟悉的表达方式提供, 以减少学习成本, 精

简内容, 以免造成无法承受的时间负担.  

第 3 象限. 适用于决策时间短, 同时用户专业

度也低的情况. 此类用户多为经验较少的医生, 或

相关性较弱的医护人员, 对于此类场景, 应提供易

于理解的关键性判断信息 , 使用较为肯定的语气

帮助他们理解, 同时也要精简解释数量, 匹配他们

的决策时间.  

第 4象限. 适用于决策时间多但用户专业度低

的情况. 此类用户多为实习医生或普通(潜在)患者, 

需要提供大量的背景知识来解释决策, 并用对应教

育或科普的语气融入认知心理学中对学习过程的理

解, 匹配他们的较强的求知欲和较充裕的时间.  

 

 
 

图 5  基于决策时间花费和用户专业度的 4 个象限 



654 计算机辅助设计与图形学学报 第 36 卷 

 

     
      

4.2  设计 CDSS 的实用建议 
4.2.1  考虑受限资源 

由于我国的医患比例较低、医疗资源紧张, 因

此医生的问诊用时往往很短. 医生时间的稀缺性, 

是设计 CDSS 产品时需要重点考虑的因素[65]. 在

时间受限的情况下 , 需要为医生提供精简的解释

信息而不是翔实的数据 [10]. 为了让医生在有限的

时间内可获取更多的信息 , 可视化是一种有效手

段. 与文字学习相比, 可视化学习具有更强的经验

积累效应: 将不同模态的解释以不同形式呈现在

相同位置或融入同一图例中时 , 医生经过多次查

阅和理解后会形成对图案结构的潜意识判断 , 从

而节省后续的查看时间; 迫于时间压力, 医生倾向

关注全局的解释信息而非个例的局部解释 , 通过

把握整体知识, 可以为后续问诊节省时间, 而过于

关注局部的解释信息 , 则需要付出更高的时间成

本 [63]; 遵循医学问诊逻辑构建的模型和系统 , 可

以节省医生在不同问诊流程之间切换的成本 , 为

医生提供更好的用户使用体验 [66]; 过度追求高效

也可能带来不良影响, CDSS 需谨慎避免因解释不

足而给医生带来错误诱导 , 严格限制提供低置信

度信息.  

除了时间资源受限这一普遍问题外 , 由于医

疗资源分配不均衡导致的大型设备紧张、资深医生

标注数据紧张等问题[67], 也需纳入 CDSS 设计的

考虑范围, 避免因此带来的低可用性问题.  

4.2.2  考虑不同利益相关者的不同需求 

由于医疗场景涉及不同的相关人员 , 需要考

虑各个参与人员的专业背景 , 以及非直接参与人

员可能对系统结果的影响 . 因此对于很多同时为

不同用户提供预测和解释的 CDSS, 可以通过对用

户身份进行区分提供自适应的解释. 区分方法既可

以是简单的主动选择, 也可以融入自然的交互[68], 

如通过一些选项的选择偏好来判断 , 也可以通过

提供解释后收集自然的反馈来实时判断用户的背

景与解释之间的差距 [69]. 对于多模态解释 , 除了

提供模型从多模态输入得出诊断结果的关键决策

路径外 , 也需根据决策者的专业度动态地调整适

合展示的解释类型 [53]. 此外 , 可以采取联合设计

的方法达到对用户更高的适配度 [70]. 当决策者只

是单方用户如医生时 , 联合设计的方法也可以很

好地发挥价值, 因为医生虽是决策的第 1 个接收

者, 但决策及提供的解释和建议会通过医生触达更

多利益相关者, 如患者、患者家属、合作医生、护

士等. 有研究表明, 让患者在设计初始阶段便参与

系统设计, 可以增加患者对诊疗建议的依从度[71], 

也可能增加患者家属的理解和配合度 [72]. 该设计

方法可以在初始阶段就充分考虑患者使用偏好 , 

将系统非直接接收者的意愿也纳入考量因素.  

4.2.3  与现有诊疗流程相结合 

因医疗行业的知识门槛高 , 医护人员时间紧

张, 导致固有流程一旦形成, 更新将会变得非常困

难且缓慢[60]. CDSS 的设计也从最初开发全新的系

统, 发展为慢慢融入已有诊疗系统中. 但是, 受限

于医院的隐私保护需求 , 新的设计很难直接被加

入已有流程中 [73], 极端情况下甚至难以对已有系

统进行实际调研. 对于此类情况, 可以考虑跳出已

有的流程 , 通过对医护人员的工作流程进行观察

找到融入的时间点和地点; 再针对 CDSS 要解决的

问题 , 重点调研医生在现实中遇到相同问题的解

决方法并进行模拟 [14], 这种对现实的模仿方法也

是人机交互最早的实现方式; 同时, 可以结合认知

心理学的学科知识, 在了解医生的处理方式后深入

了解其动机和认知过程 . 对于可懂度非常重要的

CDSS 来说, 模拟认知心理学中的一些学习模型[24], 

应用决策模型进行用户理解度的量化 , 可以帮助

更好地了解和传递知识. 对于多模态的解释信息, 

可以通过交互的方式精细化提供 [54], 如根据医生

诊疗流程的推进, 提供每步操作所需关注的信息, 

在提升信息接收效率的同时也避免了信息过载.  

5  结  语 

CDSS 是医疗场景中重要的提质增效工具, 决

策的可解释是影响用户理解与信任的重要途径 . 

多年来 , 通过对医疗场景的探索和对医护人员需

求的挖掘 , 研究人员遵循以人为本的设计思路设

计了众多 CDSS 应用. 本文通过调研和综述近 5 年

人交互领域顶会的研究成果 , 总结归纳出分析可

解释 CDSS 需求的 3 个维度, 帮助研究人员快速定

位和梳理问题, 并为设计以人为本的 CDSS 系统提

出实用建议. 本文工作总结如下:  

(1) 归纳出 3 个拆解可解释需求的维度: 决策

时间花费、用户专业度和诊疗工作流程, 并对每种

维度的定义和依据进行详细说明 . 决策时间花费

决定医护人员可以用于理解解释信息的时间成本, 

影响提供解释的多少(how much)问题; 用户专业

度决定医护人员理解解释信息的认知成本 , 影响

提供什么解释(what)的问题; 诊疗工作流程决定医

护人员接收解释信息的途径和方式 , 影响什么地
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点(where)以什么形式(how)提供解释. 3 个维度对

应拆解了解释中的 2H2W 问题, 并以此为线索, 对

与之对应的案例进行详细介绍.  

(2) 基于可量化的 2 个维度: 决策时间花费和

用户专业度, 绘制了包括 4 个象限的坐标并提出每

个象限的可解释偏好、设计建议和典型用户画像. 

此外, 从案例和目前前沿的研究工作中, 总结了未

来 CDSS设计的 3条实用建议: 资源受限的情况下, 

如何通过设计提高 CDSS 的可用性以及需要警惕

的误区; 对于不同利益相关者, 如何通过共同设计

的方式提升决策对整件事件的正面影响; 如何了

解诊疗流程并使设计尽量贴近的方法.  

随着以人为本的 XAI 的发展, 研究人员通过

对场景与用户的挖掘 , 拓宽了对理解与信任的认

知, 通过不断优化可解释系统提升可用性, 逐渐将

CDSS 应用真正推入实际应用中. 但是, 如何进一

步量化信任与理解 , 如何在此之上提升医疗系统

的透明度、公平性和可追溯性等问题, 还有很长的

路要走. 期待未来 AI 真正助力并建成透明高效的

医疗系统.  
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