
第 37 卷 第 2 期 计算机辅助设计与图形学学报  Vol.37 No.2 
2025 年 2 月 Journal of Computer-Aided Design & Computer Graphics Feb. 2025 

                    
收稿日期: 2023-06-18; 修回日期: 2023-11-27. 基金项目: 浙江省自然科学基金(LY22F020023); 浙江省自然科学基金重点项目

(LZ22F020015); 国家自然科学基金面上项目(61972122). 刘真(1977—), 女 , 博士, 副教授, 硕士生导师, 主要研究方向为数据可视

化与可视分析、深度学习; 徐景胜(1999—), 男, 硕士研究生, 主要研究方向为数据可视化与可视分析; 颜菁(1998—), 女, 硕士研究

生 , 主要研究方向为数据可视化与可视分析; 徐润森(2000—), 男 , 硕士研究生 , 主要研究方向为数据可视化与可视分析; 吴向阳

(1975—), 男, 博士, 教授, 硕士生导师, CCF 会员, 论文通信作者, 主要研究方向为数据可视化与可视分析、计算机图形学. 

 

面向零样本图像分类的交互式类属性构建方法 
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摘  要: 零样本图像分类解决了训练和测试数据类别不相交的问题, 人类标注属性是一种常用的实现零样本图像分

类的辅助知识. 为协助专家设计类属性矩阵, 提出了一种交互式构建方法, 简化了烦琐且缺乏指导的流程. 首先, 通

过一种基于概念的深度学习可解释性方法, 在训练集图像数据中提取出可理解的属性信息; 然后, 采用多视图协作

的交互方式, 探索和分析已提取属性的重要性. 系统提供了全局和局部 2 种方式, 辅助用户设计测试集数据类别的属

性值; 最后, 通过在数据集 Animals with Attributes2 上进行的案例分析, 以及采用李克特量表的用户评估实验, 验证

了设计方法的有效性和实用性, 可以帮助专家用户高效且便捷地完成类属性构建工作. 
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Interactive Class Attribute Construction Method for Zero-Shot Image Classification 

Liu Zhen, Xu Jingsheng, Yan Jing, Xu Runsen, and Wu Xiangyang* 

(School of Computer Science, Hangzhou Dianzi University, Hangzhou  310018) 

Abstract: Zero-shot image classification addresses the problem of non-overlapping categories between training 

and testing data. Human-annotated attributes are a commonly used form of auxiliary knowledge in zero-shot im-

age classification. To assist experts in designing class attribute matrices, an interactive construction method is 

proposed, simplifying the tedious and unguided process. First, understandable attribute information is extracted 

from the training dataset images using a concept-based deep learning explainability method. Then, an interactive 

approach involving multi-view collaboration is employed to explore and analyze the importance of the extracted 

attributes. The system offers both global and local options to aid users in designing attribute values for testing 

dataset categories. Finally, the effectiveness and practicality of the design method are validated through case 

studies on the Animals with Attributes2 dataset and user evaluation experiments using the Likert scale, facilitating 

efficient and convenient class attribute construction for expert users. 
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一般的有监督机器学习需要大量的标记数据

用于模型训练 , 并且只能对包含在训练数据类别

中的测试实例进行有效的预测分类 . 零样本图像

分类问题中 , 出现在训练样本中的类别称为已见
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类, 在训练期间未出现类别称为未见类. 在人类推

理过程中 , 一个从未见过斑马的人可以通过长得

有黑白条纹的马来识别斑马 . 零样本图像分类的

思想与此类似 , 仅使用已见类的数据和物体的描

述进行模型训练 , 就能够正确地识别未见类的图

像实例 [1-2]. 由于其更符合实际应用场景, 并减少

了对数据集的依赖 , 因此在最新的机器学习和计

算机视觉领域中取得广泛应用.  

实现零样本图像分类的一个关键要素是引入

外部知识(也称辅助信息), 如文本描述、图像注释

和词向量等[3-5], 通过这些信息来建立已见类与未

见类之间的联系 , 使训练完成的模型可以对输入

的未见类实例数据进行有效的过滤和提取 , 并获

得最终正确的分类结果. 其中, 人工定义的属性是

一种广泛使用的辅助信息 , 用于零样本图像分类

的属性是由领域专家设计的人类可理解的语义词, 

如黑色和花斑等 . 专家通过分析已见类和未见类

是否具有或有多大可能具有这个属性特征 , 为每

个类的各属性设置一个值 . 整个设计过程中存在

许多困难和问题, 首先, 需要花费大量的时间和精

力来设计所有类别共享的属性集合 . 由于各个数

据集包含的图像类别不同 , 在某个数据集中适用

的属性集合在另一个数据集中不能完全适用 , 因

此对每个数据集都需要重新设计一个符合当前数

据集要求的属性集合[1,6-7]. 其次, 设计好一个属性

集合之后 , 领域专家还需要标记出类别中是否存

在这些属性代表的特征 , 或是出现这些属性特征

的可能性. 在数据集的类别数量和属性集合的数量

都非常庞大的情况下 , 这将是一项艰巨的工作 [8]. 

最后, 只有在设计工作全部完成之后, 才能评估设

计的类属性矩阵是否满足任务需求 , 但也无法判

断属性对分类结果具有积极还是消极的作用.  

为了降低类属性设计的难度 , 有工作提出了

一种视觉可解释的主动学习方法, 通过 4 个动作

(提问、解释、推荐、反馈)优化人类与人工智能的

协作 , 提高了人类交互式构建零样本分类模型的

效率[9], 但这仍然需要系统使用者参与设计的全部

过程; 还有通过设计独特的神经网络模块提取类

关系 , 以实现几乎完全不需要人工参与的类属性

矩阵设计 [10], 然而该方法在很大程度上依赖于词

向量的选择.  

为了解决上述问题 , 本文面向零样本图像分

类问题 , 提出了一种交互式类属性矩阵构建的可

视分析方法 . 它旨在综合运用人工智能和可视化

技术 , 帮助专家用户高效和便捷地完成类属性构

建. 主要贡献如下:  

(1) 提出一种类属性生成方法, 该方法基于概

念的深度学习可解释性思想 , 支持从图像中提取

类别属性 , 通过一组图像特征块提供不同属性的

语义可解释性 , 并支持对不同类别的各维属性值

的局部调整.  

(2) 设计并实现了一个实时交互属性设计系

统, 它支持快速识别和选择重要性较高的属性, 提

供了全局和局部 2 种高效交互方式.  

(3) 通过案例研究和用户反馈定性地评估了

本系统的有效性、学习难度和便捷性. 与没有指导

的设计过程相比 , 本系统可以显著地提高专家用

户属性构建效率并改善设计体验.  

1  相关工作 

1.1  零样本学习 
零样本学习旨在对未见类图像实例进行分类. 

现有的零样本学习方法通常假设已见类和未见类

共享一个公共语义空间 , 因此实现零样本学习的

关键思想是将知识从已见类转移到未见类 . 目前

零样本学习方法可以分为基于嵌入模型和基于视

觉样本生成 2 大类[11]. 基于嵌入模型的方法期望

学习一个从视觉空间到语义空间的映射 , 将未见

类的实例投射到属性嵌入空间 , 然后通过寻找最

相似的类属性来预测它们的类标签 [12-15]. Kodirov

等[16]提出应用编码器-解码器结构, 在重建损失的

监督下提取更多特征信息. Changpinyo 等[17]提出

将语义空间和图像空间对齐 , 从而在嵌入中提取

更多的语义信息 . 生成式方法在根据属性信息合

成实例的基础上对未见类进行分类[18-20], Zhu 等[20]

和 Xian 等[21]均是利用语义信息来生成卷积神经网

络(convolutional neural network, CNN)特征, 并利

用瓦瑟斯坦生成对抗网络 (Wasserstein generative 

adversarial network, WGAN)和分类损失 , 生成判

别性强的 CNN 特征训练分类器. Verma 等[22]采用

条件自动编码器[23]生成可见类和不可见类的特征, 

以训练分类器.  

1.2  视觉属性设计 
作为零样本学习的一个重要部分 , 属性可以

将具有共同特征的不同类别联系起来 , 但与零样

本学习方法的研究相比 , 视觉属性设计的探索相

对不足. 通常, 视觉属性的设计是通过人工挑选一

组对图像具有描述性的词[1,6]实现的, 这个过程需



第 2 期 刘真, 等: 面向零样本图像分类的交互式类属性构建方法 245 

 

     
      

要特殊的专业知识和有关领域的专业人士 . 为了

减小工作量 , 之前也有工作探索了一些自动化的

方法辅助设计, 如 Bergamo 等[24]通过学习二进制

代码来探索图像级嵌入, Berg 等[25]提出了一种通

过挖掘从互联网采样的文本和图像数据来处理视

觉属性标记图像的自动方法. 然而, 从文本挖掘中

发现的属性可能包含与当前的分类任务无关的语

义, 或者在视觉特征空间中或许不可分离. Parikh

等[26]通过在算法迭代中引入人类操作来发现局部

的和可命名的属性. 基于此, Duan 等[27]提出了一

种发现细粒度识别的局部属性的方法. Yu 等[7]提出

了一种自动方法来设计有区别的类别级属性 . 但

是 , 学习到的属性不会像手动指定的属性那样具

有简洁的语义. 此外, 对于未见类, 这种方法需要

人类对已见类和未见类之间的相似性进行建模 , 

这比直接指定未见类的视觉属性更加困难和不直

观. Visual transformer[28]和 BagNets[29]表明, 图像

块可以作为强大的视觉词来传达用于类别区分的

视觉线索.  

1.3  基于概念的深度学习可解释性 
使用概念来提高深度学习的可解释性有 2 种主

要方法[30], 用基于概念的约束来训练已有的可解释

性模型和构建基于概念的事后解释. 关于第 1 种方

法, Koh 等[31]提出了概念瓶颈模型(concept bottle-

neck models, CBM), 该模型限制神经网络, 使其以

自动编码器的方式运行; 其将输入映射到人类可解

释的概念, 并基于这些概念进行预测. Caruana 等[32]

提出了 2 个案例研究, 在这 2 个案例中, 具有成对

相互作用的高性能广义加性模型(generative adver-

sarial active models, GA2Ms)被应用于真实的医疗

问题, 生成了具有较高精度的可理解模型. 虽然这

些方法采用概念来提供内嵌的可解释性, 但它们均

未提供深入了解已经训练完成的模型的方案. 对于

第 2 种方法, 通常是一种基于扰动/敏感性分析的可

解释性方法. Koh 等[33]使用数据点和特征作为扰动

的形式, 并分析模型的输出如何变化. Kim 等[34]提

供了一种称为使用概念激活向量进行测试(testing 

with concept activation vectors, TCAV)的方法来定义

一个概念, 并计算其对模型预测的特定类别影响(称

为 TCAV 分数). 在 TCAV 的基础上, Ghorbani 等[35]

提出基于概念的自动解释(automatic concept-based 

explanations, ACE), 是一种从数据集中自动提取有

影响力的特定类别概念的技术. Ge 等[36]提出了视觉

推理解释(visual reasoning explanation, VRX)框架, 

其通过概念回答可解释性问题.  

2  系统概述 

2.1  设计目标 
针对相关零样本学习属性研究面临的挑战进

行调查分析, 总结出本系统的主要目标如下: 

G1. 展示算法提取的各属性值在不同类别上

的分布情况 . 类别的各维度属性值是本文研究的

重点 , 在视图中展示各维属性在不同类别中的分

布趋势, 可以加深用户对属性具体含义的理解.  

G2. 展示提取的各维度属性表示的含义 . 需

要局部设计未见类别各个维度的属性值时 , 必须

了解该属性的含义 , 因此需要通过某种方式展示

每个属性代表的含义.  

G3. 探究算法提取的各维属性的重要程度 . 

通过算法生成的属性的重要性会直接影响零样本

学习的结果 , 较低重要性的属性可能会对模型的

训练产生负面影响 , 因此展示生成的属性的重要

性程度也是优化属性必不可少的一部分.  

G4. 提供简捷高效的交互方式探索未见类的

属性值. 未见类属性需要用户单独设计, 这是本系

统中人机协作的重要部分, 因此, 需要提供一套便

捷高效的操作方法 , 实现用户对属性值的交互式

探索和分析.  

2.2  系统框架 
基于以上设计目标 , 本文设计的可视化系统

由后端数据处理和前端数据可视化 2 部分组成, 系

统流程如图 1 所示. 后端数据处理部分在已见类数

据中提取属性信息 , 随后在前端界面的各视图中

展示不同信息, 通过可视交互与用户协作. 

2.2.1  问题描述 

本节简要介绍零样本分类的基本概念, 并阐述

研究问题.  

在零样本图像分类中的训练数据和测试数据

包含的类别分别称为已见类和未见类, 分别定义为

 s
s s| 1, 2, ,iC c i N   和  u

u u| 1,2, ,iC c i N   ; 

它们是不相交的, 即 s uC C   . 训练数据和测试

数据都来自表示一个称为 D 的 D 维特征空间, 

定义训练数据集为   tr tr
tr s,i iD x y C   . 其中, 

tr
ix 表示特征空间中的有标签实例; tr

iy 表示已见类

中对应的类标签. 类似地, 将  te
te iD x  表示为

测试数据集, 其中 te
ix 表示特征空间中无标签的实

例. 给定数据集 trD , 零样本分类旨在学习一个分类

模型   u:f C  来预测测试数据集 teD 的标签[9]. 
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图 1  系统流程图 

 
由于在训练期间没有未见类的实例 , 模型需

要一些辅助信息来将知识从已见类转移到未见类. 

最广泛使用的辅助信息是属性 , 所有属性构成了

一个空间称为语义空间  M M D  , 空间中

每个维度代表一个属性, 属性值可以是二进制 0 和

1, 表示这个属性在当前类别中是否存在, 也可以

是连续值来表示置信度. 在属性语义空间中, 每个

类都表示为一个语义向量, 被称为类原型; 将已见

类的类原型表示为   ss s
s 1

|
N

i i i
a a 

   , 未见类的

类原型   uu u
u 1

|
N

i i i
a a    . 将所有的类原型垂

直对齐即可得到类属性矩阵 , 本文旨在交互式地

构建类属性矩阵.  

2.2.2  TCAV 
TCAV 是一种基于概念的解释机器学习模型

方法 . 该方法旨在帮助人们理解深度学习模型的

决策过程, 通过对模型内部的激活向量进行解释, 

揭示模型对于不同特征和概念的响应.  

使用 TCAV, 首先需要定义一个待分析的概

念. 可以通过一组包含该概念的图像实例, 或者一

个带有概念标签的独立数据集来表示这个概念 , 

另外还需要选择一组不包含这个概念的图像示例

作为反例. 其次, 通过一个训练完成的深度学习模

型获取概念图像的高维表示 , 即获取所有数据在

模型某一层的激活值 . 然后以概念示例的高维表

示与非概念示例的高维表示为 2 种类别来训练一

个 二 元 线 性 分 类 器 , TCAV 将 概 念 激 活 向 量

(concept activation vectors, CAV)定义为分类器超

平面的法线 , 该超平面将概念示例的高维表示与

非概念示例的高维表示线性分开.  

为了衡量概念对实例预测的影响, TCAV 计算

实例中间层激活值在 CAV 方向上对模型输出层影

响的方向导数 . “概念敏感性”通过这个导数来表

示 , 导数值大于零即意味着概念对预测有着积极

的影响; 反之, 意味着概念对预测有负面的影响. 

最后 , 使用上述方式对类别中的所有实例进行测

试, 计算出每个实例的概念敏感性值. 将概念敏感

性值大于零的实例数量与类中所有实例的数量的

比值 , 作为模型“认为”这个用户选择的概念对当

前类别分类的重要性程度.  

2.2.3  ACE 
TCAV 提供了一种机制来衡量人类可理解的概

念对特定类别的深度学习模型的影响, 但在该方法

中为一个概念设置一组例子是一个人工过程. 为了

使概念的生成和提取过程自动化, Ghorbani 等[35]提

出了 ACE.  

ACE 方法首先对各类别的图像进行分割, 并

在模型中间层获取图像块的高维空间表示 , 再将

这些高维空间表示的聚类结果作为每个类别一组

概念, 其中可以根据一些规则去除部分聚类簇. 最

后遵循 TCAV 方法获取这些自动提取概念的 TCAV

分数 . 在本系统中 , 默认每个类别随机采样至少

50 幅、至多 200 幅图像, 并使用 SLIC 对图像进行

分割. 参照 ACE 文章的工作, 分别将每幅图像分

割为 15, 50 和 80 块, 使用 K-means 算法聚类它们

的高维表示.  

2.2.4  类属性生成 

采用 TCAV 和 ACE 方法, 可以为每一个已见

类提取一组概念 , 但每个已见类的概念组是单独

的特征空间, 不能直接作为属性来使用. 因为一个

属性应该是由所有类别共享的变量 , 而目前每个

概念只属于自己的类别. Huang 等[30]指出, 概念可

以在不同的和看似不同的类之间共享. 例如, 在斑

马类别中提取到的斑纹概念和在狮子鱼类别中提
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取到的斑纹概念在视觉上具有较高的相似度 . 这

表明某些概念在不同类别中都存在 , 本文认为这

些跨类别存在的概念是广泛存在的属性. 因此, 将

所有已见类的概念也进行了聚类操作 , 借此将语

义相似的概念分组到同一个集群中 , 把一个概念

集群作为一个属性 . 一个类别的属性值用概念的

TCAV 值表示, 当一个类别的所有概念都不在某个

概念集群中出现, 则将此类别的属性值设置为 0.  

在后端处理部分, 本文先选择一个主流的神经

网络模型 GoogleNet, 并在训练数据集上进行训练. 

遵循 ACE 方法的流程, 对于每个已见类, 提取到一

组概念集合. 随后将所有类别的概念进行聚类操作, 

每一个概念集群作为一个属性, 概念的 TCAV 值作

为属性值, 这样可以获得已见类的类属性矩阵.  

3  可视化设计 

3.1  基础参数设置模块 
3.1.1  配置面板 

配置面板区域用于设置整个系统的可选参数, 

如图 2 中 A 区域所示. 它是整个可视化系统的入

口, 可以在此选择深度学习模型、数据集和提取高

维特征的中间层 , 设置完成后整个系统随参数展

示出各个视图. 

 

 
 

图 2  系统界面图 

 
3.1.2  模型性能视图 

模型性能视图展示参数选择的数据集在深度

学习模型上的分类精度信息, 如图 2 中区域 B 所

示 . 各个类别的分类正确率的分布通过柱状图的

高度显示, 例如, x 轴 70~80 的柱形高度代表着分

类正确率为 70%~80%的类别数量. 具有较高分类

正确率的模型可以更好地提取各个类别的概念 , 

且对最后生成的类属性矩阵有直接影响 . 此视图

仅展示已见类的信息 , 由于遵循零样本分类的设

定, 因此在对零样本分类模型进行测试之前, 无法

获得未见类的图像数据.  

3.1.3  概念降维视图 

概念降维视图采用散点图形式将所有概念展

示在图 2 区域 C 中. 概念是由一组图像块集合表示

的, 因此无法直接进行降维和聚类操作. 本文首先

将概念图像块输入神经网络模型, 将中间层的激活

输出作为概念的高维特征. 一个概念的高维特征用

属于它的所有图像块的高维特征的平均值来表示, 

通过这个操作将每个概念转化为一个高维向量, 然

后使用 t-SNE 算法[37]对概念数据进行降维处理.  

3.2  已见类属性筛选模块 
3.2.1  已见类属性矩阵视图 

为了直观地展示出已见类的属性分布 , 已见

类属性矩阵视图以类属性矩阵的形式将所有属性

值展示在图 2 区域 E 中. 属性值与 TCAV 分数相对

应, 数值范围为 0~1. 属性值越大, 在视图上显示

的单元格颜色越深; 相反 , 在视图上显示的单元

格颜色则越浅 . 每一行表示一个属性的属性值 , 

左侧显示的是属性的编号 , 右侧显示“删除属性”

操作的选项 , 可以通过属性权重堆叠图去除重要
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性程度较低的一些属性 , 在类属性矩阵的下方展

示了已经去除的属性行; 某些情况下可以通过点

击右侧的“添加”操作选项重新选择属性 . 类属性

矩阵的每一列展示一个类的所有属性 , 上方展示

类别的名称.  

3.2.2  属性权重堆叠视图 

属性权重图使用堆叠折线图将属性权重值展

示在图 2 区域 F 中. 为了满足系统实时交互的需

求, 本文采用线性回归方法为基础, 分析各个属性

的重要性程度. 相比于深度学习技术, 传统机器学

习方法所需的训练时间更少 , 能够根据用户的操

作及时地给出反馈结果.  

具体地, 首先, 定义类视觉原型为一个类中所

有实例的高维特征的平均 . 与获取概念的高维特

征的方式相同, 将实例输入神经网络模型中, 模型

中间层的激活输出作为该实例的高维特征 , 每一

个类可以转化为一个 d 维的类原型向量 . 给定类

视觉原型矩阵和类属性矩阵 , 学习 d 个线性回归

模型, 并对应类原型的每一个维度. 线性回归模型

: , 1,2, ,i i if i d  W X b 的权重 W 与类属性向量具

有相同的维度, 权重 W 的每一维值代表着输入的

类属性值对输出的预测值的重要程度 . 假设在所

有的线性回归模型中某一维类属性对应的权重值

都较低 , 则表示这一维类属性对最后的预测结果

都有较小的影响 , 可以认为该维属性具有较低的

重要性 , 分析其原因可能是概念提取效果不佳或

是概念聚类效果不佳.  

本文使用堆叠折线图把线性回归模型的权重

值展示到视图中 , 用户可以非常直观地看出哪一

维类属性矩阵被赋予了最低的权重值 . 结合已见

类属性矩阵图选择是否需要删除属性 , 当有属性

被用户选择删除之后 , 系统会重新训练每一个线

性回归模型, 属性权重堆叠图也随之重新绘制, 通

过迭代操作可以选择出最优的已见类属性矩阵.  

3.2.3  属性图像和类图像预览视图 

属性图像和类图像预览视图用于展示属性图

像块和类图像实例, 界面如图 2 区域 D 所示. 与一

般的类属性矩阵设计不同 , 本文中的属性是由概

念集群表示的, 无法用概括性的词来说明. 因此 , 

本文系统提供了一个图像展示视图 , 用于显示各

个属性的图像块 . 通过点击已见类属性矩阵图中

的属性编号来选择展示不同的类属性 , 用户通过

直接观察代表这个属性的图像块 , 可以得到这个

概念的抽象认识. 例如, 一个属性展示的图像块大

都是颜色相间的条纹 , 代表着这个属性应该是类

似花斑的含义. 另外, 也提供了一个用于展示类别

的实例图像的视图 , 当用户需要了解类的具体信

息时 , 可以通过点击已见类属性矩阵图中的类别

名称选择不同的类进行展示.  

3.3  未见类属性编辑模块 

通过已见类属性筛选模块的各个功能 , 用户

可以在算法生成的所有属性中筛选出包含重要信

息的一组属性. 因为根据零样本学习的设定, 只能

获得未见类的类别名而没有未见类的图像数据可

以使用 , 需要借助用户的知识编辑出未见类属性

的类属性矩阵.  

使用本模块第 1 步需要在下拉列表中选择一

个待编辑的未见类 , 每一个未见类的类属性值都

默认设置为 0, 系统提供了全局和局部 2 种方式对

未见类的类属性向量进行编辑.  

3.3.1  全局编辑视图 

全局编辑视图提供交互视图帮助用户在全局

层面上设计未见类属性值, 界面展示在图 2 区域 G

中 . 设计全局编辑方式编辑未见类属性向量是通

过组合已见类的类属性向量来实现的. 首先, 需要

用户选择出若干个在视觉上与当前待编辑的未见

类较相似的已见类 , 并单独设置每个已见类的权

重值 , 随后按照权重值将已见类的类属性向量进

行组合, 得到当前未见类的类属性向量. 例如, 当

需要编辑熊猫的类属性向量时, 可以选择斑马、北

极熊和棕熊为较相似的已见类 , 再通过设置它们

的权重组合获得熊猫的类属性向量.  

3.3.2  局部编辑视图 

局部编辑视图提供交互视图帮助用户在局部

层面上设计未见类属性值 . 局部编辑方式编辑未

见类属性向量通过单独设置每一维向量的方式来

实现 . 本文中使用的属性的含义可以通过查看属

性图像来了解 , 但与直接使用描述词来表示属性

的方式相比, 从图像中获取含义有时并不直观, 并

且本文使用的属性为 0~1 的连续值, 与 0 和 1 的二

元属性值相比, 在设置上有更多的灵活性, 这也会

加大设置的难度. 因此, 本系统采用排序的方式来

设置属性值, 如图 3 所示. 在用户选择某一维属性

后 , 将已见类属性值和当前待编辑未见类的这一

维属性按属性值降序排列 . 用户不需要设置具体

的属性值 , 而是通过拖拽标签块将未见类的属性

拖至适当的位置 , 系统自动设置其值为前后类别

属性值的中间值.  
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图 3  局部数据编辑视图 
 

3.3.3  属性间距折线视图 

属性间距折线视图通过折线图展示属性之间

的间距, 如图 2 区域 H 所示. 在用户每一次编辑操

作之后 , 通过展示当前编辑的未见类的属性与其

余各已见类属性的欧几里得距离的平均值 , 对本

次的操作的结果给出反馈 . 用户设计出的未见类

属性与其他属性相似程度高 , 使零样本学习模型

无法学习到各属性包含的真实信息 , 这导致最后

的分类结果效果不佳 . 不同的类别具有相似的类

属性向量 , 也代表着设计的类属性矩阵不具备区

分不同类别的能力 , 不能作为零样本学习有效的

辅助知识来使用.  

4  实验与评估 

4.1  案例分析 
使用 AWA2(animals with attributes2)数据集[5]

的案例进行实验, 以验证本文方法的有效性. AWA2

数据集中包含 50 种哺乳动物的 37 322 幅图像, 使

用数据集的标准分割(40 个训练类和 10 个测试类)

进行实验, 选择预训练的 ResNet50 模型[38]作为系

统使用的神经网络模型. 此外, AWA2 也提供了一

个具有 85 个二元属性的类属性矩阵, 该矩阵最初

是在一个基于属性的对象相似度心理测试[39]中收

集得到的.  

实验第 1 步在配置面板中选择本次实验的参

数信息. 如图 4 所示, 分别选择模型为 ResNet50, 

数据集为 AWA2, 模型中间层为 Layer4. 通过模型

性能图可以看出, 当前选择的模型在数据集 AWA2

的训练集上整体平均分类正确率较高 , 因此通过

算法提取的属性能够包含丰富的信息, 如图 4 所

示. 通过后端数据处理后, 在 40 个已见类中获得

了共 809 个概念, 通过聚类算法之后获得共 127 个

概念集群, 以一定规则去除较小的概念集群后, 剩

余 104 个概念集群作为后续的属性使用. 

第 2 步通过已见类属性筛选模块中的功能筛

选过滤掉不含有效信息的属性. 首先, 通过浏览图

5 已见类属性矩阵图可以看出其中存在较多空白

单元格, 即有较多属性值为 0. 数据集提供的类属

性矩阵也存在这种现象 , 这代表着每一个属性都

提取到了不同类别图像之间细微的差异 , 因为一 

 

 
 

图 4  模型正确率展示 
 

 
 

图 5  已见类属性矩阵图 
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些细小的特征一般只在个别类别中存在 , 而不会

广泛出现在所有类别中. 例如, 猫科动物的尖耳朵

特征只在 AWA2 数据集训练类中的 5 个类别中出

现. 随后, 再通过查看图 6 属性权重堆叠图发现, 

第 26 个属性的权重之和最小. 在图 7 所示属性图像

展示区域查看属于这个属性的图像 , 可知这个属

性权重偏低的原因可能是算法并没有很好地提取

出这个概念集群的图像 , 也可能是使用的分割算

法效果不佳 . 因此在已见类属性矩阵图中去除该

属性, 属性权重堆叠图随后端模型训练而变化, 重

复此步骤若干次后去除 6 个属性. 

 

 
 

图 6  属性权重值展示 

 

 
图 7  编号 26 属性块展示 

第 3 步使用未见类属性编辑模块的功能视图

编辑 10 个未见类的属性向量. 首先, 选择待编辑

的类别 giant+panda, 在全局编辑图中选择与该类

别最为相似的若干个已见类 , 选择了 zebra, po-

lar+bear 和 grizzly+bear 类别, 分别设置权重 0.3, 

0.3 和 0.4, 设置方式如图 8 所示.  

 

 
 

图 8  全局属性设置方式 
 

随后, 在局部编辑图选择了某一维属性, 通过

查看属性图像发现 , 该属性代表的含义似乎是黑

白条纹, 如图 9 所示. 本文认为 giant+panda 类在这

个属性上应该具有较高的属性值 , 故通过拖拽的

方式将其放到值较高的区间中 . 在局部属性编辑

图中再次选中一维值非零的属性 , 查看属性图像

发现, 该属性代表的含义应该是水面. 如图 10 所

示, giant+panda 类不应该与该属性具有某种关联, 

因为 giant+panda 类的图像中很少会有大量水面元 
 

 
 

图 9  黑白条纹属性展示 
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图 10  无关属性展示 

 
素出现的情况. 导致 giant+panda 类该维属性不为

零的原因可能是全局属性设置时选择的 polar+bear

类, 该类的图像有较大概率会有水面元素出现, 该

维属性值不为零是合理的 . 分析完毕后通过拖拽

的 方 式 重 新 设 置 属 性 值 . 而 在 设 置 humpback+ 

whale 类的属性值时, 水面元素则具有极高的重要

性, 几乎所有的该类图像都会包含水面元素, 因此

在单独设置 humpback+whale 类该维属性时需要将

其拖拽至高属性值区间中. 不断重复以上操作, 并

完成所有未见类属性向量编辑. 

使用本文系统所耗费的时间成本和人力成本

更少, 并为 AWA2 数据集创建了一个由 98 个属性

组成的连续值类属性矩阵, 与数据集自带的 85 个

属性的二元值类属性相比 , 其具有相近的训练准

确度和测试准确度. 

4.2  用户反馈 
为了进一步验证本文方法和系统视图的有效

性和实用性, 本节通过用户评估实验进行验证.  

4.2.1  参与者 

邀请了 20 名计算机视觉相关专业的参与者对

本系统进行可行性评估, 参与者包括 3 名本科生、

15 名硕士研究生和 2 名教授, 所有参与者都熟悉

或理解深度学习和可视化技术.  

4.2.2  评估任务 

整个评估过程包括 : 对于每个参与对象 , 首

先向参与者解释零样本图像分类的含义 , 并详细

介绍本系统各个视图的作用和操作流程 , 讲解具

体的例子; 然后为每个参与者提供一个相同的实

验环境 . 实验的数据集为 CUB200-2011[40], 该数

据集共有 11 788 幅鸟类图像, 包含 200 类鸟类子

类; 选择其中前 150 类作为已见类进行模型训练和

属性提取, 实验模型为预训练的 ResNet50 模型[38], 

模型的 Layer4 作为提取高维特征的中间层. 为减

轻实验参与者的测试强度 , 同时也为保证实验结

果的可靠性, 只需要参与者通过本系统设计 10 个

未见类的属性向量. 在参与者结束实验后, 需填写

对本系统的调查评分问卷, 本文使用 5 等级李克特

量表进行评估. 要求参与者使用 1~5 分在问卷上对

6 个问题进行评分; 5 分代表非常满意, 4 分代表满

意, 3 分代表普通, 2 分代表不满意, 1 分代表非常不

满意. 问题描述如下: 

问题 1. 系统视图是否美观且容易理解? 

问题 2. 系统视图是否清楚地显示各属性的重

要性程度? 

问题 3. 系统视图是否能辅助用户进行属性

选择? 

问题 4. 系统视图是否能辅助用户高效地编辑

未见类属性? 

问题 5. 系统视图是否能对用户操作给出有效

反馈? 

问题 6. 系统是否可以辅助设计有效的类属性

矩阵? 

每名参与者的实验大概持续 30 min.  

4.2.3  实验结果 

实验结束后, 对参与者设计的 10 个属性向量

和数据集自带的属性向量 , 使用同一零样本分类

模型进行测试. 实验结果表明, 对于具有较高专业

知识水平的用户, 本系统可以辅助其设计用于零样

本图像分类的类属性矩阵. 在该实验场景下, 2 名教

授参与者设计的未见类属性向量比其他参与者有

更高的测试准确度; 不同参与者设计的各未见类最

高测试准确度能达到数据集自带的属性向量水平. 

统计参与者完成的调查问卷, 结果如图 11 所

示. 大多数参与者对本文的工作表示认可, 认为通

过深度学习可解释性技术提取类别属性特征是一

项有价值的探索 . 在零样本学习中应用这种属性

提取方法最大限度地保留了属性的视觉信息 , 同

时也没有丧失属性的可理解性 . 关于系统的易用

性, 参与者也给予了高度评价, 认为系统呈现信息

的方式既不会引起视觉混乱 , 也没有损失关键信

息 , 可以协助用户快速地分析属性之间的分布趋

势, 并且多个视图之间的交互性也非常强. 



252 计算机辅助设计与图形学学报 第 37 卷 

 

     
      

 
 

图 11  调查问卷结果  
 

此外 , 参与者也对进一步优化系统提出一些

建议. 系统可扩展性还存在不足, 为了适应分析更

大规模的数据集 , 系统可视化设计方面还需进一

步完善. 同时, 也应该重点优化系统的响应时间 , 

以提高用户的工作效率; 系统中还可以添加更多

探索功能, 例如, 概念降维图包含的功能较少, 可

以添加概念集群分析的功能 , 使用户可以了解各

个概念集群更具体信息.  

5  结  语 

本文以提高领域专家设计类属性矩阵的效率

为出发点 , 首先总结分析了任务的设计需求和难

点 , 其次提出了一种为零样本图像分类设计属性

辅助信息的方法 , 并设计了相对应的可视化交互

系统; 本文方法使用基于概念的深度学习可解释

性方法来获取类别属性 , 可以帮助领域专家高效

地完成类别属性设计工作.  

当然 , 本文的可视化方法也存在一些不足之

处. 一方面, 对不同数据集和不同模型的组合需要

提前进行模型训练工作 , 虽然这不会对后续的系

统使用造成影响, 但仍然是一个需要优化的方向. 

另一方面 , 对未见类属性向量的编辑操作没有一

个更直接的反馈信息展示 , 仅仅通过属性向量间

的距离不能直观地表达出每一步调整对零样本图

像分类结果的影响 . 未来可以考虑使用训练速度

足够快的零样本图像分类模型给用户更直接的反

馈 , 最终达到帮助使用者快速地设计类属性矩阵

的目的.  
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