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摘  要: 针对目前基于点云的 3D 目标检测中单阶段体素法存在感受野固定、特征尺度单一, 导致模型对点云特征学

习不够充分、模型检测效果存在瓶颈等问题, 提出了一种可端对端训练的基于体素的单阶段 3D 目标检测模型. 首先, 

利用多尺度稀疏空间特征聚合模块, 聚合点云在不同稀疏空间尺度上的特征, 使特征充分保留点云的空间信息; 然

后, 对特征进行分层激励, 通过多尺度感受野对特征进行分层学习, 强化特征的表达能力, 降低噪声信息对检测结果

的影响; 最后, 将特征输入检测头进行候选框的分类和回归. 在公开的自动驾驶数据集 KITTI 上与主流单阶段 3D 目

标检测模型进行了对比实验, 包含对 3 类目标共 9 个的难度等级目标的检测. 所提模型在其中 5 个等级中的平均准确

率有明显提升, 尤其对点云稀疏的目标, 表现出较好的检测效果. 实验结果表明, 所提模型能够充分提取点云空间信

息并有效地学习点云多尺度特征. 
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Abstract: In order to solve the problems of fixed receptive field and single feature scale in the single-stage 

voxel-based 3D object detectors, which cause insufficient learning of point clouds features and bottleneck in 

detection performance, a voxel-based single-stage 3D object detection model is proposed which can be 

trained end-to-end. First, the multi-scale sparse spatial feature aggregation module is used to aggregate the 

features of point clouds at different sparse spatial scales, so that the features can fully preserve the spatial 

information of point clouds. Then, the detector performs hierarchical learning of features through multi-scale 

receptive fields by feature hierarchical excitation module, which can strengthen the representation of the 

features, and reduce the influence of noise information to make the detector more robust. Finally, the fea-

tures are fed into the detection head for classification and regression of candidate boxes. Extensive experi-

ments on the public autonomous driving dataset KITTI compared with other mainstream single-stage 3D 

object detectors, including 3 categories of 9 difficulty levels, demonstrate that, the average accuracy of the 

proposed model is significantly improved in 5 levels, especially for objects with sparse point clouds. The 

experimental results show that the proposed model can fully extract the spatial information and effectively 
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learn the multi-scale features of the point clouds. 

 

Key words: 3D object detection; light detection and ranging point clouds; multi-scale feature aggregation; hier-

archical excitation 

1  相关工作 

目前, 3D 目标检测技术正处于快速发展时期, 

在自动驾驶、机器视觉等场景中有重要应用, 是计

算机视觉和模式识别领域的核心问题之一 . 如何

高效利用点云数据中的空间信息 , 并从中提取可

靠的特征来进行 3D 目标检测, 是当下国内外研究

的重要课题. 

在早期研究中, 人们使用包括几何、密度和尺

度不变特征变换 [1]等手工设计的特征进行目标检

测, 并取得了一定的效果. 但由于其无法表示更为

抽象的特征, 导致模型的泛化能力较差. 后来, 有

研究者选择不直接处理原始点云 , 而是将其转换

为其他表示形式进行处理. 例如, 文献[2]将 3D 结

构的点云数据投影到鸟瞰视角或其他视角 , 进而

应用相对成熟的 2D 卷积进行特征提取; 还有的研

究者将点云转换为密集体素表示, 从而使用 3D 卷

积进行特征提取 . Qi 等 [3-4]提出的 PointNet[3]和

PointNet++[4]是深度学习在点云研究中的开山之

作, 此后, 相关研究工作不断涌现. 

基于点的模型直接处理点云中的点. PointNet

则选择直接从点中学习数据的高维特征 , 用于点

云的分类和分割. 文献[5]基于深度霍夫投票思想, 

通过多层感知机(multilayer perceptron, MLP)生成

靠近目标中心的候选点后 , 对其进行分组聚合并

生成候选框; 文献[6]将点云分割为前景点和背景

点, 为每一个前景点预测一个 3D 锚框, 计算点云

的全局语义特征并将其拼接到前景点的特征值上

进行预测, 以此获得更精确的锚框预测位置; 文献

[7]使用球形锚框替代长方体锚框, 通过使用 3D 交

并比(intersection over union, IoU)来划分正负样本, 

提高了候选框的质量; 文献[8]改进了点采样方式, 

即通过特征距离采样来获得更多的前景点, 并聚

合周围的采样点对中心点进行估计, 以实现对预测

框的分类与回归; 文献[9]通过多尺度采样, 在每一

层采样点上应用扩张感受野来提取更多空间局部信

息, 使锚框位置预测更加准确. 

基于体素的模型将非结构化的点云转换为规

则的体素网格进行处理. 文献[10]通过将点云转换

为体素, 使用 3D 卷积对体素进行下采样, 然后将其

映 射 到 鸟 瞰 视 角 来 实 现 3D 候 选 框 的 生 成 ; 

SECOND[11]通过改进 3D 卷积过程, 使用 3D 稀疏卷

积以减少对空体素的无效计算, 使计算效率得到提

高; PointPillars[12]将点云转换为柱状体素, 直接将

特征压缩到鸟瞰视角后生成候选框, 省去 3D 卷积

过程, 从而提高对点云的处理效率; 文献[13]选择

从体素特征中提取感兴趣区域(region of interest, 

RoI)特征 , 用于对锚框位置进行精细调整 ; 文献

[14]通过堆叠多层注意力模块强化特征表达能力, 

提高单阶段模型检测效果.  

基于融合体素和点的模型结合了体素和点模

型各自的优势. PV-RCNN[15]先通过提取体素特征

来生成候选框 , 然后逐点提取特征用于候选框的

二阶段调整 , 提高了检测准确率 ; 文献 [16]改进

PV-RCNN 的点采样过程和点云局部特征编码方

法 , 即通过在采样点附近构造体素格对采样点进

行池化, 接着对体素格按顺序拼接, 得到点云的局

部相对位置特征; 文献[17]引入高效的内存管理模

块来提高点的特征提取效率 , 从而在准确性和效

率之间实现更好的平衡. 

基于多视角的模型通过将点云映射到不同的

2D 视角后, 使用 2D 目标检测范式进行目标检测. 

文献[18]融合点云的俯视图、前视图和 RGB 色彩

前视图像 3 个角度的信息进行目标的定位和识别; 

文献[19]则从点云的俯视图中提取 3D 锚框, 使用

特征金字塔(feature pyramid networks, FPN)[20]融合

多视角特征并对锚框进行回归和分类 , 通过改进

锚框编码方式 , 从而获得更高的编码效率 ; 文献

[21]选择直接在鸟瞰视角下进行检测, 并将高度信

息保留到颜色通道中, 以简化 3D 目标检测问题. 

基于融合图像和点云的模型使用图像的 RGB

像素值和点云中的点坐标值共同进行检测 . 文献

[22]使用 2D 目标检测模型对前视图像进行分割, 

并在初步找到目标位置后将位置信息映射到点云

中 , 以得到包含目标物体的视锥空间来进行后续

的检测; 文献[23]通过把点云映射到被分割的 2D图

像上为点云增加分割信息, 然后进行目标检测. 

以往的模型尽管取得了一定效果 , 但仍然具
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有改进空间. 基于点的模型需要对点云进行采样, 

分层聚合点的局部特征 , 效率较低 , 实时检测困

难; 基于体素的模型的问题是将点云体素化后会

带来空间信息的损失, 且感受野固定, 对点云特征

学习不够充分; 基于融合体素和点的模型难以在

速度和效率之间实现很好的平衡; 基于多视角的

模型会损失空间信息 , 给提升模型检测准确率带

来困难; 基于融合图像和点云的模型推理速度较

慢, 且检测结果易受 2D 图像处理结果的影响.  

为解决上述问题 , 本文提出一个基于原始点

云的高效单阶段 3D 目标检测模型, 可以充分利用

点云的空间特征进行聚合和分层激励 , 取得比其

他使用单一尺度特征进行检测的模型更好的检测

效果. 本文通过聚合多尺度稀疏空间特征, 强化特

征的表达能力来提升模型检测的准确率 , 提出多

尺度稀疏空间特征聚合(multi-scale sparse spatial 

feature aggregation, MSS-FA)模块, 使用 3D 稀疏卷

积对点云进行特征提取 , 聚合多尺度稀疏空间特

征, 在提高特征聚合效率的同时, 增强特征对点云

空间信息的表达能力; 提出分层激励(feature hier-

archical excitation, FHE)模块, 设计多通道特征提

取路径 , 可以有效地学习目标不同感受野上的特

征, 解决单一感受野对目标描述不充分的问题, 提

升特征表达能力 , 使模型更加鲁棒 . 通过上述模

块, 提升单阶段体素法 3D 目标检测的准确率, 尤

其使单阶段 3D 目标检测模型对 KITTI 数据集[24]

困难样本的检测准确率得到显著的提高. 

2  本文模型 

本文的模型为可端对端训练的基于体素的单

阶段 3D 目标检测模型, 框架如图 1 所示. 模型以

原始点云为输入 , 首先将点云进行预处理和体素

化, 并对体素进行编码; 然后使用 MSS-FA 模块对

3D 体素空间进行多尺度特征提取和聚合, 引入 3D

稀疏卷积对 3D 空间进行下采样, 聚合多尺度稀疏

空间特征, 以获得丰富的空间语义信息; 接着通过

FHE 模块使用具有不同感受野的 3 个卷积通道对

特征进行强化; 最后用得到的特征经检测头来完

成预测框的回归和分类. 
 

 
 

图 1  本文模型框架示意图 
 

2.1  点云预处理阶段 
在点云预处理阶段 , 首先对输入的点云进行

过滤. 为限制点云采样空间的大小, 只保留点云沿

x , y , z 方向上指定范围  xmin ma,x x ,  min max,y y , 

 min max,z z 内的点, 超出范围的点则被舍弃. 然后

过滤点数量小于阈值 t 的前景物体. 反射点太少的

物体被认为所包含的信息不足 , 无法表达物体的

空间几何信息, 以至于难以对其进行识别, 因此这

些物体不会被标记为真实值. 

2.2  点云体素化阶段 
点云具有无序、不规则、置换不变的特点, 无

法使用传统卷积操作对其进行特征提取 . 体素法

首先将不规则的点云空间划分为均匀堆叠的体素, 

然后模型以体素为最小单位处理点云, 通过 3D 卷

积对点云进行特征提取 , 相比于直接对点云中的

点进行处理, 这种处理方式具有更高的效率. 具体

来说, 定义每个体素在 x , y , z 方向上的尺寸分别

为 xV , yV , zV , 则在 x , y , z 方向上的体素格数量
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分别为 

 max min xD = x x V   ,  max min yW = y y V   , 

 max min zH = z z V   .  

其中, D ,W 和 H 分别为深度、宽度和高度方向上

体素格的数量. 在训练阶段, 体素格数量被限制最

多为 16 000 个. 

给定原始点云  , , ,n n n n np = x y z r , 其中 , nx , 

ny , nz 为点的空间坐标, nr 为点的反射率信息. 将过

滤后的点放到对应体素格内, 则点 np 对应的体素格

坐标为 minn n xD = x x V   ,  minn n yW = y y V   , 

 minn n zH = z z V   . 

虽然模型已经在预处理阶段按照范围对点云

进行过滤, 但空间中的点仍然很多, 且点在空间中

的分布不是均匀的 , 在有目标的地方点会表现得

密集, 没有目标的地方则会稀疏. 点云体素化后 , 

每个体素格内包含的点数量是不同的 . 为平衡体

素之间点的数量差别并降低体素编码的计算量 , 

对每个体素格内包含的点的数量进行限制 . 如果

体素格内的点数量超过阈值 T , 则随机采样 T 个

点, 未被采样到的点会被丢弃. 阈值T 是一个经验

值, 如果T 设置得过大, 则难以达到平衡体素格之

间点数量的效果, 而且会降低体素的编码效率; 相

反 , 如果阈值 T 设置得太小 , 则会丢失过多的点 , 

导致目标包含点的数量过少 , 从而降低模型的检

测准确率. 为平衡编码效率和检测准确率, 本文设

置 5T  . 

2.3  体素编码阶段 
体素特征编码(voxel feature encoder, VFE)[10]是

一种常见的体素编码方法. 首先, 定义非空体素 

  T 4, , ,i i i i i= x y z r V p  , 1, ,i n   . 

对于每个体素V , 计算其所包含点的平均坐标值

作为质心  , ,x y zv v v , 用点到质心的距离来增强每

个点的特征, 同时将反射率 ir 作为补充信息, 得到 

 T 7
in , , , ,ˆ , ,i i i i i x i y i zi y z r x v y v z vx    pV  , 

其中, inV 为体素特征, 1, ,i n   ; 然后, 将 inV 通

过 PointNet 转化到 m 维特征空间, 记为 m
if  . 

接着使用最大池化函数对 if 进行聚合, 得到体素

V 的特征 mf  . 

由于空间中体素数量较多 , 因此体素编码方

式的设计会影响模型的推理效率 . 为了提高体素

编码效率, 仅使用质心坐标  , ,x y zv v v 作为每个体

素的特征 , 即  T 3
in

ˆ ˆ , ,i x y zv vv    pV  , 相比

传统 VFE 效率更高. 将 inV̂ 输入 PointNet 进行升维

处理, 得到体素的特征 

1 1 1

1 1 1
, ,

t t t

i,k i,k i,k
k

i
k k

f g x y z
t t t  

 
  

 
   . 

其中 ,  g  为特征变换函数 . 为减少模型的训练

参数 , 在升维过程中使用权值共享机制对点进行

处理 , 即共享多层感知机 , 所有点共享同一个

MLP 的权重. 如图 2 所示, 将 inV̂ 送入共享多层感

知 机 中 , 输 出 if 为 体 素 的 特 征 , 其 中 , 

 , , ,, ,x n y n z nv v v 为体素质心坐标 ,  ,1 ,2, , ,n n n,ma a a  

为每个体素升维后的特征, 本文设置 16m  . 
 

 
 

图 2  共享多层感知机示意图 

 
2.4  MSS-FA 模块 

在对 3D 体素格进行特征提取时需要考虑点云

的稀疏问题. 对于点云空间, 其大部分位置不包含

任何点, 在这些位置生成的体素为空体素, 如果直

接使用 3D 卷积来对整个体素空间进行特征提取, 

会使得大量计算浪费在空体素上 , 极大地降低模

型提取体素特征的计算效率 , 并且会导致特征膨

胀的现象出现. 在 KITTI 数据集上, 体素的稀疏度

接近 0.005[10]. 因此, 本文使用 3D稀疏卷积来替代

传统 3D 卷积, 以提升模型计算效率.  

本文使用子流形稀疏卷积[25]和稀疏卷积[11] 2 种

3D 稀疏卷积来提高卷积效率、降低显存消耗. 子

流形卷积保持了特征的稀疏性 , 其输出特征图与

输入特征图的非空位置是相同的. 所以, 使用子流

形卷积来对特征进行升维和通道变换 , 可以保证

特征图输入与输出的稀疏性是一致的 . 稀疏卷积

通过建立规则手册, 记录非空位置的特征, 使得卷

积只在非空体素上进行计算, 提高了 3D 卷积效率. 

基于这个特点, 本文使用稀疏卷积对 3D 体素进行

下采样, 以获得 3D 体素在不同空间尺度上的语义

特征. 基于 3D 稀疏卷积, 本文设计了 MSS-FA 模

块 , 通过聚合点云在不同尺度稀疏空间上的特征

来获得更丰富的语义信息. 
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点云空间信息的损失是影响基于体素的 3D 目

标检测模型提升准确率的一个重要因素 , 单一尺

度的空间体素特征不足以表示点云场景中的所有

信息. 因此, 本文提出 MSS-FA 模块对点云在多个

尺度空间中的特征进行编码和聚合, MSS-FA 模块

结构如图 3 所示.  

本文以自下而上的方式设计编码网络 , 每层

特征的下采样倍数为 2, 通过下采样逐渐降低体素

特征分辨率 . 每层空间体素特征表示点云在不同

空间尺度上的语义特征. 为获得更好的特征表达, 

MSS-FA 模块将多个尺度的体素特征进行聚合. 具

体来说, 在 3D 稀疏卷积网络的每层增加一个横向

连接, 使用 3D 稀疏卷积对特征进行通道和尺度变

换, 最后将各个尺度的体素特征进行聚合, 从而形

成 MSS-FA 的层次结构.  

图 3中橘黄色为稀疏卷积层, 每层参数含义为 

 in out, , , ,C C k s p ; 其中, inC 为输入特征通道数量, 

outC 为输出特征通道数量; k 为卷积核尺寸; s 为卷

积的步长值; p 为特征图的宽度填充数量. 设每层

特征为 convif , 其中 , 1, 2,3, 4,5i  . conv1 conv4f f

每一层进行 2 倍下采样, 得到点云在不同尺度稀疏

空间上的特征 , 然后对 conv1 conv5f f 进行特征聚

合, 得到聚合后的特征为 

   convconcat ig g ff . 

其中 ,  g  表示特征变换函数 ; concat 表示特征

拼接 , 用来对特征进行聚合 , 再由另一个特征变

换函数对特征的通道数量进行调整. f 可以聚合

不同层级的空间语义特征 , 能够更详细地描述点

云空间结构, 为候选框的生成提供更多空间信息. 
 

 
图 3  MSS-FA 模块结构示意图 

 
为更有效地利用显存资源、降低模型计算量, 

并解决分辨率较高的底层特征图需要占用大量显

存资源的问题, 在进行特征变换时, MSS-FA 模块

首先对各层体素特征进行通道变换 ,  将 conv1f , 

conv2f 的通道数量调整为 256, conv3 conv5f f 的通

道数量调整为 128. 接着, 将体素特征按照通道维度

进行聚合, MSS-FA 模块堆叠多个卷积核大小为 3 3

的卷积层来统一特征图尺寸, 每一层均包含卷积层、

批量归一化层和激活函数, 如图 4 所示. 将各尺度的

特征分辨率调整到 200 176 像素, 拼接后的特征图

共包含 896 个通道. 然后使用卷积核尺寸为 1 1 的

卷积层将通道数调整为 256. 最后, 聚合了多尺度稀 
 

 
 

图 4  卷积层细节 
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疏空间特征图的尺寸为 256×200×176. 

2.5  FHE 模块 
为增强特征对目标的表达能力 , 对聚合后的

特征通过 FHE 模块进行分层激励. 该模块可以有

效地提高模型对困难样本的检测准确率.  

点云对物体空间几何结构的描述与图像不同. 

物体在图像中会表现出近大远小的特点 , 而在点

云中的大小则不受距离的影响 , 在空间上具有尺

度不变的特点. 所以, 将基于图像的目标检测模型

中广泛应用的下采样特征提取方法直接应用到点

云中可能会进一步造成物体空间信息的损失 . 但

是, 如果不对特征进行下采样, 模型的计算量会变

得非常大 , 而且在特征提取过程中由于卷积核的

感受野较小, 难以有效地提取点云局部特征. 为解

决上述问题, 本文提出适用于点云的 FHE 模块, 

将特征下采样到一定的尺寸后 , 通过扩大感受野

来改善特征学习的效果 , 可以更充分地学习点云

局部特征, 其具体结构如图 5 所示. 
 

 
 

图 5  FHE 模块结构示意图 
 

FHE 模块通过 3 层卷积通道对目标特征进行强

化, 每层通道堆叠多层卷积神经网络, 卷积核尺寸

分别为 3×3, 5×5和 7×7. 原始点云空间在鸟瞰视角下

尺寸为 80.0 m×70.4 m. 映射到分辨率为 200×176 像

素的特征图后, 3×3 大小的卷积核对应的原始点云

鸟瞰视角尺寸为1.2 m×1.2 m, 5×5大小的卷积核对应

2.0 m×2.0 m, 7×7 大小的卷积核对应 2.8 m×2.8 m. 

这些尺寸的卷积核基本能够覆盖汽车、行人和自行

车这 3 种类别的目标. 为保证训练时特征图尺寸不

变, 本文选取的训练参数如表 1 所示.  

通道内每一层特征图尺寸固定为 200×176, 使

用 5 层堆叠的卷积神经网络来进行学习, 每层均包 
 

表 1  FHE 模块训练参数 

卷积核尺寸 特征图填充宽度 卷积步长 特征图通道数量

3×3 1 1 256 

5×5 2 1 256 

7×7 3 1 256 

含卷积层、批量归一化层和激活函数. 最后将 3 层

特征通过 MLP 进行整合, 增加目标所包含的信息

量, 强化特征的表达能力, 降低噪声信息对检测结

果的影响, 提高模型鲁棒性. 

2.6  损失函数 
将点云特征分别输入置信度预测、锚框位置

预测和朝向预测分支 , 用于计算锚框的分类损

失、边框损失和朝向损失 . 对于锚框位置 , 使用

 , , , , , ,x y z w l h  格 式 的 向 量 进 行 编 码 . 其 中 , 

( x , y , z )为框的中心点的坐标; w , l , h 分别为

框的宽、长、高;  为锚框的朝向角度. 预测框和

真实框之间的差值计算公式为 

g a g a g a
t t t

a a a

,  ,  ,
x x y y z z

x = y = z =
d d h

  

g g g
t t t

a a a

ln ,  ln ,  ln ,
w l h

w = l = h =
w l h

     
     
     
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g a=   . 

其中 ,    2 2
a a ad w l  ; tx , ty 和 tz 分别表示

在 3 个方向上预测框和真实框中心点坐标的差值, 

tw , tl 和 th 分别代表预测框和真实框宽、长和高

的差值,  代表预测框和真实框朝向角度的差值. 

最后用  , , , , , ,t t t t t tx y z w l h  g 表示预测框和真

实框之间的距离. 

考虑正负样本不平衡问题 , 本文使用 Focal 

Loss[26]作为分类损失函数 , 为正负样本的损失分

别设置不同的权重 , 以平衡每种损失对总分类损

失的贡献度. Focal Loss 计算公式为 

   cls t t t1 logL p p
   . 

其中,  和  为 Focal Loss 的参数, 在训练时通常

使用 0.25  , 2.0  ; 

t

ˆ ,        if 1

ˆ ,   other1 wise
p

p y =

p


  

. 

其中, p̂ 由模型预测的分类分数经过 Sigmoid 函数

计算得到. 

本 文 模 型 在 计 算 角 度 损 失 时 , 使 用 和

SECOND[11]一样的角度损失函数, 计算公式为 

  a1 gSmooth sinθL L    . 

在角度损失计算时, 由于当锚框的角度为 0 和 π时

会对应同一个锚框 , 但预测值和真实值相差 π 会

导致损失过大 , 使用 sin 函数可以解决这一问题 . 

同时, 为了表示锚框的朝向, 定义朝向损失为 dirL . 

位置损失使用 1SmoothL 损失函数, 计算公式为 

 1loc Smooth ,L L p g   . 

其中, p 为头部检测网络生成的锚框位置编码的

预测值; g 为该预测框对应的真实框位置编码真

实值. 

本文模型的总损失计算公式为 

  total 1 2 loc 3 dircls θL = β L + β L + L + β L     (1) 

其中, 1β , 2β , 3β 分别为 3 种损失对应的权重. 

3  实  验 

本文使用 KITTI 数据集进行实验, 该数据集

由激光雷达点云和图像样本组成, 包含 7 481 个训

练样本和 7 518 个自动驾驶场景中的测试样本; 其

中, 训练样本分为 3 712 个训练样本集和 3 769 个

验证样本集, 包含车辆、行人和自行车共 3 个类别. 

本文给出了模型的实验结果 , 并对结果进行可视

化分析 , 最后通过消融实验证明所提出模块的有

效性. 

3.1  实验环境设置 
本文选取如下软硬件配置作为实验环境: CPU

为 Intel(R) Xeon(R) Gold 5218R(10 核); GPU 为

RTX 3090; 显存为 24 GB; 操作系统为 Ubuntu 

20.04; Python 版本为 3.8; 深度学习框架为 PyTorch 

1.8.1; CUDA 版本为 11.1; cuDNN 版本为 8.0; 运行

环境为 Visual Studio Code 1.66.1.  

3.2  实验细节 
3.2.1  锚框尺寸 

本文针对汽车、行人和自行车 3 种类别进行统

一训练, 其中, 汽车锚框的尺寸在 ,  ,  x y z 方向分别

设定为 3.90 m, 1.60 m, 1.56 m; 行人为 0.80 m, 

0.60 m, 1.73 m; 自行车为 1.76 m, 0.60 m, 1.73 m. 

对于汽车类别的正负样本划分 , 如果模型所预测

的锚框与真实值间的 IoU>0.60, 则被划分为正样

本; IoU<0.45 则被划分为负样本; IoU 在 0.45~0.60

的预测锚框会被丢弃. 对于行人和自行车, 若模型

所预测的锚框与真实值间的 IoU>0.50, 则被划分为正

样本; IoU<0.35 则被划分为负样本; IoU 为 0.35~0.50

的预测锚框会被丢弃 

3.2.2  体素化 

为了数据对齐, 点云在 ,  ,  x y z 方向的取值范围

分别为   0.0 ,70.4 ,    40.0 , 40.0 和   3.0 ,1.0 ; 相

应的体素块尺寸分别为 0.05 m, 0.05 m 和 0.10 m, 

体素块数量分别为 1 408, 1 600 和 40, 设置每个体

素内点的数量不超过 5 个. 

3.2.3  数据增强 

(1) 增加被检测目标. 将所有场景的真实值都

存放到一个字典中, 在训练过程中, 随机从字典中

选择真实值加入到当前点云中 , 增加了每帧点云

的目标数量, 模拟在不同环境中的物体. 在加入真

实值时进行物理碰撞测试 , 移除与其他物体有碰

撞的采样物体. 

(2) 全局旋转和缩放 . 对点云中所有的点在

 0.95,1.05 范围内进行随机倍数的缩放 , 并在

π π
,

4 4
   

范围内进行随机角度的旋转. 

(3) 真值旋转和线性变换. 对所有真实框和真

实框内的点进行服从高斯分布的随机线性变换 , 

在
π π

,
2 2

   
范围内进行随机角度的旋转, 以模拟不

同尺寸的真实值和转向. 

(4) 翻转. 将点云沿 x 轴进行随机翻转. 
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3.2.4  特征提取网络 

特征提取网络包括 MSS-FA 和 FHE 这 2 个

模块 . 

MSS-FA 模块使用 3D 稀疏卷积来加速卷积运

算. 模块的网络包含 5 层中间特征, 尺寸分别为

656×1 600×1 408, 672×800×704, 704×400×352, 
320×200×176 和 256×200×176. 分别对 5 个中间层

特征进行通道变换和下采样, 得到 5 个新的特征矩

阵, 尺寸分别为 256×200×176, 256×200×176, 128× 

200×176, 128×200×176 和 128×200×176. 将上述

5 个特征矩阵拼接后得到 896×200×176 的特征矩

阵. 最后再对其进行通道变换, 得到尺寸为 256× 

200×176 的矩阵. 

FHE 模块进一步对空间特征进行强化. 按卷

积核尺寸不同分为 3 个通道, 卷积核尺寸分别为

3×3, 5×5 和 7×7, 每个通道都包含 5 层卷积层. 为

保证特征图尺寸不变, 3×3 通道的卷积层设定特征

图填充宽度为 1, 卷积步长为 1; 5×5 通道的卷积层

设定特征图填充宽度为 2, 卷积步长为 1; 7×7 通道

的卷积层设定特征图填充宽度为 3, 卷积步长为 1. 

3 个通道输出的特征矩阵尺寸均为 256×200×176, 

将 3 个通道特征进行拼接, 得到尺寸为 768×200× 

176 的特征图 , 然后对其进行通道变换 , 映射为

512×200×176, 最后将其输入到检测头进行锚框的

分类和回归. 

3.2.5  多任务损失函数 

本文模型的损失包括分类损失、位置损失和朝

向损失, 3 种损失权重分别为 1.0, 2.0 和 0.2. 

3.2.6  训练设置 

本文所提模型使用 Adam_onecycle 优化器进行

训练, 初始学习率设置为 0.01, 批次大小设置为 4, 

训练次数设置为 80, 每次训练共有 928 个批次. 学

习率随着训练次数的增加而改变, 分别在第 35 次

训练和第 45 次训练时衰减 10 .  

3.3  实验结果与分析 
3.3.1  评价标准与实验设置 

表 2 所示为本文模型与当前主流 3D 目标检测

模型在 KITTI 数据集上对汽车、行人和自行车检测

的准确率对比, 每个类别包含 3 种难度级别: 简

单、中等和困难. 遵循 KITTI 标准的评价要求, 保

持 IoU 阈值和平均准确率(mean average precision, 

mAP)计算方式和表中其他模型一致, 将汽车类别

的 IoU 阈值设置为 0.7, 行人和自行车类别的 IoU 阈

值设置为 0.5, mAP 使用第 40 个召回位置进行计算. 
 

 表 2  KITTI 数据集上 11 种模型对 3 类目标的检测准确率     % 

模型 汽车 行人 自行车 

类型 模式 名称 简单 中等 困难 简单 中等 困难 简单 中等 困难

双阶段 

RGB+LiDAR 

F-PointNet[22] 82.19 69.79 60.59 50.53 42.15 38.08 72.27 56.12 49.01

AVOD-FPN[19] 83.07 71.76 65.73 50.46 42.27 39.04 63.76 50.55 44.93

F-ConvNet[27] 87.36 76.39 66.69 52.16 43.38 38.80 81.98 65.07 56.54

LiDAR 

Part-A2[28] 87.81 78.49 73.51 53.10 43.35 40.06 79.17 63.52 56.93

PointRCNN[6] 86.96 75.64 70.70 47.98 39.37 36.01 74.96 58.82 52.53

STD[7] 87.95 79.71 75.09 53.29 42.47 38.35 78.69 61.59 55.30

单阶段 LiDAR 

SECOND[11] 83.13 73.66 66.20 51.07 42.56 37.29 70.51 53.85 46.90

PointPillars[12] 82.58 74.31 68.99 51.45 41.92 38.89 77.10 58.65 51.92

TANet[29] 84.39 75.94 68.82 53.72 44.34 40.49 75.70 59.44 52.53

3DSSD[8] 88.36 79.57 74.55 54.64 44.27 40.23 82.48 64.10 56.90

本文 88.17 77.91 76.67 53.27 48.98 45.79 76.02 65.77 60.68

注. 加粗表示当前类别最高检测准确率. 

 
3.3.2  结果分析 

表 2按照单阶段和双阶段的分类, 列举了不同

类型检测模型, 包括本文模型的实验结果. 本文模

型采用同一个模型对 3 个类别进行训练, 未针对

类别进行独立训练 . 本文模型为单阶段模型 , 因

此重点对比与其他单阶段模型的检测性能 . 可以

看到 , 本文模型在同类的单阶段模型中性能提升

明显 , 尤其是对困难难度目标的检测准确率明显

优于其他模型. 针对简单、中等和困难 3 种不同

难度级别的汽车目标 , 本文模型检测准确率分别

达到 88.17%, 77.91%和 76.67%; 在行人类别中, 

分别达到 53.27%, 48.98%和 45.79%; 在自行车类

别中, 分别达到 76.02%, 65.77%和 60.68%. 尤其

在困难级别样本检测中 , 本文模型相对主流单阶
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段模型具有优势 , 证明本文提出的 MSS-FA 和

FHE 能够有效获取更准确的点云特征 , 提高 3D

目标检测准确率.  

在鸟瞰视角下 , 本文模型在检测准确率上同

样具有优势. 本文比较了多个主流单阶段 3D 目标

检测模型在 KITTI 数据集中对汽车、行人和自行

车鸟瞰视角下的平均检测准确率, 检测结果如图 6

所示. 在与 7 种模型的比较中, 本文模型对汽车检

测的平均检测准确率排名靠前 , 对行人和自行车

类别的平均检测准确率均排名第一. 
 

 
 

图 6  鸟瞰视角下各种模型平均检测准确率 
 

模型训练过程的训练损失曲线如图 7 所示 , 

在训练起始阶段 , 模型计算得到的损失较大 , 然

后迅速降低 ; 随着训练迭代次数增加 , 损失平缓

降低 . 曲线表明本文模型在训练过程中损失会逐

渐降低 , 从整体趋势上说明模型训练有效 , 未发

生异常情况. 
 

 
 

图 7  训练损失曲线 
 

3.3.3  可视化分析 

对模型的检测效果进行可视化分析, 如图 8所

示. 汽车、行人和自行车分别对应绿色、蓝色和黄

色框, 红色为真实框. 根据可视化结果可以看出 , 

模型对不同点云场景检测均较为准确 , 即使对远

处点较为稀疏物体的检测同样有效, 对被遮挡、出

现重叠的物体检测效果良好. 以图 8a 为例, 左侧

的汽车虽然被遮挡, 点较为稀疏, 但仍然被模型准

确检测到 ; 对自行车类别的检测同样有效 , 以图

8d 为例, 模型准确检测出左侧出现的自行车. 本

文对真实框进行了可视化 , 以分析模型生成的预

测框的质量. 从图 8 中可以看到, 模型生成的预测

框与真实框接近, 重合度较高, 说明预测框质量较

好. 虽然模型整体表现良好, 但仍然有一些漏检情

况, 例如, 图 8a 右侧较远处只出现红色的真实框, 

没有出现预测框, 说明该处的物体被漏检. 分析认

为是由于这些远处的物体包含的点非常稀疏 , 同

时被其他物体遮挡, 减少了物体所包含的点, 使模

型难以获得足够多的信息进行检测.  
3.3.4  对比实验 

为进一步验证本文模型的实际检测效果 , 与

经典的单阶段模型 SECOND[11]和 PointPillars[12]在

同一场景下进行可视化对比, 结果如图 9 所示, 其

中 , 红色框为真实框 , 绿色框为预测框 . 可以看

出, 相比本文模型, SECOND[11]和 PointPillars[12]均

出现不同程度的漏检和误检 , 两者均未检测到近

处路右边的白色汽车. SECOND[11]将右侧建筑的点

云误检为行人; PointPillars[12]将右侧建筑的点云识

别为汽车, 未检测到墙角处的自行车, 在没有物体

的地方检测出汽车; 本文模型检测结果则较为准

确, 较为鲁棒, 正确识别出近处的白色汽车和墙角

的自行车, 且未对右侧建筑产生误检. 需要说明的

是 , 本文模型对距离激光雷达较远的被严重遮挡

的目标存在一定误检, 由于模型同时针对 3 种类别

目标进行训练 , 而不同类别之间目标的点云在被

严重遮挡或截断时存在一定相似性 , 导致模型将

汽车的部分点云误检为其他类别. 

3.4  消融实验 
为进一步验证本文提出的 MSS-FA 和 FHE 模 
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a. 场景 1 

 
b. 场景 2 

 
c. 场景 3 

 
d. 场景 4 

 

图 8  模型在 KITTI 数据集上检测结果的可视化 
 

 
a. 场景正视图像视角 

 
b. SECOND[11] 

 
c. PointPillars[12] 

 
d. 本文 

 

图 9  3 种模型检测效果对比 
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块的效果, 对 MSS-FA 和 FHE 模块进行消融实验, 

使用 SECOND[11]模型作为基线, 将各模块分别加

入 SECOND[11]模型中, 验证所提出的模块的实际

效果, 结果如表 3 所示. 可以看出, MSS-FA 和 FHE

模块对模型性能提升均是有效的. 在 SECOND[11]

模型中加入 MSS-FA 模块后, 在汽车类别简单、中

等和困难样本的检测中, 准确率分别提升约 4.46

个百分点、3.26 个百分点和 8.73 个百分点; 在行人

检测中, 简单样本检测准确率降低约 1.20 个百分

点, 中等和困难样本检测准确率分别提升约 1.11

个百分点和 3.20 个百分点; 在自行车简单、中等和

困难样本的检测中, 准确率分别提升约 8.13 个百

分点、 11.59 个百分点和 14.64 个百分点 . 在

SECOND[11]模型中加入 FHE 模块后, 在汽车类别

简单、中等和困难样本的检测中, 准确率分别提升

约 4.96 个百分点、4.31 个百分点和 10.24 个百分点; 

在行人检测中, 简单样本检测准确率降低约 0.46

个百分点 , 中等和困难样本检测准确率分别提升

约 2.78 个百分点和 4.21 个百分点; 在自行车简单、

中等和困难样本的检测中 , 准确率分别提升约

10.35 个百分点、12.57 个百分点和 15.11 个百分点. 

值得一提的是, 只加入 FHE 模块对自行车类别检

测性能提升较多, 而加上 MSS-FA 模块后, 对自行

车类别检测性能有所下降, 但对行人类别检测性能

得到提升. 分析认为是由于汽车、行人和自行车的尺

寸不同, 一些模型在训练时会使用不同的超参数分

别对 3 种类别进行处理, 而本文模型则使用统一的

参数训练, 训练效果追求性能整体上的提高. 由结

果可知, MSS-FA和 FHE 模块对困难目标检测性能的

提升是有效的, 将 MSS-FA 和 FHE 模块均加入到

SECOND[11]模型后, 3 个类别不同难度等级的检测效

果均得到提升, 实验验证了各模块的有效性. 
 

 表 3  消融实验检测准确率         %   

模块 
汽车 行人 自行车 

简单 中等 困难 简单 中等 困难 简单 中等 困难 

SECOND[11] 83.13 73.66 66.20 51.07 42.56 37.29 70.51 53.85 46.90 

+ MSS-FA 87.59 76.92 74.93 49.87 43.67 40.49 78.64 65.44 61.53 

+ FHE 88.09 77.97 76.44 50.61 45.34 41.50 80.86 66.42 62.01 

+ MSS-FA + FHE 88.17 77.91 76.67 53.27 48.98 45.79 76.02 65.77 60.68 

注. 加粗表示当前类别最高检测准确率. 
 

对 FHE 模块的有效性进行可视化分析 , 以

SECOND 模型为基线模型, 红色框为真实框, 绿

色框为预测框, 结果如表 4 所示. 可以看出, 为未

使用 FHE 模块时, 汽车、自行车与行人的点云预

测框与真实框的位置具有明显偏差. 使用 FHE 模

块后对应的预测框与真实框的位置重合度较高 , 

说明预测框定位更为地准确. 实验表明, FHE 模块

提取到的特征可以有效提高候选框的定位能力.  

4  结  语 

本文提出了一种可端对端训练的基于体素的

单阶段 3D 目标检测模型, 该模型聚合多尺度的稀

疏空间特征来增强特征对空间的描述 , 并在此基

础上通过分层激励对特征进行充分学习 , 提升特

征对目标的表达能力. 相比其他主流单阶段模型, 

本文模型在 KITTI 数据集上汽车、行人和自行车 3

个类别的检测准确率上具有优势 , 尤其对困难类

别样本检测效果提升明显. 实验结果表明, 对点云

空间信息的充分聚合和学习可以显著提高模型检 

表 4  FHE 模块可视化实验 

类别 
点云预测框与真实框位置 

未使用 FHE 模块 增加 FHE 模块 

汽车 

自行车

  

行人 
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测准确率 . 虽然多尺度感受野对提高模型性能十

分关键 , 但需要使用较大的卷积核尺寸并带来计

算代价的增加, 影响模型的推理速度. 接下来, 将

继续研究聚合多尺度信息的锚框精细化调整, 在扩

大感受野范围的同时, 提高特征提取效率, 以进一

步提升基于体素的单阶段 3D 目标检测模型性能. 
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