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摘  要: 为了增强能见度深度学习模型在小样本条件下的准确率和鲁棒性, 提出一种基于可见光-远红外图像的多模

态能见度深度学习方法. 首先, 利用图像配准获取视野范围与分辨率均相同的可见光-远红外输入图像对; 然后, 构

造三分支并行结构的多模态特征融合网络; 分别在可见光图像、远红外图像及其累加特征图中提取不同性质的大气

特征, 各分支的特征信息通过网络结构实现模态互补与融合; 最后在网络末端输出图像场景所对应的能见度的等级. 

采用双目摄像机收集不同天气情况下的室外真实可见光-远红外图像作为实验数据, 在不同性能指标、多角度下的实

验结果表明, 与传统单模态能见度深度学习模型相比, 多模态能见度模型可显著提高小样本条件下能见度检测的准

确率和鲁棒性. 
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Abstract: In order to enhance the robustness of the visibility deep learning model under a small training da-

taset, this paper proposes a multi-modal visibility deep learning model based on visible-infrared image pairs. 

Apart from conventional visibility deep learning models, the visible-infrared image pairs are used as 

observation data. First, raw data set is preprocessed to generate visible-infrared image pairs with identical 

resolution and view range using image registration. Then we construct a new convolutional neural network 

structure including three CNN streams, which are connected in parallel. The feature maps of each stream are 

extracted and fused from low layer to deep layer by propagation. Finally, the visibility range level is classi-

fied by softmax layer based on the output feature descriptor of full connected layer. The experimental results 

demonstrate that, compared with conventional visibility deep learning models, both accuracy and robustness 

are strongly enhanced using the proposed method, especially for small training datasets. 
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能见度是将目标从背景中识别出的最大距离[1]. 

其变化取决于大气透明度: 透明度愈差, 能见距离

愈小. 雾霾等天气可导致大气浑浊、透明度变小及

能见度陡降[2], 是诱发交通事故的重要原因[3]. 能
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见度检测可有效地监测大气环境 , 对潜在的交通

事故提供可靠的预警依据 . 基于图像的能见度检

测方法因设备价格低廉、安装方便等优势, 相关研

究迅速发展[4]. 

目前, 基于图像能见度检测的研究丰富多样.

可分为统计学模型[5-7]与深度学习模型[8-9]. 统计学

方法通常利用物理模型或者概率模型来估计能见

度值. 如, Hautiére等[10]利用Koschmieder定律求解

能见度值. Babari 等[11]提出基于亮度值对比度的非

线性描述函数能见度估计方法. Li 等[12]通过定义

晴朗场景比率权重来修正大气消光系数 , 进而通

过大气散射模型计算能见度. 

随着卷积神经网络(convolutional neural net-

works, CNN)的广泛应用, 能见度深度学习模型亦

成为研究热点. Li等[13]通过 AlexNet提取大气特征, 

再利用广义回归神经网络(general regression neural 

networks, GRNN)预测能见度范围. 模型经香港天

文台 2016-10—2017-08 的 1 003 幅 RGB 图像集训

练准确率为 62.0%. Yang 等[14]将前向卷积网络与循

环网络相结合 , 通过递归循环神经网络(recurrent 

convolutional networks, CNN-RNN)模型融合全局

和局部特征, 采用支持向量机(support vector ma-

chine, SVM)对图像的能见度等级排序, 尝试利用

相对评价方法提高模型对场景变化的鲁棒性 . 经

37 420 幅 RGB 网络图像训练准确率为 82.2%. 

Palvanov 等[15]将 RGB 图像进行预处理, 将其在频

率域和伪色彩空间上的滤波结果增强观测数据的

多样性. 设计并行链接的卷积网络结构, 对观测数

据进行能见度距离的分类. 模型经韩国气象局 300

万幅 RGB 图像训练准确率为 91.3%. 

经分析可知 , 现有能见度深度学习模型存在

如下问题: (1) 现有方法均采用可见光图像作为输

入, 观测对象数据单一; 其成像原理决定了特征信

息的局限性 , 无法在不同浓度雾气环境下提供充

分的特征信息 . (2) 模型准确率需大数据的支持 ; 

在小样本条件下 , 模型训练结果受到网络初始权

值影响, 准确率与鲁棒性均较低. 

针对问题(1), 本文分析了可见光-远红外图像

随能见度变化的特征表现. 图 1 给出了不同浓度雾

气环境下, 1 h 间隔采样的多模态图像灰度直方图

的拟合实例. 其中, 分别在晴朗天气环境下凌晨 4

点和 5 点, 在浓雾天气环境下上午 9 点和 10 点采

样, 其可见光图像及对应的 2 幅远红外图像之间的

灰度直方图拟合实例如图 1a 和图 1b 所示. 
 

 
 

图 1  不同浓度雾气环境下的可见光-红外图像亮度值响应特性对比分析实例 
 

通过比较不同浓度雾气环境下, 可见光、远红

外图像各自的灰度直方图拟合结果可知: 远红外

图像在较高浓度雾气环境下 , 图像亮度值对于能

见度的变化比较敏感; 相反, 可见光图像在较低浓

度雾气环境下 , 其图像亮度值对于能见度的变化

比较敏感. 因此, 可见光-远红外图像对可提供更

加丰富的能见度变化表征特征信息. 

针对问题(2) , 本文提出了面向可见光-远红外

图像对的多模态能见度检测深度学习模型 . 通过

设计多模态特征深度融合网络结构 , 有效地融合

各个模态图像的特征信息, 实现模态互补; 在小样

本条件下, 提高能见度检测的准确率和鲁棒性. 

1  多模态能见度深度学习模型 

1.1  多模态融合网络框架 
本文提出的深度融合网络模型由可见光图像

特征提取、远红外图像特征提取、叠加特征提取和

特征融合 4 个模块组成. 如图 2 所示, 将可见光和

远红外图像分别输入到 2 个并行的特征提取子网 
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图 2  多模态能见度深度学习网络模型 

 

络, 经过 3 组卷积-池化操作后, 由全连接层映射

到各自的特征空间. 

同时, 建立并行特征叠加子网络, 将可见光和

远红外子网络的各池化层输出进行叠加; 再经过 2

组卷积-池化操作后, 由全连接层映射到叠加网络

特征空间. 然后, 将并行各网络全连接层的输出特

征向量进行拼接; 再利用特征融合网络模块, 通过

2 层全连接层增强模型的非线性表达能力, 其过程

中利用 Dropout 抑制过拟合[16]. 最后, 深度融合的

特征向量输入分类器 , 完成整个深度融合网络的

特征提取和能见度等级分类过程. 

1.2  可见光、远红外图像特征提取模块 

可见光、远红外图像特征提取模块的网络结构

相同, 包括 5 个卷积层、3 个池化层和 1 个全连接

层. 如图 2 所示, 输入图像大小为 227×227 像素、

3 个通道. 卷积-池化组合的特征提取过程如下: 卷

积层将上层的输出特征图 , 利用多个卷积核对其

提取局部特征, 获取与卷积核数量相同的特征图. 

接着, 将特征图进行最大池化处理、压缩特征, 简

化网络复杂度 . 池化后得到的特征图再次作为下

一卷积-池化组合单元的输入, 并逐层向全连接层

方向传递. 这样, 大气特征由局部到整体、由具体

到抽象, 被有效地通过卷积-池化组合操作进行描

述. 其中, 第 l 层的第 j 个特征图矩阵 l
jx 由前输出

特征图卷积加权得到, 即 

 
1 *

j

l l l
l i ij j
j i N

f




   
 
 x k bx  (1) 

其中, f 是神经元激活函数; jN 代表输入特征图

的组合 ; * 表示卷积运算 ; l
ijk 表示卷积核矩阵 ; 

l
jb 表示偏置矩阵. 

本文采用最大池化函数实现图像特征表达的

紧凑性, 增强噪声的鲁棒性[17]. 

1.3  多模态叠加特征提取模块 

为了增强大气特征信息的有效性 , 减少对图

像场景理解的偏差. 特征叠加模块将可见光、远红

外图像特征子网络各自第 1 池化层输出的特征图

相加, 获得多模态叠加特征(由于 2 个子网络结构

一致 , 特征叠加后其维度不变). 然后 , 将叠加特

征输入卷积-池化组合操作进行复合特征提取. 同

理, 在第 2 和第 3 池化层, 将 3 个并行的输出特征

图再次叠加 , 并在叠加特征提取模块中向其全连

接层传递. 最后, 获取多模态叠加特征描述向量. 

1.4  多模态特征融合模块 

3 个并行特征提取模块经过多次卷积-池化组

合操作后 , 原始数据映射到其各自的隐层特征空

间中. 在特征融合模块中, 利用向量拼接将可见光

特征、远红外特征和叠加特征进行连接; 并利用全

连接层将分布式特征映射到样本标记空间 , 减少

特征位置对分类带来的影响 . 本文所用全连接层

的结构和隐层网络结构相同; 其中, 第 l 层全连接

层的特征向量表示为 

 1( )l l l lf  x w x b  (2) 

其中, lw 是权值矩阵; lb 是偏置向量. 

为了防止训练过拟合, 在融合模块中添加 2个

Dropout 层. 模型末端为逻辑回归输出层, 其每个

节点表示输入图片属于某一类别 i 的概率, 表示为 

 

( | , , ) = Softmax( ) =

      e e j ii i

j

P Y i


 

 w x bw x b

x w b wx b
 

(3) 

其中, w 为权重参数矩阵; b 为偏置矩阵. 
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2  实验结果与分析 

2.1  实验数据采集与标注 
因尚无多模态图像能见度检测公共数据集 , 

课题组使用双目摄像机在 2019-03—2019-12 于南

通大学收集了不同天气下的室外远景多模态图像

集合 , 并利用能见度仪记录同时刻的能见度距离

值对其标注. 图 3 给出了所用设备及输出图像实

例. 其中, 可见光原始图像分辨率为 1 092×1 080 像

素, 远红外原始图像分辨率为 384×384 像素. 
 

  
a. 海康威视 DS-2TD2636T-10    b. 能见度仪 FRT VRE01 

  
c. 可见光图像             d. 远红外图像 

 

图 3  多模态数据采集标注设备及其输出图像实例 

能见度数据收集由天气情况决定 , 短时间内

较难收集到大范围、等间距的能见度多模态图像. 

为了保证每一类内实验图像数量相同, 经过整理,

去除光线过强、曝光不足及高相似度的图像, 并参

考能见度距离, 将 2 100 幅实验图像集合分成 7 类,

每类各 300 幅图像. 实验数据集随机划分训练集和

测试集各 50%. 表 1 给出实验数据的分类结果及其

数量. 为方便网络训练, 可见光和远红外图像经配

准, 视野和分辨率(227×227×3)均相同. 
 

表 1  实验数据 

分类 数量/对 能见度值/km 

1 300 5.00~10.00 

2 300 2.00~5.00 

3 300 1.00~2.00 

4 300 0.70~1.00 

5 300 0.20~0.70 

6 300 0.05~0.20 

7 300 <0.05 

 
图 4给出了 7类不同能见度下多模态图像对实

验数据实例. 其中, 每个类别的第 1 行和第 2 行分

别为可见光图像和远红外图像; 且从第 1 类到第 7

类能见度逐渐降低, 雾气浓度逐渐增加. 
 

 
 第 1 类               第 2 类               第 3 类                第 4 类 

 
 第 5 类                 第 6 类                第 7 类 

 

图 4  7 类多模态能见度图像实验数据实例 
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2.2  实验环境与评价指标 
本文利用 Python3.6 和 Keras 框架完成多模态

能见度模型的构建; 服务器环境如下: Windows10

系 统 , CPU(Intel Xeon E5-2620), GPU(NVIDIA 

TITAN xp), RAM(64 GB), CUDA9.2. 通过多组比

较实验验证所提出模型的有效性, 比较对象包括 8

种不同观测数据与网络结构结合的能见度检测模

型: RGB & AlexNet[18]模型、IR & AlexNet[18]模型、

RGB-IR2 & AlexNet[18]模型 (双通道灰度图像 ), 

RGB-IR & AlexNet[18]模型、RGB-IR & FusionNet[19]

模型、CNN-RNN[14], VisNet[15], 以及本文的多模态

检测模型, 其网络结构参数如表 2 所示. 
 

表 2  多模态能见度检测模型网络参数 

结构名称 可见光通道 远红外通道 特征叠加通道 

输入 227×227×3 227×227×3    

结构说明 卷积核、数量 步长 输出维度 卷积核、数量 步长 输出维度 卷积核、数量 步长 输出维度 

卷积层 1 11×11×96  4 55×55×96 11×11×96  4 55×55×96          

BN 层     55×55×96      55×55×96          

最大池化 3×3  2 27×27×96 3×3      2 27×27×96 Add 27×27×96 

卷积层 2 5×5×256  1 27×27×256 5×5×256  1 27×27×256 5×5×256 1 27×27×256 

BN 层     27×27×256      27×27×256     27×27×256 

最大池化 3×3  2 13×13×256 3×3      2 13×13×256 Add 3×3    2 13×13×256 

卷积层 3 3×3×384  1 13×13×384 3×3×384  1 13×13×384 3×3×384 1 13×13×384 

卷积层 4 3×3×384  1 13×13×384 3×3×384  1 13×13×384 3×3×384 1 13×13×384 

卷积层 5 3×3×256  1 13×13×256 3×3×256  1 13×13×256 3×3×256 1 13×13×256 

最大池化 3×3  2 6×6×256 3×3      2 6×6×256 Add 3×3    2 6×6×256 

全连接 1 1 024 1 024 1 024 (dropout) 

concate 3 072 

全连接 2 4 096 

Dropout1 4 096 

全连接 3 4 096 

Dropout2 4 096 

分类    7 

 
采用准确率和鲁棒性多角度对各模型的能见

度检测结果进行评价 , 其实验过程设计如下 : 首

先, 对各模型连续训练 5 次, 每次随机设置初始网

络参数; 然后, 统计 5 次训练结果在测试集上的平

均成功率与方差. 在此基础上计算准确率(Accuracy, 

A)与鲁棒性(Robust, R), 其计算公式分别为 

 5 5ΔA p p   (4) 

 var( (5))R  P  (5) 

其中, 5p 是 5 次训练结果在测试集上的平均成功

率; 5Δp 是 5 次训练结果在测试集上成功率的浮动

范围; (5)P 为 5 次训练结果在测试集上的成功率

向量; var( ) 是方差函数. 

2.3  不同模态观测数据的有效性分析 
表 3 给出了 3 种不同的观测数据(RGB, IR, 

RGB-IR)在相同的 CNN AlexNet 上的能见度检测

实验结果性能比较. 其中, 基于可见光 RGB 图像

的能见度检测 5 次平均准确率为 77.1%; 基于远红

外 IR 图像的能见度检测 5 次平均准确率为 82.3%; 

而基于多模态图像 RGB-IR 的能见度检测平均准

确率最高, 为 85.0%. 同时, 多模态输入信号的鲁

棒性也最好、方差最小为 0.000 068 0. 这说明多模

态图像能够为能见度检测提供更加丰富而有效的

特征信息 , 并通过融合网络实现“模态互补”. 因

此, 其检测准确率和鲁棒性均优于单模态图像. 
 

表 3  不同观测数据的能见度检测模型性能 

模型 A /% R  

RGB & AlexNet[18]  77.1±11.8 0.003 457 

IR & AlexNet[18] 82.3±4.3 0.000 817 

RGB-IR & AlexNet[18] 85.0±1.0 0.000 068 

 
2.4  不同融合方式的有效性分析 

在深度学习中 , 常见的多模态融合方式分为

信号级、特征级及结果级 3 种融合方式[20-22]. 为验

证本文面向能见度检测提出的多模态特征融合网
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络模型的有效性 , 将常见的融合方式做了定量比

较与评价. 

表 4 所示为基于 2 种多模态融合方式(信号级、

特征级)的 4 种能见度检测模型. 其中, RGB-IR & 

AlexNet[18]和 RGB-IR2 & AlexNet[18]均属于信号级

的融合方式, 即在 CNN 提取特征之前, 信号端已

经完成多模态融合; RGB-IR2 代表由可见光-远红

外双通道灰度图像输入; 而 RGB-IR & FusionNet[19]

和本文模型均属于特征级的多模态融合方式. 即, 

将 RGB 的彩色图像和 IR 的灰度图像 , 同时输入

CNN, 通过网络结构实现各模态特征的提取与

融合 . 

通过比较可知 , 对于信号级融合方式而言 , 

RGB-IR 融合方式的性能在准确率和鲁棒性上均优

于 RGB-IR2 双通道灰度图像融合方式. 这说明相

对于灰度图像, 彩色图像的 R, G, B 通道可以为大

气透明度变化的描述提供更有效的颜色信息. 

对于特征级融合方式, 2 种网络模型的准确率

均大于 86.0%, 而信号级融合方式的准确率均小于

86.0%. 说明通过 CNN 的结构进行特征级别融合

的效果要优于信号级的输入连接融合 . 而本文的

融合网络模型在能见度检测的准确率为 87.2%, 鲁

棒性为 0.000 01; 充分体现了本文融合网络模型由

浅层至深层对多模态特征进行逐层的“叠加-迭代”

融合的设计 , 能够显著地提高输出端能见度联合

特征表征能力的有效性. 

 
表 4  不同网络融合方式的能见度检测模型性能 

融合方式 模型 A /% R  

RGB-IR & AlexNet[18] 85.0±1.0 0.000 06信号级 

融合 RGB-IR2 & AlexNet[18] 84.0±3.2 0.000 32

RGB-IR & FusionNet[19] 86.1±1.1 0.000 03特征级 

融合 本文 87.2±1.0 0.000 01

 
2.5  图像配准对多模态能见度检测模型的影响 

为增强多模态图像特征提取与融合的效果 , 

对可见光-远红外图像输入作了配准处理, 获取在

视野范围与分辨率均相同的异质图像对. 图 5 所示

为相同的多模态观测数据集在配准前后对应的能

见度检测准确率的变化 . 通过比较配准前后的准

确率可知: 对于多模态图像输入的能见度检测模

型而言, 无论是信号级的融合、还是利用网络结构

进行的特征级的融合 , 输入图像的配准预处理能

够显著地提高其检测准确率. 

 
 

图 5  多模态图像配准对能见度检测模型的影响 

 
2.6  不同能见度检测模型的有效性分析 

图 6 所示为 8 种能见度检测深度学习模型的 5

次随机初始值训练结果在测试集上的准确率评价

曲线. 

 

 
 

图 6  不同能见度检测模型的性能比较 

 
通过比较可知 , 单模态模型的有效性低于其

他多模态模型, 尤其表现在其鲁棒性上. 由于训练

均采用随机网络参数设置, 因此, 其 5 次训练与检

测平均准确率曲线的振荡现象比较突出 , 这说明

单模态图像提供的特征稳定性较差 , 获取高准确

率需多次训练. 

相反, 其余多模态模型的振荡现象明显减弱;

经过模态互补, 可见光-远红外图像输入可同时为

能见度检测提供高鲁棒性的特征 . 本文的融合网

络无论在准确率和鲁棒性上均取得了最高的性能. 

可见, 本文提出的多模态能见度深度学习模型, 比

传统模型可以在小样本的条件下提供更加精确而

稳定的能见度检测准确率. 

2.7  不同模型的训练及检测效率分析 
图 7 所示为 6 种不同模型在训练过程中“准确

率”与“损失值”的变化曲线. 其中, 黄色垂直虚线

在横轴上的交点代表着模型在验证集上收敛的迭

代次数; 蓝色垂直虚线在横轴上的交点代表着模

型在训练集上收敛的迭代次数. 
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比较可知, 与其他 3 种融合模型 RGB-IR2 & 

AlexNet[18], RGB-IR & AlexNet[18]及 RGB-IR & 

FusionNet[19]相比, 本文模型在训练集的准确率与

验证准确率上均迅速收敛、趋于稳定. 而其他 3 种

融合模型的收敛速度相对较慢 , 这说明本文的融

合网络结构能够为图像大气能见度的分类提供有

效的特征 . 这些特征经过网络由浅层至深层的融

合, 可以更好地实现模态之间的互补. 因此, 其在

小样本训练的条件下, 可以迅速收敛、获取准确率

与鲁棒性均相对较高的性能. 
 

 
 

图 7  不同能见度检测模型训练过程中准确率与损失值的变化曲线 
 

表 5所示为不同模型的检测效率, 即处理单幅

图像所用的时间. 实验过程设计如下: 首先, 将训

练好的模型对 100 幅测试图像连续进行能见度检

测; 然后, 求出平均处理每一帧图像的时间. 通过

对比可知 , 网络的参数数量由输入信号的通道数

和网络模型的复杂程度决定. 因此, 多模态模型的

网络参数数量明显大于单模态模型 , 相对应的模

型的检测图像处理时间也相对略有增加. 
 

表 5  不同能见度检测模型的平均处理时间 

类型 模型 参数数量 时间/ms

RGB & AlexNet[18] 58 310 727 22.786 
单模态 

IR & AlexNet[18] 58 310 727 22.413 

RGB-IR2 & AlexNet[18] 58 299 111 24.963 

RGB-IR & AlexNet[18] 58 322 343 24.933 多模态 
RGB-IR & FusionNet[19] 

本文 
62 058 631 
68 920 199 

27.782 
28.478 

3  结  语 

本文通过不同观测图像(可见光、远红外)在不

同雾气浓度环境下的亮度值对能见度变化的敏感

程度的分析, 得出可见光-远红外多模态图像观测

数据有助于提高图像能见度检测性能(准确率、稳

定性)的推论. 从实现可见光与远红外图像中的大

气特征互补的角度 , 提出了面向能见度检测的多

模态特征融合网络模型. 通过设计并行 3 通道浅层

特征提取网络、深层融合网络相结合的方式, 弥补

了传统单模态能见度深度学习模型在特征选择和

提取上有效性低的缺点. 实验证明, 多层次、多样

性的特征融合可以显著地提高能见度检测模型的

特征选择能力和分类效果; 同时, 验证了异质图像

配准预处理对于多模态能见度检测模型的性能增

强具有显著效果. 

从传感器选择角度来看 , 可见光图像可以提

供对能见度检测有益的颜色信息; 而远红外图像

可以提供对能见度检测有益的温度信息 . 本文提

出的多模态能见度检测模型 , 可以应用于视觉传

感器市场中价格较为低廉的双目摄像机 , 对于相

关产品研发起到了相应的引导作用. 
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