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摘  要: 随着神经网络技术的快速发展, 出于安全性等方面考虑, 大量边缘计算设备被应用于智能计算领域. 首先, 

设计了可应用于边缘计算的异构多芯粒神经网络加速器其基本结构及部件组成. 其次, 通过预计算异构芯粒上的计

算负载, 将计算任务在神经网络通道上进行划分, 不断加入新的任务, 逐芯粒测试并进行迭代, 选取异构芯粒组合以

构建神经网络加速器. 最后, 分别在抽样构造的测试神经网络、MobileNet 以及 ShuffleNet 上使用这种粗粒度优化的

方法构建了异构多芯粒神经网络加速器, 并测试了其能耗与性能表现. 实验结果表明, 这种异构的设计方法可以在

控制能耗同时, 分别取得 7.43, 2.30 和 5.60 的加速比. 
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Heterogeneous Multi-Chiplets Neural Network Accelerator 
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Abstract: With the rapid development of neural network technology, a large number of edge computing de-

vices are used in the field of intelligent computing for security reasons. Firstly, this paper designs the basic 

structure and components of a heterogeneous multi-chiplets neural network accelerator that can be applied to 

edge computing. Secondly, we precompute the computational load on the heterogeneous cores, divide the 

computational tasks on the neural network channels, continuously add new tasks, test and iterate chipet by 

chiplet, and select the combination of heterogeneous chiplets to build the neural network accelerator. Finally, 

the heterogeneous multi-chiplets neural network accelerator is constructed on the test neural network, Mobile-

Net, and ShuffleNet with this coarse-grained optimization method, and its energy consumption and perform-

ance are tested respectively. The experimental results show that this heterogeneous design approach can 

achieve acceleration ratios of 7.43, 2.30, and 5.60, respectively, while controlling the energy consumption. 
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鉴于人工智能在多个领域的突出表现 , 许多

神经网络模型已经被应用于人们生活中的各类任

务, 如图像识别分类[1-2]、自然语言处理、自动驾

驶[3]、语音助手和智能机器人[4]等. 为了实现更高

的预测与识别精度 , 神经网络模型正朝着网络层

数更深、计算参数更多以及网络结构更复杂的方向
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发展. 受数据安全性、传输延时等因素的影响, 联

邦学习和边缘计算[5]等概念被提出, 这对边缘计算

设备的能耗与性能提出了更高的要求.  

现有的神经网络模型需要运行在多种不同类

型的计算设备上 . 考虑计算设备在体积以及能耗

等方面的差异 , 其设计过程中首位考虑的因素也

不尽相同. 例如, 针对数据中心服务器设计的神经

网络加速器, 如 TPU[6], NVIDIA Tesla V100 等, 这

些设备需要进行模型的训练与推理工作 , 故在设

计中主要需要考虑其性能表现 , 能耗则在设计中

居于次位 ; 边缘设备中的神经网络加速器 , 如

Edge TPU, NVIDIA Jetson Nano[7], 其主要工作是

在低功耗设备上执行神经网络的推理工作 , 其可

控能耗下的性能表现是设计中最重视的因素.  

1  相关工作 

为了实现神经网络的高效计算, Yin 等[8]提出

了 Thinker 系列加速器, 其基于粗粒度可重构体系

结 构 (coarse-grained reconfigurable architecture, 

CGRA)设计 , 其中的计算单元针对指定的计算负

载如卷积层和全连接层 /循环神经网络 (recurrent 

neural network, RNN)层进行了专用定制优化, 并

提供了可以面向负载重构的计算单元 , 以在计算

中实现负载均衡 . 为了控制神经网络加速器的设

计成本, Shao 等[9]提出的基于芯粒的深度学习推理

可拓展体系结构 (scaling deep-learning inference 

with chiplet-based architecture, SIMBA)是一种使用

同构多芯粒技术进行层次化互联的体系结构 , 其

设计选择了单一类型的计算芯粒 , 针对大型数据

中心与边缘设备分别构建不同面积的衬底与不同

芯粒数量的计算芯片 , 有效地在保证芯片计算效

率的同时实现了设计的复用 , 降低了设计的成本

开销.  

然而 , 现有面向负载优化的神经网络加速器

设计中 , 由于需要根据负载的不同考虑设计部件

的定制 , 各部件之间耦合程度较高 , 设计过程复

杂, 设计与制造的复用性较差, 因此导致现有神经

网络加速器的设计与制造成本始终居高不下.  

此外 , 现有基于芯粒技术的神经网络加速器

仅仅使用单一的芯粒单元 , 未考虑在边缘计算设

备中针对单一神经网络计算负载任务使用多种芯

粒优化的可能性.  

基于此 , 本文提出了异构多芯粒神经网络加

速器, 这是一种可以应用于边缘计算设备、实现一

次设计多次复用的异构神经网络加速器 . 用户仅

仅需要设计一次芯粒 , 依据边缘计算设备上运行

的神经网络负载和性能能耗需求选用不同数量、不

同种类的芯粒 , 即可比同构芯粒的神经网络加速

器取得较高加速比.  

本文首先提出了基于异构芯粒技术构建的神

经网络加速器架构, 有效地提高了设计的复用性, 

降低了边缘计算芯片的设计与制造成本; 将芯粒

技术在边缘计算设备结合其工作负载的特点进行

设计优化 , 使得神经网络加速器的体系结构设计

能够紧紧与其工作负载贴合 , 在能耗可控的情况

下, 极大地提升了其性能.  

2  异构多芯粒神经网络加速器的相关概念 

2.1  边缘计算 
随着物联网设备的快速发展 , 数十亿的微处

理器和微控制器已经部署至智能汽车、智能农业、

个人健康以及智慧家庭等领域 . 传统物联网设备

主要用于收集环境信息 , 将这些信息上传云端并

进行相关计算后, 向微控制器返回决策. 而许多新

型的智能物联网设备出于安全性或决策延迟时间

的考虑, 需要进行本地计算. 通过减少传统物联网

设备向云服务器传送与接收数据的延迟 , 边缘设

备的计算表现出精度要求低且延迟低的特点 , 且

由于这些设备的计算能耗较低、数量较多, 其设计

成本与受限能耗下的性能是这类设备设计与制造

中主要需要考虑的因素 . 常见的边缘计算设备有

Edge TPU, NVIDIA Jetson Nano 等.  

2.2  芯粒技术 
受新工艺的研发成本与良率问题影响 , 芯片

的制造成本正在飞速上升 . 为了有效地降低芯片

的设计与制造成本 , 研究者提出芯粒技术以应对

芯片制造中的面积与成本矛盾.  

芯粒技术可以将芯粒这样的小芯片作为设计

与制造的基本单元 . 芯粒技术的优势在于芯粒之

间的耦合程度较低 , 设计时仅需关注整体结构与

关键部分微结构, 呈现较好的模块化性质. 单个小

芯粒的面积较小 , 可提高制造时晶圆的有效使用

面积与制造良率, 极大地降低芯片的制造成本. 通

过在不同大小的硅衬底上封装不同数量、不同种类

的芯粒 , 达到一次设计制造后就可以面向不同计

算任务, 制造不同功能与性能的芯片. 在相似功能

的芯片设计中 , 芯粒技术体现了较好的设计复用

性. 例如, 制造不同计算性能需求的 CPU, 仅需设
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计一次计算芯粒; 因此在保持整体架构不变的条

件下 , 考虑通过在单个芯片上集成数量不同的计

算芯粒, 实现多种性能的芯片制造.  

主流的芯片公司也分别提出了各自基于芯粒

技术的解决方案, 例如, Intel 公司的嵌入式多芯片

互连桥接(embedded multi-die interconnect bridge, 

EMIB)技术[10]以及 AMD 公司的 Infinity Fabric 技

术等. 依据 AMD 公司的统计数据[11], 在使用先进

工艺的芯片上应用芯粒技术 , 在得到性能提升的

同时, 可有效地降低约 50%的成本.  

2.3  轻量神经网络模型 
神经网络模型的部署与其相关的计算平台密

不可分 . 虽然现在神经网络模型的设计向着层数

更深、参数更多的方向发展, 但是移动设备受限于

其体积、能耗与性能约束, 或部分移动设备(如车

载智能传感器等 )对于延迟的要求较高 , 需要高

效、实时的本地计算. 因此, 应当设计一个参数量

与计算量均较小的网络模型 , 使其可以快速地在

边缘设备上执行, 并在其规模、计算效率以及准确

率上取得较好的平衡.  

MobileNet 模型 [12]的提出就是为了解决此矛

盾, 其首次提出了深度可分离卷积的概念. 深度可

分离卷积将传统神经网络中的卷积运算分解成了

2 个阶段, 即逐通道卷积阶段与逐点卷积阶段, 通

过减少每一阶段的参数量与计算量获得了较好的

性能表现, 并维持了较高的模型准确率. 逐通道卷

积运算仅需一组卷积核 , 生成一个多维的输出张

量 . 逐点卷积运算与传统卷积运算基本上完全相

同 , 但逐点卷积运算规定了卷积核参数在每个通

道上的大小仅为 1×1. 类似的神经网络结构还有在

MobileNet 上改进的 ShuffleNet[13]等, 其基本运算

操作也是以卷积操作、逐通道卷积操作以及全连接

操作为主.  

2.4  硬件数据流 
神经网络在计算上可以表示为一个嵌套的多

重循环 , 其计算可以通过数据在时间与空间上的

展开来实现.  

现有的神经网络加速器的主要层次结构为

“DRAM-全局缓存-计算单元”, 如图 1 所示.  

不同的神经网络加速器主要区别在于其计算

与存储上的映射模式 , 被称为神经网络加速器计

算的数据流[14].  

常用的硬件数据流有以下几种:  

(1) 权重固定数据流 . 在神经网络的计算中 , 

同一组权重会与多组输入的特征图进行计算 , 权 

 

图 1  一般神经网络加速器的基本结构 

 
重在神经网络的计算过程中存在复用的机会 . 基

于此计算特点 , 权重固定数据流的神经网络加速

器在计算中先把权重放入计算单元的片上存储中

进行存储 , 再通过不断地更换输入特征图和输出

的部分和完成神经网络的计算 . 其典型代表为英

伟达公司的 NVDLA.  

(2) 输出固定数据流. 输出固定数据流的神经

网络加速器在片上寄存器中存放每个周期计算完

成的部分和 . 通过在计算过程中不断地更换计算

时的输入数据与权重数据 , 将结果累加到之前的

部分和中 , 最后完成输出数据的计算与数据的换

入/换出操作. 其典型代表为 Google 公司的 TPU.  

(3) 行固定数据流 . 行固定数据流是最早由

MIT 的 Chen 等[15]设计并提出, 它充分利用了卷积

计算中的复用性 . 由于卷积运算中可以将高维的

卷积操作拆分为一维的行卷积操作 , 通过在依网

格排布的计算单元中横向广播权重、斜向广播输入

特征图 , 在计算单元中实现输入特征图中一行与

权重中一行的乘累加操作 , 再在纵向进行一维卷

积部分和的累加操作 , 得到单层卷积计算的输出

结果. 其典型代表为 MIT 的 Eyeriss.  

3  异构多芯粒神经网络加速器的基本结构 

针对不同的计算负载 , 不同神经网络加速器

的计算性能与能耗各具特色.  

首先, 本文以经典的 NVDLA 结构和 Eyeriss

结构为例 , 具体分析不同神经网络加速器的数据

流特点.  

NVDLA 是英伟达公司推出的一套免费的、开

源的体系结构设计 , 其旨在提供一个神经网络推

理加速器的设计标准. NVDLA 包括了体系结构的
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RTL 级模型代码、编译器、Linux 下驱动、测试样

例以及用户级开发工具等 , 为神经网络推理加速

器 的 构 建 提 供 了 一 个 完 整 的 参 考 解 决 方 案 . 

NVDLA 采用权重固定数据流, 在进行神经网络计

算时 , 将一组多通道的输入特征图传入广播至多

个计算单元后 , 再将多组权重在这些计算单元间

展开. 显然 NVDLA 主要是从输入和输出通道的角

度考虑数据的复用与计算的并行 , 以提高神经网

络的计算效率.  

Eyeriss 的硬件基本组成单元与 NVDLA 相似, 

但是其使用了独特的数据流“行固定数据流”来进

行数据的传递与计算 . 由于二维的卷积运算可以

转化为输入特征图和权重张量在单通道的多行运

算, 因此, 把神经网络计算任务中的行作为计算的

基本单元, 将全部计算任务按通道和行进行切分, 

通过数据广播实现行与行之间的数据并行复用 , 

在减小带宽需求的同时 , 有效地提高了运算单元

的利用率.  

不同数据流神经网络加速器的能耗与性能对

比如图 2 所示. 本文在上述 2 种结构上分别运行普

通卷积运算、逐通道卷积运算以及全连接运算, 可

以看到其针对不同的任务负载 , 具有不同的性能

与能耗表现.  

 

 

图 2  不同数据流神经网络加速器的能耗与性能对比 

 
图 2 表明, 由于 NVDLA 数据流限制, 计算任

务在卷积通道上平铺展开 , 其加速效果在输入通

道数较少时不具备优势. 例如, 在逐通道卷积的计

算过程中 , 由于其输入的通道数相当于 1, 因此 , 

在 NVDLA、脉动阵列等面向大规模常规卷积计算

任务设计的计算设备上 , 难以充分地利用其结构

取得较高的能效与加速比 [16-17]; 在全连接层的计

算过程中, NVDLA 虽然取得了较好的性能表现, 

但是其能耗也比 Eyeriss 加速器更高. 

同样值得注意的是 , 即使在不同神经网络加

速器上运行计算层的类型相同、计算周期数接近, 

但是工作负载的参数规模不一样 , 其能耗差距也

较大. 例如, 图 2 中的 2 个卷积层受到其输入/输出

通道数影响, 2 种数据流的神经网络加速器在运行

能耗与性能方面体现出了完全不同的效果.  

为了有效地降低设计与制造成本 , 芯粒技术

被提出并应用于神经网络加速器的构建 . 通过在

同一块衬底上集成封装不同数量的芯粒 , 可以制

造面向不同计算场景和不同计算任务规模的神经

网络加速器. 2021 年, 英伟达公司的 Shao 等[9]提出

的 SIMBA 是第 1 个具有此结构的多芯粒神经网络

加速器. SIMBA 通过在同一块芯片上封装不同数

量的 NVDLA 芯粒, 实现同时为数据中心和边缘设

备的计算任务提供定制神经网络加速芯片 , 有效

地降低了专用神经网络加速器的设计与制造成本.  

在同构芯粒的计算阵列中 , 所有的芯粒均采

用相同的数据流结构 , 针对不同的工作负载通过

调整芯粒数量和硅衬底的面积 , 构建同时可面向

数据中心与边缘计算设备的神经网络加速器 . 但

是采用同构芯粒的神经网络加速器未考虑边缘计

算任务的特殊性 , 边缘计算设备的计算任务相对

固定, 且其中多了一类特殊的逐通道卷积操作, 这

对于同构的芯粒阵列不是非常友好.  

基于此 , 本文设计了一种异构多芯粒神经网

络加速器, 如图 3 所示, 其拓扑结构类似于传统的

单个神经网络加速器 . 异构多芯粒神经网络加速

器的组成部分主要为 I/O 芯粒模块、控制单元以及

计算芯粒阵列. 

 

 

图 3  异构芯粒神经网络加速器的基本硬件结构 

 
在芯粒阵列的接口设计规范方面 , 本文参考

了英特尔公司开源的高级接口总线(advanced in-
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terface bus, AIB)设计[18]. AIB 是一种开源的物理层

规范, 其使用全新的高密度封装技术, 提供了一个

超宽的并行接口, 并提供了一定的 I/O 接口冗余. 

一方面 , 通过在芯粒阵列中为芯粒提供统一的总

线接口引脚 , 可以方便异构芯粒的集成与互联设

计; 另一方面, AIB 规范具有带宽高、占用空间小

的优势, 能够为提高芯片集成度、芯片间数据传输

与控制传递速度 , 并降低芯片间通信延时提供有

效保障. 

本文设计的 I/O 芯粒主要负责控制单元的信

号传输以及计算芯粒阵列与 DRAM 间的数据交换. 

主要功能是传输数据信号至邻近的计算芯粒 , 传

输外部的控制信号至控制模块 , 接收控制单元的

控制信号 , 并向外部设备传出计算完成的数据与

设备中断信号, 其控制信号与控制逻辑较为简单.  

本文设计中的控制单元主要功能为通过 I/O

芯粒接收外部的写入请求、向外部设备发出忙碌信

号和中断信号、向内部芯粒发送数据以及查询内部

芯粒的忙碌状态.  

异构计算芯粒阵列中的计算芯粒使用片上

mesh 网络进行互联, 该阵列中的每一个芯粒单元

均类似于传统的神经网络加速器 , 每个芯粒拥有

自己的片上缓存与片上计算单元 , 可以异步执行

分配的计算任务 , 计算任务的数据包通过片上网

络进行转发 , 控制信号则由控制单元通过一对多

的方式轮询与发送. 

为了使计算芯粒阵列的内部互联标准化 , 单

个计算芯粒的外部连接接口均需要划分为接收

块、发送块、时钟块与异步块, 并采用相同大小的

接口设计. 考虑邻近的计算芯粒工作状态未知, 单

个计算芯粒需要使用异步块查询相邻的计算芯粒

是否忙碌 . 当邻近的计算芯粒接口处于非忙碌状

态时, 该邻近芯粒可以接收数据信号, 此时接收数

据的计算芯粒需要将异步接口状态信号置为忙碌, 

同时在其接收块接口处读入其他芯粒送出的数据

信号与时钟信号, 以解码并行传输的数据.  

4  异构多芯粒神经网络加速器的设计过程 

本文提出的异构多芯粒神经网络加速器主要

是针对边缘计算设备等负载任务较为确定的设备

进行优化. 以边缘计算设备为例, 边缘计算设备既

是数据的采集端, 也是数据的处理端, 在同一时刻

均存在不止一组数据进行计算 , 并且这些数据之

间相互独立, 因此, 这些计算设备存在跨层流水线

并行与乱序执行的可能性.  

为了达到较高的能效 , 异构多芯粒神经网络

加速器必须做到负载均衡 . 对于卷积层和全连接

层的计算 , 通过其计算任务在输出通道上的划分

来实现任务的独立并行. 而针对逐通道卷积操作, 

其任务负载相当于在同一时刻传入了多组单通道

输入 , 可以在输入 /输出通道上进行任务的分组 , 

实现任务的独立并行 . 为了探索任务分割在各类

计算层中的影响, 分别将不同类型的计算层输入/

输出的工作负载在其通道上按比例缩减 , 并进行

了测试. 负载缩减测试效果如图 4所示, 可以看出, 

在输入/输出通道上进行分割的计算任务以及其性

能与能耗基本保持了线性关系, 因此, 可以用线性

模型估算分割后的各类模型的性能与能耗.  

 

 

图 4  负载缩减测试效果 

 
考虑任务分割粒度过细可能会带来的额外软

硬件开销 , 本加速器的设计采用粗粒度的任务负

载分割方法 , 通过选取合适的标准大致划分原先

的输入任务负载 , 通过每次在设计过程中更换新

的计算芯粒 , 利用合适的算法迭代以获得更高的

能效.  

在迭代寻求异构芯粒组合前 , 需要设定超参

数  , 用于控制能耗与性能的权衡关系. 同时, 需

要输入芯粒集合 S 、工作负载 W 和芯粒数量 N . 

为了防止计算任务的偏态分布对任务划分的影响, 

在计算过程中 , 选取负载周期的均值和中位数中

较小的作为标准值 D , 对于高于标准值 D 的任务

沿通道进行分割 , 将任务分解为更小的独立任务

模块方便调度, 从而达到更高的计算能效.  

渐进式优化设计的算法基本步骤如下. 

输入. 芯粒数量 N 、芯粒集合 S 、工作负载W

以及超参数  (默认为 2).  

输出. 芯粒组合列表 C .  
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Step1. 选取 S 中的芯粒元素, 与 W 中的不同工作

负载生成笛卡儿积, 通过计算工具获得单个芯粒元素在

不同工作负载下计算性能与能耗参考表 R .  

Step2. 选取 S 中不同元素 , 通过对于较大任务的

划分, 创建新的工作任务表 T :  

   Step2.1. 选取 R 中全部周期数的中位数以及计

算周期数均值两者中较小的元素作为标准 D ;  

   Step2.2. 依据标准 D 划分 Step1 的芯粒任务 . 

若芯粒计算周期数大于 D , 则将任务按照通道划分成

多个计算任务; 计算周期数小于 D 的计算任务不修改. 

将修改后的计算任务数量、周期数以及能量消耗记录加

入工作任务表 T , 并依据 T 中芯粒计算周期最大值与

最小值的比值降序进行工作负载集合W 的排序.  

Step3. 选取 Step2中 T 总时钟周期数最小的芯粒元

素 , 构造并初始化 N 个这样的芯粒组成的同构芯粒集

合 C , 获得初始化无任务负载的芯粒结构.  

Step4. 依据 Step2.2 中生成的负载表顺序, 加入新

的工作负载 , 并将负载依次尝试加在所有类型的芯粒

上, 每次考虑调整单个芯粒, 尝试将该芯粒上的全部任

务分摊至同类的其他芯粒, 并加入新的芯粒, 对加入新

的芯粒重新进行该类型芯粒间的负载均衡操作. 若芯粒

间计算周期数比值大于等于  , 则主要依据划分后的时

钟周期与划分后的能耗乘积大小来判断是否为占优的

芯粒; 否则, 从芯粒的计算能耗指标来选取占优的芯粒. 

如果存在占优芯粒, 那么确认芯粒的更换并尝试继续更

换该种芯粒; 否则, 尝试下一种芯粒直到全部尝试完毕.  

Step5. 继续 Step4, 直至负载全部添加完毕.  

Step6. 输出最后的 C .  

面对芯粒数量较多、拓扑结构复杂的情况, 

可以将芯粒按照数量均匀划分成多个组 , 通过

递归迭代的方式进行芯粒的选择与优化. 例如, 

针对一个包含 1 000 个计算芯粒的芯片, 可以先

行将芯粒划分成 10组, 每组 100个同类芯粒, 使

用本文算法进行粗粒度的芯粒组迭代选择优化; 

待初次迭代完毕后 , 将所有的芯粒继续拆分至

100 个组, 每组 10 个芯粒, 再次使用本文算法在

现有芯粒集合基础上进行进一步的调整优化 ; 

依此循环迭代, 直至芯粒组拆分完毕. 这样可以

有效地减少迭代次数 , 提高算法在芯粒数量较

大情况下的迭代效率.  

5  实验与结果分析 

5.1  实验方法与参数 
为了验证异构芯粒神经网络加速器的加速效

果, 本文实验选择了 Eyeriss 和 NVDLA 这 2 种数

据流完全不同的神经网络加速芯片作为芯粒的设

计参考, 组成了异构的芯粒集合.  

为了公平性起见, 实验部分统一了 2种芯粒的

设计工艺, 修改 NVDLA设计中的位宽至 16位, 并

修改了 Eyeriss 的片上缓存大小与计算单元数量, 

以确保两者在位宽设计、理论性能以及面积上的接

近, 其设计参数如表 1 所示.  

 
表 1  Eyeriss 和 NVDLA 设计基准对比 

设计参考 工艺/nm 面积/mm² 位宽/位 
计算单元

数量 

全局缓存

容量/KB

NVDLA 45 13.02 16 256 129 

Eyeriss 45 13.14 16 256 1 875 

 
Timeloop[19]是一个能够通过设置体系结构参

数、数据流参数以及工作负载网络参数, 以提供精

准时钟周期、面积以及能耗的开源神经网络加速器

模拟器. 本文实验使用 Timeloop 来获取相关体系

结构的实验数据 , 并测试本文提出的异构多芯粒

设计的实际效果.  

5.2  测试标准 
实验首先从常见的轻量神经网络结构中采样

选取了具有代表性的 8 个层, 计算类型有卷积层、

逐通道卷积层以及全连接层 , 每种类型的计算层

均选取了多个不同的参数维度 , 构造了一个简单

的测试网络, 其参数如表 2 所示. 所选取的各层在

计算模式和计算规模上差距较大 , 且计算层的类

型比例接近于实际的负载情况 , 在边缘计算任务

中具有足够的代表性.  

 
表 2  测试网络结构 

测试网络 输入维度 卷积核维度 计算类型 

层 1 224×224×3 32×3×3×3 卷积 

层 2 112×112×32 3×3×32 逐通道卷积

层 3 112×112×32 1×1×32×64 卷积 

层 4 112×112×64 3×3×64 逐通道卷积

层 5 56×56×64 1×1×64×128 卷积 

层 6 14×14×256 1×1×256×512 卷积 

层 7 7×7×1 024 1×1×1 024×1 024 卷积 

层 8 1×1×1 024 1 024×1 000 全连接 

 

为了简单起见, 本文实验选取一个 3×3 的芯

粒阵列作为实验的芯粒规模 . 为了测试的公平

性, 实验参照现有的 SIMBA 结构, 通过等比例

缩小的方式 , 构建了一个同样芯粒数量的同构

神经网络加速器作为实验的参考设计基准 . 依

据第 4 章的粗粒度迭代算法, 得到一个包含 5 个
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Eyeriss 芯粒和 4 个 NVDLA 芯粒的异构芯粒神

经网络加速器作为优化后的设计 , 与同构芯粒

的神经网络加速器在能耗与性能上进行比较.  

最后, 通过在 MobileNet 和 ShuffleNet 上使

用上述 2 种芯粒来生成芯粒组合, 以验证本文算

法的正确性 , 并测试在这些负载上异构芯粒神

经网络加速器的加速效果.  

5.3  测试结果 
首先, 实验分别在具有 9个芯粒的同构神经网

络加速器 SIMBA 结构与按照算法搭建的异构多芯

粒加速器上运行了测试网络 , 并给出了实际的能

耗与时钟周期数.  

如图 5 所示, 展示了 2 种加速器在指定负载下

的能量消耗对比. 可以看到, 使用异构芯粒的神经

网络加速器在大多数任务中与使用同构芯粒的神

经网络加速器的能耗非常接近. 经计算, 在测试网

络结构上 , 异构芯粒的神经网络加速器比同构芯

粒的设计 SIMBA 约有 1%的能耗提升.  
 

 

图 5  异构神经网络加速器的能耗对比 
 

如图 6所示, 展示了异构多芯粒神经网络加速

器和采用同构芯粒的神经网络加速器 SIMBA 间的

性能对比. 可以看到, 异构多芯粒神经网络加速器

在计算效率上的优势.  

在逐通道卷积的计算中, 受单一采用 NVDLA

芯粒组成的同构神经网络加速器数据流的限制 , 

每个计算任务在计算单元上均只能从输入/输出的

通道的维度展开, 因此, 对于单通道的逐通道卷积

计算而言, 其计算单元利用率较低, 性能也要远低

于异构的神经网络加速器 . 在多通道的卷积层计

算过程中 , 异构芯粒的加速器与同构芯粒的加速

器性能差距不大. 在全连接层的计算过程中, 出于

能耗考虑 , 异构芯粒的神经网络加速器性能略低 

 

图 6  异构神经网络加速器的性能对比 
 

于同构芯粒的神经网络加速器 , 但是计算能耗要

明显低于相应的同构神经网络加速器. 经 5 次测

试,与同构芯粒设计的神经网络加速器 SIMBA 相

比 , 采用异构芯粒的神经网络加速器在测试网络

结构上能获得 6.15~7.43 的加速比.  

为了测试异构芯粒神经网络加速器的加速效

果并验证优化算法的正确性 , 实验选取了简化的

MobileNet 与 ShuffleNet 作为验证网络, 分别选取

 =2, 4, 在生成的异构芯粒神经网络加速器和

SIMBA 上同时进行了测试, 结果如表 3 所示.  
 

表 3  不同测试网络加速效果 

芯粒数量 
测试网络

NVDLA Eyeriss 
能耗/μJ 

10−4计算

周期 

6 3 4 587 46.49 
MobileNet

9 0 4 278 20.07 

2 7 3 112 19.32 
ShuffleNet

9 0 2 075 108.43 

 

可以看到 , 通过调节  的大小可以控制周

期和能耗在异构设计中的重要性. 此外, 通过这

些网络结构也可以验证异构设计的优势 , 这样

的异构芯粒神经网络加速器分别在MobileNet和

ShuffleNet 上取得了 2.30 与 5.60 的加速比.  

6  结  语 

本文探索了一种针对边缘计算设备进行优化

的异构多芯粒神经网络加速器设计 . 现有的面向

负载优化的神经网络加速器(如 Thinker 等)面临设

计复杂、设计成本高且制造成本高的问题, 因此, 

本文采用芯粒技术构建面向负载优化的神经网络
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加速器, 提高了内部设计的复用性.  

一方面 , 使用芯粒技术可以支持将多种小芯

片作为芯片制造的基本单元 , 从而维持较低的制

造成本; 另一方面, 芯粒技术也为芯片设计提供了

区别于 IP 的新的基本设计单元, 有助于降低芯片

设计的难度 . 而现有的基于芯粒技术的神经网络

加速器采用同构的芯粒结构(如 SIMBA), 并未考

虑从设备工作环境与负载的角度进行设计优化.  

本文主要针对边缘计算设备上的固定负载 , 

预计算芯粒上的计算负载 , 将计算任务在通道上

进行划分, 通过逐任务、逐芯粒迭代方式构建异构

多芯粒神经网络加速器 , 与现有的同构芯粒组成

的神经网络加速器相比, 在控制能耗的同时, 可以

取得较高的加速比 . 未来的工作将从芯粒选择优

化算法与通信模式方面进行改进 , 进一步提高异

构芯粒神经网络加速器的计算效率. 
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