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摘  要: 基于卷积神经网络的车辆重识别模型在执行卷积和池化操作时, 不可避免地会出现全局感受野狭小和局部

信息丢失的情况, 当光照、视角和分辨率等发生剧烈变化时, 导致车辆重识别的鲁棒性和精确性急剧下降. 为此, 提

出了部件耦合 Transformer 的车辆重识别网络, 通过堆叠部件耦合 Transformer 块来搭建重识别模型, 每一个部件耦合

Transformer 块利用部件自适应嵌入模块提取区分性的局部特征和 Transformer 层提取鲁棒性的全局特征. 首先, 部件

自适应嵌入模块按照位置和伸缩量动态划分和调整特征图, 增强模型对局部部件信息的感知能力; 其次, Transformer

层中利用自注意力机制增强网络模型对全局特征的表示能力; 最后, 部件自适应嵌入模块和 Transformer 层之间的耦

合关系促进全局和局部特征协同合作. 在 VeRi-776 和 VehicleID 数据集上的实验结果表明, CMC@1/CMC@5 分别达

到 0.970/0.988 和 0.865/0.985, 优于对比模型. 
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Abstract: When vehicle re-identification models based on convolutional neural network perform convolu-

tional and pooling operation, it is inevitable that the global sensitivity field will be narrow and local infor-

mation will be lost. When illumination, perspective and resolution change dramatically, the robustness and 

accuracy of vehicle re-identification will decline sharply. Therefore. the part coupled Transformer (PCT) 

network for vehicle re-identification is proposed, which stacks multiple PCT blocks to build a 

re-identification model. Each PCT block uses a part adaptation embedding (PAE) module to extract dis-

criminative local features and employs a Transformer layer to extract robust global features. Firstly, the PAE 

that splits and adjusts dynamically feature map according to positions and scales, enhances the ability to 
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capture local parts. Secondly, the self-attention mechanism of Transformer layers improves the representa-

tion of global features. Finally, the coupling between PAE module and Transformer layer results in an effec-

tive cooperation between global and local features. Experimental results on VeRi-776 datasets and VehicleID 

datasets show that CMC@1/CMC@5 of PCT reaches 0.970/0.988 and 0.865/0.985 respectively, which is 

superior to the comparison models 

 

Key words: vehicle re-identification; Transformer; part adaptation embedding 

给定一张待查询的车辆图片 , 车辆重识别旨

在从多个摄像机采集的大规模图库集中找到所有

相 同 的 车 辆 图 片 . 近 年 来 , 车 辆 重 识 别 (vehicle 

re-identification, Vehicle Re-ID)在智能交通[1-2]和智

慧城市[3-4](如车辆轨迹分析、车辆交通流分析和智

能高速等方面)发挥越来越重要的作用, 受到学者

的广泛关注.  

然而 , 真实交通场景下采集的车辆图片不可

避免地会遭受光照、视角和分辨率的影响 , 这给

Vehicle Re-ID 带来了极大的挑战. 相同车辆在不

同视角下外观差异巨大 , 仅从整体外观上难以对

其进行区分; 相同车型和颜色的车辆拥有相似的

外观, 如果不从局部细节上辨别, 则极易将其误识

别为同一车辆. 因此, 如何提取和利用鲁棒性的全

局 特 征 和 区 分 性 的 局 部 特 征 成 为 提 高 Vehicle 

Re-ID 性能的关键.  

近年来, 一些大规模车辆数据集的出现, 促进

了基于深度卷积神经网络(deep convolutional neu-

ral networks, DCNNs)的 Vehicle Re-ID 的发展, 显

著地提高了 Vehicle Re-ID 的精度和可靠性. 在这

些网络模型中 , 其核心是通过堆叠卷积和池化层

来学习获得车辆的特征 , 包括全局特征和局部特

征等. Liu 等[2]通过 VGG(visual geometry group)[5]

提取车辆图片特征 , 将整张车辆图片输入到欧几

里得空间来计算车辆之间的距离, 使用车辆 ID 和

车辆型号对神经网络的训练进行监督 , 以提升模

型对同一车型的不同车辆进行重识别的鲁棒性 . 

与全局特征相比 , 局部特征能够被用于提供稳定

而有效的线索. Wang 等[6]对车身表面 20 个关键点

区域标注, 并分为前、后、左、右 4 个视角, 通过

对关键点的检测生成视角不变特征; He 等[7]利用

预训练的 YOLO 检测网络[8]提取重要的局部区域

(如车窗、车灯和车牌等), 以增强神经网络对局部

细 微 差 异 的 感 知 . 然 而 , 这 些 基 于 DCNNs( 如

VGG[5], ResNet[9]等)的 Vehicle Re-ID 网络模型每次

在执行卷积和池化操作时 , 其输出只能映射到车

辆图片的一小部分像素点 , 使得网络模型每一层

对车辆图片的感受野范围十分狭小 , 导致局部细

节信息丢失. 特别是在遇到遮挡和模糊等情况时, 

狭小的感受野会使得全局特征无法完整地表征车

辆图片的宏观信息 , 而局部信息的丢失也将导致

局部特征缺乏区分性.  

针对 DCNNs 本质上的局限性, TransReID[10]

引入 Transformer[11]作为主干网络提取车辆图片的

全局特征. 基于 Transformer 的网络模型通过引入

自注意力模块, 并去除卷积和池化操作, 可有效地

解决基于 DCNNs 模型的本质缺陷、增大模型的全

局感受野 , 显著提升模型全局的宏观特征表征能

力. 然而, 在 TransReID 中运用到的视角和摄像机

身份信息均属于额外的辅助信息 , 其收集和标注

工 作 需 要 耗 费 大 量 的 时 间 和 人 力 成 本 . 此 外 , 

Transformer 片段划分中固定大小和位置的设置 , 

使得车辆的部件(如车灯、车标等)不可避免地被分

割到不同片段中 , 破环了车辆局部部件完整的语

义信息.  

此外 , 如何有效地利用全局特征和局部特征

同 样 是 重 识 别 性 能 提 升 的 关 键 . 三 分 支 网 络

TBE-Net[12]中全局分支和局部分支分别用于提取

局部特征和全局特征 , 并将全局特征损失函数和

局部特征损失函数加权求和作为总损失对网络进

行约束. 文献[13]中通过图网络在每个阶段输出的

特征图上学习局部相关性 , 并将局部相关性补充

到全局特征. 然而, 这种关系是单方面的, 局部和

全局之间缺乏有效的协同合作.  

不同于上述网络模型 , 本文提出了部件耦合

Transformer 网络, 以提取鲁棒性和区分性的车辆

特征. 该网络通过堆叠部件耦合 Transformer (part 

coupled Transformer, PCT)块构建重识别模型, PCT

块由部件自适应模块和 Transformer 层 2 部分组成. 

每一个 PCT 块通过 Transformer 层中自注意力机制

计算图片每一个像素点之间的相似性 , 提取车辆

鲁棒性的全局特征. 受可变形卷积的启发, PCT 块
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中的部件自适应嵌入模块在特征图上对划分的片

段进行偏移、伸缩, 并通过特征图坐标的更新来表

示这种变化, 既能保留车辆部件完整的语义信息, 

又能增加局部特征的区分性. 此外, 通过每个 PCT

块中部件自适应嵌入模块和 Transformer 层之间构

建耦合的关系 , 使得全局特征和局部特征能够有

效的协同工作, 与上述 TBE-Net, TransReID 等网

络模型相比 , 本文模型能够更好地提取和利用全

局和局部特征.  

基于 VeRi-776[14], VehicleID[2]这 2 个大规模数

据集 , 对本文所提出的 Vehicle Re-ID 网络模型

PCT 进行测试, 以验证其鲁棒性和精确性.  

1  相关工作 

1.1  基于 DCNNs 的 Vehicle Re-ID 
近年来, 由于 Vehicle Re-ID 在智能交通和智

慧城市领域上的广泛应用 , 引起了越来越多的学

者的注意. 目前, 基于 DCNNs 的 Vehicle Re-ID 网

络模型可以分为以下 2 类.  

(1) 基于全局特征. 车辆拥有较为丰富的全局

外观信息, 如车型和颜色等. 不同车型和颜色的车

辆差异明显, 仅从全局外观便可识别. Li 等[15]提出

了三分支网络来分别学习车辆的车型、颜色和视角

信息 , 并将其作为输入通过交叉熵损失函数进行

优化; Huynh 等[16]利用 ResNeXt_ibn_a101[17]提取

特征, 并通过训练技巧提升网络的性能. 这类网络

模型利用全局外观特征进行重识别, 但是在视角、

光照等外界条件发生变化时 , 车辆外观会发生改

变. 因此, 全局外观特征的鲁棒性是提升重识别性

能的关键之一.  

(2) 基于局部特征. 在面对全局外观相似的车

辆时, 如车型和颜色相同, 仅利用全局外观特征无

法正确地识别相同车辆 . 有些学者开始将车辆局

部区域的差异作为区分性的线索, 如年检标志、车

标、车灯等. Meng 等[18]通过 3D 视角对齐网络将车

辆图片转换为前后 2 个固定视角, 并从这 2 个视角

选取 9 个局部感兴趣区域作为比较线索. 然而, 这

类网络模型需要其他神经网络对车辆图片进行预

处理, 时间和人工成本耗费较大.  

1.2  基于 Transformer 的 Vehicle Re-ID 
鉴于 Transformer 在自然语言处理的优异表现, 

部分学者 [19-20]开始调研其在计算机视觉领域的应

用 . 随 着 ViT[11] 的 提 出 , 基 于 Transformer 的

Vehicle Re-ID 研究成果陆续发表. TranReID[10]是第

1 个使用纯 Transformer 进行重识别的工作 , 将

Transformer 作为主干网络来提取车辆的全局特征. 

虽然 He 等[10]利用视角和摄像机信息进一步提升了

模型的表现, 但是其依旧缺少对局部特征的利用. 

Li 等[21]利用基于 Transformer 的框架, 从多视角的

成对图片中学习车辆表征 . 该工作使用了卷积层

提取结构化的片段表征和 Transformer 层学习不同

视角片段之间的相关性, 是 Transformer 层和卷积

层联合使用的一种尝试.  

2  本文网络 

Vehicle Re-ID 旨在从由不重叠的摄像机捕获

的图库集中找到所有与待查询车辆相同的图片 . 

一个合理的 Vehicle Re-ID 网络模型应该同时考虑

到鲁棒性的全局特征和区分性的局部特征 . 本文

针对 Vehicle Re-ID 提出了一个 PCT 网络, 如图 1

所示. 

2.1  PAE 模块 
PAE 模块被用于建模车辆部件完整的语义信

息, 如车灯、车窗和车标等, 从而提取图片的局部

特征. PAE 模块通过对特征图进行片段坐标表示、

中心点偏移和边长伸缩来实现. PAE 的模块结构如

图 2 所示, 假设 C H WF   表示一个特征图, 其

中, C 表示通道数, H 和 W 分别表示特征图的长

和宽. 与 ViT[11]中的片段划分类似, 将特征图划分成

大小一致的矩形图 h w
iO  , 其中 h w 表示矩形

图 的 大 小 , i 表 示 第 i 个 矩 形 图 并 且 1,2, ,i   

/HW hw . 为了使得每个矩形图能包含完整的部

件语义信息 , 本文将原本位置固定的矩形图进行

偏移和伸缩, 并通过坐标来表示这种转化. 将初始

矩形图 iO 的中心点设置为     cent cent,i ix y , 初始矩形

图的左下角和右上角则分别表示为     cent 2 ,i ix h  

    cent 2i iy w 和         cent cent/ 2, / 2i ii ix h y w  . 通过中

心点、左下角和右上角的坐标完成了矩形图坐标表

示的初始化. 

在矩形图初始化坐标的基础上 , 本文引入中

心点偏移量  和边长伸缩量  , 来描述形变后的

矩形图的坐标. 形变后第 i 个矩形图左下角和右上

角的坐标     lb lb,i ix y ,     rt rt,i ix y 分别表示为 
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图 1  PCT 网络结构 

 

 

图 2  PAE 模块结构 
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 (1) 

其中 ,  ,x y  和  ,h w  分别表示矩形图水平、  

垂直方向上中心点的偏移量和边长的伸缩量 . 上

标  i 表示第 i 个矩形图. 

从 式 (1) 可 以 看 出 , 矩 形 图 的 形 变 由 参 数

, , ,x y h w    决定 , 通过对参数前向和后向传播进

行更新来预测矩形图 . 偏移量和伸缩量计算公式

分别为 

   shift, Mishx y g F      (2) 

    scale scale, LeakyReLU Mishx y g F b      (3) 

其中 , C H WF   表示输入的特征图 ;  g  表示

一线性特征提取器; Mish 和 LeakyReLU 分别表示

不同的激活函数; shift 和 scale 分别表示偏移权重

和伸缩权重.  

值得注意的是, 形变后矩形图只是一个范围,
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并不能体现图片特征, 网络需要在该范围内提取局

部特征. 由于形变后的矩形图大小不一致且坐标可

能是浮点型, 因此本文采用采样插值的方法进行特

征提取. 在每个矩形图内部统一选取 m×m 个采样点, 

m 为超参数, 本文设置 m=3. 每一个采样点的坐标被

标记为       ,j j j
x yV v v ,  1, ,j k k  . 每个采样

点的特征   
1

j
j k kf ≤ ≤

通过平展和线性映射等处理

转化成嵌入序列, 即 

        1 2[ , , , ]i m mW f f f b Z   (4) 

对于采样点  ,x yv v , 本文通过双线性插值采

样获得该点的相关特征, 即 

 

     
   
   
   

11 2 2

21 1 2
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22 1 1

,x y x y

x y

x y

x y

F v v F D x v y v +

F D v x y v +

F D x v v y +

F D v x v y

  

 

 

 

 

(5)

 

其中 ,  ,x yv v 表示采样点坐标 ; 11 12 21 22, , ,D D D D

表示靠近  ,x yv v 的 4 个坐标点, 即  

   
   

11 1 1 12 1 2

21 2 1 22 2 2

, , ,

, , ,

D x y D x y

D x y D x y

  
  

        (6) 

2.2  Transformer 层 
Transformer 层被用于建模不同片段间的全局

特 征 , 其 由 一 个 多 头 自 注 意 力 (multi-head 

self-attention, MHSA), 一 个 多 层 前 向 感 知 机

(multi-layer perceptron, MLP)和 2 个层归一化(layer 

normalization, LN)组成. 输入车辆图片被划分为若

干片段, 通过映射和平展将其转化为向量序列. 假

设 N MX  是 N 个片段的序列, 其中 2M P C  .

每一张图片的大小和通道数分别为 P P 和 C. 为

了保留片段的空间信息 , 本文采用可学习的一维

位置嵌入与片段嵌入直接相加 , 使得同一数据在

不同位置出现差异化. 输入的序列可以表示为 

         1 2
0 cls ; ; ; ; Nx F x F x F x P    

Z   (7) 

其中,  1N DP   表示位置嵌入; clsx 表示全局特

征表征; F 表示将片段映射到 D 维空间的线性函

数. 输入的序列 Z 通过线性映射转换为查询向量

Q , 键值向量 K 和数值向量 V . , ,Q K V 通过放缩

点积注意力计算相似度, 公式为 

  
T

Att , , Softmax
vd

 
   

 

QKQ K V V  (8) 

MHSA 将 , ,Q K V 分离成 h 份, 并且平行运行

h 次自注意力函数后 , 将每部分自注意力函数的

输出进行拼接和映射, 形成最终的输出. MLP 进行

前向传播, 并调整输出的特征维度; 残差结构用于

防止梯度爆炸. 因此, Transformer 层的最终输出
N MY  的计算过程为 

   MLP LNl l lY X X    (9) 

   1 1MHSA LNl l lX X X     (10) 

其中, LN 表示层归一化. 

2.3  PCT 
由图 1 可知, PCT 网络模型有 l 个 PCT 块. 每

一个 PCT 块包含一个 PAE 模块和一个 Transformer

层 . 值 得 注 意 的 是 , 本 文 提 出 的 PCT 能 够 在

Transformer 层提取的全局特征和 PAE 模块提取的

局部特征之间构建一种耦合的关系 . 即在整个训

练过程中 , 全局特征和局部特征之间可以双向信

息 交 互 . 第 l 个 PCT 块 中 的 PAE 模 块  lP 和

Transformer 层  lT 的输入/输出定义分别为 

       1 1PAE ,ll lP P T   (11) 

       1Trans ,l l lT T P  (12) 

由式 (10)(11)可以看出 , 在第 l 个 PCT 块的

PAE 模块, 从第  1l  个 PCT 块中 PAE 模块和

Transformer 层提取出局部和全局特征, 在此基础

上学习局部特征. 类似地, Transformer 层的输入由

第 l 层 PAE 模块的输出和第 1l  层 Transformer 的

输出构成. 因此, 网络在 PAE 模块和 Transformer

层之间构建了耦合的关系 , 使得全局特征和局部

特征能够有效协同合作.  

除此之外, PCT 网络模型有 3 个阶段, 每个阶

段有 4 个 PCT 块来处理特征图; 每个 PCT 块具有

相同结构. 每张图片和片段的大小与 ViT[11]中一

致, 分别设置为 224×224 和 16×16.  

2.4  损失函数 
大多数工作将 ReID 视为多任务学习, 主流工

作是将其分为 2 个任务: 一个是分类任务, 将同一

车辆的不同图片当成一个类别 , 通过分类损失进

行优化训练, 如交叉熵损失函数; 另一个是图像检

索问题 , 通过三元组损失约束拉近相同车辆图片

的距离和增大不同车辆图片间的距离 . 为了使预

测车辆 ID 靠近真实 ID, 并且拉近正样本距离和增

大负样本距离、提高 Vehicle Re-ID 的准确率, 本文

采用交叉熵损失和三元组损失来设计 PCT 的损失

函数. 由图 1 可知, 与 ViT 一致, 将最后一个 PCT
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块输出的类别向量作为车辆图片的特征表示 . 受

BNNeck[16]在 DCNNs 中优异表现的启发, 本文在

类别向量后引入 BNNeck. 类别向量表示的特征通

过三元组损失函数 [21]进行约束, 使得相似特征之

间的距离越来越小; 不同特征之间的距离越来越

大 . 通过交叉熵损失函数优化类别向量经过批量

归一化处理后表示的特征. 因此, 本文提出的 PCT

网络模型总的损失为 

 total CE TriL L L    (13) 

其中, LCE 和 LTri 分别表示交叉熵损失函数和三元组

损失函数; α 和 β 表示人工设置常量, 用于保持 2

种损失之间的平衡.  

交叉熵损失函数计算公式为 

      CE
1 1

1
, , ln

M K

i ij
i j

L X y y j p
M  

     (14) 

其中, X, y 分别表示训练集和类别标签信息; M 和 K

分别表示训练样本数和类别数量; ix 表示第 i 个训

练样本;  1,2, ,j K  表示车辆图片的类别标签.

如果车辆图片的样本标签为 j, 那么 iy =1; 否则 , 

iy =0. ijp 表示输入图片 ix 的类别标签为 j 的预测

概率, 其由 Softmax 函数计算而得, 即 

 
T

T

1

exp( )

exp( )

j i
ij K

k i
k

x
p

x






W

W
 (15) 

其中 , 1 2 3[ , , , , ]K W W W W W 表示可学习的参数

矩阵. 此外, 三元组损失函数可以表示为 

 

 
 

Tri

2 2
1

, ,

1
    max ,0

a n p

M
a n a p
i i i i

i

L x x x

x x x x
M 



  
 

(16)
 

其中,  , ,a n px x x 表示训练三元组的集合; M 表示

三元组的数量 . 对于第 i 个训练三元组 ,  ,a nx x

表示一负样本对, 即类别标签不同;  ,a px x 表示

一正样本对 , 即拥有相同的样本标签 ;  表示欧

几里得距离. 此外, 在每个小批量训练中, 硬样本

挖掘策略[22]被用于寻找最困难的正样本和负样本

图像对, 以改善三元组损失.  

3  实验与分析  

本节将介绍实验中使用的多个数据集和实施

的细节 , 通过消融实验以及与先进网络模型的对

比来证明本文提出的 PCT 的鲁棒性和高准确性.  

3.1  数据集和评估指标 
3.1.1  数据集 

本文在 2 个公开的基准数据集, 即 VeRi-776

数据集和 VehicleID 数据集进行, 以评估 Vehicle 

Re-ID 网络模型.  

VeRi-776[14]是一个大规模车辆数据集 , 由大

约 776 种车辆的 50 000 张图片构成. 车辆图片由

20 个摄像机从不同视角捕获而得, 并且被标注了

多种属性, 如颜色、车型和车标. 其训练集包含了

576 种车辆, 测试集包含了其他 200 种车辆.  

VehicleID[2]也是一个经典的车辆数据集 , 由

大约 26 267 种车辆的 221 736 张图片构成. 车辆图

片由 12 个摄像头从前或后 2 个视角采集而得. 其

训练集包含了 13 134 种车辆, 训练集进一步细分为

6 个子集, 其中包含 800, 1 600, 2 400 种车辆的 3 个

子集通常被用于评估实验.  

上述 2 个基准数据集中车辆的车型和数量十

分丰富. 既有全局外观差异大的相同车辆, 又有局

部差异细微的不同车辆 , 能够较好地模拟真实场

景的情况.  

3.1.2  评估指标 

基于上述 2 个数据集, 本文采用 2 个评价标准, 

即平均精度均值(mean average precision, mAP)和

累计匹配曲线(cumulative matching characteristic, 

CMC)来评测 Vehicle Re-ID 模型的表现. CMC@ k

表示在前 k 个查询结果中找到正确结果的概率 . 

使用 mAP 和 CMC 在 VeRi-776 数据集上进行评估. 

对于 VehicleID, 在随机的不同规模的测试集合中, 

CMC 度量取得了更加令人信服的结果.  

3.2  实验细节 
本文在 PyTorch[23]框架下进行所有实验, 并取

得实验结果. 在训练时, 所有的输入图片大小均被

调整为 224×224, 并通过数据增强, 如随机翻转、

填充和随机擦除 [24]等 , 增加样本的多样性 . 设置

学习率的初始值为 510−4, 并在第 60 和 120 周期

分别下降至 510−5 和 510−6. 在训练时, 批量大小

和周期总数分别为 64 和 150. 本文采用批量梯度

下降算法[25]来优化网络模型, 设置动量参数为 0.9, 

权重衰减为 10−4. 在推理阶段 , 批量大小更改为

128, 其他设置不变.  

3.3  消融实验 
为了验证本文网络模型各个模块的有效性 , 

本节在 VeRi-776 数据集上执行了多组不同设置的

消 融 实 验 . 消 融 实 验 的 评 价 指 标 分 别 mAP, 

CMC@1 和 CMC@5. 消融实验包含 Transformer
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骨干网络的有效性、PCT 中各模块的有效性、PAE

中不同插值采样方法的影响以及损失函数中平衡

参数的影响. 

3.3.1  Transformer 骨干网络的有效性 

为了证明 Transformer 编码器作为主干网络的有

效性, 本文比较了基于 DCNNs 和基于 Transformer

主干网络在 Vehicle Re-ID 上的表现, 实验结果如表 1

所示 . 其 中 , DenseNet, ResNet50, ResNet101 和

ResNet152 属于基于 DCNNs 系列的不同类别、不

同深度主干网络; Baseline 则使用 Transformer 作为

主干网络 . 主干网络的对比实验去除了本文提出

的各模块, 仅利用各主干网络学习车辆特征. 
 

表 1  不同主干网络比较 

主干网络 mAP CMC@1 CMC@5 

DenseNet[26] 0.752 0.950 0.958 

ResNet50[9] 0.763 0.952 0.960 

ResNet101[9] 0.767 0.952 0.961 

ResNet152[9] 0.772 0.959 0.965 

Baseline 0.783 0.965 0.972 

 

从表 1 可以看出, 基于 Transformer 主干网络

的性能表现要远好于基于 CNNs 不同类别、不同深

度的主干网络 , 其原因是去除了卷积和池化操作

而完全使用自注意力提取特征 . 实验结果证明 , 

Transformer 中自注意力机制增大的全局感受野和

保留细微的局部特征, 能够解决 DCNNs 中卷积和

池化操作的局限性.  

3.3.2  PCT 中各模块的有效性 

为了验证网络模型 PCT 中各模块的有效性, 

本文执行了多组不同设置的消融实验 , 实验结果

如表 2 所示. 其中, Baseline 表示 PCT 去除了所有

其他模块, 仅利用 Transformer 学习车辆的全局特

征; Baseline+PAE 表示在学习全局特征的基础上线

性增加对局部部件特征的学习 , 即将全局损失和

局部损失加权求和对网络进行约束; PCT 表示在学

习全局和局部特征的基础上构建一种耦合的合作

关系.  
 

表 2  PCT 各模块作用比较 

方法 mAP CMC@1 CMC@5 

Baseline 0.783 0.965 0.972 

Baseline+PAE 0.788 0.966 0.982 

PCT 0.811 0.970 0.988 

 

由表 2 可知, PCT 在所有设置的实验中取得最

佳的重识别表现 , 这是因为本文网络模型不仅能

够学习鲁棒性的全局特征和区分性的局部部件特

征 , 还 能 使 两 者 有 效 协 同 合 作 . 此 外 , PCT 和

Baseline+PAE 分别与 Baseline 进行对比, PCT 重识

别精度提升的幅度更大, 其在 mAP, CMC@1 和

CMC@分别增加了 2.8%, 0.5%和 1.6%. 这说明全

局和局部特征有效协同合作有助于提高重识别的

表现能力.  

为了进一步证明网络模型的有效性 , 本文将

VeRi-776 数据集上的部分实现结果可视化, 如图 3

所示. 图 3 中最左边的一列表示待查询图片; 右边

10 列表示 Baseline 和 PCT 按相似度得分排序的前

10 个检索结果. 红色框的车辆图片表示正确的实

验结果, 即与待查询车辆身份相同的图片; 蓝色框

的车辆图片则表示错误的实验结果 , 即与待查询

车辆身份不一致的图片. 由图 3 观察可知, 本文所

提出的 PCT 网络模型在前 10 个检索结果中正确的

概率远大于 Baseline, 使得 Vehicle Re-ID 的鲁棒性

和准确性得到了大幅提升. 

3.3.3  PAE 中不同插值采样方法的影响 

本文对几种比较常见的采样插值方法进行了

对比实验, 结果如表 3 所示. 其中, 双线性插值采

样和双三次插值方法的精度均优于最近邻方法 . 

虽然在采样后的效果方面双线性插值和双三次插 
 

 

图 3  TOP10 可视化结果 
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表 3  PAE 不同插值方法比较 

方法 mAP CMC@1 CMC@5 

双线性差值 0.778 0.957 0.974 

双三次差值 0.811 0.970 0.988 

最近邻 0.812 0.969 0.989 

 
值的差距不大, 但是在计算量方面, 使用 16 个周

围坐标点的双三次插值的计算量要远大于双线性

插值. 故本文选取双线性插值作为采样方法, 以提

高模型的计算效率. 

3.3.4  损失函数中平衡参数的影响 

本节对损失函数中平衡参数的选取进行了对

比实验, 结果如表 4 所示. 其中, 设置α=0.0, 表

示只是用三元组损失; 设置 β=0.0, 表示只是用了

交叉熵损失. 
 

表 4  平衡参数 α 和 β 对实验结果的影响 

α β mAP CMC@1 CMC@5

0.0 1.0 0.726 0.949 0.973 

0.2 1.0 0.755 0.953 0.979 

0.4 1.0 0.771 0.962 0.981 

0.6 1.0 0.785 0.967 0.985 

0.8 1.0 0.796 0.969 0.987 

1.0 0.0 0.712 0.947 0.970 

1.0 0.2 0.753 0.951 0.974 

1.0 0.4 0.778 0.959 0.977 

1.0 0.6 0.787 0.966 0.982 

1.0 0.8 0.792 0.968 0.986 

1.0 1.0 0.811 0.970  0.988  
 

由表 4 可以看出, 当只是用三元组损失或交叉

熵损失时, 重识别模型性能急剧下降. 这说明重识

别模型的高性能表现得益于三元组损失和交叉熵

损失的联合约束, 又或者说这 2 种损失函数均有助

于模型的训练 , 两者的存在是必要的 . 此外 , 当

α=1.0 并以间隔 0.2 多次更改 β 的值时, 模型的性

能随着 β 的增大逐步提升. 类似地, 当 β=1.0 时, 

以相同设置更改 α, 模型性能依旧可以逐步提升. 

当 α=β=1.0 时, 模型的性能达到最佳. 因此, 在其

他对比和消融实验中本文选取 α=β=1.0.  

3.4  与其他网络模型比较 
将本文提出的 PCT 在 2 个车辆公开数据集

VeRi-776 和 VehicleID 上与其他 Vehicle Re-ID 网络

模型进行对比, 比较结果分别如表 5 和表 6 所示. 

3.4.1  在 VeRi-776 数据集上的表现 

不同网络模型在 VeRi-776 数据集上性能比较

如表 5 所示. 在 VeRi-776 数据集上, 首先, 与其他

的重识别网络模型相比, 本文的 PCT 网络模型重

识别精度均远超其他 Vehicle Re-ID 网络模型, PCT

取得了最高的 Map, CMC@1, CMC@5. 这得益于

本文的 PCT 不仅拥有映射全局的感受野, 还能够

保留详细的局部特征. 此外, 部件自适应嵌入模块

和 Transformer 层之间的耦合关系可以学习全局特

征和局部特征之间的相互关系 , 使得全局特征和

局部特征能够有效的协同合作.  
 

表 5  不同网络模型在 VeRi-776 数据集上性能比较 

网络模型 mAP CMC@1 CMC@5 

OIFE[6] 0.480 0.894  
VAMI[27] 0.613 0.859 0.918 

RAM[28] 0.615 0.886 0.940 

AAVER[29] 0.612 0.890 0.947 

PRN[7] 0.743 0.943 0.989 

PVEN[30] 0.795 0.965 0.984 

TBE-Net[12] 0.795 0.960 0.985 

PCT 0.811 0.970 0.988 
 

3.4.2  在 VehicleID 数据集上的表现 

为证明所提出模型的泛化性, 本文也将 PCT

在 VehicleID 上进行了测试. 表 6 所示为 VehicleID

数 据 集 上 的 网 络 模 型 与 其 他 基 于 D C N N s 的

Vehicle Re-ID 网络模型的 CMC@1 和 CMC@5 比

较 结 果 .  由 表 6 观 察 可 知 ,  本 文 网 络 模 型 在

VehicleID 800, 1 600, 2 400 大小的 3 个测试子集上

均取得了最优的结果. 特别是对于 VehicleID 中规 
 

表 6  不同网络模型在 VehicleID 数据集上性能比较 

800 1 600 2 400 
网络模型 

CMC@1 CMC @5 CMC @1 CMC @5 CMC @1 CMC @5 

OIFE[6]     0.670 0.829 

VAMI[27] 0.631 0.833 0.529 0.751 0.473 0.703 

RAM[28] 0.752 0.915 0.723 0.870 0.677 0.845 

AAVER[29] 0.747 0.938 0.686 0.900 0.635 0.856 

PRN[7] 0.784 0.923 0.750 0.883 0.742 0.864 

PVEN[30] 0.847 0.970 0.806 0.945 0.778 0.920 

TBE-Net[12] 0.860 0.984 0.823 0.966 0.807 0.949 

PCT 0.865 0.985 0.826 0.970 0.825 0.963 
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模最大的子集, 由于其不仅包含了更多车辆图片, 

而且光照、视角和分辨率等变化更加剧烈, 因而其

比小和中 2 个测试子集时更难对车辆进行重识别. 

尽管如此, 在此数据集的 2 400 测试子集上, 本文

的网络模型的 CMC@1 值比现有最好的 TBE-Net

网络模型高出了 1.8%, CMC@5 值高出了 1.4%. 因

此, 相对于 PVEN, TBE-Net 等基于 DCNNs 的网络

模型 , 本文的网络模型能够更好地提取鲁棒性和

鉴别性的特征, 从而提高重识别的精度. 

4  结  语 

本文提出了一种 PCT 网络模型对车辆进行重

识别, 其构建基于 Transformer 主干网络的 Vehicle 

Re-ID 模型, 鲁棒地实现了对宏观的全局特征的学

习. 提出 PAE 模块, 通过自适应划分矩形图, 使得

模型能够提取到车辆区分性的局部部件特征 . 提

出的耦合机制将 PAE 模块和 Transformer 层进行耦

合 , 能够学习到全局和局部特征之间的互补表达

关系 , 使得全局和局部特征能够更有效地协同工

作. 在 2 个大型标准的数据集 VeRi-776 和 VehicleID

上进行的拓展实验, 证明了本文网络模型 PCT 的

鲁棒性和精确性.  

受 cross-attention 在跨模态[31-32]和跨域[33]任务

中优异表现的启发, 未来考虑利用 cross-attention

的特征对齐能力 , 将目标域和源域的数据映射到

统一的特征空间进行学习, 以减少 Vehicle Re-ID

模型在新环境部署过程中数据标注所花费的人力

和 时 间 成 本 , 提 高 基 于 Transformer 的 Vehicle 

Re-ID 模型的跨域自适应能力, 促进 Vehicle Re-ID

在实际交通场景的广泛应用.  
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