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基于风格记忆的跨域小样本异常检测 
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摘  要: 小样本异常检测仅利用少量正常样本进行检测和异常定位, 现有的小样本异常检测方法的训练和测试都在

相同的域中进行, 对于跨域场景的研究尚处于空白. 针对跨域小样本异常检测问题, 为了将源域学到的知识迁移到

目标域中进行小样本异常检测, 提出基于风格记忆的跨域小样本异常检测方法. 该方法包含 2个模块, 首先将域差异

定义为风格特征差异, 设计风格记忆模块存储来自源域的域内统计特征, 并将学习到的特征集成到目标域中, 减少

域差异带来的影响, 提升性能; 然后引入对比学习策略, 区分不同类别的增强查询特征, 进一步加强模型对源域中

不同类别的表征能力. 在 MVTec AD, MPDD 和 MVTec LOCO-AD 数据集间进行跨域小样本异常检测任务实验, 结果

表明, 与代表方法相比, 所提方法取得了最佳性能, 其中, 图像 AUROC 指标提升 3%~5%; 在本域内小样本异常检测

任务上, 该方法仍然有优异的表现. 
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Abstract: Few-shot anomaly detection involves using a limited number of normal samples to detect and lo-

calize anomalies. While existing methods for few-shot anomaly detection are primarily applied within the 

same domain, research on cross-domain scenarios remains limited. To address the problem of cross-domain 

few-shot anomaly detection, a cross-domain few-shot anomaly detection method based on style memory is 

proposed. This method includes two modules. The first module defines domain differences in terms of dif-

ferences in style features and employs a style memory module to store intra-domain statistical features from 

the source domain. These features are then integrated into the target domain to mitigate the impact of domain 

differences and enhance few-shot detection performance. Then, a contrastive learning strategy is introduced 

to distinguish enhanced query features of different categories, further enhancing the model’s ability to 

represent different categories in the source domain. Experiments on cross-domain few-shot anomaly detec-

tion tasks between the MVTec AD, MPDD and MVTec LOCO-AD datasets show that the proposed method 

achieves the best performance compared to the represntative methods, with an image AUROC indicator in-

crease of 3% to 5%. Moreover, the proposed model still has the best performance on the few-shot anomaly 

detection task under the intra-domain setting. 
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随着深度神经网络的快速发展 , 工业产品的

表面异常/缺陷检测受到了前所未有的关注[1-2]. 由

于异常样本获取难度较大 , 通常使用无监督方法

进行异常检测(anomaly detection, AD), 即训练过

程仅使用正常样本. 在过去几年中, 无监督 AD 取

得了巨大的进展, 包括基于归一化流的[3-4]、基于

记忆库的[1,5]、基于重建的[6-7]和基于知识蒸馏的[2,8]

这 4 类方法, 它们在 MVTec AD[9]和 MPDD[10]等数

据集中都取得了优异的性能. 然而, 这些方法在测

试时需要针对每个类别单独训练一个模型 , 对于

未知的类别直接测试通常性能表现很差 [11]. 为了

解决这个问题, 近年来, 一些研究倾向于探索小样

本异常检测(few-shot AD, FSAD)问题.  

AD方法在训练时通常需要一定数量的正常样

本支撑, 而 FSAD 方法[11-12]只需少量样本就能建

模, 减少了模型对训练样本数量的依赖, 能够将模

型快速地适配到新类别. 现有的 FSAD方法假设训

练集和测试集属于同一分布 , 利用生成或者变换

等方式 [12]扩充包含少量正常样本的支持集, 提取

不同类别间的共性 [11]特征进行建模计算分布, 在

查询样本上检测异常 , 但这一假设并不总是成立

的. 在工业场景中, 随着越来越多的新产线投入使

用, 产线之间的域差异也越来越明显. 为每条产线

的算法或者机器单独进行微调是十分耗时的 , 同

时新产线的数据收集和标注在初期往往是困难且

不足的, 使得将利用以往产线(训练集)学习到的知

识快速地适配到新产线(测试集)的需求大大提高.  

本文引入跨域 FSAD(cross domain FSAD, CD- 

FSAD)任务: 在测试时只有少量样本可以利用, 在

关注域内类别间特征差异的同时还需考虑域间的

巨大差距. 本文将域间差异定义为风格特征差异, 

建立一个轻量级的风格记忆模块 , 用于存储每个

训练实例中的风格信息 , 实例的均值和方差被聚

合到记忆库中, 用于表示训练域的风格特征. 在训

练阶段 , 使用具有最低相似性的内存块增强特征

表示, 使模型强制忽略风格差异进行特征匹配; 在

推理中 , 选择具有最高相似性的内存块增强特征

表示 , 减少域差异 , 使模型的泛化性更好 . 此外 , 

还使用对比学习策略增强不同类别间的特征表示, 

进一步提高模型小样本检测能力.   

本文提出的 CD-FSAD 方法, 通过学习不同风

格特征来缓解域差异; 利用类别间对比损失提高

跨场景下小样本检测性能. 在 3 个数据集间进行跨

域实验 , 结果表明了本文方法的有效性 , 在

CD-FSAD 场景几乎取得了最优性能; 且在本域上

测试同样有优异的性能表现. 

1  相关工作 

1.1  FSAD 方法 
近年来, FSAD开始受到关注, 它通过支持集中

的少量正常样本进行检测和定位异常. 一些 AD 工

作[1,5,13]也在小样本设定下评估了它们在 MVTec AD

数据集上的性能表现. 已有一些工作利用元学习研

究工业场景下 FSAD. Sheynin 等[12]设计了一个分层

生成(transformation discriminating generative, TDG)

模型 , 用于捕获每个支持样本的多尺度块特征分

布, 对图像块应用旋转变换, 并优化块鉴别器区分

异常块 , 最后投票图像块的正确变换获得评价指

标—异常分数 ; 配准异常检测 (registration-based 

anomaly detection, RegAD)[11]则利用匹配网络在查

询集和支持集之间进行对齐, 获得一个可泛化的AD

模型, 最后通过计算支持集和查询集的分布差异来

识别异常. 

1.2  基于记忆库的方法 
记忆库[14]最初是为了捕获序列数据中的时序

相关信息设计的. 文献[15]通过比较特征相似性同

时利用线性组合操作 , 以端到端的方式训练记忆

网络; 记忆引导学习(learning memory-guided nor-

mality, LMN)[16]基于端到端的方式, 通过聚合实例

信息扩展其能力, 进而对内存项更新和学习; 之后, 

分割重构异常检测 (divide-and-assemble anomaly 

detection, DAAD)[7]使用块状记忆模块, 通过最大

化正常和异常数据检索误差之间的差异提升检测

性能. 最近, PatchCore[1]通过存储基于预训练模型

的分块特征, 并选取最具代表性的特征, 用于推理

过程中的特征检索比较 . 与上述学习正常特征的

工作不同 , 本文方法扩展了记忆库以存储域内特

定统计信息, 并风格化特征来模拟域迁移, 提高模

型的泛化能力. 

1.3  域泛化方法 
域泛化(domain generalization, DG)[17]的目标

是从一个或多个不同但相关的域(即多种训练数据

集)中学习一个模型, 它可以在未知的测试域中良
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好运行. 尽管训练数据来自多个域, 但在训练期间

无法访问测试域使 DG 具有挑战性. 为了提高模型

的泛化能力, 基于表征学习、数据增强、域对齐等

策略的模型不断被提出. 元学习也在 DG 中得到了

广泛应用, 通过分布鲁棒优化[18-19]和新的元学习任

务[15,20]来模拟域迁移, 并取得了良好的结果. 由于

本文的训练数据来自单一域, 且测试域中的类别未

知, 因此难以直接利用大多数 DG 方法模拟域迁移. 

本文利用存储在记忆库中的风格信息多样化特征, 

加强模型的泛化性. 

1.4  特征匹配网络框架 
特征匹配网络 (feature registration network, 

FRN)[11]是 RegAD中的一种用于FSAD的方法, 具有

优异的性能表现; 特别地, 它包含 1 个 ResNet-18[21]

的骨干网络 F , 3 个空间变换网络[22], 编码器网络

E 和预测网络 P . 记 p 表示经过编码和预测网络

后的特征    train
qp P E F Q ; z 表示只经过编

码 网 络 后 的 特 征 train
s

1
( )k

k

z E F S
K

   
 
 . 其 中 , 

trainQ 和 trainS 分别表示训练集中的查询样本和支持

样本. 利用 SimSiam 范式[23]对模型进行训练 

 
      reg CS s q CS q s

1
,SG ,SG

2
D p z D p z   (1) 

其中 ,  D  表示距离 ; 下标 CS 表示余弦相似性

(cosine similarity, CS)度量 ;  SG  表示梯度停止

(stop gradient, SG)操作. 

在推理中 , 首先对测试样本进行多次图像增

强, 连接 FRN前 3层的输出; 然后使用基于统计的

估计器 [5]计算每个特征点位置  ,i j 的协方差 ij . 

假设 f 是查询样本的特征表示, 则分布距离使用

Mahalanobis 距离计算, 公式为 

 
T 1( ) ( )ij ij ij ij ij ij

  M f f μ     (2) 

其中, ij 表示 ijf 的样本均值. 查询样本与支持样本

分布的 Mahalanobis 距离作为最终分数图, 较高的分

数表示相应位置存在异常, 更多细节见文献[11]. 

FRN 最初是为相同分布下的 FSAD 场景设计

的, 而 CD-FSAD 场景更具有挑战性. 如图 1 展示

了 CD-FSAD 与 FSAD 的区别, 在 FSAD 任务中, 

训练集和测试集在同一领域内(MVTec AD), 而在

CD-FSAD 设定中两者来自不同的领域(MVTec AD

和 MVTec LOCO-AD). 域差异将会导致式(2)对测

试域中的 ij 的错误估计. 为此, 本文提出风格记

忆模块和类间对比损失 2 个模块来解决这个问题. 

 
 

图 1  CD-FSAD 与传统设定对比 
 

2  本文方法 

2.1  概  述 
在跨域设定下, FSAD 方法主要面临源域和目

标域之间存在巨大的域差异 , 以及目标域内类别

差异造成的内在 AD 困难. 本文的目标是生成多样

化的域特征, 通过学习域特征减小域差异, 并学习

各个特征之间的区分性表示 , 从而提高小样本检

测性能. 为此, 提出风格记忆模块和类间对比损失

解决跨域设定下的 FSAD 问题.  

给定训练域 trainD , 其中, 每个类别都有足够的

无异常样本, 本文目标是学习一个 AD 器, 该检测

器可以利用少量正常样本有效地检测测试域 testD

中新类别的异常; 还假设 trainD 和 testD 之间存在巨

大的域差异, 且 testD 中的类别不包含在 trainD 中.  

本文遵循已有工作 [11-12]中的设定, 对于 trainD

中的每个类别, 采样大量的查询-支持对, 每个对

都包括一个正常的查询样本 trainQ 和 K 个正常的支

持样本  train
1

K

k k
S  . testD 中的每个查询样本 testQ 也

有 K 个正常的支持样本  test
1

K

k k
S  . 在训练过程中, 

FRN 在 trainQ 和  train
1

K

k k
S  之间对齐特征 , 并且将

trainQ 计算出的域内统计信息不断聚合到风格记忆

模块 , 用于丰富样本风格 , 强制模型学习风格差

异, 实现鲁棒检测. 采用类间对比损失对不同类别

的风格化特征进行约束, 获得特征的区分性表示, 

提高小样本检测性能. 在推理中, 利用存储的统计

信息从  test
1

K

k k
S  估计逐像素正态分布 , 在 testQ 上

超出分布的位置被视为异常. 本文方法架构如图 2

所示, 包括基础的 FRN, 风格记忆模块以及类间

对比损失模块. 
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图 2  本文方法架构 

 
2.2  风格记忆模块 

将不同域之间的差异定义为风格差异 , 并选

择均值和方差反映域特定的统计数据 , 相关研究

表明[24], 这样可以在一定程度上衡量域分布信息. 

本文设计可以存储 N 个均值-方差内存项的风格记

忆模块 M ,   
1

, ,
N

C C
j j

j
M


   m v m v ; 其

中, C 表示特征通道的维度. 如图 3 所示, 风格记

忆模块包含 2 个操作: 

(1) 风格记忆库中内存项更新操作. 图 3a 中, 

举例展示了均值项的更新流程 , 方差项更新操作

类似. 

(2) 风格特征增强操作. 图 3b 所示为训练时

特征风格化的流程 , 推理时则选取了相似度最高

的内存项进行风格特征增强. 

 

 
 

图 3  风格记忆模块更新和增强策略  

 
2.2.1  风格特征更新 

在训练阶段 , 从查询 Q 中提取特征平均值和

方差 , 并以迭代的方式更新每个内存项 ( , )j jm v . 

给出 Q 的特征向量 q
C H W f , 其中 , H 和 W

是特征向量的高度和宽度, 均值 1 1
q

C   和方差

1 1
q

C   的计算公式为 

 

 

q q
,

2
q q q

,

1

1

H W

H W

HW

HW

 


  






f

f



 
     (3) 

为了使记忆模块存储的风格更加多样化 , 首

先计算每个内存项 ( , )j jm v 和 q q( , )  之间的相似

性, 公式为 

   

   

m CS q CS q

qv CS CS q

, ,

, ,

b

b b

b
b b

j
j j

b

j
j j

b

D D

D D

 










s m m

vs v

 

 
. 

其中, (1, 2, , )b B  表示批次样本的索引, B 表示

批处理大小 . 然后根据得出的相似度  m v,b bj js s 加

权更新内存项  ,j jm v , 即内存项在学习固定风格

信息  q q,  的同时也生成了更多相似的源域风

格. 更新公式为 

b
m q

v q

(1 )

(1 ) 

b

b

b

j
j j

b

j
j j

b

 

 

     



    






m m s

v v s




. 

其中,  表示聚合权重, 用来控制更新速率, 即新

内存项为原始内存项和新批次特征利用相似度加

权结果的线性组合 . 因为记忆模块存储了源域的

风格信息, 所以便于进一步调用, 从而对原始特征

进行风格变换. 本文中每个批次后所有内存模块都

会立即进行风格更新, 以获得更丰富的风格信息. 

2.2.2  风格特征增强 

由于   
1

,
N

j j
j

m v 包含训练域中不同类的风格
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信息 , 因此可以利用它们间接生成不同风格的特

征. 受到 AdaIN[25]的启发, 本文采用一种类似方式

将风格信息整合到查询特征中. 

给定查询特征 q
C H W f , 其均值和方差信

息可以通过式(3)计算得到, 则归一化后的查询特

征表示为  norm
q q q q f f   . 

为了有效地利用记忆库中的风格特征 , 首先

计算  q q,  与记忆库 M 中每个内存项之间的相

似度; 然后选择差异化最大, 即具有最低相似度的

内存项  min min
q q,m v 进行特征增强 . 则变换后的增

强特征表示为  norm min min
q q q q q
en 1

( )
2

   f f v m f . 

en
qf 将通过网络的剩余部分并使用式(1)与未增强

的支持样本进行特征匹配, 拉近两者的距离, 使模

型强制忽略风格差异, 达到更好的泛化效果.  

在推理中 , 本文在测试查询的特征增强时选

择具有最大相似度值的内存项 , 进一步减少域间

差异提升模型性能. 

2.3  类间对比损失 
经过 SimSiam 范式[23]后, 模型实现了查询和

支持样本的特征一致性 . 为了进一步加强模型的

表征能力 , 引入对比学习策略 [26], 使模型能够利

用同类之间的相似性以及类间的差异性进行鉴别

性的表征 . 考虑在式 (1)中同类距离已经被拉近 , 

本文只需使不同类之间的距离互相排斥 , 模型就

可以获得更好的检测能力. 

给定一个批次内由 en
qi

f 生成的查询特征 qi
z , 

同一批次中其他类的特征被认为是负样本 . 则类

间的对比损失被表述为 

 CS q ,
inter

1

1 1
ln e i p

p i

B
D z

P

z

ii zB P



 

    
 

  . 

其中 ,  表示温度系数; iP 表示由与 qi
z 不同类别

特征 pz 组成的集合.  

由于原始匹配损失 reg 始终为负数 , 为了使

其与类间损失 inter 正负性一致, 加上常数项后使

其保持为正, 因此模型总损失函数定义为 

reg inter)(1      . 

其中,  表示平衡系数.  

风格记忆模块是一种简洁的即插即用的模

块, 可以放置在 FRN 的任何层之间. 本文中将其

放置在 FRN 的前 2 层之后, 可获得更通用的域特

征表达. 

3  实验及结果分析 

3.1  AD 数据集 
为了证明本文方法在 CD-FSAD 场景的有效性, 

在 MVTec AD[9], MPDD[10]和 MVTec LOCO-AD[27]

数据集上与已有表现优异的方法进行比较. 

MVTec AD 是一个常用的 AD 数据集, 包含 15

个类别的共计 5 000 多幅图像, 分别是 5 类纹理类

数据和 10 类物体类数据. 该数据集中图像的异常

主要表现在各种结构变化上. 

MPDD 数据集是专门针对金属零件涂装过程

中产生的缺陷而收集的, 拥有 6 类约 1 300 幅图像. 

该数据集中的图像具有不同的空间方向、光强度和

非均质背景.  

MVTec LOCO-AD 数据集包括 5 个类别, 约

3 700 幅图像, 其中不仅包括局部结构异常, 如划

痕和凹痕, 还包括逻辑异常, 如允许的物体出现在

无效的位置. 

本文实验中, 使用 MVTec AD 和 MPDD 数据

集作为训练域. 

3.2  实验设置 
所有实验都是基于 Pytorch 实现的. 在训练期

间 , 使用动量随机梯度下降 (stochastic gradient 

descent, SGD)更新参数, 设置学习率为 0.000 1, 共

进行 30 个批次训练, 批量大小为 32; 除非特别说

明, 使用经过 ImageNet 预训练的 ResNet18 网络作

为骨干网络. 设更新参数 =0.9, 损失函数平衡系

数  =0.1, 温度系数  =0.1; 记忆库内存项数量

N =10, 同时所有内存项被随机初始化. 采用图像

级别曲线下面积(area under the receiver operating 

characteristic curve, AUROC)和像素级别曲线下面

积作为衡量指标, 即图像 AUC 和像素 AUC. 

3.3  对比实验 
实验中, 所有方法都将测试 10 次, 取平均图

像 AUC 或像素 AUC 作为结果. 

(1) 与表现优异的 FSAD 方法进行比较, 包括

TDG[12], DifferNet[13]和 RegAD[11]. 由于本文主要

测试跨域性能表现 , 因此这些方法需要首先在训

练域所有类上进行训练 , 然后在测试域的每个类

上进行测试. 遵循 RegAD 数据集中的设定, 对于

TDG 和 DifferNet 方法, 分别利用训练域对变换分

类器和基于归一化流的估计器进行初始化; 再到

测试域中进行微调测试. 对于 RegAD 方法, 同样

使用训练域中的所有类进行 FRN 预训练, 但是直

接在测试域的各类上进行推理. 
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表 1所示为在 MVTec LOCO测试域上, MVTec 

AD 和 MPDD 作为训练域时 CD-FSAD 的图像 AUC

结果. 可以看出: a. 在大多数场景下, 本文方法都

获得了最佳性能 . b. 与基线框架 RegAD[11]相比 , 

本文方法在样本数量分别为 2, 4, 8的设定下, 训练

域为 MVTec AD 时, 图像 AUC 指标分别提升 2.9

个百分点, 3.4 个百分点和 4.0 个百分点; 在训练域

为 MPDD 时, 分别提升 3.4 个百分点, 2.5 个百分点

和 3.8 个百分点. 说明本文方法在跨域场景下性能

表现提升明显. c. 虽然在实验设置中, DifferNet 方

法在测试时会先利用 k 个支持样本进行微调训练, 

但本文方法仍然在大部分情况下获得了更好的性

能, 同时, 该方法在测试时不需要训练微调, 拥有

更快的适配速度. d. 不同域进行训练时, 性能表现

也有差异. 大多数场景下, 在 MVTec AD 上的训练

结果好于在 MPDD, 有 2 点原因: 一是源域训练中

更多的类别和图像数量会增强模型性能表现 , 而

MVTec AD 恰恰拥有更多图像类别和数量; 二是

MVTec AD本身场景复杂程度就低于 MPDD, 模型

在简单场景下更容易进行图像对齐训练.  
 

表 1  MVTec LOCO 测试域上 CD-FSAD 的图像 AUC % 

训练域 方法 
k 

2 4 8 

MVTec AD 

TDG[12] 51.6 52.3 51.3 

DifferNet[13] 60.9 67.1 70.6 

RegAD[11] 58.9 64.5 67.8 

本文 61.8 67.9 71.8 

MPDD 

TDG[12] 45.9 48.5 53.9 

DifferNet[13] 59.4 66.8 69.3 

RegAD[11] 57.7 62.7 66.7 

本文 61.1 65.2 70.5 

注. 粗体表示最优值. 
 

(2) 为了更好地探究本文方法在不同数据集

上的鲁棒性, 对 MVTec AD 和 MPDD 数据集间的

跨域性能表现进行实验, 结果如表 2 所示. 可以看

出: a. 在所有场景下, 本文方法都获得了最佳性能

表现; b. 与 RegAD 方法相比, 本文方法在样本数

量为 2, 4 和 8 的情况下, 从 MPDD 到 MVTec AD, 

性能最高提升 3.5 个百分点; 从 MVTec AD 到

MPDD, 最高性能提升更是达到 5.1 个百分点. 证

明本文方法在不同数据集上的跨域性能表现都有

不小提升, 有较好的应用价值.  

(3) 除了跨域场景外, 本文使用 RegAD 原始

设定留一法在域内设定中进行实验; 并在实验中 

表 2  MVTec AD和 MPDD间 CD-FSAD的图像 AUC % 

训练域 测试域 方法 
k 

2 4 8 

MPDD MVTec AD

TDG[12] 66.2 67.2 68.6

DifferNet[13] 76.0 78.9 82.8

RegAD[11] 82.1 85.1 87.7

本文 84.8 88.3 91.2

MVTec AD MPDD 

TDG[12] 54.3 59.1 60.9

DifferNet[13] 57.6 62.2 66.4

RegAD[11] 60.1 63.4 67.6

本文 65.1 68.5 72.1

注. 粗体表示最优值. 

 
加入 SPADE[28], STPM[29]和 RD4AD[2]这 3 种表现优

异的 AD 方法进行比较. 为了公平比较, AD 方法训

练中只使用 k 个支持样本.  

实验结果如表 3所示, 其中, 在给出图像 AUC

结果的同时也展示了像素 AUC 结果, TDG[12]和

DifferNet[13]方法由于其自身的原因没有像素 AUC

结果. 结合表 2 比较 4 种小样本方法在 2 种场景下

的性能表现可以看出: a. 跨域环境中, 4 种方法的

结果都有所下降, 其中, 在 MVTec AD 测试集上, 

TDG[12]方法的图像 AUC 性能损失最高达 8.0 个百

分点; 基线方法 RegAD[11]的性能在 2k  时有最大

损失 3.6 个百分点; 而本文方法虽然性能也有所下

降, 但最多只下降 1.6 个百分点. 说明本文方法的

鲁棒性更强 , 相应模块在遇到域差异或者域内类

别差异时都能表现很好. b. 与图像 AUC 结果相比, 

像素 AUC 结果下降得不太明显, 但与基线方法相

比, 大部分设定下都有所提升. c. 在上述小样本实

验设定下, 3 种对比的 AD 方法表现都不太好, 尤

其是与本文方法或者基线方法相比性能差距较大. 

主要原因是这 3 种方法不是专门针对小样本问题

而提出的, 当训练样本较少时, 模型很难收敛到较

好的权重, 因此它们在小样本问题上表现较差. 

实验结果表明, 无论在 CD-FSAD 场景或者域

内 FSAD 场景, 与基线方法和其他先进方法相比, 

本文方法都有更好的性能表现; 在提升 FSAD 场

景性能的同时, 更能针对性地提升跨域场景表现. 

3.4  消融实验 
对本文提出的主要模块、风格记忆模块在 FRN

中的位置、内存块量和超参数 对模型性能的影响

进行消融实验. 

(1) 从 MVTec AD 到 MPDD 的 CD-FSAD 任务

中, 对每个模块的有效性, 即训练中特征增强、测 
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 表 3  MVTec AD 和 MPDD 间 CD-FSAD 及 FSAD 结果比较      %  

场景 训练域 测试域 方法 
k(图像 AUC) k(像素 AUC) 

2 4 8 2 4 8 

CD-FSAD 

MPDD MVTec AD 
RegAD[11] 82.1 85.1 87.7 94.0 94.9 95.9 

本文 84.8 88.3 91.2 94.5 95.1 96.3 

MVTec AD MPDD 
RegAD[11] 60.1 63.4 67.6 92.9 93.1 94.2 

本文 65.1 68.5 72.1 93.1 93.9 95.2 

FSAD 

MVTec AD MVTec AD 

TDG[12] 73.2 74.4 76.6       

DifferNet[13] 80.6 81.3 83.2       

RegAD[11] 85.7 88.2 91.2 94.6 95.8 96.7 

SPADE[28] 70.7 71.6 75.3 79.8 80.2 80.5 

STPM[29] 74.2 74.8 77.6 59.8 60.8 61.6 

RD4AD[2] 75.5 76.9 78.5 79.3 81.4 83.9 

本文 85.8 89.9 92.5 94.6 95.7 96.9 

MPDD MPDD 

TDG[12] 60.3 63.5 68.2       

DifferNet[13] 60.2 63.3 68.5       

RegAD[11] 63.4 68.3 71.9 93.2 93.9 95.1 

SPADE[28] 58.2 58.3 58.5 75.4 75.9 76.2 

STPM[29] 62.4 62.6 63.1 75.8 76.2 76.6 

RD4AD[2] 61.8 62.1 62.4 74.5 75.5 75.7 

本文 65.9 69.7 73.2 93.9 94.4 95.3 

注. 粗体表示最优值. 

 

试中特征增强和类别间对比损失进行消融实验 , 

结果如表 4 所示. 其中, 性能优异的 FSAD 方法

RegAD[11]被选为基线. 可以看出, 由于域差异较

大, 没有学习域特征的基线方法表现最差; 在训练

和推理中对特征进行风格化处理, 在不同样本数量

下图像 AUC 指标分别提高 2.7 个百分点, 3.6 个百分

点和 2.5 个百分点, 高于只使用类间损失的性能提

升(即 0.9 个百分点, 2.3 个百分点和 1.2 个百分点), 

表明学习到的风格特征起到了更重要的作用; 在类

间对比损失的基础上, 进一步整合训练特征增强, 

分别得到 1.5 个百分点, 0.6 个百分点和 0.9 个百分

点的提高 ;  结合所有模块进一步缩小域间差异 , 

CD-FSAD 性能相比基线方法得到显著提升(分别为 

 
 表 4  MVTec AD→MPDD 主要模块消融实验结果 % 

训练增强 测试增强 类间损失 
k 

2 4 8 

      60.1 63.4 67.6

    62.8 67.0 70.1

     61.0 65.7 68.8

    62.5 66.3 69.7

   65.1 68.5 72.1

注. 粗体表示最优值. 

5.0 个百分点, 5.1 个百分点和 4.5 个百分点). 

(2) 从 MVTec AD 到 MPDD, 对风格记忆模块

的位置进行消融实验, 结果如表 5所示. 可以看出, 

采用记忆机制存储风格信息和风格化特征对

CD-FSAD 任务是有利的; 此外, 将其放置在前 2

层后的效果最好, 而在第 3 层添加风格记忆模块反

而会有性能损失 . 可能的原因是在浅层的特征更

具有通用性, 而高层的语义则不适合跨域任务.  
 

 表 5  风格记忆模块的位置消融实验结果  %   

第 1 层 第 2 层 第 3 层 
k 

2 4 8 

      60.1 63.4 67.6

     62.5 66.8 69.4

    65.1 68.5 72.1

   63.4 67.4 70.9

注. 粗体表示最优值. 
 

(3) 从 MVTec AD 到 MPDD, 对风格记忆模块

中的内存块数量进行消融实验, 结果如表 6 所示. 

可以看出 , 随着内存块的数量 N 增多 , 即存储的

风格特征越多, 性能表现越好, 但在 10N  之前性

能提升较大, 之后性能提升较小. 这是由于 10 个

内存块已经足够模拟大量的风格信息 , 因此实验 
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 表 6  2k  时内存块数量 N 消融实验结果  %  

N 图像 AUC 

 0 60.1 

 5 62.8 

10 65.1 

15 65.3 

20 65.8 

注. 粗体表示最优值. 

 
中综合考虑内存消耗及速度, 选择 10N  . 

(4) 从 MVTec AD 到 MPDD, 对超参数 进行

消融实验, 结果如表 7 所示. 可以看出, 随着 的

减小, 性能先提升后下降, 但无论 设置为多少, 

风格增强后的性能表现总是优于未使用内存模块

前 ;  当 1  时 ,  内存模块只是初始化并不更新 , 

因此有限的风格特征对性能提升影响较小; 随着

 减小, 风格特征的多样性给模型带来较大的性

能提升, 且在 0.9  时 AUC 得到最大值; 当 进

一步减小时, 虽然模拟了更多风格特征, 但也对源

域风格造成了破坏 , 使模型难以进行风格特征匹

配, 因此性能也逐渐下降. 当然, 对 更细粒度的

消融实验可能会取得更优异的性能表现, 但从表 6  

 表 7  2k  时 的消融实验结果    %   

  图像 AUC 

1.0 61.9 

0.9 65.1 

0.7 64.9 

0.4 63.3 

0.0 62.1 

注. 粗体表示最优值. 

 
中可以看出 , 更多样性的内存块数量性能提升有

限, 因此本实验中选择 0.9  . 

3.5  可视化分析 
2k  时, 对本文方法的异常定位性能进行定

性分析, 结果如图 4 所示. 其中, 前 2 行是 MPDD

到 MVTec AD 的异常定位结果, 后 2 行是 MVTec 

AD 到 MPDD 的定位结果; 图 4b 所示为基线方法

RegAD 的热力图结果. 可以看出, 本文方法比基

线方法的定位结果更接近真实值, 如第 2 行的皮革

图像中, 本文方法更关注于缺陷附近, 而基线方法

可能会额外关注到属于正常区域的边缘 , 说明本

文方法对性能提升是有效的 , 可以更好地解决跨

域小样本任务. 
 

    

    

    

    
a. 异常图         b. 原始热力图      c. 本文方法热力图       d. 真实值 

 

图 4  = 2k 时 CD-FSAD 可视化结果 
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4  结  语 

本文提出的 CD-FSAD 方法, 目的是将训练域

的知识迁移到测试域的新类上 . 首先提出一个风

格记忆模块来连接源域和目标域 , 包括减少域间

差异加强语义特征表示 , 在训练期间从训练数据

中存储域的特征信息 , 在学习风格化的特征同时

将其转移到测试域中, 提升模型跨域检测能力; 然

后提出类间对比损失 , 进一步加强模型的表征能

力. 充分的对比实验和消融实验结果表明, 本文方

法在 CD-FSAD 场景下性能提升明显, 并且在域内

FSAD 设定下仍有优异表现.  

当然在实际检测场景中 , 对模型的推理速度

有着极高的要求. 而当前的 CD-FSAD 方法由于风

格记忆模块需要在训练期间存储大量的域特征信

息, 并在测试阶段进行特征转移和融合, 无疑增加

了模型的计算复杂度, 导致推理过程较为耗时, 难

以满足实时性检测的应用场景.  

因此, 在未来研究中主要从 2 个方面展开研

究: (1) 考虑引入轻量级的神经网络架构来替代部

分复杂的模块, 以提高模型的推理速度, 使得模型

在减少参数数量的和计算量的同时 , 仍能保持较

好的特征提取能力. (2) 对风格记忆模块进行优化, 

一方面 , 可以研究如何对存储的域特征信息进行

压缩和编码, 减少存储量和计算量; 另一方面, 可

以探索在特征转移过程中如何采用更轻量级的计

算方式, 避免不必要的计算开销. 
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