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结合全局和局部特征的 BiGRU-RA 图像中文描述模型 
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摘  要: 针对目前基于全局特征的图像描述模型存在细节语义信息不足的问题, 提出结合全局和局部特征的图像中

文描述模型. 该模型采用编码器-解码器框架, 在编码阶段, 分别使用残差网络(residual networks, ResNet)和 Faster 

R-CNN 提取图像的全局特征和局部特征, 提高模型对不同尺度图像特征的利用. 采用嵌入了残差连接结构和视觉注

意力结构的双向门控循环单元(bi-directional gated recurrent unit, BiGRU)作为解码器(BiGRU with residual connection 

and attention, BiGRU-RA). 模型可以自适应分配图像特征和文本权重, 改善图像特征区域和上下文信息的映射关系. 

此外, 加入基于强化学习的策略梯度对模型的损失函数进行改进, 直接对评价指标 CIDEr进行优化. 在 AI Challenger

全球挑战赛图像中文描述数据集上进行训练和实验, 实验结果表明, 该模型获得更高的评分, 生成的描述语句更准

确、更详细. 
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BiGRU-RA Model for Image Chinese Captioning via Global and Local Features 
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Abstract: To address the problem of insufficient detailed semantic information in current global features-based 
image captioning models, an image Chinese captioning model combining global and local features is proposed. 
The proposed model adopts the encoder-decoder framework. In the coding stage, the residual networks (Res-
Net) and Faster R-CNN are used to extract the global and local features of images respectively, improving the 
model ҆ s utilization of image features at different scales. A bi-directional gated recurrent unit (BiGRU) with 
embedded visual attention structure and residual connection structure is applied as the decoder (BiGRU with 
residual connection and attention, BiGRU-RA). The model can adaptively allocate image features and text 
weights, and improve the mapping relationship between image feature regions and context information. Addi-
tionally, the reinforcement learning-based policy gradient is added to improve the loss function of the model 
and optimize the evaluation criteria CIDEr directly. The training and experiments are conducted on the Chinese 
captioning dataset of AI challenger. The comparative results show that the proposed model obtained better 
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scores and the generated caption are more accurate and detailed.  
 
Key words: image captioning; bi-directional gated recurrent unit; visual attention; reinforcement learning; resid-
ual connection  

随着智能拍照设备的普及和信息技术的高速

发展, 图像成为人们获取信息的重要途径. 图像中

包含众多信息 , 能够形象生动地表达出信息的内

容. 而面对大量的图像, 如何让计算机代替人工理

解图像信息, 已成为计算机视觉领域的研究热点. 
图像的文本描述是融合计算机视觉和自然语言处

理领域的交叉任务 , 能够完成从图像到文本的多

模态转换[1]. 通过对图像进行语义分析和理解, 得
到图像中各个实体对象信息和实体对象之间的联

系 , 最终生成准确且符合人类语言习惯的描述语

句. 图像描述技术具有巨大的应用前景, 在图像检

索[2]、人机交互系统、图像视频标注、辅助教育和

自动驾驶等多方面具有重要的实用价值. 
尽管图像描述任务十分具有挑战性 , 但仍然

引起了国内外学者的广泛关注 . 根据关键技术和

文本描述方法的不同 , 图像文本描述方法一般分

为 3 类: 基于模板匹配的方法、基于检索的方法和

基于深度学习的方法[3-6]. (1) 基于模板匹配的方法

包括对象检测和描述生成 2 个过程. 其在对象检测

过程通过目标检测和属性特征检测算法识别出图

像中包含的实体对象和对象之间的属性关系等 ; 
在描述生成过程将识别的单词填入场景模板的相

应位置, 形成该图像对应的描述语句. 该方法的不

足之处是局限于固定模板 , 生成的文本描述句式

结构过于单一. (2) 基于检索的方法首先通过检索

数据库中与输入图像相似的图像集 , 然后通过分

析和重组该图像集的文本描述来形成输入图像的

描述语句; 但其描述结果依赖于句子池. (3) 基于

深度学习的方法将机器翻译任务中的编解码思想

应用到图像文本描述任务中 , 主要通过深度卷积

神经网络对图像进行编码 , 利用循环神经网络建

立语言模型 , 将图像信息和文本信息映射到循环

神经网络中 , 进而利用图像信息指导描述语句的

生成 . 该方法能够明确地学习图像与文本之间的

对应关系, 生成的描述语句具有多样性, 可以广泛

适用于任何场景. 
虽然基于深度学习的图像描述方法已取得非

常好的结果, 但仍存在以下问题. (1) 图像特征提

取不够充分 , 容易导致解码模型忽略图像的细节

信息; 传统的语言模型往往只考虑正向的上下文

信息, 而序列的生成同样依赖反向的上下文信息, 
使得生成的描述文本不够详细. (2) 目前的图像描

述任务主要是针对英文数据集 , 基于中文数据集

的图像描述任务还没有取得很大的进展. 
本文针对上述图像描述模型存在的细节语义

信息利用不足、描述文本不够细致问题, 提出结合

全局和局部特征的 BiGRU-RA 图像中文描述模型, 
其采用编码器 -解码器框架 . 在编码阶段 , 采用 
ResNet-101 提取图像的全局特征, 采用 Faster R-CNN
提取图像的局部特征 . 为了增强模型对上下文信

息的利用 , 避免神经网络随着深度的增加引发的

退化问题 , 采用基于残差连接的双向门控循环单

元(bi-directional gated recurrent unit, BiGRU)作为

解码器. 在解码器中引入视觉注意力机制, 通过自

适应分配图像特征和文本权重改善图像特征区域

和上下文信息的映射关系. 此外, 加入基于强化学

习的策略梯度对模型的损失函数进行改进 , 直接

对评价指标进行优化. 

1  相关工作 

随着深度学习的发展 , 基于深度学习的方法

逐渐成为图像描述任务的主流方法 , 不断推动图

像描述生成技术的发展. Mao 等[6]提出首个基于神

经网络的多模态图像描述生成模型 , 其使用卷积

神经网络(convolutional neural networks, CNN)对图

像建模 , 使用循环神经网络(recurrent neural net-
works, RNN)对描述文本建模, 并使用多模态空间

为图像和文本建立映射关系. Vinyals 等[7]率先将编

码器-解码器框架应用于图像描述任务, 通过预训

练好的 CNN 将图像编码成能够表征图像内容的特

征, 然后结合图像对应的训练文本提供的语义, 输
入到 RNN 将该特征解码成句子. Fang 等[8]结合深

度多模相似网络和最大熵语言模型生成图像的描

述语句, 在检测出图像中的属性信息后, 利用属性

信息替代原始图像信息输入到长短期记忆网络

(long short-term memory, LSTM)语言模型生成描述

语句. Xu 等[9]在图像上引入注意力机制, 将上下文

信息引入编码器-解码器框架, 在编码阶段, 使用

保留图像空间信息的较低层的卷积层作为图像特
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征, 然后结合注意力机制将其用于解码阶段. 该方

法可有效地提取图像的视觉信息 , 以生成更加准

确的描述语句. Xu 等[10]利用语义信息指导 LSTM
在各个时刻生成描述文本. Yao 等[11]通过多实例学

习的方法对图像属性信息进行提取 , 研究图像属

性特征对描述结果的影响. Wu 等[12]在编码器-解码

器框架中引入高级语义属性 , 把原问题转换为多

标签分类问题, 先利用 VggNet 进行多标签的预训

练, 再通过 CNN 产生多标签的预测结果, 将预测

结果经过最大池化处理后输入到 LSTM 产生描述. 
Jiang 等[13]通过添加称为引导网络的组件来对编码

器-解码器框架进行扩展, 引导网络对输入图像的

属性进行建模 , 并利用其在每个时间步的输出构

成解码器的输入 . 考虑原始注意力机制强制将每

一个单词对应到图像的某一区域 , 而某些单词没

有对应图像的意义, Lu 等[14]提出哨兵机制, 在生

成每个单词时先计算这个单词是属于视觉词还是

上下文词的概率 , 即与图像的关联性 , 再根据权

重计算总体的特征. Chen 等[15]提出一种融合空间

和通道注意的模型 , 在多层特征图中动态地调制

句子生成上下文 , 对视觉注意的位置和注意通道

进行编码 . Dai 等 [16]利用对比学习的方法构造损

失函数 , 利用负样本来参与训练 , 以提高模型的

独特性. Anderson 等[17]提出一种自上而下与自下

而上相结合的注意力机制 , 前者用于提取图像区

域特征 ; 后者用于学习特征所对应的权重 . 郭淑

涛等[18]提出一种面向中文数据集的多模态神经网

络模型 , 采用深度神经网络和注意力机制提取图

像特征, 并在 RNN 中引入记忆力助手引导句子的

生成. 

2  本文模型 

本文模型采用编码器-解码器框架, 由图像特

征提取和语言生成 2 部分组成, 如图 1 所示. 编码

器的主要任务是提取输入图像的特征并进行编码, 
捕获图像内容中的对象主体以及属性关系 , 其分

别使用 ResNet[19]和 Faster R-CNN[20]提取图像的全

局特征和局部特征 . 解码器由带有残差连接的

BiGRU 网络和视觉注意力结构(图 1 中的 ATT)组
成, 其主要任务是对图像特征进行解码, 并将图像

特征和输入的词嵌入向量建立映射关系 , 输出词

典中词的概率分布. 本文将编码器提取到的全局图

像特征和局部图像特征分别输入视觉注意力结构和

BiGRU 网络, 得到输入图像的上下文信息, 通过解

码器计算每个词的概率, 最终生成描述语句. 
 

 
 

图 1  本文模型总体框架 
 

2.1  编码器 
编码器由 ResNet 和 Faster R-CNN 组成 . 

ResNet 通过引入残差网络结构, 可以有效地避免

梯度消失和网络退化问题 . 具体做法是在输入和

输出之间采用如图 2a 所示的快捷连接(shortcut). 
通过增加这个恒等映射连接 , 使原本需要学习的

函数 ( )F x 转换为 ( )F x x . 该做法不会增加网络

的参数和计算量 , 反而能够提升模型的训练速度

和训练效果. 为了降低参数的数目, ResNet 内部采

用如图 2b 所示的瓶颈层(bottleneck)设计. 第 1 个 
 

图 2  快捷连接和瓶颈层设计 
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1 1 的卷积把 256维通道降到 64维, 然后通过下一

个1 1 卷积恢复为 256 维. 
本文使用预训练好的 ResNet-101 模型来提取

图像的全局特征. 网络共有 100 个卷积层和 1 个全

连接层, 卷积层被分为 5 组, 卷积核的大小分别为

7 7 , 1 1 和 3 3 . 为了得到全局的图像特征图 , 
把最后一层全连接层去掉. 第 1 组卷积的输入大小

为 224 224 , 输出大小为 7 7 , 共有 2 048 维. 图
像经过 ResNet-101 后得到的全局特征可表示为 gV . 

Faster R-CNN 常被用于目标检测任务中, 通
过在深度神经网络中引入区域建议网络 (region 
proposal networks, RPN), 以提高目标检测准确率. 
采用预训练好的 Faster R-CNN 提取图像的局部特

征, 通过 RPN 找到感兴趣的区域(region of interest, 
RoI), 从而得到包含图像视觉属性的局部特征 . 
Faster R-CNN 的结构如图 3 所示, 图像输入卷积层

中进行特征提取 , 得到图像的特征图 , 然后利用

RPN 生成候选区域, 这一层利用 Softmax 来确定当

前锚点是前景还是背景 , 再通过边界框回归修正

锚点, 从而得到精确的候选区域. RoI 池化层通过

收集之前的特征图和候选区域来得到候选特征图, 
最后的分类层将 RoI 池化层形成固定大小的特征

图进行全连接操作, 通过 Softmax 进行分类. 同时, 
利用 1L 损失完成边界框回归操作, 以获得物体的

精确位置. 

 
 

图 3  Faster R-CNN 结构 
 
为得到图像的局部特征, 本文将 Faster R-CNN

的分类层去掉 , 直接把候选特征图作为局部特征

lV , 提取图像局部特征的过程如图 4 所示. 首先将

图像输入卷积层中得到卷积特征图, 然后经过 RPN

得到特征图对应的推荐窗口 , 再对推荐窗口进行

RoI 池化操作, 利用双线性插值算法对特征图进行

裁剪, 最后得到固定尺寸的特征图作为局部特征. 
 

 
 

图 4  图像局部特征提取示意图 
 

2.2  GRU 网络 
门控循环单元(gated recurrent unit, GRU)[21]网

络是 LSTM[22]的一种变体, 可以解决 RNN 中的长

期依赖问题, 对长序列具有很好的学习能力. GRU
在保持了 LSTM 的效果同时又使结构更加简单 , 
因此在训练过程中, GRU 的参数更少, 收敛速度更

快. GRU 的结构如图 5 所示, GRU 使用门控机制来

跟踪序列的状态, 它有重置门和更新门 2 种类型. 
重置门用来控制忽略上一时刻的状态信息的程度, 
更新门用来控制上一时刻的状态信息被输入到当

前状态中的程度. 在 t 时刻, GRU 的计算过程为 

 1( [ , ])t z t tz h  W x , 

 1( [ , ])t r t tr h  W x , 

 1tanh( [ , ])t t t th r h   W x , 

 1(1 )t t t t th z h z h      . 

其中, tz 表示更新门; ( )  表示 Sigmoid 函数; tr

表示重置门; th 表示候选隐藏层; zW , rW ,W 是需

要学习的权重矩阵; 表示哈达玛积. 
 

 
 

图 5  GRU 内部结构 
 

在 GRU 对文本序列建模时, 每个 t 时刻的隐

藏状态只能正向读取上下文信息, 无法反向读取; 
BiGRU 则可以利用并行通道, 同时读取前后方向

的上下文信息 . BiGRU 由 2 个方向相反的单向

GRU 组成, 如图 6 所示. 用 1h 和 2h 分别表示前向

和后向 GRU 在 t 时刻隐藏状态的输出 , 则双向

GRU 隐藏状态的输出可表示为 1 2[ , ]h hh . 
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图 6  BiGRU 网络结构 
 

2.3  视觉注意力机制 
注意力机制的本质作用是将图像的上下文信

息与图像的不同特征区域做映射 , 根据注意力得

分来分配不同的权重 , 使上下文信息可以对应到

相应的图像特征区域 . 本文采用的视觉注意力机

制属于自适应注意力 , 在解码时可以自适应地分

配图像特征权重和文本权重 , 指导模型在生成描

述文本时是依赖视觉特征还是文本信息. 
视觉注意力结构如图 7 所示 . 其中 , ts   
tanh( )t tg m 是一个视觉开关, 它是从 GRU 的记

忆单元中提取得到的 . 定义 1
1( )t x t h tg h  W x W

为 GRU 记忆单元的门, tx 表示 t 时刻输入 GRU 的

词向量; tm 表示 GRU 记忆单元; xW 和 hW 为模型

需要学习的参数权重. 
 

 
 

图 7  视觉注意力结构 
 
通过视觉注意力生成的图像信息向量可表示

为 1
a g( , )t tf V hc . 其中 , af 表示注意力机制函数 ; 

gV 表示通过 ResNet 提取到的全局图像特征; 1
th 表

示 t 时刻 GRU 隐藏状态的输出. 通过融合图像特

征 gV 和 1
th 可得到当前时刻的注意力分布, 原始注

意力权重和归一化后的注意力权重分别为 

 
g a

T 1
gtanh( )t h V f tV h z W W W , 

 Softmax ( )t tf z . 

tc 可进一步表示为
7 7

1
t ti gi

i
V




 c  . 通过视觉注意力

结构生成的上下文向量可表示为 
 ˆ (1 )t t t t tβ s β  c c . 

其中,  T 1tanh( ), 0,1 .
at h s t f t tβ s h β  W W W  

2.4  BiGRU-RA 解码器 
为了增强图像特征与描述文本之间的映射关

系, 充分利用上下文信息, 提出一种嵌入残差连接

结构和视觉注意力结构的双向门控循环单元解码

器(BiGRU with residual connection and attention, 
BiGRU-RA). 通过视觉注意力结构 , 使模型根据

注意力得分自动分配图像权重和文本权重 , 更加

合理地预测当前词 . 加入残差连接结构的目的是

降低模型的训练难度并避免信息在深度传播时部

分信息丢失. 
如图 8 所示, 全局图像特征 gV 输入到视觉注

意力结构, 局部图像特征 lV 和词向量 tx 输入到第

1层 GRU 中. 局部特征包含有图像属性信息, 使得

模型能够关注到图像中更多的细节信息. 在第 2 层

GRU 间加入了残差连接, 最后通过 Softmax 层得

到生成词的概率分布 2
Softmax ( )t p t r tp f h r W W . 其

中 , 1 1
1 2ˆ ˆ( [ ; ]) [ ; ]t r t t t tr f h h W c W c 表示残差连接结

构的输出; rf 表示 ReLU 激活函数; pW , rW , 1W , 

2W 表示模型需要学习的权重参数. 
 

 
 

图 8  BiGRU-RA 解码器结构 
 

2.5  损失函数优化 
传统的图像描述模型在训练时用的是交叉熵

损失函数, 在评价时用的是 CIDEr[23]等评价指标, 
存在不对应的问题 . 本文加入基于强化学习的策
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略梯度对模型的损失函数进行改进 , 直接对评价

指标进行优化 . 把描述文本生成当作强化学习的

过程, 智能体为 GRU 网络, 环境为生成词和图像

特征 , 模型的参数  定义了一个策略 p , 根据策

略会产生相应的动作, 即生成预测词. 在动作结束

后, 模型就会更新 GRU 的细胞状态和隐藏状态, 
智能体通过环境的变化来获得奖励 , 该奖励设置

为 CIDEr 的得分. 通过最小化奖励的负期望来选

择动作, 此时, 损失函数定义为 
 [ ( ) log ( )]

sw p s p sL Ε r w w
       . 

其中, sw 表示生成的句子; r 表示 CIDEr 得分. 为
了加快模型的收敛, 加入一个基线值, 并在采样句

子时采用集束搜索的方式, 即 
 [( ( ) ) log ( )]

sw p s pL Ε r w b w
         . 

其中, ˆ( )b r w ; ŵ 表示通过集束搜索得到的句子. 

3  实验结果与分析 

3.1  数据集和实验环境 
本文的实验数据集为 AI Challenger 全球挑战

赛图像中文描述数据集 . 该数据集的图像包含丰

富的场景 , 是目前规模最大的中文图像描述数据

集. 数据集包含 30 万幅图像, 每幅图像对应有 5
句中文描述, 一共有 150 万句中文描述. 其中, 训
练集有 21万幅, 验证集有 3万幅, 测试集有 6万幅. 

本文实验环境基于 Pytorch 深度学习框架 , 
Ubuntu 14.04.1 操作系统, Intel(R) Xeon(R) E5-2698 
v4 @ 2.20 GHz CPU, 512 GB 内存, NVIDIA Tesla 
P100-SXM2 16 GB 显卡. 
3.2  模型分析及参数设置 

本文模型采用编码器-解码器框架, 在编码阶

段, 通过 ResNet-101 的最后一层卷积层提取图像

的全局特征, 图像通过 100 个卷积层后, 输出图像特

征大小为 7 7 , 共有 2 048 维. 通过 Faster R-CNN 提

取图像的局部特征. 具体做法如下. 先将图像输入

到卷积层中得到卷积特征图, 然后经过 RPN 得到

特征图对应的推荐窗口; 再对推荐窗口进行 RoI池
化操作 , 得到固定尺寸的特征图作为图像的局部

特征. 对于中文的描述语句, 本文采用 jieba 分词

对文本进行分词 , 通过逐个对比文本和词库中出

现的字词实现分词, 分词效果比较稳定, 避免了中

文语句的语义歧义带来的不确定性 . 然后统计出

高频词, 设置句子最大长度为 40, 用“start”表示句

子开始, “end”表示句子结束, “un-known”表示未知

词; 最后利用 word2vec 对分词进行编码. 解码器

由带有残差连接的 BiGRU 网络和视觉注意力结构

组成. 图像的全局特征输入到视觉注意力结构中, 
由注意力自动分配特征权重 . 图像的局部特征和

文本向量输入到第 1 层 GRU 网络中, 使模型关注

更多的视觉属性信息. 通过残差连接, 减少模型的

参数计算量, 避免信息丢失. 在模型训练过程中 , 
GRU 隐藏神经元个数设置为 512, 学习率设置为

10−4. 同时采用 dropout 方法防止网络过拟合, 其
值设置为 0.5. 批大小设置为 64, epoch 设置为 10k. 
解码过程中采用 Adam 算法进行优化; 模型训练完

成后 , 加入策略梯度优化损失函数对模型进行微

调, 从而得到最终的图像中文描述模型. 
3.3  评价方法 

图 像 描 述 的 评 价 指 标 主 要 有 BLEU[24], 
METEOR[25], ROUGE[26]和 CIDEr. BLEU 通过计算

预测语句和参考语句之间 N 元词共现的程度, 衡
量这 2 个句子的相似程度. 加权平均后的相似度得

分计算公式为 

 
1

( , ) ( , ) exp ln ( , )
N

N n n
n

B C S b C S C C S


 
  

 
 . 

其中,   

min( ( ), max ( ))
( , )

( )

k i j m k ij
i k

n

k i
i k

h c h s
C C S

h c







 

表示准确度指标, 与句子的长度有关; ( )k ih c 表示

N 元词在预测语句中出现的次数; ( )k ijh s 表示 N

元 词 在 参 考 语 句 中 出 现 的 次 数 ; ( , )b C S   

1

1, >

e ,s c

c s
l l

c s

l l

l l



 ≤

表示惩罚项 ; cl 表示预测语句 ic

的长度; sl 表示参考语句 ijs 的长度. 

METEOR 在计算 2 个句子相似程度的同时 , 
考虑了同义词等相关信息 , 使用同义词库作为

辅助信息 , 计算生成描述句在参考描述句上的

准确率和召回率的调和平均 . METEOR 评价得分

计 算 公 式 为 pensc alore t e ny m a(1 )M b F  . 其 中 , 

h
penalty

cb
m



    
 

表 示 惩 罚 系 数 ; meanF   

(1 )
PR

P R  
表示准确率和召回率的调和平均 ; 

 ,  和 均为用于评价的默认参数; m 表示预先

给定的一组校准 ; hc 表示语句中连续有序的块 ; 
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( )k i
k

m
P

h c



和

( )k ij
k

m
R

h s



分别表示准确率和召

回率. 
ROUGE 源自文本摘要, 是基于最长公共子序

列(longest common subsequence, LCS)的一种测量

方法. ROUGE 评价得分计算公式为 
2

score 2
(1 )( , )i ij

RPR c s
R P







. 

其中 , 
( , )

max i ij

j ij

l c s
R

s
 和

( , )
max i ij

j i

l c s
P

c
 分别表

示召回率和准确率; ( , )i ijl c s 表示预测语句和参考

语句的最长公共子序列长度; l lR P  表示权重

系数, 当  很大时, 评价得分更加关注召回率; ic
为预测语句; ijs 为参考语句. 

CIDEr 通过对每个 N 元组进行词频-逆文本频

率 (term frequency–inverse document frequency, 
TF-IDF)权重计算, 以此来衡量图像描述的一致性. 
CIDEr 是为图像描述任务而定制的, 其计算公式为 

 
1

( , ) ( , )
N

i i n n i i
n

C c s C c s


  . 

其中 , 
2 2

( ) ( )1
( ) ( )

n n
i ij

n n n
j i ij

c s
C

m c s







g g

g g
表示相似度得

分; is 表示参考语句集合; ic 为预测语句; ijs 为参

考语句; ( )n
icg 和 ( )n

ijsg 为 TF-IDF 向量. 

3.4  实验对比 
为了验证模型的有效性 , 本文在中文数据集

上进行对比实验. 实验分为 2 个部分: 一个是在基

准模型上加入不同策略的得分对比; 另一个是所

提模型与当前主流模型的得分对比. 
表 1 所示为在基准模型上加入不同策略的实

验对比. 其中, Base 是基准模型, 即结合全局特征

和视觉注意力的 BiGRU 模型; Base_L 表示基准模

型加入局部特征; Base_R 表示基准模型加入残差

连接; Base_P 表示基准模型加入策略梯度进行优

化; Base_LR 表示基准模型加入局部特征和残差连

接; Base_LRP 表示基准模型加入局部特征、残差连

接和策略梯度. 通过实验对比结果可知, 在基准模

型中分别加入 3 种策略后, 在 BLEU 和 CIDEr 指标

上的得分均有显著的提高. 其中, Base_LRP 模型

表现最好, 将其作为本文最终的模型. 

表 1  不同策略的评分比较 

策略 
局部

特征

残差

连接

策略

梯度
BLEU-1 BLEU-4 CIDEr

Base × × × 0.733 0.463 1.837 

Base_L √ × × 0.745 0.468 1.840 

Base_R × √ × 0.751 0.476 1.857 

Base_P × × √ 0.742 0.471 1.864 

Base_LR √ √ × 0.787 0.482 1.891 

Base_LRP √ √ √ 0.791 0.487 1.920 

注. 粗体表示最高评分. 
 

表 2 所示为本文模型与当前主流模型的实验

对比. 其中, NIC[6]使用 GoogLeNet 提取图像特征, 
使用 LSTM 作为语言生成模型 ; Adaptive[13]在

LSTM 解 码 器 中 使 用 自 适 应 的 注 意 力 机 制 ; 
LSTM-A[10]使用多实例学习提取图像属性特征 , 
并把属性特征作为 LSTM 的原始输入; Up-Down[17]

使用 Faster R-CNN 提取图像特征, 使用 2 层 LSTM
作 为 语 言 模 型 , 并 引 入 自 上 而 下 的 注 意 力 ; 
ILAM[18]采用 Incepresv2 作为编码器, 采用 LSTM
作为解码器, 并加入注意力机制和记忆助手, 在图

像中文数据集中进行实验. BiGRU-RA 表示本文模

型. 其中, NIC, Adaptive, LSTM-A, Up-Down 模型

在原始文献中均使用英文数据集 . 英文和中文描

述的主要区别在于语言的语法不同 . 英文一句话

中每个单词用空格隔开 , 英文常用的分词方法为

word2vec, 而中文在分词的时候常常以一个词组

为单位分开. 在对比实验中, 以上模型均采用同一

个中文数据集, 采用 jieba 分词工具对文本进行切

分. 在相同的环境下进行训练, 得到实验结果. 
 

表 2  不同模型的评分比较 

模型 METEOR[25] ROUGE_L CIDEr 

NIC[6] 0.380 0.612 1.603 

Adaptive[13] 0.392 0.631 1.735 

LSTM-A[10] 0.396 0.673 1.810 

Up-Down[17] 0.407 0.701 1.852 

ILAM[18] 0.412 0.688 1.848 

BiGRU-RA 0.413 0.709 1.920 

注. 粗体表示最高评分. 
 

3.5  实验分析 
由表 1 可知, 模型中加入局部特征、残差连接

和策略梯度后, 得分均有不同程度提升. 由表 2 可

知, 本文模型的各项得分得到了提升, 其中 METEOR
得分为 0.413, ROUGE_L 得分为 0.709, CIDEr 得分

为 1.920. 与 Adaptive 模型相比, 本文所提模型的
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METEOR, ROUGE_L 和 CIDEr 得分相对提高了

5.4%, 12.3%和 10.7%, 原因是在自适应注意力模

型中加入残差连接起到了一定作用 , 可以减少由

网络层数增加带来的额外的信息丢失问题 . 与

Up-Down 模型相比, 本文模型的 CIDEr 得分提升

最大 , 原因是加入策略梯度优化损失函数可以让

模型寻找最优的参数优化指标 , 使得模型的图像

描述能力提升 , 从而获得较高的评价分数 . 与

ILAM 模型相比, 本文模型的 ROUGE_L 和 CIDEr
得分相对提高 3.1%和 3.8%. 与使用单层 LSTM 作

为解码器的 NIC 和 LSTM-A 模型相比, 本文所提

模型的得分表现最好, 说明使用 BiGRU 网络作为

解码器可以缓解 RNN 中的长期依赖问题. 
为了进一步验证模型生成描述语句的性能 , 

选取测试集的图像进行对比实验 . 选取的图像和

实验生成的描述语句如图 9 所示, 展示的 6 幅图像

包含了不同场景和不同的目标数量 . 通过对比不

同模型生成的描述文本可知 , 本文所提模型的描

述效果更好, 可以更准确、更细致地描述出图像包

含的场景、目标和目标之间的属性信息. 在图 9a
中, 本文模型不仅能识别出图像里有 1 个人在滑

雪, 还能给物体加上一些形容词, 如“白雪皑皑”, 
使生成的描述文本更加形象生动. 在图 9b 中, 虽
然有 3 个对比模型都能描述出有 2 个人在踢球, 但
本文模型生成描述的是“足球场上有 2 个穿着不同

球衣的男人在抢球”, “穿着不同球衣”以及“抢球”
更能体现出图像的细节信息. 在图 9d 中, NIC 模型

生成的描述为“有 2 个人在打球”, 但实际上是 2 个

人在进行拳击比赛 , 而本文模型能够描述出擂台

上有 2 个戴着拳套的男人在打拳击, 表述出了更多

的视觉属性信息 , 说明局部特征中包含的视觉属

性信息对图像的整体描述生成有着很好的提升作

用. 在图 9e 中, 本文模型不仅能够准确地识别出

图像中的主体, 即小孩和狗, 还能描述出主体之间

的位置关系, 即小孩在狗的旁边. 同样地, 本文模

型生成的其他描述语句中包含有更多的修饰性的 
 

 
 

图 9  不同模型生成的描述语句对比 
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词 , 使生成的描述语句更加准确和详细 . 由此可

见, 本文模型的图像描述效果更好, 生成的描述语

句能够表述出图像的场景信息和图像主体的属性

以及关系. 

4  结  语 

本文提出结合全局和局部特征的 BiGRU-RA
图像中文描述模型 , 其通过利用图像全局特征和

局部特征提高模型的表征能力 . 同时采用嵌入视

觉注意力结构和残差连接结构的 BiGRU 解码器.
此外 , 加入基于强化学习的策略梯度对损失函数

进行优化 . 本文模型能够生成较为准确和详细的

语句, 但语句的新颖性有待提高. 下一步, 将考虑

结合目标检测与卡槽填充的图像描述方法 , 提高

模型在复杂场景下的鲁棒性 , 生成更加新颖的描

述文本. 
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