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摘  要: 针对遥感图像内容丰富且复杂, 具有目标种类多、密集分布和尺寸变化剧烈等特点, 导致遥感图像中目标多

尺度尤其是小目标难以检测的问题, 提出一种基于自适应多尺度特征融合(AMFF)和注意力特征增强(AFE)的无锚框

遥感图像目标检测算法. 首先将主干网络提取的图像特征输入 AMFF, 自适应地融合多个尺度的特征, 增加特征复

用, 提升网络的多尺度特征表达能力; 然后将 AMFF 输出的特征输入到加入了 AFE 模块的检测头中, AFE 通过结合

多分支空洞卷积与注意力机制, 在提高网络对目标尺度的泛化能力的同时增强有效特征信息; 最后进行分类和回归, 

得到检测结果. 在 DIOR 和 NWPU VHR-10 公开数据集上, 与多种主流目标检测算法的实验结果表明, 所提算法在 2 个

数据集上的平均检测精度分别为 72.4%和 87.4%, 较基线网络分别提升 9.4 和 13.5 个百分点, 比次优结果分别提升 6.3

和 1.7 个百分点; 平均检测精度高于主流目标检测算法, 较基线网络的平均检测精度显著提高, 能够更加准确地检测

小尺度目标, 同时有效地提升多尺度目标的检测精度. 
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Abstract: The characteristics of many types, dense distribution and the difference in scales of objects in re-

mote sensing images will result in small objects difficult to be detected. Therefore, a remote sensing image 

anchor-free object detection method based on an adaptive multi-scale feature fusion (AMFF) and attention 

feature enhancement (AFE) mechanism is proposed in this paper. Firstly, the image features extracted by the 

backbone network are input into AMFF, which adopts an adaptive multi-scale feature fusion module to en-

hance feature reuse, so it can enrich feature information and enhance the multi-scale feature expression abil-

ity of the network. Secondly, the output of the features from AMFF is input into the detection head with 

AFE. AFE combines multi-branch dilated convolution and attention mechanism to enhance both the net-

work’s multi-scale generalization ability of the object and the effective feature information. Finally, the de-

tection results are obtained by classification and regression. Experiments with a variety of mainstream object 
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detection algorithms on DIOR and NWPU VHR-10 public datasets show that the average detection accuracy 

of the proposed algorithm is 72.4% and 87.4%, which is 9.4 percentage points and 13.5 percentage points 

higher than that of the baseline network and 6.3 percentage points and 1.7 percentage points higher than that 

of the suboptimal results. The results demonstrate that the average detection accuracy is higher than that of 

the mainstream object detection algorithms. Meanwhile, the average detection accuracy of the baseline net-

work is significantly improved, which can detect small-scale objects more accurately and effectively im-

prove the detection accuracy of multi-scale objects. 

 

Key words: remote sensing image; object detection; anchor-free; feature fusion; attention mechanism; dilated 

convolution 

随着遥感技术日益成熟 , 传感器获取的超高

分辨率遥感图像可以提供直观、清晰的地球表面信

息, 对地表观测具有重大意义. 遥感图像目标检测

作为遥感图像解译分析领域中的重要任务 , 可以

从广阔的视野范围中定位并标记出感兴趣目标的

位置和类别, 是城市规划、土地利用、交通疏导和

军事监测等领域的重要基础[1]. 近年来, 深度学习

发展迅猛 , 图像经过神经网络进行多层卷积操作

而获取具有更强语义表达能力的特征 , 使得目标

检测的性能得到显著提高. 

目前, 根据不同的划分标准, 基于深度学习的

目标检测算法分为 2 类: (1) 根据是否采用生成区

域建议方法 , 划分为双阶段检测算法和单阶段检

测算法; (2) 根据是否采用预设锚点框, 划分为基

于锚点框和无锚框的检测算法. 

双阶段检测算法分为 2个阶段: 首先在得到预

测结果前生成候选区域建议 , 然后针对每个区域

进行分类和回归 , 代表性的算法有基于候选区域

的卷积神经网络 (region-convolutional neural net-

works, R-CNN)[2], Fast R-CNN[3], Faster R-CNN[4], 
Mask R-CNN[5]等. Yang 等[6]提出一种多尺度特征

融合结构 , 在浅层特征增加更多的特征金字塔网

络(feature pyramid networks, FPN), 并通过稠密连

接增加特征之间的信息交流来提升船舶的检测精

度 . 为了提升遥感图像中小目标的检测效果 , 

Zhang 等[7]在 Faster R-CNN 的基础上, 通过对第 1

阶段提取的候选区域上采样来扩大特征图的尺寸, 

进而提升网络的检测精度 . 考虑到光学遥感图像

中的目标具有不同的形状和大小, Dong 等[8]提出

基于注意力的多级特征融合模块来自适应地融合

FPN 的多级输出, 以更好地检测具有各种形状和

大小的目标. 

单阶段检测算法无需生成候选区域 , 经过单

次检测就能得到最终结果, 所以检测速度比双阶段

检测算法快, 但精度一般会有所下降, 代表性的算

法有 YOLO(you only look once)[9], SSD(single-shot 

multibox detector)[10]和 RetinaNet[11]. Fu 等[12]在 FPN

自顶向下融合后又加入自底向上的连接 , 该结构

增加了特征的复用, 进一步增强特征的表达能力, 

有效地提高网络对遥感目标的检测精度 . 为了消

除背景噪声的影响, Li 等[13]通过对不同尺度的特

征分别增加注意力机制模块来增强特征 , 提升网

络的检测精度. 为了提高小尺寸物体的检测精度. 

Zhang 等[14]提出基于 YOLOv3 的深度可分离注意

力引导网络 , 将多级特征级联和通道特征注意机

制相结合 , 使得网络的特征表达能力得到显著提

升, 遥感图像中小尺寸车辆的检测精度得到提高. 

大多数检测算法需要预设不同大小和比例的

锚点框作为待检测物体的初始检测框 , 经过网络

回归真实框和锚点框之间的差异 , 如其中心点的

偏移以及锚点框宽、高的缩放比例, 再对锚点框做

进一步的微调, 使其逐渐逼近真实框, 这类算法的

检测性能在一定程度上取决于针对不同场景下检

测任务的锚点框设计的好坏 . 近期兴起的无锚框

检测算法摒弃了之前采用锚点框的思想 , 直接基

于像素层面对目标进行回归和分类来完成检测任

务, 代表性的算法有 ConerNet[15], ExtremeNet[16], 

CenterNet[17]等 , 近年来 , 这类算法被广泛地应用

于遥感图像目标检测领域. Shi 等[18]提出一种检测

任意方向的车辆的单阶段无锚框算法, 采用 FPN

融合策略连接多个尺度的特征 , 直接用于车辆的

回归和识别 . 考虑到遥感图像中物体的尺度差异

和小物体类别众多, Li 等[19]提出基于密集路径聚

合 FPN 的无锚框检测算法, 充分利用遥感图像中

的高层次语义信息和低层次位置信息 , 在一定程

度上避免了浅层特征在传播过程中的信息丢失 . 
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Liu 等[20]提出一个中心和边界的双注意力模块, 利

用双重注意机制提取对象中心和边界区域的注意

特征, 以减少复杂背景的干扰. Song等[21]提出自适

应融合 FPN, 首先融合来自相邻层的特征, 或融合

不相邻的深、浅层特征, 获得更精细的特征表示; 

然后对每层引入可学习参数, 实现自适应融合; 结

合注意力机制提出前景增强模块来抑制遥感图像

复杂背景所带来的噪声, 减少误检和漏检. 杨治佩

等[22]在 CenterNet 的基础上改进了原有的检测结

构 , 提出一个非对称卷积的特征增强模块来增强

特征的表达能力 , 提高网络在遥感图像中密集目

标上的检测精度. 

上述算法在遥感图像目标检测领域有着卓越

的性能 , 但由于遥感图像中小尺寸目标数量庞大

(如飞机、汽车和船舶等), 仍然面临小目标较难检

测的问题 . 虽然大多数算法通过融合深层特征与

浅层特征来提高对小尺寸目标的检测准确度 , 但

是在进行融合时没有充分利用主干网络提取的多

尺度特征图 , 也未考虑不同尺度特征对融合后特

征的贡献度的问题, 导致融合后特征的信息冗杂, 

削弱了小目标的特征信息. 不仅如此, 遥感图像中

的目标还存在尺度变化较大的问题 , 只有极少的

算法能做到兼顾小尺寸目标和较大尺寸目标的检

测, 网络对目标尺度的泛化能力仍需进一步提升. 

此外 , 遥感图像中的物体大多分布在复杂背景之

中 , 可能出现密集排布的现象(如轮船和储罐等),  

图像中同一区域存在多个感兴趣目标, 导致漏检、

误检的问题, 降低检测精度. 

针对上述问题, 本文以 CenterNet 为基础, 提

出基于自适应多尺度特征融合(adaptive multi-scale 

feature fusion, AMFF) 模块和注意力特征增强

(attention feature enhancement, AFE)模块的目标检

测算法, 分为 3 部分: (1) 主干网络; (2) AMFF 模

块; (3) 加入了 AFE 模块的检测头. 为了充分利用

主干网络提取到的多尺度特征图, AMFF 模块在自

上而下进行特征融合时 , 采用更多的横向连接以

增加相邻特征之间的交流 , 得到更丰富的特征信

息, 提升网络的多尺度特征表达能力; 由于不同分

辨特征对融合后特征的贡献度不同, AMFF 模块中

又引入了可学习的权重系数来改善特征的比例不变

性; 当遥感图像中存在大小不同的物体时, AFE 模

块采用不同扩张率的空洞卷积, 可以同时提取不同

尺度目标的特征 , 提升网络对目标尺度的泛化能

力, 最后利用注意力机制弱化背景和噪声, 增强有

效的特征信息. 在 DIOR 数据集[23]和 NWPU VHR- 

10 数据集[24]上进行大量实验的结果表明, 本文算

法可以有效地提升小目标检测精度 , 并在多尺度

目标检测性能上也有所提升. 

1  本文算法 

本文算法的结构如图 1所示. 输入图像首先通 
 

 

图 1  本文算法结构 
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过 ResNet[25]主干网络提取不同分辨率的特征; 然

后通过 AMFF 模块将提取的特征进行自适应地融

合; 再利用检测头中的 AFE 模块将融合后的特征

增强; 最后经过 3个并行的卷积分支分别得到中心

点预测、中心点偏移预测和目标宽高预测, 得到最

终的预测结果. 

1.1  AMFF 模块 
卷积神经网络提取到的浅层特征具有较高的

分辨率, 包含更多小尺寸目标的细节和位置信息. 

随着网络的加深 , 经过多次卷积和池化操作之后

提取到的深层特征有着更强的语义信息 , 但其分

辨率较低, 会丢失目标的位置和细节信息, 尤其是

小目标信息更是被弱化 . 如何有效地表示和利用

多尺度特征, 一直是目标检测的难点之一. 为此 , 

本文设计了可以充分利用主干网络来提取深、浅层

特征信息进行高效融合的 AMFF 模块, 其结构如

图 2 所示, 图中的节点既为融合后特征的名称, 又

表示该次融合操作. 
 

 

图 2  AMFF 结构 
 

为了方便进行特征融合 , 首先将主干网络提

取到的特征  1 2 3 4, , ,C C C C 分别进行一次 1 1 的卷

积, 将所有特征的通道数调整到与 1C 一致, 得到

AMFF 的输入特征  1 2 3 4, , ,P P P P ; 然后从输入的最

深层特征开始, 自上而下融合得到  3 2 1
1 2 3 4, , ,P P P P , 

并且为了充分利用多尺度特征 , 在融合过程中增

加更多的横向连接 , 既可以确保特征信息的完整

性 , 又能够实现将深层特征的语义信息有效地引

入到浅层特征中 , 增加浅层高分辨特征的语义信

息; 为了避免因自上而下路径中上采样次数频繁

而丢失目标信息, 又引入自下而上路径, 通过增加

跳跃连接使得原始输入特征  1 2 3 4, , ,P P P P 参与逐层

融合的过程, 得到  3 3 2 1
1 2 3 4, , ,P P P P ; 最后再增加一

条自上而下路径 , 通过上采样逐层相加得到较高

分辨率  4P 的特征图 outP , 在细节和位置信息更

加丰富的同时语义信息更强 , 能够提升网络的多

尺度特征表达能力. 

在进行多尺度特征融合时 , 不同分辨率特征

图对融合后特征图的贡献度会有所差异 [26]. 本文

借鉴文献[26]中双向 FPN 的思想引入可学习的权

重系数, 实现自适应融合多个尺度的特征, 改善融

合过程中各尺度特征的比例不变性 , 使得融合后

的特征包含更多对检测任务有帮助的信息 . 本文

首先将待融合的多个尺度特征图的分辨率调整到

一致: (1) 在自上而下路径中, 深层特征图通过最

近邻插值法进行 2 倍上采样; (2) 在自下而上路径

中, 浅层特征图通过最大池化进行 2 倍下采样. 然

后将调整后的特征图分别与其对应的权重系数相

乘后, 再逐元素相加. 最后经过 Swish 激活函数、

卷积和批归一化(batch normalization, BN)来融合特

征. 待融合节点在融合过程的简略表达式为 

 1 1 i i n nF F w F w F w       (1) 

其中, F 表示当前进行融合的特征节点; iF 表示指

向当前节点 F 的某个特征节点 ; n 表示指向 F 节

点的总数; iw 表示该节点对应于 F 节点的权重系

数, 公式为 

 
1 2 n

i
i

w
w

w w w 


   
 (2) 

iw 定义为 iF 占所有指向 F 的 n 个节点的比例 , 其

值为 0~1;  取 0.000 1 是为了防止学习到的权重

系数不稳定而设置的一个极小的值 . 在计算 iw 之

前采用 ReLU 激活函数处理, 确保 iw 不为负值. 

以 outP 节点为例, 自适应特征融合过程如图 3

所示. 其中, 上采样表示采用最近邻线性插值法进

行 2 倍上采样, 使待融合的特征分辨保持一致; 在

AMFF 模块中采用深度可分离卷积(depthwise sep-

arable convolution, DSC)[27-28], 与常规卷积不同 , 

DSC 先对独立的通道层进行卷积, 再使用 1 1 卷

积进行深度扩充完成卷积操作 , 可以有效地缩减

卷积计算的耗时与参数量, 提高网络检测效率. 

 

 

图 3  自适应特征融合示例 
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1.2  AFE 模块 
在卷积神经网络中 , 固定大小的感受野不利

于检测不同尺寸的物体 , 特别是对于那些遥感图

像领域中存在尺度变化很大的目标 . 在语义分割

任务中, 通常使用空洞卷积来扩大感受野, 对图像

中每个像素点都能更好地分类 , 以实现更精准的

分割 . 如 DeepLab[29]中的空洞空间金字塔池化

(atrous spatial pyramid pooling, ASPP)方法中, 由于

遥感图像中的目标尺度比自然图像变化得更加剧

烈 , 因此该方法并不直接适用于遥感图像目标检

测. 本文借鉴 ASPP 方法, 采用跨度更大的扩张率

的空洞卷积分支来获取不同大小的感受野 , 提升

网络对不同尺度目标的检测性能 . 不同扩张率的

空洞卷积的感受野如图 4 所示. 
 

 

图 4  不同扩张率的空洞卷积的感受野示意图 
 

遥感图像场景复杂 , 可能出现目标密集排布

的现象, 导致目标漏检、误检, 并且经过特征融合

和多分支空洞卷积之后, 可能会引入大量的噪声. 

为此 , 本文使用混合域注意力机制的卷积块的注

意力模块 (convolutional block attention module, 

CBAM)[30]抑制背景和噪声. 空间域的注意力根据

输入的特征计算得到保存关键空间信息的注意力

掩码, 将该掩码附加在原来的特征上, 增强有用的

特征 , 弱化无用特征 , 起到特征筛选和增强的效

果 . 通道域注意力单独为每个特征通道增加一个

可学习的权重, 表示与关键信息的相关程度, 加强

对当前任务有用的通道; 反之, 则抑制. CBAM 串

行组合更有效地增强了模型对特征的提取能力 , 

提高模型的检测效果. 

AFE 模块的结构如图 5 所示. 首先, 对输入的

特征分别取扩张率为 12r  , 24r  和 36r  , 采

用卷积核大小为 3 3 的 3 条空洞卷积分支获取不

同大小的感受野, 并将 3 条分支的输出特征在通道

维度拼接; 然后经过一个1 1 的卷积融合特征与输

入的原始特征逐元素相加; 最后利用 CBAM 抑制

背景和噪声, 增强特征信息. 

 

 

图 5  AFE 模块结构 
 

1.3  损失函数 
本文采用与 CenterNet 一致的损失计算方式, 

分别为中心点损失、目标中心偏移损失和目标尺寸

的损失 . 假设输入一幅宽为 W , 高为 H 的图像
3W HI   , 利用本文算法生成一幅关键点的热图

  0,1
W H

C
R RY
  . 其中 , R 表示输出的步长 , 本文

设置为 4; C 表示检测点类别数 . 当 
, , 1x y cY  时 , 

表示当前  ,x y 处检测到一个类别为 C 的物体; 当


, , 0x y cY  时 , 则表示背景 . 对于 C 类的每个真实

标签中心点 2p , 其相对于输出之后的中心为

 p
p

R
    

, 使用高斯核计算中心点附近指定范围内

的点相对于中心的距离程度值的分布图 , 计算公

式为 

 
   22

2
exp

2

x y
xyc

p

x p y p
H



       
 

 (3) 

其中, p 表示距离程度值覆盖半径的标准差. 

中心点损失函数采用改进的 Focal Loss, 计算
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公式为 

   
     
1 ln ,           11

1 ln 1 , 1

xyc xyc xyc
k

xyc xyc xycxyc xyc

Y Y Y
L

N Y Y Y Y



 

    
   

  

(4) 
其中,  和  表示 Focal Loss 的超参数, 本文分别

设置为 2 和 4; N 表示某幅图像的中心点数量 ; 


xycY 为输出的概率热图; xycY 表示 

xycY 对应的距离

程度值. 

由于计算 p 时向下取整可能会产生误差 , 因

此增加了中心点偏移  2
W H

R RO
 

 预测, 且所有类

别 C 共享相同的偏移预测 , 采用 1L 损失函数 , 计

算公式为 

   
off

1
p

p

p
L O p

K R
    
 

  (5) 

假 设 kC 类 的 目 标 k 的 边 界 框 标 签 为

        1 21 2, , ,k k k k
y yx x , 则其中心点坐标 kp 和实际尺

寸 ks 的计算公式分别为 

 
       
1 2 1 2,

2 2

k kk k

k
y yx x

p
  
 

 (6) 

         2 1 2 1,k k k k
ks y yx x    (7) 

由式(6)(7)可知, 采用 1L 损失函数得到尺寸损

失的计算公式为 

 
size

1

1
k

N

p k
k

L S s
N 

   (8) 

其中, 
2

W H

R RS
 

 表示预测的尺寸. 

整体损失 detL 为中心点损失、中心偏移损失以

及尺寸之和, 计算公式为 

 det size size off offkL L L L     (9) 

其中 , size 和 off 表示尺寸损失和偏移损失的权

重, 本文分别设置为 0.1 和 1.0. 

2  实验结果与分析 

2.1  数据集 
为了验证本文算法的有效性, 在 DIOR 数据集

和 NWPU VHR-10 数据集上进行实验. 这 2 个数据

集都是遥感图像中多类别目标检测广泛使用的公

共数据集. 

DIOR数据集是遥感图像目标检测最具挑战性

的大规模基准数据集之一 , 该数据集从 Google 

Earth 获取 23 463 幅图像, 标注了包括飞机、机场、

高尔夫球场和车辆等 20 个类别的 192 472 个实例; 

与其他数据集相比 , 该数据集的图像和对象实例

具有更高的类内变化性和类别之间相似性. 因此, 

DIOR 数据集被认为非常适用于遥感图像目标检测

算法的训练和评估. 本文实验中, 数据集的划分遵

循官方标准, 包括训练集、验证集和测试集, 图像

数量分别为 5 862, 5 863 和 11 738. 

NWPU VHR-10 数据集包括来自 Google Earth

和部分来自 Vaihingen 数据集[31]的 800 幅分辨率非

常高的遥感图像, 该数据集分为一个带标注的正图

像集和一个负图像集. 其中, 负图像集中的 150 幅

图像不包含任何实例 , 用于探索半监督和弱监督

检测算法; 正图像集中的 650 幅图像标注了 10 种

物体类别: 飞机、轮船、油罐、棒球场、网球场、

篮球场、田径场、港口、桥梁和车辆. 本文实验中, 

将数据集随机划分为包括 260 幅图像的训练集、

130 幅图像的验证集和 260 幅图像的测试集. 

2.2  实验设置与评价指标 
实验平台和系统设置如下 : AMD Ryzen 5 

3600X 6-Core CPU, NVIDIA GeForce RTX 3090 
GPU; Ubuntu 20.04 操作系统, 使用 pytorch1.8 深度

学习框架, Python 版本为 3.8. 实验中, 选用随机梯

度下降作为优化算法, 动量设置为 0.9, 初始学习

率设置为 0.01, 衰减系数为 0.000 1, 并采用 step 策

略来调整学习率, 批大小设为 18, 一共训练 46 轮, 

分别在第 36 轮和第 42 轮降低学习率; 采用有监督

数据增强方法, 包括色域增强、仿射变换、随机裁

剪、随机旋转、随机尺度变换和随机翻转等. 

本文采用平均精度 (mean average precision, 

mAP)作为评价指标, 其代表各个类别平均精度的

平均值; AP 表示某个类别根据准确率 P 和召回率

R 在 0~1 所绘制曲线面积的大小. 计算公式为 

            
TP

TP FP
P 


 (10) 

            
TP

TP FN
R 


 (11) 

          
1

0
AP ( )d( )P R R   (12) 

           
1

1
mAP AP

C

i
iC 

   (13) 

其中, 真阳例(true positive, TP)表示模型判断为真, 

且实际也为真的目标数量; 假阴例(false negative, 

FN)表示模型判断为假 , 但实际为真的目标数量 ; 

假阳例(false positive, FP)表示模型判断为真, 但实

际为假的目标数量; 通过式(12)可以计算出单个类
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别的 AP 值; C 表示参与计算的类别数. 

2.3  不同扩张率组合的空洞卷积分支分析 
扩张率的组合方式不同 , 其感受野的大小也

会有所差异 . 为了探究更适合遥感图像领域的组

合方式, 以 ASPP的扩张率  6,12,18r  为基准, 将

其降低为  1 1,1,1r  , 扩大到  2 12,18, 24r  和 3r   

 12, 24,36 , 分别在 DIOR 和 NWPU VHR-10 数据

集上进行对比. 实验中, 主干网络采用 RestNet50, 

并且都使用相同的配置, 结果如表 1 和表 2 所示. 
 

 表 1  DIOR 数据集上不同扩张率对比 % 

地物类别 
扩张率组合 

1r  r  2r  3r

立交桥 53.4 52.2 54.4 51.6 

高速公路服务区 63.9 63.7 68.7 65.5 

烟囱 72.2 72.5 72.2 72.5 
车辆 56.0 55.0 55.2 56.8 
田径场 71.8 68.5 71.2 65.8 

港口 35.3 38.0 40.3 38.8 

桥梁 39.9 40.8 40.3 40.9 
篮球场 88.6 88.5 88.3 88.5 

轮船 71.1 71.3 71.1 71.0 

机场 59.5 59.8 60.9 60.5 

水坝 41.6 42.4 51.0 51.2 
储罐 75.9 70.6 70.6 70.9 

高尔夫球场 40.5 54.6 54.2 64.2 
高速公路收费站 71.3 75.6 74.5 75.8 
火车站 54.0 48.4 53.6 49.1 

飞机 80.1 79.8 80.7 80.8 
棒球场 78.6 79.8 79.5 79.1 

网球场 89.7 89.5 89.7 89.9 
体育场 70.0 68.2 62.9 68.4 

风车 77.1 78.3 78.5 85.5 
mAP 64.5 64.9 65.9 66.4 

注. 粗体表示最优值. 

 
表 2  NWPU VHR-10 数据集上不同扩张率对比 % 

地物类别 
扩张率组合 

1r  r 2r  3r

飞机 100.0 99.9 90.7 90.9 

轮船 91.0 90.9 90.4 90.3 

油罐 90.2 90.4 89.0 90.3 

棒球场 90.3 90.3 90.3 89.9 

网球场 90.5 90.7 90.2 90.3 

篮球场 90.8 91.6 90.9 90.4 

田径场 88.2 82.9 90.6 89.4 

港口 79.6 83.1 76.3 89.5 
桥梁 51.0 58.4 67.6 63.2 

车辆 89.1 89.8 89.6 89.9 
mAP 86.1 86.8 86.6 87.4 

注. 粗体表示最优值. 

从表 1 和表 2 可以看出, 不同的扩张率组合均

会影响 2 个数据集中不同尺度物体的检测效果 ; 

DIOR 数据集中, 随着扩张率的增大, 水坝、港口、

高尔夫球场等纵横比较大的物体类别的检测精度

逐渐增大; NWPU VHR-10 数据集中, 随着扩张率

的增大 , 飞机和轮船等尺度较小的物体类别的检

测精度逐渐降低; 由于遥感图像中目标具有多尺

度和尺度变化剧烈的特点, 在 2 个数据集中使用扩

张率组合较大时, 多数类别的检测效果较好. 综上

所述, 本文选择 mAP 值最高的 3r 组合方式作为空

洞卷积分支的扩张率. 

2.4  对比实验 
2.4.1  在 DIOR 数据集上对比 

为了验证本文算法的有效性 , 将其与目前一

些经典目标检测算法进行对比. 在 DIOR 数据集上, 

与文献[23]给出的不同网络在测试集上的基准分数

进行比较, 包括 SSD[10]和 RetinaNet[11], 加入了 FPN

的 Faster R-CNN(faster R-CNN with FPN, FR-F)[32], 

加入了FPN的Mask R-CNN(mask R-CNN with FPN, 

MR-F)[32], YOLOv3[33], PANet[34]和 CenterNet[17], 结

果如表 3 所示. 其中, 地物类别 C1~C20 分别对应立

交桥、高速公路服务区、烟囱、车辆、田径场、港

口、桥梁、篮球场、轮船、机场、水坝、储罐、高

尔夫球场、高速公路收费站、火车站、飞机、棒球

场、网球场、体育场和风车. 

从表 3 可以看出, 本文算法在主干网络使用

ResNet50 时, mAP 值比 CenterNet 提高 10.1 个百分

点 , 且优于其他算法 ; 使用提取特征能力更强的

ResNet101 时, mAP 值最高, 达到 72.4%, 比次优算

法 mAP值提升 6.3个百分点, 并且在飞机、棒球场、

篮球场、水坝和烟囱等大部分地物类别的检测上

AP 值最高, 尤其在飞机、储罐、车辆、风车等小

尺寸和密集排布目标的平均检测精度提升显著 , 

比次优结果分别提升 3.0, 10.0, 10.4 和 2.4 个百分

点; 对于桥梁、水坝、体育场和高速公路收费站等

具有较大纵横比的目标, 网络检测效果较好, 比次

优 AP 值分别提升 2.4, 3.4, 2.6 和 9.2 个百分点. 

2.4.2  在 NWPU VHR-10 数据集上对比 

为了进一步验证本文算法的有效性 , 本文算

法使用第 2.2 节的实验设置, 其他算法采用对应的

参考文献给出的训练策略、参数等进行实验 . 在

NWPU VHR-10 数据集上与 YOLOv3[33], FR-F[32], 

Cascade R-CNN[35], RetinaNet[11]和 CenterNet[17]进行

对比, 结果如表 4 所示. 可以看出, 本文算法的 mAP

值最高, 达到 87.4%, 比 CenterNet 提升 13.5 个百 
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 表 3  不同算法在 DIOR 数据集上检测结果对比 % 

算法 主干网络 
地物类别 

mAP
C1 C2 C3 C4 C5 C6 C7 C8 C9 C10 C11 C12 C13 C14 C15 C16 C17 C18 C19 C20

SSD[10] VGG16 48.1 63.5 65.8 27.4 68.6 49.4 29.7 75.7 59.2 72.7 56.6 46.6 65.3 53.1 55.1 59.5 7.24 76.3 61.0 65.7 58.6

YOLOv3[33] DarkNet53 49.7 48.6 69.7 48.3 61.1 44.9 31.2 78.6 87.4 29.2 26.9 68.7 31.1 54.4 29.4 72.2 74.0 87.3 70.6 78.7 57.1

FR-F[32] 
ResNet50 56.0 68.7 72.5 43.1 76.5 42.8 42.6 81.0 71.8 71.4 57.5 53.5 73.1 62.1 53.0 54.1 63.3 81.2 57.0 80.9 63.1

ResNet101 57.2 75.6 72.5 43.1 76.8 46.4 44.8 80.7 71.8 74.5 60.0 53.8 76.0 62.3 59.5 54.0 63.3 81.1 68.3 81.2 65.1

MR-F[32] 
ResNet50 56.5 71.6 72.6 43.1 75.8 44.2 38.7 81.0 71.9 72.3 55.9 53.6 73.0 67.0 54.0 53.8 63.2 81.1 58.6 81.1 63.5

ResNet101 57.4 76.3 72.5 43.0 75.9 46.5 40.2 80.9 71.8 76.6 60.4 53.7 76.0 62.5 62.3 53.9 63.2 81.0 68.3 81.0 65.2

PANet[34] 
ResNet50 55.8 68.4 72.5 48.2 74.6 41.6 38.9 80.4 71.7 70.4 56.6 62.3 69.0 60.0 54.6 61.9 71.0 81.2 72.9 86.7 63.8

ResNet101 56.9 72.1 72.3 47.2 73.4 45.3 43.6 80.5 71.7 72.0 61.4 62.0 72.0 66.7 57.0 60.2 70.6 80.9 70.4 84.5 66.1

RetinaNet[11] 
ResNet50 59.6 76.2 72.3 45.1 74.2 50.7 44.1 81.3 71.2 77.3 62.5 44.8 77.7 66.0 54.2 53.7 69.0 81.3 69.3 83.4 65.7

ResNet101 59.6 78.6 73.2 44.4 76.6 49.9 44.1 85.0 71.1 77.0 62.4 45.8 78.6 62.8 55.2 53.3 69.3 81.3 68.4 85.5 66.1

CenterNet[17] 
ResNet50 45.0 39.1 69.2 47.5 48.7 24.5 36.3 88.1 71.0 42.2 36.8 61.6 23.6 63.3 42.8 78.3 76.2 88.9 63.1 79.6 56.3

ResNet101 50.9 65.8 72.6 48.5 63.2 35.9 41.0 89.0 71.2 54.2 45.3 61.9 53.5 69.7 51.6 71.3 77.1 89.2 68.6 79.5 63.0

本文 
ResNet50 51.6 65.5 72.5 56.8 65.8 38.8 40.9 88.5 71.0 60.5 51.2 70.9 64.2 75.8 49.1 80.8 79.1 89.9 68.4 85.5 66.4

ResNet101 60.2 79.7 79.5 58.9 70.0 45.2 47.2 89.3 71.4 71.7 65.9 78.7 69.3 78.9 64.6 81.3 80.8 90.1 75.5 89.1 72.4

注. 粗体表示当前列最优值, 下划线表示当前列次优值. 
 
 表 4  不同算法在 NWPU VHR-10 数据集上检测结果对比 %  

算法 主干网络 
地物类别 

mAP
飞机 轮船 油罐 棒球场 网球场 篮球场 田径场 港口 桥梁 车辆

YOLOv3[33] DarkNet50 89.5 81.8 87.3 89.3 84.0 90.2 93.6 88.1 57.0 82.7 84.4 

FR-F[32] ResNet50 90.5 86.6 87.1 90.3 86.4 87.8 90.3 77.0 59.5 78.6 83.4 

Cascade R-CNN[35] ResNet50 90.9 88.4 88.8 90.3 87.5 90.4 95.8 83.0 62.3 79.6 85.7 

RetinaNet[11] ResNet50 92.7 82.1 89.9 89.6 80.8 84.9 94.4 76.7 57.7 76.9 82.6 

CenterNet[17] ResNet50 90.9 55.4 90.3 90.5 73.3 81.9 87.7 41.0 41.4 87.0 73.9 

本文 ResNet50 90.9 90.3 90.3 89.9 90.3 90.4 89.4 89.5 63.2 89.9 87.4 

注. 粗体表示当前列最优值, 下划线表示当前列次优值. 
 

分点, 比次优值提升 1.7 个百分点; 在大部分类别

检测上 AP 值最高, 对车辆、轮船、油罐这些目标

尺度较小的目标检测效果较好, AP 值较次优结果

分别提升 2.9, 1.9和 0.4个百分点, 对网球场和篮球

场等密集排布的目标检测的效果仍有不同程度的

提升 , 并且对港口和桥梁这类纵横比较大的目标

检测仍然有效, 较次优 AP 值分别提升 1.4 和 0.9

个百分点. 

综合上述在 2个数据集上的实验结果表明, 本

文算法对车辆、飞机、储罐等物体尺度较小和密集

排布的目标可以实现较为精准的检测 , 这得益于

AMFF 模块自适应融合主干网络提取到多尺度后

得到的更加丰富的特征信息; 在检测高速公路收

费站、体育场、桥梁和水坝这类尺度变化大的目标

时表现仍然较好, 这是由于 AFE 模块中的并行空

洞卷积分支提取不同尺度目标特征 , 可获得不同

大小的感受野 , 再结合注意力模块抑制背景和噪

声, 增强了对检测有帮助的特征信息. 

2.5  消融实验 
进一步, 分析本文算法中各个模块的作用. 主

干网络采用 ResNet50, 并按照第 2.2 节的实验设

置, 分别在 DIOR 和 NWPU VHR-10 数据集上进行

消融实验, 结果如表 5 和表 6 所示. 可以看出: (1) 

仅加入 AMFF 模块时, 在 2 个数据集上较基线网络

的 mAP 值分别提升 4.6 和 6.4 个百分点, 有效地提

高了网络对多尺度特征表达能力 , 验证了特征融

合策略的可行性与有效性; (2) 仅加入 AFE 模块

时, 在 2 个数据集上的 mAP 值分别提升 2.0 和 4.3

个百分点, 表明 AFE 模块能有效地加强特征; (3) 

将 AMFF 与 AFE 模块结合, 在 2 个数据集上较基

线网络的 mAP 值提升显著, 验证了本文算法的有

效性; (4) 当 AMFF 模块采用自适应融合的策略时, 

在 2 个数据集上的 mAP 值均有提升, 验证了在多

尺度融合时引入可学习参数的有效性. 
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表 5  在 DIOR 数据集上消融实验结果 

算法 AMFF AFE mAP/% 

基线   56.3 

基线+AMFF √  60.9 

基线+AFE  √ 58.3 

本文* √ √ 65.4 

本文 √ √ 66.4 

注. “√”表示基线网络中加入该模块; *表示未引入可学习

参数. 
 

表 6  在 NWPU VHR-10 数据集上消融实验结果 

算法 AMFF AFE mAP/% 

基线   73.9 

基线+AMFF √  80.3 

基线+AFE  √ 78.2 

本文* √ √ 86.8 

本文 √ √ 87.4 

注. “√”表示基线网络中加入该模块; *表示未引入可学习

参数. 
 

2.6  计算复杂度和推理速度对比 
为了评估本文算法的计算效率, 在 DIOR 和

NWPU VHR-10 数据集上与 YOLOv3[33], FR-F[32], 

RetinaNet[11] 以及 CenterNet[17] 对比浮点数运算

(floating-point operations, FLOP)和推理速度. 计算

FLOP 时 , 在 2 个数据集的输入图像大小均为

 800,800 , 结果如表 7 所示. 可以看出, 本文算法

的推理速度高于 FR-F; FLOP 大于 CenterNet, 但优

于表中的其他算法, 这是由于本文算法在 AMFF

和 AFE 模块中引入了较为复杂的计算, 推理速度

有待提升. 
 

表 7  计算复杂度和推理速度对比 

算法 
DIOR NWPU VHR-10 

FLOP 速度/(帧s‒1) FLOP 速度/(帧s‒1)

YOLOv3[33] 121.4G 35.5 121.3G 38.4 
FR-F[32] 134.5G 18.6 134.4G 21.3 
RetinaNet[11] 130.3G 28.6 133.1G 28.9 
CenterNet[17] 63.5G 32.1 63.4G 34.8 
本文 102.7G 22.9 102.6G 23.8 

 

2.7  检测示例 
本文算法与 CenterNet, RetinaNet 和 FR-F 分别

在 DIOR和 NWPU VHR-10数据集中的检测结果如

图 6 和图 7 所示. 可以看出, 与 CenterNet 相比, 本

文算法在车辆、储罐等小目标和桥梁等纵横比较大

的目标检测上效果提升明显; 与其他算法相比, 本

文算法的小目标漏检和误检明显减少 , 并且在同

一幅图像中出现尺度差异较大的物体时 , 能够更

准确地定位目标. 

从图 8 和图 9 可以看出, 在不同分辨率图像中

的同一种类尺度差异较大的目标(如飞机、储罐和

田径场等)上, 本文算法不仅能够实现较高精度检

测 , 也能对同一幅图像中类间物体尺度差异较大

的物体准确定位 , 如同时存在立交桥和车辆的情

况; 尤其在飞机、轮船和储罐等尺度较小和密集排

布的目标检测上效果显著. 
 

         
 a. 标签 b. 本文 c. CenterNet[17]  d. RetinaNet[11] e. FR-F[32] 

图 6  在 DIOR 数据集上检测结果对比 
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 a. 标签 b. 本文 c. CenterNet[17] d. RetinaNet[11] e. FR-F[32] 

图 7  在 NWPU VHR-10 数据集上检测结果对比 

 

       
 a. 轮船和港口 b. 储罐  c. 风车 d. 立交桥和车辆 

       
 e. 飞机 f. 田径场和棒球场 g. 高速公路服务区 h. 高尔夫球场 

图 8  本文算法在 DIOR 数据集上检测实例 

 

       
 a. 网球场 b. 储罐和轮船 c. 港口 d. 飞机 

       
 e. 车辆 f. 田径场和棒球场 g. 轮船 h. 桥梁 

图 9  本文算法在 NWPU VHR-10 数据集上检测实例 
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3  结  语 

针对遥感图像内容丰富且复杂, 目标种类多、

密集分布和尺度变化剧烈 , 导致遥感图像目标多

尺度尤其小目标难以检测的问题 , 本文提出一种

基于 AMFF 模块和 AFE 模块的无锚框遥感图像目

标检测算法. AMFF 模块有效地融合主干网络提取

的多尺度特征, 丰富特征信息, 增强了网络对多尺

度特征的表达能力; AFE 模块使用空洞卷积分支提

取不同尺寸目标的特征 , 并通过混合注意力抑制

背景和噪声, 增强有效特征信息. 实验结果表明, 

本文算法可以实现对尺寸较小和密集分布目标的

高精度检测 , 对类间和类内尺寸变化大的目标也

能实现比较准确的定位 , 验证了该算法的可行性

与有效性. 
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