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摘  要: 激光雷达目标检测近年来开始借鉴图像目标检测的网络设计, 但依然存在计算低效无法满足实时应用以及

网络结构简单导致性能不足的问题. 为此, 提出的网络采用了单阶段无锚框的简洁设计; 优化了激光点云体素化表

达, 在提升计算效率的同时保留了一部分点云高程特征; 基于残差网络的思想, 设计了更深的主干网络结构用于提取

深度特征; 引入特征金字塔来提升小目标的检测效果. 在公开数据集 KITTI 上, 所提网络的 mAP 指标在各类别目标的

检测中均取得了领先的性能(提高了 1%~3%). 在自动驾驶计算平台上的运行时间测试表明, 所提网络能够达到 43 ms/帧的

处理速度, 满足实时性需求. 
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An Optimized Network for One-Stage Anchor-Free LiDAR Object Detection 
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Abstract: In recent years, the realm of laser radar target detection has increasingly drawn inspiration from 

network designs employed in image target detection. Nevertheless, persistent challenges encompass inefficient 

computations impeding real-time applications and suboptimal performance resulting from overly simplistic 

network structures. The proposed network embraces a refined design characterized by a single-stage, an-

chor-free methodology. It strategically enhances the voxelization representation of laser point clouds, thereby 

bolstering computational efficiency while preserving crucial elevation features. Leveraging the principles of 

residual networks, a deeper backbone network structure is crafted to adeptly extract deep features. Additionally, 

the incorporation of a feature pyramid enhances the detection capabilities, especially for smaller targets. Across 

various object categories, the proposed network demonstrates outstanding performance on the KITTI public 

dataset, as reflected in the mAP indicator with 1% to 3% improvement. Runtime assessments on an autono-

mous driving computing platform have a processing speed of 43 ms per frame. validating the network’s ability 

to meet real-time requirements. 
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激光雷达(light detection and ranging, LiDAR)是

自动驾驶的重要传感器, 对于城市场景的 Robotaxi/ 

RoboBus 几乎是必需的传感器. 这得益于 LiDAR

能提供精确的 3D 位置, 继而对场景中的车辆、行

人等目标的运动意图判断提供可靠的依据. 

传统的 LiDAR 目标检测[1-2]先去除背景点云, 

然后对前景点云进行聚类和跟踪; 但是点云噪声

很难去除干净, 导致误检比例较高, 且点云过分割

和欠分割也会导致同一个目标分裂为多个 , 或相

邻目标被错误聚类到一起的问题 , 使得模型鲁棒

性较差 , 且无法基于部分可见的点云推断目标的

类型和准确轮廓. 

随着深度学习和卷积神经网络的兴起, 研究人

员开始探索将深度学习应用于 LiDAR 目标检测[3-7].

近年来, 图像目标检测技术取得了很好的突破, 从

二阶段[8]走向单阶段[9], 采用特征金字塔网络(feat-

ure pyramid networks, FPN)[10]解决不同目标尺度

跨度大的问题, 以及无锚框的方式 [11]让网络训练

更加简洁高效 . 还有一些工作很自然地开始迁移

图像目标检测领域的成功做法 , 将无序的点云先

转化成规整的体素化表达[12], 然后在 BEV(bird eye 

view, BEV)空间进行类似图像的目标检测运算. 但

是, 这些方法存在计算效率低 [12]或点云高程信息

编码不充分的问题 [13]; 同时 , 由于点云分辨率较

高且缺乏可用的图像预训练网络 , 因此点云目标

检测的主干网络未能充分借鉴图像处理领域的研

究进展. 

本文提出 LiDAR 目标检测的单阶段无锚框优

化网络. 通过探索点云体素化的不同方式发现, 简

单的二值编码方式比复杂的点云特征抽取 [14]检测

效果更好, 并且二值编码方式的计算效率更高, 甚

至可以在 CPU 上完成. 相反, PointNet[14]的计算效

率低的原因是因为无序的点云处理是访存密集操

作. 进一步, 本文还发现, 将 LiDAR 的反射率属性

加入编码对于降低误检非常有帮助. 为了兼顾目标

检测效果和检测范围, 体素化之后的伪图像分辨率

一般较高 , 导致无法使用深度网络 ResNet-50[15], 

需要优化主干网络. 本文借鉴残差学习的思想, 在

现有网络结构中加入直连连接 , 显著地提升了检

测效果 . 因为本文要检测的目标的尺度变化非常

大 (从卡车到行人 ), 所以需要将 FPN 应用到

LiDAR目标检测. 实验结果表明, 引入 FPN 后, 对

于行人和两轮车等尺度较小的目标的检测效果提

升非常明显. 最后在公开数据集 KITTI 上进行实

验, 验证了本文网络可以超越文中对比的工作. 

1  相关工作 

(1) 图像目标检测. RCNN(rich feature convo-

lutional neural network)[16]开创了将卷积神经网络

应用于目标检测的先河; 紧随其后, Fast R-CNN[17]

和 Faster R-CNN[8]对不同区域进行计算共享, 并通

过第 1 阶段的神经网络高效实现区域提案, 使得基

于卷积神经网络的目标检测走向实用 . 上述工作

激发了后续目标检测工作的大爆发: Focal Loss[18]

有利于克服正负样本不均衡的问题 , 将目标检测

从二阶段的算法推向一阶段 [9,19]的更加简洁高效

的设计; 为了在同一个位置检出尺度不同的目标, 

Faster R-CNN[8]采取锚框设计, FPN[10]证明可以在

不同尺度的特征上进行不同大小的目标预测 , 不

再需要手动设定超参数繁杂的锚框; 文献[11]进一

步证明 , 有锚框的设计和无锚框的设计在目标检

测性能上差异不大. 因此, 图像目标检测收敛到单

阶段的无锚框的方法上 , 计算效率和训练难度都

大幅优化. 

(2) LiDAR 目标检测. LiDAR 点云中的目标检

测是 3D 问题, 早期工作[20-21]直接探索 3D 卷积. 这

些工作虽然提供了一个直观的框架 , 但运行速度

太慢, 一般帧率为 1~2 fps(frames per second), 难以

满足自动驾驶这类场景的要求. 

VoxelNet[12]首次将点云先进行体素化 , 经过

3D卷积后转换为 2D的特征图, 再使用图像目标检

测的方法, 虽然速度上有改观, 达到了 4 fps, 但依

然无法满足实际自动驾驶系统的需求. Yan 等[22]利

用 3D 体素的稀疏性, 提出一种稀疏卷积的高效实

现方式 SECOND, 可以达到 20 fps, 但稀疏卷积访

存不友好, 不利于跨平台迁移. 为了做到多平台友

好, PointPillar[13]放弃了 3D 的点云体素化, 直接在

BEV 视角下将点云划分到 2D 网格中, 每个网格对

应 3D 空间的一根柱子, 柱子内部不再进行高层上

的划分; 显然, 这种做法会导致点云高程信息的损

失. 本文提出体素化方法, 其计算简单, 可在 CPU

上实现, 并且没有使用访存不友好的稀疏卷积, 能

有效地保留高程信息, 检测性能更高, 网络结构更

加跨平台友好. 
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2  本文网络 

得益于图像目标检测的发展 , 简洁的单阶段

无锚框的方法被迁移到点云目标检测 [23]. 受到文

献[23]的启发 , 本文也采用单阶段无锚框的方案 , 

并且在主干网络的结构以及 FPN 上进行了优化, 

显著地提升了目标检测性能. 

本文提出的 LiDAR 目标检测网络结构如图 1

所示, 由 4 部分构成: (1) 体素特征编码. 借鉴图像

目标检测中的有效方法 , 将无序的点云转换成与

图像类似的体素或像素表达. (2) 在 BEV 上的定义

主干网络. 此时, 点云的高层信息已经被压缩到特

征图的通道中, 在 BEV 空间下同类目标的尺度信

息差异较小, 对目标检测有利. (3) FPN. 针对大小

不一的目标尺度图像进行检测的有效处理方法 , 

广泛应用在当前目标检测任务中 . 因为本文要检

测的目标尺度跨度较大(从卡车到行人), 所以 FPN

也是非常必要的. (4) 检测头. 包含类别分类任务, 

以及目标的位置、尺寸等属性预测. 

2.1  体素特征编码 
为了能够迁移图像目标检测的方法 , 首先需

要将不规则分布的点云转化成规则的体素或像素

表达, 这种表达称为伪图像. 

(1) 体素划分. 将 LiDAR 周边一定范围内的

3D 空间划分为均匀的小格点. 假设选取 LiDAR 周

边的 D H W  区域, 并且每个维度的体素网格大

小为 D H Wv v v  , 则在体素化之后将会得到分辨率

为 DD D v  , HH H v  和 WW W v  的 3D 体素

化表达. 对于 PointPillar[13]这类不进行高层区分的体

素化做法, 可以认为是 DD v 情况下的一个特例. 

 

 
 

图 1  本文网络框架 

 
(2) 体素特征编码. 给定一帧 LiDAR 点云, 基

于每个点的 3D 坐标, 可以计算它所落入的体素网

格. 由于点云集中在障碍物的表面, 3D 空间中大

部分位置是没有障碍物的 , 因此最终只有 0.5%~ 

3.0%的网格是非空的[13,22]. 
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表示其中第 i 个点, 包含 3D 位置信息和反射率 ir . 

已有很多基于这 4D 基础信息构建每个体素的特征

表达的工作:  

VoxelNet[12]将 4D 特征增广到 7D,  
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其中, ( , , )x y zv v v 表示落在该网格内所有点的坐标

均值. 然后通过类似 PointNet[14]的多层感知器进行

特征变换. VoxelNet[12]定义多层体素特征编码(voxel 

feature encoding, VFE)进行深度特征抽取, 每层 VFE

由一个全连接层、一个批归一化层[24]和一个修正线

性单元(rectified linear unit, ReLU)[25]构成. 

在 VoxelNet 的 7D 特征的基础上, PointPillar[13]

继续增加每个点在 XY 方向上相对体素网格中心

点的偏移量, 将 7D 特征增广到 9D; 然后同样采用

VFE 的做法进行深度特征编码. 

通常 , 落入近处的体素网格中的点云数量会

比较多, 从实际效果和计算量的角度出发, 对于点

云数量较多的网格一般会做一些随机采样 , 保证

每个网格最多T 个点. 

本文提出更简单有效的 2 种体素表达方式:  

(1) 二值表达 . 通过网格中是否落入 LiDAR

点云, 将该网格做二值标记: 有点云的体素网格标

记为 1, 无点云的体素网格标记为 0, 最后形成一
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个 D H W    的 3D 二值矩阵, 将其输入后续的主

干网络做卷积操作 . 这样做的好处是计算量大大

缩减, 甚至可以在 CPU 上完成, 无须占用神经网络

专用计算单元(如 NVIDIA Orin 的 GPU 或者 DLA)

的算力. 事实上, 神经网络专用计算单元在处理这

种访存密集且不连续的点云预处理上并不占优势, 

对于需要实时运行的自动驾驶系统非常不友好. 

(2) 反射率表达. 该方式是在二值表达方式的

基础上增加反射率的信息 . 由于自动驾驶场景中

的交通牌、车辆、行人这些不同类型的目标的反射

率差异较大 , 因此加上这部分信息有益于神经网

络区分不同类型的障碍物, 减少误检. 

本文提出的这 2种体素编码方式, 计算上更加

高效简洁, 占据网格的生成可以快速地在 CPU 上实

现, 跨平台友好, 并且由于结合了 VoxelNet[12]的高

层分辨率的优势, 目标检测的效果上比 PointPillar[13]

效果更好. 

2.2  主干网络 
对于一个实用的典型自动驾驶系统 , LiDAR

的感知范围至少需要覆盖前后各 80 m, 左右各

40 m(为了应对过路口的情况); 而为了检出行人这

类俯视图上尺寸较小的目标, 体素化采用的网格尺

寸又不能太小, 导致分辨率巨大. 如果分辨率设定

为 10 cmDv  , 7 cmHv  和 7 cmWv  , 那么送入主

干网络的特征图的空间分辨率会达到 2 400 1 200

像素, 而常规图像目标检测[18]的分辨率在 512 512

像素左右. 

受限于网络空间分辨率, 在 LiDAR 目标检测

上只能使用较浅的神经网络层数: VoxelNet[12]采用

了 3 层 3D 卷积, SECOND[22]共采用 13 层 2D 卷积, 

PointPillar[13]共采用 19 层 2D 卷积, AFDet[23]共采用

17 层 2D 卷积 , 这与图像检测任务上动辄使用

ResNet-50[15]或者 ResNet-101 相差非常大. 

虽然无法直接使用 ResNet-50 这样的大网络, 

本文还是借鉴 ResNet 的思想, 增加直连连接方式

进行残差学习. 

图 2a 所示为 ResNet[15]中设计的残差单元, 本

文没有直接复制原始的 ResNet-50 那样的结构, 而

是通过残差单元搭建图 2b 所示的主干网络结构: 

有 3 个阶段构成, 每个阶段先做 2 倍下采样(见绿

色框)降低空间分辨率; 然后采用多个残差单元进

行堆叠, 随着空间分辨率的降低, 逐步增大通道数

量(蓝色框最后一个数字是通道数)来抽取更加丰

富的高层语义特征.  

  
 

图 2  残差单元和本文的主干网络结构 
 

2.3  FPN 
FPN[10]将传统的图像金字塔拓展到了特征图

上 , 使得同一个输入可以生成多种不同分辨率的

特征图 , 并在不同分辨率的特征图上各自检出相

匹配大小的目标 , 有效地解决目标尺度变化范围

过大的问题. FPN 在图像识别中被证明效果显著, 

几乎成为标准配置. 

在 BEV 视角的 LiDAR 目标检测中, 同一类型

的目标尺度变化相对较小 , 不同类型的目标尺度

差异巨大, 如卡车和行人的尺寸会差几十倍. 

已有工作 [12-13,22-23]都是针对车辆和行人训练

不同的模型, 甚至输入尺寸都是不一样的, 这对于

算力和功耗受限的实际自动驾驶系统是难以接受的. 

因此, 本文在网络结构中使用 FPN[10], 使得不同类

型的目标能够共享主干网络, 同时又可以在最合适

分辨率的特征图上进行检测. 类似文献[9], 本文在

图 2 所示的 8 倍下采样的基础上增加 4 倍下采样的

特征, 用于行人和两轮车这类小尺度的目标检测.  

2.4  检测头 
本文选择无锚框的方法设计检测头 , 这类方

法省去了烦琐的锚框超参数设定 , 在训练和推理

阶段的效率也大大加快, 形式上简洁、效果上和细

致调参的有锚框的方案持平[11].  

如图 1所示, 本文设计的检测头由类别预测热

力图、中心点相对于特征像素坐标的偏移量、目标

3D 框的朝向、目标长宽高尺寸和目标中心点的高

度 5 个部分组成.  

(1) 热力图. 热力图的预测结果是 W H C M ˆ , 

用于表征特征像素所在的位置是否存在本文定义

类型的目标; 其中, C 表示目标类型的数量, 由于

本文关注卡车、小汽车、行人和两轮车 , 因此取

4C  . 如果要检测更多的类型, 可以非常方便地
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增加 C 的数量. 

采用类似 FCOS[9]的做法计算热力图的真值, 

将落在真值框内的像素都设为前景 , 其他区域设

为背景. 对于热力图上的每一点 ( , )x y , 可以通过其

所在层的下采样倍数换算到原始体素化网格的坐标

( , )sx sy , 其中, s表示下采样倍数; 然后根据 ( , )sx sy

是否落在真值框中对真值热力图赋值, 公式为 

 
, ,

1, if ,

0, elsex y c

sx sy     

前景像素
M . 

Focal Loss[18]能够很好地解决正负样本不均衡

的问题, 抑制大量简单背景样本的损失, 因此大量

使用在单阶段目标检测工作中. 本文也使用 Focal 

Loss 来定义热力图的损失函数 

   
   

heat

, , , , , ,

, ,
, , , ,

1

ˆ ˆ1 ln , if 1
    .

ˆ ˆln 1 , else

x y c x y c x y c

x y c
x y c x y c

L
N





  

     

   


M M M

M M

 

类似于 AFDet[23], 本文设定 2  . 

(2) 偏置量. 在每个像素的位置估计当前像素

到目标中心点的偏置量 2ˆ W H O  . 偏置量的预

测一方面可以弥补因为点云体素化带来的量化误

差 , 另一方面可以把不同位置的预测结果引导到

同一个位置 , 使得最终的预测结果的误检漏检更

少. 因为 Smooth 1L 损失函数[17]能够避免误差较大

时传导的梯度过大, 有利于学习过程的稳定性, 所

以本文采取 Smooth 1L 损失函数对偏置量进行估计 

 

 , , 1 , ,
, ,

offset
, ,

, ,

ˆSmoothx y c x y x y
x y c

x y c
x y c

L

L

 






M O O

M
  (1) 

本文仅对有真值框定义的区域, 即 , , 1x y c M

的区域进行偏置量的计算 , 其他背景区域不会计

算此项损失 . 式(1)中 , ,x yO 表示当前像素到目标

中心点偏置量的真值. 

(3) 3D 尺寸. 对于每个前景像素, 预测其所在

目标的长宽高, 类似于偏置量, 也采用 Smooth 1L

损失函数. 记网络预测的尺寸为 3ˆ W H S  , 人工

标注框映射到各个像素的真值为该项损失函数 , 

定义为 3W H S  . 则该项损失函数定义为 

 , , 1 , ,
, ,

size
, ,

, ,

ˆSmoothx y c x y x y
x y c

x y c
x y c

L

L

 






M S S

M
. 

(4) 中心点高度. 因为开放道路自动驾驶场景

中的路面有起伏 , 为了能够比较准确地知道每个

目标的海拔高度, 还需要在 BEV 上预测每个目标

的实际高度 1ˆ W H Z  . 同样地, 使用 Smooth 1L

损失函数 

 , , 1 , ,
, ,

altitude
, ,

, ,

ˆSmoothx y c x y x y
x y c

x y c
x y c

L

L

 






M Z Z

M
. 

(5) 朝向角. 自动驾驶场景中非常关注目标的

朝向角 , 因为这会直接影响到该目标未来的预测

轨迹. 记目标 k 的朝向角为 ( )k , 表示目标绕着垂

直于地面的轴在 BEV 平面上相对于水平轴转过的

角度. 文献[26-27]证明, 直接回归 360°的角度效

果较差, 本文提出 MultiBin 方法: 先对角度进行粗

颗粒度的分类 , 然后在被分到的区间内部再进行

相对于中心角度的偏差回归. 

本文将角度划分成 2 个大的区间 : 1   

7π π
, 

6 6
   

和 2
π 7π

,
6 6

      
, 它们有一定的重叠区

域. 对于每个区间, 预测 ( ) 2ˆ k
i  用于 Softmax 分

类, ( ) 2ˆ k
iv  用于预测相对于区间中心角度 i 偏角

的正弦和余弦值. 最终的朝向角损失函数定义为 

    

     

2

ori
1 1

2

1 1

1
ˆSoftmax ,
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i i
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其中,  

 

( )
( )

( ) ( ) ( )

1, if
,

0, else

sin( ), cos( ) .

k
k i

i

k k k
i i iv

 

   

     


   

 

得到这些分类和回归的预测结果后 , 最终通过

arctan2 函数恢复绝对角度. 

(6) 总体损失函数, 即最终的损失函数是上述

所有项的加权和 

heat offset offset size size altitude altitude ori oriL L L L L L        . 

通过实验 , 最终选定权重系数 offset 1.0  , 

size 0.3  , altitude 1.5  , ori 1.0  . 

3  实验及结果分析 

3.1  数据集 
目前, KITTI 数据集[28]常用于 LiDAR 目标检

测中, 其包含 7 481 帧有标注的训练数据. 本文实
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验中采取与文献[23,29]相同的做法 , 将数据分为

3 712 帧的训练集和 3 769 帧的验证集. 

为了搭建本文的自动驾驶系统 , 针对中国特

色的道路环境进行数据采集和标注, 构建 121 375

帧训练集和 62 319 帧验证集, 包含不同天气、不同

道路环境的丰富场景 , 很好地支撑了实际的高速

和城区环境的自动驾驶.  

3.2  实验设置 
(1) 训练参数 . 除非特别说明 , 实验中使用

AdamW[30]优化器并使用 one-cycle[31]策略. 网络初

始学习率设定为 33 10 , 衰减率为 2, 动量范围是

0.95~0.85, 固定衰减系数为 0.01. 

(2) 数据增强. 与文献[13,23]类似, 在训练阶

段对点云数据进行增强, 包括放置虚拟目标、点云

整体旋转、点云镜像. 其中, 放置虚拟目标是将其

他点云帧中的目标点云整体复制到当前点云帧 , 

放置到空白区域上 , 并作一定的角度和位置的随

机变换, 对目标朝向角按照分布
π π

,
20 20

U
  
 

进行

扰动 , 对目标位置按照分布 (0,0.25)N 进行扰动 ; 

点云整体旋转是将同一帧点云的所有点按照分布

π π
,

4 4
U
  
 

整体旋转一个角度, 模拟自车不同朝向

时 LiDAR 扫描到的点云; 点云镜像则是对整体场

景进行左右手的镜像. 

(3) 体素化分辨率 . 在实际的自动驾驶系统

中, 为了满足复杂场景的检测距离和性能要求, 采

取比较细的体素化分辨率, 10 cmDv  , 7 cmHv 

和 7 cmWv  ; 并且覆盖较大的检测范围 , 自车前

后各 84 m, 左右各 42 m, 高度方向 4 m, 体素化后

分辨率为   2 400 1 200 40  像素 . 对于行人和两轮

车, 检测前后各 63 m, 左右各 42 m. 注意: 虽然检

测范围不同, 但不同类别共享一个网络, 仅在训练

和推理时去掉检测范围之外的结果. 

对于 KITTI 数据集[28], 为了公平比较, 本文采

用与其他方法相同的检测范围和分辨率设置. 对于

KITTI 数据集上的车辆检测, 输入范围为自车前方

70.4 m, 左右各 40 m, 高度方向 4 m, 10 cmDv  , 

16 cmHv  和 16 cmWv  , 体素化后的分辨率为

416 480 40  像素. 

3.3  方法对比 
在 KITTI 数据集 [28]上 , 采用平均精度均值

(mean average precision, mAP)指标, 将本文方法与

其他高性能检测方法进行实验, 包括 VoxelNet[12], 

SECOND[22], PointPillar[13]和 AFDet[23]方法, 结果

如表 1 所示. 可以看出, 本文方法全面超过其他方

法, 证明了其有效性. 图 3 展示了本文方法检测结

果的定性可视化, 其中红色 3D 框代表小汽车, 绿

色 3D 框代表两轮车, 淡蓝色 3D 框代表行人, 亮蓝

色 3D 框代表卡车. 
 

 表 1  在 KITTI 数据集上 5 种方法检测 3 种点云目标的 mAP 对比   % 

车辆 行人 两轮车 
方法 

简单 中等 困难 简单 中等 困难 简单 中等 困难 

VoxelNet[12] 89.35 79.26 77.39 46.13 40.74 38.11 66.70 54.76 50.55 

SECOND[22] 88.07 79.37 77.95 55.10 46.27 44.76 73.67 56.04 48.78 

PointPillar[13] 88.35 86.10 79.83 58.66 50.23 47.19 79.14 62.25 56.00 

AFDet[23] 88.91 84.69 79.83             

本文 90.93 87.24 82.14 60.32 52.42 50.26 80.24 63.72 58.37 

注. 粗体表示最优值. 
 

   
 

图 3  检测结果可视化 
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3.4  消融实验 
对不同网络配置下的检测性能进行消融实验, 

结果如表 2 所示. 可以看出: (1) 第 1 列中, 简单的

二 值 表 达 的 检 测 性 能 全 面 好 于 使 用 复 杂 的

PointNet[14]编码, 可能是后续的主干网络更多地提

取的是体素在 3D 空间的几何信息, 每个体素内的

点的分布信息相对太过细节 , 网络无法在多层卷

积后抽取出有意义的信息; 进一步, 将二值表达换

成反射率表达, 性能上微弱上升, 通过一些定性的

示例发现 , 反射率特性对于区分场景中的高反交

通牌和其他目标效果非常显著 , 能够改善特定场

景下的误检漏检. (2) 第 2 列中, 引入 FPN 后, 行

人和两轮车这类尺度较小的目标的检测性能显著

提升. (3) 第 3 列中, 引入残差设计后, 同样层数的

神经网络的检测性能在各个类别上都有提升.  
 

 表 2  不同网络配置下消融实验结果  % 

VFE FPN 残差 汽车 卡车 行人 两轮车

PointNet[14] × × 90.60 87.27 82.03 84.30

二值 × × 90.69 87.63 84.63 85.48

反射率 × × 91.53 87.64 85.45 85.75

反射率 √ × 92.06 87.76 87.75 86.90

反射率 √ √ 92.54 88.19 89.92 88.46
 

3.5  运行时间 
本文网络在 NVIDIA 2080Ti GPU 上的推理时

间为 43 ms, 完全满足实际自动驾驶系统实时运行

的需求. 

3.6  方法局限 
本文的体素化方法虽然计算效率较高, 但在 2D

卷积运算中依然未充分地提取点云的高程特征 , 

后续将会探索如何充分地利用点云的稀疏性来节

省算力 , 以及如何充分提取点云的高程特征来提

升检测性能. 

4  结  语 

本文提出一种用于 LiDAR 点云目标检测的单

阶段无锚框优化网络, 对点云的体素化方法、主干网

络的结构和 FPN 的引入都进行了优化实验, 最终给

出一个检测性能优秀、跨平台友好, 能实时运行在

自动驾驶车端的网络结构. 在公开数据集 KITTI 上, 

证明了本文网络能够取得领先的检测性能. 
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