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摘  要: 跨模态图文检索由于图像和文本的特征表示方式不同面临着模态异构问题, 传统的公共空间方法难以度量

图像和文本的相似性. 为此, 提出了基于文本生成与迭代匹配的跨模态图像文本检索框架, 它包含了特征融合模块

和文本生成模块. 特征融合模块通过迭代融合的方式, 多次对齐图像和文本, 在不同的迭代步骤中聚合细粒度信息, 

捕获图像和文本之间的局部关联信息, 优化了局部公共嵌入空间; 文本生成模块采用特征转换的思路, 由图像模态

中的特征映射到文本模态中的句子特征, 通过图文信息交互增强了图像和文本的整体语义相关性, 优化了全局公共

嵌入空间, 挖掘出图像与文本更深层的语义信息, 以提高跨模态图像文本检索模型的性能. 在 Flickr30K 和 COCO 数

据集上进行了实验, 并与现有的模型进行比较, 结果表明, 该框架在 Flickr30K 和 COCO 上的整体性能分别提升了

0.7%和 1.2%. 在文本检索任务的召回指标中, 最高可以提升 3.4%; 在图像检索任务的召回指标中, 最高可以提升

4.6%. 消融实验也证明了其中特征融合模块以及文本生成模块的有效性. 
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Abstract: Cross-modal image-text retrieval faces the problem of modal heterogeneity due to the different 

feature representations of images and texts, and it is difficult for traditional public space methods to measure 

the similarity of images and texts. Therefore, a cross-modal image-text retrieval framework based on text 

generation and iterative matching is proposed, which includes a feature fusion module and a text generation 

module. The feature fusion module which can optimizes the local public embedding space aligns images and 

texts multiple times through iterative fusion, aggregates fine-grained information in different iterative steps, 

and captures local association information between images and texts. The text generation module adopts the 

idea of feature transformation, which maps the features in the image modal to the sentence features in the 

text mode, enhances the overall semantic correlation of image and text through image and text information 

interaction. To improve the performance of cross-modal image-text retrieval model, the text generation 

module not only optimizes the global public embedding space, but also excavates deeper semantic informa-

tion of images and texts. Comparing with existing models, the experiments on Flickr30K and COCO datasets 

show that the overall performance of the framework on Flickr30K and COCO is improved by 0.7% and 
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1.2%, respectively. In the recall index of text retrieval tasks, it can be increased by up to 3.4%. In the recall 

index of image retrieval tasks, it can be improved by up to 4.6%. The ablation experiments also prove the 

effectiveness of the feature fusion module and the text generation module. 

 

Key words: cross-modal image-text retrieval; text generation; public spaces; feature fusion; iterative matching 

随着大数据时代的到来, 文本、图像和视频等

不同模式的数据正在以前所未有的速度增长 , 图

像和文本呈现出底层特征异构、而高层语义相关的

特点 , 异构数据的匹配需求使得图文检索成为一

个新的需求. 在这种情况下, 如何解决图像-文本

间的模态异构性 , 进而关联大量的跨模态信息是

当前图文检索任务面临的巨大挑战 . 跨模态特征

融合与特征转换是实现图像-文本信息关联的重要

途径. 这 2 种方法都针对图像和文本的模态异构

性, 增强图像和文本特征之间的交互, 同时构建图

像和文本之间的信息关联 , 进而挖掘它们之间的

语义一致性. 因此, 图像-文本特征融合与特征转

换模型已经得到了充分的关注和广泛研究.  

一些研究[1-5]致力于图文特征融合, 通过全局或

是局部的特征融合得到更多对齐的图文特征信息, 

从而达到优化公共空间的目的; 还有一些研究[6-11]致

力于图文特征转换, 不仅研究图像和文本的对齐, 

还探索图文数据的特征转换 , 将图像和文本序列

映射到同一公共空间, 使 2 种模态语义相近的对

象尽量靠近 , 从而应用于图像字幕生成和跨模态

检索等任务 . 虽然这些特征融合与特征转换的方

法已经能学习图像-文本的关联语义信息, 但尚无

法挖掘出具有细粒度相似性的图像或具有单词级

相似性的句子 , 因此在复杂语义的理解上具有局

限性.  

事实上, 人在观察一幅图像时, 第一眼得到的

信息通常都会是一些低级语义, 如物体和对象; 再

通过不断地观察 , 可以挖掘出图像中的更高层语

义, 如关系和情感等; 最后, 人会在脑海中生成一

段对于这幅图像相关的文字描述 . 如果借鉴这种

人类的视觉习惯 , 将一种模态的信息表示到另一

种模态上, 有利于学习一个更好的公共空间表示.  

受此概念的启发, 本文提出了面向图像-文本

检索的基于文本生成与迭代匹配(iteration matching 

with text-generation, IMTG)的框架, 通过模拟人类

视觉的 3 个习惯, 实现了“观察−联想−匹配”的过

程. IMTG 主要包括特征融合模块和文本生成模块

2 个核心模块. 特征融合模块就类比于“观察”行为, 

采取迭代的方式进行图像文本特征融合 , 多次对

齐图像和文本 , 在不同的迭代步骤中聚合细粒度

信息 , 很好地捕获图像和文本之间的局部关联信

息. 而文本生成模块则类比于“联想”行为, 由图像

模态中的局部特征映射到文本模态中的句子特征, 

通过图文信息交互增强了图像和文本的整体语义

相关性. 最后, “匹配”行为通过将生成模块引入文

本-图像特征嵌入中, 实现图像文本的匹配与检索.  

1  相关方法介绍 

1.1  图像-文本特征融合方法 
现有的图文特征融合方法大多数都致力于探

索跨模态图像文本中潜在的细粒度视觉-语言对应

关系, 从而优化特征公共空间. Kim 等[12]提出了最

简单的多模态 Transformer 方法: ViLT, 它使用预训

练的 ViT[13]来初始化交互的 Transformer, 直接对

图像-文本特征进行交互融合. 而 Radford 等[14]使

用大规模的文本-图像配对预训练、提出 CLIP 方法, 

突破了文本-图像之间的限制, 并且可以将其直接

迁移到 ImageNet 上, 完全不需要图像标签微调即

可实现 zero-shot 分类. Andrej 等[9]为每幅图像和每

段文本提取了局部的特征(即图像块和文本单词), 

并在公共空间中对齐 , 提出了每个片段对之间的

对齐方法. Lee 等[2]提出了一种堆叠交叉注意模型, 

将每个小片段与来自另一种模式的所有小片段对

齐, 从而增强了局部对齐和全局对齐. Huang 等[3]

将注意机制引入到图文嵌入中 , 设计了一种注意

力方案, 可以选择性地关注图像和文本对, 然后动

态聚合图像-文本对之间的相似度, 得到图像和文

本之间的全局相似度. 然而, 由于上述方法忽视了

图像和文本的语义差异, 因此不能抓住图像块-单

词对之间的最优成对关系. 针对上述问题, 本文提

出的 IMTG 框架中采用了一种迭代匹配的特征融

合方法 , 通过注意力机制和蒸馏在不同的迭代步

骤中捕获图像和文本之间的关联语义信息 , 并使

用了三元组损失优化公共语义空间 , 进而挖掘出

更细微的图文对关系.  

1.2  特征转换方法 
特征转换的研究有着非常广泛的应用 . 一些
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研究 [15-16]让不同模态的数据相互转换来解决跨模

态行人重识别问题. Kiros 等[17]提出的框架使用了

门控循环单元(gated recurrent unit, GRU)作为句子

编码器, 并将图像和句子映射到一个公共空间, 采

用排序损失训练模型用于图像字幕的生成. Dona-

hue 等 [6] 提 出 了 一 种 结 合 传 统 卷 积 神 经 网 络

(convolutional neural network, CNN)和长短期记忆

(long short-term memory, LSTM)网络的新网络结构

LRCN(long-term recurrent convolutional network)来

处理视频-文本的映射问题. 黄远等[18]用 CNN 来生

成图像描述 , 并通过对抗训练来生成图像的句子

描述. Kottur 等[10]以图像词嵌入的想法提出了一种

用于图像字幕的联合图像字幕嵌入模型 , 但其基

于卡通图像, 很难应用于真实的图像. 本文提出了

一种结合视觉网络和序列生成网络的文本生成模

型 , 以处理图像特征序列到文本单词序列的映射

问题 , 以特征转换的思想来增强图像文本之间的

信息交互 , 使得更多图像和文本的整体语义信息

被挖掘到.  

2  本文方法实现 

本节详细介绍 IMTG 整体框架. 如图 1 所示, 

该框架主要由特征融合模块和文本生成模块组成.

首先由特征融合模块获取较充分的细粒度的图像

文本特征; 然后通过文本生成模块由图像特征生

成文本描述, 增强图像和文本的整体语义相关性, 

最后共同优化特征融合模块和文本生成模块 . 其

中, 真实文本特征为通过 Bi-GRU 提取到的标签文

本特征, 生成文本特征是由迭代融合后的图像特征

经过文本生成模块后得到的文本特征. 

2.1  特征提取 
2.1.1  图像特征提取 

本文使用经过预训练的 Faster R-CNN 提取图

像特征[2], 对一幅图像 I , Faster R-CNN 识别出 a

个包含语义信息的区域 , 并提取出每一个区域对

应的一个 d 维的特征 d
i f , 最后将特征通过一

个线性投影层变换成 d 维的向量 v vi i v W f b . 其

中, vW 和 vb 是可学习的参数. 最终, 图像 I 的特

征可以表示为 0 1 2, , ,V v v v    a .  

2.1.2  文本特征提取 

为了实现图像和文本的细粒度对齐 , 本文通

过 Bi-GRU 提取文本的单词级特征[2]. 对一段包含

b 个单词的文本 T , 每个单词均用连续的嵌入向

量  e , 1, j j j b e W w 表示 . 其中 , eW 是可学习的

嵌入矩阵; jw 是单词的热编码(one-hot). 通过 Bi- 

GRU 获取文本前向和后向 2 个方向的信息分别为  

 1U ,GRj j jh e h
  

, 

 1U ,GRj j jh e h
  

. 

其中, 


jh 和


jh 分别是前向 GRU 和后向 GRU 的隐

藏 状 态 . 每 个 单 词 的 特 征 向 量 可 表 示 为

  2j j j t h h
 

, d
j t . 因此, 文本 T 的特征表

示为 0 1 2 , , ,T t t t    b . 

2.2  特征融合模块 
令某一模态的一个样本 (一幅图像或一段文

本)为 1 2, , ,    mx x xX , 另一个模态的对应样本

则为  1 2, , ,Y y y y  n . 其中 , , d
j j x y 表示图

像块或单词的特征 . 本模块分为注意力和蒸馏 2 
 

 

图 1  IMTG 整体框架图 
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个步骤进行特征融合.  

Step1. 使 用 余 弦 函 数 计 算 每 对 特 征  ,i jx y 的 相

似 性  
T

sim , i j
ij i j

i j

s  


x y
x y

x y
; 然后对 ijs 进行相似度

归 一 化 , 即    2

1

ReLU ReLU




 
m

ij ij ij
i

s s s . 其 中 , 

   ReLU max 0,x x . 

对特征 ix , 采用自适应的方法, 通过 Softmax 函数

得到每一个 ix 和 jy 的关系权重, 即注意力值  

   
1

 exp exp
n

ij ij ij
j

s s  




  . 

其中 ,  为用于调整注意力分布的温度系数 [2]; ij 为

X 中第 i 个特征 ix 与 Y 中第 j 个特征 jy 的关系权重.  

然后再通过注意力机制让每个图像块和每个单词

都进行交互 , 以加权求和的方式总结出 ix 在 Y 中的上

下文关系
1

n
x
i ij j

j

 c y . 其中, x
ic 是 ix 与 Y 对齐后的特

征 . X 通过注意力机制与 Y 对齐后 , 得到对齐特征集

21 , , ,C c c c   x x x x
m . 通过上述过程 , 每一个 x

ic 都捕捉

到了 ix 的相关语义信息以及整个 Y 的相关语义信息.  

令上述步骤为  , xf X Y C , 即表示 X 通过上述

特征融合过程与 Y 实现对齐, 得到 xC . 

Step2. 聚合 X 和 xC 得到更好的特征  * , x
i i idx x c . 

其中 , 函数 d 是一个门控机制 , 它可以保留历史信息 , 

同时删除冗余信息, 使蒸馏后的 *
ix 更有助于下一次迭

代提取图像和文本的关键信息.  

将上述的 2 个步骤表示为函数 

     *FD , , ,d f   X Y X Y X X  (1) 

为了优化公共空间, 挖掘出更多细粒度信息, 

同时提高对关键信息的利用率, 如图 1 蓝框所示, 

该模块采取式(1)的特征融合策略 [1]对图像和文本

分别进行 k 次迭代 . 即由文本 0T 指导的图像特征

迭代融合表示为  

   1 0 1 0 1FD , , ,k k k kd f      V V T V T V . 

同理, 由图像 0V 指导的文本特征迭代融合表示为  

   1 0 1 0 1FD , , ,k k k kd f      T T V T V T . 

其中, k 表示迭代次数;  kV 和 kT 分别表示图像 0V

和文本 0T 的第 k 次迭代融合特征 . 特征融合模块

不断地用更新 k 次的特征与另一个模态的原始特

征进行对齐与融合 , 在多次迭代步骤中聚合细粒

度信息, 捕获图像和文本之间的局部关联信息.  

2.3  文本生成模块 
如图 1 中的红框所示, 文本生成模块是由 2 层

GRU 组成, 第 1 层将图像特征“编码”为固定维度

的隐向量, 第 2 层将第 1 层的隐向量“解码”为一个

句子(即一组单词序列).  

编码部分是通过图像特征转换 E 将每个图

像 特 征 输 入 iv 转 变 为 一 个 固 定 维 度 的 向 量 表 示

 i E v , 即   i i E v , 简写为 d
i  . 在

处理完所有的视觉输入后 , 得到的序列特征空间

表示为  1 2, , , T   . 其中, T 为总步长数, 视

觉转换权重 E 是为了学习如何挑选出与序列分类

问题相关的图像输入片段. 图像特征转换  E 类

比于深度 CNN 的某一激活层, 它关注原来图像的

信息, 是固定步长的并且是独立的, 因而可以利用

 E 来实现图像到序列模型的过渡.  

解码部分利用一个 GRU 序列模型预测文本描

述 S 中的下一个单词 . 具体地 , 每一个时间步长

对应一个 GRU 单元, 并使用函数 f 来表示, 即 

 1, t t tfh x h . 

而在每一个时间步长中 , 输入当前时间步对应的

单词 tx 和前一个 GRU 单元生成的隐藏状态 1th , 

生成包含了上文信息的隐藏状态向量 th , 用于预

测当前时间步 t 的单词, 并输入下一个 GRU 单元.  

此外, 为了获得当前时间步生成的单词, 基于

上 文 所 述 的 当 前 时 间 步 的 隐 藏 状 态 th , 使 用

Softmax 函数获得对应单词的概率分布. 具体地, 

首先通过向量点积计算当前隐藏状态 th 与每个单

词嵌入向量的相似度 , 并将其作为每个单词类别

的生成概率  

      exp expt w t w t
D




 
w

p w h W h W h  (2)  

其中, wW 是单词 w 的可学习嵌入向量; D 是包含

N 个单词的词汇表(即图像数据集中单词的集合). 

将词汇表中的 N 个单词看成 N 个类别 , 在第 t 个

时间步长上, 根据由 N 个单词组成并且以 one-hot

编码的样本真实单词分布向量 0 1 1, , ,    t NL l l l ,

通过式(2)就可以获得当前时间步长 t 上生成单词

的概率分布向量 0 1 1, , ,t N   P p p p , 其中的最大

值 max tp 即为每个生成时间步 t 上对应的正确单词

ts 的生成概率.  

最终, 完成 T 个时间步的计算. 由每个时间步

隐藏状态序列  1 2,, , Th h h 得到每个时间步生成

单词的概率分布向量序列  1 2, , , TP P P ; 然后取

每个时长步的 max tp 对应的正确单词 ts , 最终生成
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了对应的生成文本序列  21, , ,S s s s  T .  

2.4  损失函数 
2.4.1  三元组损失 

为了对匹配的图像-文本对进行聚类, 将不匹

配的图像-文本对在嵌入空间中分离, 本文使用三

元组损失对模型进行训练.  

在特征迭代融合模块中, 每一次迭代都计算一

个模态的局部特征与另一个模态扩展的局部特征相

似度, 将它们求和得到整体的图像文本相似度 

     
1 1

1 1
, sim , sim ,

m n
v t

k i ki kj j
i j

F
m n

 

  V T v c c t .  

其中, sim 是余弦函数; m 和 n 分别是图像区域数

量和文本单词数量.  

经过 K 次迭代后将所有的局部相似度求和, 得

到图像和文本之间总的相似度 

   
1

, ,



K

k
k

F FV T V T . 

最后, 为了使匹配的图像-文本对聚类、不匹配的

文本对分离 , 本文采用只考虑小区域强负样本的

三元组损失[19] 

     

   
ˆ

triplet
ˆ

, , , ˆ

ˆ    ., ,

T

V

L F F

F F









    

   





V T V T V T

V T V T
 

其中,    max ,0x x  ;  是边缘因子; 第 1 个加

和取自于给定一个图像 I 的所有负句子 T̂ ; 第 2 个

加和取自于给定一个句子 T 的所有负图像 V̂ . 

2.4.2  文本对齐损失 

为了通过图像和文本的特征转换增强图像文

本间的交互 , 进而挖掘出更多图像文本整体语义

信息 , 本文提出了单词级别的文本对齐损失函数

训练文本生成模块 , 以捕捉到每个隐层空间中准

确的文本描述.   

通过文本生成模块的图像转换权重 E 和序列

组件权重 wW , 将文本生成模块设计为通过最小化

生成文本分布和真实分布之间的交叉熵来进行训

练 , 如    
1

align w w
1 0

, ( ) lg ( ); ,
T N

t t
t i

L i i


 
  LE W P E W . 

其中 , T 为总时间步长 ; N 为词汇表中的单词总

数;  t iL 是第 t 个时间步长上样本的真实单词分

布 one-hot 向量;  t iP 是第 t 个时间步长上的单词

概率分布向量 . 生成文本的损失计算是单词级别

的 , 通过每个时间步长的累加得到整个句子 S 的

损失值; 然后再使用梯度下降方法反向传播优化

E 和 wW , 实现了句子级别的优化.  

2.4.3  联合损失 

为了兼顾特征融合模块和文本生成模块对模

型的影响 , 本文使用三元组损失和文本对齐损失

的聚合损失 total triplet alignL L L   优化 IMTG 框

架. 其中,  用于平衡三元组损失和文本对齐损失.  

3  实  验 

3.1  数据集和评估指标 
本文使用了 2 个基准数据集: (1) Flickr30K 由

31 000 幅图像和 158 915 个英文文本组成. 每幅图

像都标注有 5 个英文文本. 与对比方法 [1-2]一样, 

本文使用 29 000 幅图像进行训练, 1 000 幅图像验

证 , 1 000 幅图像测试 . (2) MS COCO 中包含约

123 287 幅图像, 每幅图像至少有 5 个英文文本. 与

所对比方法[1-2]一样, 本文使用 122 287 幅图像来训

练所有模型, 1 000 幅图像用于验证, 另外 1 000 幅

图像用于测试. 

本文采用了 R@1, R@5 和 R@10 评估指标[1-2]

来衡量数据集中文本检索和图像检索性能 . 为了

更好地评估本文方法的有效性 , 还统计了所有评

价度量的总和 R@sum[3].  

3.2  实验结果 
3.2.1  对比实验 

本文分别在数据集 Flickr30K 和 COCO 上将

IMTG 与其他模型进行了比较, 实验结果分别如表 1

和表 2 所示. 从所有评估指标可以看出, 本文提出

的 IMTG 的检索性能有较大提升.  

本文方法在 Flickr30K 和 COCO 上的 R@sum

分别以 4.7%和 5.0%的提升显著优于 JEL[23], 以

6.1%和 7.3%的提升显著优于 SCAN*[2], 以 1.2%和

5.6%优于的提升 VSRN*[17], 以 2.1%和 2.2%的提

升优于 IMRAM[1], 以 2.4%和 2.3%的提升显著优于

SHAN[25], 以 2.6%和 1.8%的提升显著优于 DIME[26], 

以 1.1%和 1.3%的提升显著优于 SGRAF[20], 以 0.7%

和 1.2%的提升显著优于 UARDA[27]. 由此可见 , 

IMTG 不仅能够在小数据集 Flickr30K 上达到最优

的性能, 而且在大规模数据集 COCO 上也有很好

的检索表现. 

此外, 为了更直观地展示 IMTG 框架的优越

性, 图 2 比较了 2 种图文检索方法 IMRAM[1]和

IMTG 的实例, 其中绿色标记表示检索正确, 红色 
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 表 1  Flickr30K 数据集上 12 种方法比较 %  

方法 
文本检索(i2t) 图像检索(t2i) 

R@sum
R@1 R@5 R@10 R@1 R@5 R@10 

DPC[20] 53.4 79.8 88.5 37.7 67.2 78.5 405.1

SCO[21] 53.3 80.1 87.2 39.6 87.9 83.2 431.3

SCAN*[2] 65.4 87.6 93.8 46.3 75.6 83.1 451.8

VSRN*[22] 69.8 88.6 96.1 53.1 79.4 86.3 473.3

IMRAM[1] 68.6 91.5 95.5 52.2 77.6 84.5 469.1

DCCA[23] 35.6 52.3 69.3 38.7 55.8 69.6 321.3

JEL[24] 57.2 85.2 91.2 57.4 79.7 86.7 457.8

SHAN[25] 69.1 90.1 95.2 51.0 79.3 83.5 468.2

DIME[26] 67.9 89.2 94.6 51.2 80.1 83.9 466.9

SGRAF[27] 70.3 91.2 95.3 52.3 78.9 85.8 473.8

UARDA[28] 70.8 91.5 95.6 52.5 79.6 85.7 475.7

IMTG 70.4 91.7 96.1 54.3 80.0 86.7 479.2

注. 最优值以粗体显示. 
 

 表 2  COCO 数据集上 12 种方法比较 % 

方法 
文本检索(i2t) 图像检索(t2i) 

R@sum
R@1 R@5 R@10 R@1 R@5 R@10

DPC[20] 63.1 87.6 94.1 44.9 77.2 87.8 454.7

SCO[21] 67.8 90.7 95.5 54.5 85.1 92.8 486.4

SCAN*[2] 70.1 92.7 96.5 56.7 86.3 92.7 495.0

PVSE[29] 66.1 91.0 94.5 53.1 84.2 93.0 481.9

VSRN*[22] 73.9 92.4 96.3 60.1 87.6 93.0 503.3

IMRAM[1] 75.3 96.2 98.5 63.0 90.6 96.2 520.1

DCCA[23] 46.7 59.3 79.4 48.3 68.5 78.2 380.4

JEL[24] 65.3 91.5 97.3 66.2 90.1 95.7 506.1

SHAN[25] 76.8 96.3 98.7 62.6 89.6 95.8 519.5

DIME[26] 77.9 95.9 98.3 63 90.5 96.2 521.8

SGRAF[27] 79.5 96.2 98.5 63.2 90.7 96.1 524.3

UARDA[28] 78.6 96.5 98.9 63.9 90.7 96.2 524.8

IMTG 77.8 96.5 99.2 65.9 93.5 98.3 531.2

注. 最优值以粗体显示. 

 

 

图 2   IMTG 和 IMRAM[1]检索方法的实例 

 
标记表示检索错误. 可以看出, IMTG 比 IMRAM[1]

对图像和文本的语义理解更加丰富 , 有更好的图

文检索能力. 

3.2.2  消融实验 

为了检验文本生成模块和特征融合模块的有

效性, 本文在 Flickr30K, COCO 上对 IMTG 的 4 种

变体进行消融实验. 如表 3 所示, Full 表示完整的

IMTG 模型; w/o|TG 表示缺少文本生成模块的模

型; w/o|VF 表示只进行图像特征迭代融合的模型; 

w/o|TF 表示只进行文本特征迭代融合的模型. 

(1) 文本生成模块的有效性. 由表 3 的前 2 行

可以看出, 相比缺少文本生成模块的模型, 完整的

IMTG 模型在 Flickr30K 和 COCO 上的整体性能

R@sum 分别提高了 2.1%和 2.2%; 在文本检索任务
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的召回指标中, 完整的 IMTG 模型最大的相对性能

提 升 分 别 为 2.7%(Flickr30K 中 的 R@1) 和

3.4%(COCO 中的 R@1); 在图像检索任务中, 完整

的 IMTG 模 型 最 大 的 相 对 性 能 提 升 分 别 为

4.0%(Flickr30K 中的 R@1)和 4.6%(COCO 中的

R@1). 这些评估检索性能指标的显著提升 , 表明

了 IMTG 框架中文本生成模块的有效性, 也说明

了公共表示空间能够得以优化. 

 
 表 3  IMTG 在数据集 Flickr30K 和 COCO 上的消融实验对比  % 

模型 

方法 Flickr30K COCO 

文本生

成模块 

图像特

征融合 

文本特

征融合

文本检索(i2t) 图像检索 (t2i) 
R@sum

文本检索 (i2t) 图像检索 (t2i) 
R@sum

R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10 R@1 R@5 R@10

Full    70.4 91.7 96.1 54.3 80.0 86.7 479.0 77.8 96.5 99.2 65.9 93.5 98.3 531.2

w/o|TG    68.6 91.5 95.5 52.2 77.6 84.5 469.1 75.3 96.2 98.9 63.0 90.6 96.2 520.1

w/o|VF    70.0 90.6 95.5 50.4 78.2 85.8 470.5 77.5 95.4 98.5 63.2 91.3 97.3 523.2

w/o|TF    67.8 91.1 96.5 51.6 78.2 85.0 470.2 75.2 95.9 99.5 63.4 91.8 97.2 523.0

注. 最优值以粗体显示. 
 

(2) 特征融合模块的有效性. 由表 3 的后 2 行

可以看出, 相比完整的 IMTG 模型, 只进行图像特

征迭代融合的模型在 Flickr30K 和 COCO 上的整体

性能 R@sum 分别下降了 1.8%和 1.5%; 而只进行

文本特征迭代融合的模型在 Flickr30K 和 COCO 上

的整体性能 R@sum 分别下降了 1.9%和 1.6%. 这说

明了 ITMG 框架的特征融合模块对检索是有效的.  

3.2.3  超参实验 

(1) 迭代次数对检索性能的影响. 表 4 所示为

当 k 不同时, IMTG 的图文检索性能差异. 值得关

注的是, 完整的 IMTG 模型在 1k  时的检索性能

与缺少文本模块的模型在 3k  时的检索性能相近, 

在 2k  时超过 w/o|TG 在 3k  时的检索性能, 说

明文本生成模块对检索性能提升有着很好的促进

作用.  
 

表 4  Flickr30K 数据集上迭代融合次数对性能的影响 
% 

方法 k 
文本检索(i2t) 图像检索(t2i) 

R@sum
R@1 R@5 R@10 R@1 R@5 R@10

w/o|TG 

1 55.9 83.4 91.4 34.9 64.9 74.9 405.4

2 65.9 90.1 95.3 51.4 77.8 84.9 465.4

3 68.6 91.7 95.5 52.2 77.6 84.5 470.1

Full 

1 67.4 89.4 94.8 49.3 77.4 85 463.3

2 70.0 90.2 95.2 53.1 79.5 86.3 474.3

3 70.4 91.5 96.1 54.3 80.0 86.7 479.2

注. 最优值以粗体显示. 
 

此外, 图 3 展示了当 k 不同时, IMTG 框架对于

提升图像检索性能的效果 . 值得关注的是 , 1k 

时 , 文本生成模块的加入使得整体检索效果提升

得最明显, 与 1k  时相比, 2k  时 R@sum 相对

提升了 14.3%; 而当 3k  时, R@sum 相对提升了

1.9%, 虽然也有较好的提升 , 但是提升的效果没

有 1k  时明显. 这是因为在迭代特征融合的初期, 

特征转换的策略能够快速地挖掘出新的图像和文

本关联语义信息, 而在迭代特征融合的后期, 由于

语义空间逐渐丰富 , 文本生成模块受到了一定程

度的能力限制.  

 

 
 

图 3  迭代次数不同时整体检索的提升效果差异 

 
(2) 损失平衡参数  对检索性能的影响. 图 4

展示了在 Flickr30K 上平衡参数  对 IMTG 的影响. 

如图 4a 所示, 当 0.1  时, IMTG 的各项指标 R@r

最优. 如图 4b 所示,  从 0.001 变化到 10, 可以看

出, 当 0.1  时, IMTG 的 R@sum 最优; 当  的值

减小为 0.01 和 0.001 时, R@sum 的下降幅度明显大

于  增大的幅度, 表明平衡参数  对应的文本生

成模块对检索效果的提升有非常重要的作用. 
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图 4  文本/图像检索性能受损失平衡参数  的影响 

4  结  论 

本文提出一种基于文本生成与迭代匹配的跨

模态检索框架 IMTG, 以解决跨模态图文检索的公

共特征空间表达不足的问题 . 其首先获取较充分

的细粒度的图像文本特征 , 然后通过文本生成模

块由图像特征生成文本描述 , 增强图像和文本的

整体语义相关性 , 最后共同优化特征融合模块和

文本生成模块. 在 Flickr30K 和 COCO 上的多组实

验结果表明, IMTG 的性能显著地超越了对比模型, 

并且证明了在跨模态检索任务中 , 优化公共嵌入

空间的重要性以及文本生成模块的有效性 . 相比

其他方法, 本文方法具有明显的优势: (1) 优化了

局部公共嵌入空间. 采用迭代匹配的方法, 融合图

像和文本特征 , 充分地获取图像文本的关联语义

信息. (2) 优化了全局公共嵌入空间. 生成模块实

现了从图像到文本的映射 , 增强了图像和文本的

整体语义相关性 , 使更多的全局语义信息被挖掘

到 . 未来将改进图文特征转化的思路在图文检索

中的运用 , 由文本特征生成图像特征的方法可以

和由图像特征生成文本特征的方法一样运用于跨

模态图文检索研究中. 
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