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置换特征重要性机制下空间应用热控系统可解释的 
在线故障检测与定位方法 
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摘 要： 针对空间应用热控系统（SA-TCS）开展故障诊断时需要同时应对数据流概念漂移的问题与 

在线处理实时性的要求，基于传统静态模型的故障诊断方法难以适用。为此，构建了一种基于增量置 

换特征重要性（iPFI）的可解释性在线故障诊断框架。该框架利用增量学习模型实时预测系统的关键 

参数和健康状态，并利用iPFI算法量化各传感器采样特征对于模型预测的全局重要性。通过监测特 

征重要性突变实现了故障报警信息的双向验证，并实时定位指示故障的关键传感器及其关联的系统 

部件。通过模拟多工况SA-TCS的管道泄漏及部件失效故障生成了多工况故障数据集，并以数据流的 

形式验证了所提出的在线故障检测与定位方法的有效性和优势。实验结果表明：所构建的模型可准 

确捕捉由于工况突变和故障事件导致的特征重要性动态变化，实现了多工况SA-TCS准确、实时的故 

障检测与定位。 
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Abstract: Thermal control systems for space applications (SA-TCS) pose significant challenges for fault 
diagnosis, as they must simultaneously cope with concept drift in data streams and real-time processing 
requirements. Traditional fault diagnosis methods based on static models are often inadequate handling 
concept drift and real-time diagnostic demands. To overcome these limitations, an interpretable online fault 
diagnosis framework based on incremental permutation feature importance (iPFI) is proposed. The framework 
employs an incremental learning model to predict key system parameters and health status of the SA-TCS in 
real time, while using the iPFI algorithm to dynamically track the global importance of each sensor feature 
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with respect to the model predictions. By monitoring abrupt changes in feature importance, fault alerts are 
bidirectionally verified, and both the key sensors and their associated system components indicating faults are 
identified in real time. This study simulates pipeline leakage and component failure scenarios under multiple 
operating conditions of the SA-TCS. The effectiveness and advantages of the proposed online fault diagnosis 
framework are validated using the simulated dataset. Experimental results show that the constructed model 
can accurately capture dynamic changes in feature importance caused by condition shifts and fault events, 
thereby achieving accurate and real-time fault detection and localization for multi-condition SA-TCS. 
Key words: fault detection; fault localization; Thermal Control System (TCS); space applications; concept 

drift; Explainable Artificial Intelligence (XAI); Permutation Feature Importance (PFI)  

1 引言 

空间应用热控系统（Thermal Control System for 
Space Applications，SA-TCSs）的稳定运行对于保障 

在轨设备性能和航天员生命安全至关重要。作为一 

种典型的复杂机电系统，SA-TCS的运行状态受到任 

务指令、负载变化和航天器平台调控等多重因素影 

响，呈现出鲜明的多工况特性[1]。SA-TCS在不同运 

行工况模式间的切换，将导致传感器监测数据（如温 

度、压力、流量等）的统计分布和变量间的内在关联 

性发生动态演化，这一现象在机器学习领域中被称 

为概念漂移[2]。因此，SA-TCS非平稳的监控数据特 

性使建立高精度且低误报的系统状态监控与故障诊 

断模型极具挑战性。事实上，若未能及时、准确地发 

现异常或故障，可能引发连锁反应，甚至造成灾难性 

后果。在此背景下，迫切需要面向在轨SA-TCS建立 

可在线、自适应学习的智能故障诊断框架[3，4]。 

现有的故障诊断方法可归类为基于机理模型与 

数据驱动两类[5]。机理模型的故障诊断方法基于热 

力学方程和流体动力学方程建立系统精确的物理模 

型，以实现对系统异常状态的诊断。然而，系统未知 

的参数和扰动信息，以及未建模故障动态可能对其诊 

断效能和泛化性能产生较大影响[6，7]。数据驱动的 

故障诊断方法一般通过统计过程监控和智能学习的 

方法来实现。基于统计的方法不依赖于对系统复杂 

机理过程的建模，但其诊断性能一般建立在监测数据 

平稳性或线性的假设之上，因而难以有效捕捉SA- 
TCS监控数据的高度非线性与时变特性[8]。近年来， 

人工智能技术飞速发展，深度学习模型为解决此类问 

题提供了新范式。深度神经网络具有从高维数据中 

自学习复杂非线性表征的能力，在故障分类[9，10]、时 

序依赖性挖掘[11]和拓扑结构信息利用[12，13]等任务 

上展现出了卓越性能。 

尽管上述智能故障诊断方法已取得了显著进 

展，但在应用于SA-TCS这类强实时性数据流的监控 

系统时，仍面临着以下三方面的严峻挑战。①动态 

适应性匮乏：多数智能诊断模型采用离线批处理范 

式进行训练，导致其部署后模型结构固化，难以及时 

响应由工况变化引起的概念漂移[2]；②概念漂移与 

真实故障的解耦困难：现有在线学习方法将工况切 

换与异常事件引发的数据分布偏移统一视为概念漂 

移，尚缺乏有效的解释机制，因而难以对引起数据流 

概念漂移的正常操作与真实的异常或故障进行区 

分；③精细故障诊断算法的通用性欠佳：现有数据特 

征提取及故障定位算法往往针对特定系统特点而设 

计，难以直接迁移至结构复杂、监测变量繁多的SA- 
TCS等系统。目前，上述问题严重制约了现有在线学 

习方法在实际多工况复杂系统过程监控场景中的广 

泛应用。 

实际上，现有智能故障诊断研究大多侧重于精准 

完成故障检测和识别任务。然而，当模型进行故障报 

警时，难以追溯异常或故障事件的根本原因[14]，也无 

法为运维人员提供清晰的决策依据。在此情况下，由 

于深度学习模型判别结果的可信性不佳，现有智能故 

障诊断方法在应用于在轨SA-TCS时无法满足其高可 

靠性的要求。由于智能诊断模型尚无法自动定位触 

发报警的具体传感器或部件，在轨异常和故障的快速 

响应与决策也面临着巨大挑战。近年来，可解释人工 

智能（Explainable Artificial Intelligence，XAI）为解决 

上述模型可信性问题提供了新范式[15]。其中，置换 

特征重要性（Permutation Feature Importance，PFI）是 

一种典型的与模型无关的全局解释方法[16]。PFI通 

过随机重排单个特征的取值并观察模型性能的下降 

程度来衡量该特征的重要性。然而，PFI算法需要针 

对完整数据集进行运算，不适用于数据流和在线学习 
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场景。为此，Fumagalli等[17]提出了增量形式的置换 

特征重要性（Incremental  Permutat ion Feature  
Importance，iPFI）算法，在每个时刻估计单样本重要 

性，并聚合历史信息，实现了对PFI的在线、低复杂度 

近似，能够即时响应概念漂移，生成与数据流并行的 

解释信息流。尽管如此，如何将上述解释器推广至故 

障诊断框架中，并利用其解释信息实现故障的精细分 

析，仍然是一个亟待研究的科学问题。 

本文针对多工况SA-TCS的故障检测与定位问 

题展开研究，构建了一种集成增量学习模型与iPFI解 

释器的在线故障诊断新框架。通过将iPFI方法引入 

在线故障检测任务，利用其对概念漂移的快速响应 

和在线解释能力获得特征重要性的动态变化，辅助 

区分工况切换与突发故障或异常事件，进而基于特 

征解释信息流实时定位与故障强相关的传感器监测 

变量，以实现从故障检测到故障定位的贯通。 

2 问题的形式化描述 

考虑一个具有多传感器采样的动态系统，则 

t t T ( = 1, 2, , )时刻的实时数据可表示为{( , )}x yt t ， 

其中，x t表示t时刻的传感器读数向量（特征），y t表示t 
时刻系统的健康状态标签。在实际应用中，y t通过专 

家标注或基于某些性能指标间接获得。进行故障检测 

或健康状态识别的标签空间通过 = { , , , }Y F F Fm0 1 表 

示，其中F0表示正常运行状态，F1~Fm表示m种故障状 

态。特别地，在故障检测任务中，满足m = 1；在故障分 

类（健康状态识别）任务中，满足m > 1。在上述标签空 

间下， }y {0, 1 Y
t 且 = 1ym

t=1
+1

。 

本文分别设计了在线故障检测、识别和定位3个 

子任务，以主任务模型与通用解释模型配合的方式 

实现；其中，故障检测与识别被设计为主任务。首 

先，针对故障检测任务，利用高维采样数据学习具 

有单点更新能力的关键变量预测模型 f ( )t ，则t时刻 

模 型 对 变 量 r r R ( = 1, 2, , )的 状 态 估 计 结 果 见  

式（1）。  

= ( ) (1)x xft
r

t
r

t

进一步，通过设计状态估计残差的评价函数g( )

可得式（2）所示的故障检测结果。  

g= ( , ) (2)y et t t

其中，et通过状态估计误差计算获得， t表示故 

障报警的阈值。 

针对故障识别任务，构建在线学习的故障分类 

模型h t，则系统运行状态y t通过式（3）判断。  

= ( ) (3)y xht t t

针对故障定位任务，基于可解释机器学习方法 

构建面向数据流的特征重要性评价函数E( )，则t时 

刻故障变量定位的结果形式如式（4）所示。  

E= ( , , ) (4)x yLt t t t

其中，Lt表示故障检测或识别模型的损失函数。 

由式（4）可见，E( )仅基于t时刻主任务模型性能变化 

筛选故障相关特征，而与主任务模型的网络结构及 

映射方式无关。 

本文所构建的在线故障诊断框架如图1所示，包 

括基于自适应随机森林（Adaptive Ran-dom Forest， 

ARF）的故障模式推断模块、特征重要性度量更新模 

块以及多源报警信息融合模块。该框架首先通过 

ARF对实时数据流进行回归或分类，并基于ARF的输 

出判别系统的运行状态，实现故障检测与识别任务。 

同时，特征重要性度量更新模块基于iPFI在线评估每 

个传感器特征对于系统状态的全局重要性及其变化 

率，形成实时的解释信息流，实现故障定位任务。若 

ARF故障模式推断模块判断系统处于异常或故障状 

态，特征重要性度量更新模块将联动输出与故障强 

相关的传感器定位结果。与此同时，多源报警信息 

融合模块对ARF模块的故障分类判别结果和特征重 

要性模块的定位信息进行交叉验证与置信度融合， 

最终输出包含故障类型与故障报警原因的综合诊断 

结果。 

图 1 SA-TCS在线故障诊断框架结构图 
Fig. 1 Online fault diagnosis framework for SA-TCS  
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3 在线故障检测与定位方法建模 

3.1 基于ARF的在线故障检测与识别 

3.1.1 ARF模型构建 

ARF融合了在线学习机制与概念漂移适应策 

略，是一种能够有效处理演化数据流的集成学习方 

法。首先，基于Hoeffding Tree构建Q个基学习器，其 

中每个基学习模型T i Q ( = 1, 2, , )i 利用t时刻采样 

的传感器数据( , )x yt t 进行迭代训练，训练次数可表示 

为k（k~Poisson（λ））。在系统工况切换和状态变化导 

致数据流发生概念漂移的情况下，集成ARF的每个 

基学习器Ti通过预警和漂移2个阶段构建变化检测器 

D i Q ( = 1, 2, , )i 。 

在预警阶段，当Ti的预测误差等性能的统计指标 

发生显著变化并超过预设的预警阈值 w时，ARF初始 

化新的基学习器Tnew作为背景树，在后续数据流计算 

中，Tnew与T1~TQ并行参与训练，但不参与集成投票 

决策。 

在漂移阶段，若Ti累积性能指标变化超过漂移阈 

值  ( > )d d w ，则认为发生概念漂移，此时用背景树 

Tnew替换原有基学习器Ti。 

在每个时刻t，集成的第i个分类器Ti t, 在t + 1时刻 

的状态Ti t, +1由检测器状态S D( )i 决定，其自适应更新 

过程如式（5）所示。  

Replace S
Initialize S

=

( , ),       if  ( ) = Drift
( , ),      if  ( ) = Warning

,                                     otherwise

(5)

T

T T D
T T D

T

i t

i t i i

i t i i

i

, +1

, ,new

, ,new

其中，Replace( )表示对基学习器的替换处理， 

Initialize( , )T Ti t i, ,new 表示初始化并开始训练新的背景 

树。式（5）所示的自适应更新策略使集成模型平滑 

地适应新数据分布，能够避免因直接重置学习器而 

导致的模型性能瞬时下降。 

3.1.2 在线故障诊断与模型更新 

在故障检测阶段，基于正常数据建立单变量预 

测与在线学习模型，并设计故障检测动态阈值。采 

用回归模型作为基学习器Ti，基于式（5）构建的ARF 

基础集成模型 f t
r可对关键变量进行在线状态估计。 

在任意采样时刻t，变量预测模型 f t
r的输出如式（1）所 

示。进一步，如式（6）和式（7）所示，通过监测x t
r的均 

方误差是否超过检测阈值，可实现SA-TCS异常及故 

障检测。 f t
r预测性能的急剧下降指示故障发生。  

L= 1 ( ) (6)x xEt i t L
t

t
r

t
r

= +1
2

Fault Fla_ =
1     if  >
0     otherwise

(7)g
E

t
t t

其中，L表示异常判断的时间窗长度，动态阈值 

µ= +t E t E t, , ，µE t, 和 E t, 分别表示历史窗口内误差 

的移动平均值和标准差， 为可调整参数。 

进一步，特别考虑SA-TCS在轨运行过程中已积 

累的部分故障数据（或模拟数据），可建立ARF故障 

识别模型h t。采用分类模型作为式（5）中的基学习器 

Ti，在检测故障发生后，仍基于式（5）进一步识别故障 

的类型。 

值得注意的是，在任意时刻t， f t
r和h t根据新采样 

数据( , )x yt t 分别更新为 f t
r
+1和h t+1，上述主任务模型的 

核心功能为实时预测系统的健康状态。在本文所提 

出的在线故障诊断框架中，定位算法基于模型无关的 

机器学习可解释性理论实现，因而能够在一致的度量 

方式下匹配解释任意的增量学习主模型 f t
r和h t。本 

文以ARF为例构建了主模型，在后续工作中，将面向 

数据流特性研究基于自编码或宽度学习的在线学习 

机制，对主模型结构做出针对性改进。 

3.2 基于置换特征重要性的在线故障定位 

3.2.1 基于置换特征重要性排序的故障定位 

基于PFI算法的模型解释机制，可识别与系统状 

态关联程度高的关键变量，进而实现故障定位。PFI 
随机置换特征的实际采样值，并通过观察模型性能 

下降程度评估该特征的重要性。若某特征对模型的 

正确预测至关重要，置换该特征将显著增加模型的 

预测误差。令( , ), , ( , )x y x yN N1 1 表示顺序采样的数 

据，其中y
*
表示状态标签或状态估计的真实采样值； 

S j表示除特征j以外的所有原始采样值，S j为特征j随 

机置换排序后的数值序列，则基于置换排序的特征j 
的重要度期望如式（8）所示。  

( )(
N N h

N h

) := 1
( 1) , ( )

1 ( )

(8)
x x y

x y

S

n

N

m n
n

S
m

S
n

n

N

n n

=1

=1

j j j
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其中，N表示样本数量，h( )表示任意主模型函 

数。由上式可见，PFI期望值本质上衡量了特征置换 

后模型误差与基于所有特征实例的模型平均误差之 

间的差值。实际上，PFI的期望 ( )Sj 可通过设计采样 

过程 近似计算，如式（9）所示。  

S
N

N
( ) = 1 ( )

( ) ( ) (9)ES
unif

S Sj
N

j j

其中，集合SN 表示样本随机排列的所有可能组 

合， S )[ ]E unif ( N
表示均匀分布采样假设下的期望。 

3.2.2 面向数据流的特征重要性在线计算 

进一步，将PFI算法推广至在线更新的形式，构 

建iPFI算法。iPFI与基于在线学习的主模型（回归或 

分类）并行运行，在每个时刻t针对输入模型的特征j 

计算并更新其增量特征重要性iPFI t
j，以实现故障变 

量定位。若系统中某部件发生故障，其相应的传感 

器量测数据与系统健康状态的动态关系将发生变 

化，iPFI的趋势信息也随之显著变化。如式（10）所 

示，iPFI将全局PFI分解到每个时刻计算，并进行时间 

加权平均。 

定义 单样本重要性估计: 在t时刻，对于特征j，其 

单样本重要性估计
( )
t

Sj 定义见式（10）。  

( ) (( )( , , ) := , )

( )

(10)
x x y x x y

x y

h

h

t
S

t t t t
S S

t

t t t

j
t

j

t
j

其中， t表示从 t{0, 1, , 1}中选择历史样本索 

引的采样策略， ( )x t
Sj 表示x t中除特征j以外的所有特 

征值，
( )x S
t

j 表示从历史样本 x
t
中采样的特征j的数 

值， 表示损失函数，如分类任务中的0~1损失或回归 

任务中的均方误差。 

基于式（10），采用随机的历史数值替换当前样 

本特征j的真实采样值，并衡量模型预测误差变化。 

若误差显著增大，表明特征j对于当前主任务模型影 

响显著。进一步，给出递归形式的iPFI单点更新策 

略，见式（11）。  

( ) := (1 ) ( ) + ( )( , , ) (11)x x yt
S

t
S

t
S

t t1
j j j

t

其中，t t> 0且
( )

:= 0t
S

1
j

0
， （ (0, 1)）为平滑因 

子，控制算法对历史数据的记忆长度和对新变化的 

反应速度，其选择可通过滑动窗口L确定（即a=1/ 
(L+1))。 

进一步，为减小特征置换过程计算代价，基于几 

何采样（Geometric Sampling，GS）设计增量采样策 

略，以选择历史样本x
t
。在GS策略下，通过更新策 

略保证新样本具有更高的概率替换旧样本，即越接 

近当前时刻的样本被采集的概率越高。对于SA- 
TCS，工况切换和故障发生均可导致数据分布改变， 

GS采样策略使解释器更关注系统当前的行为模式， 

快速遗忘与当前状态相关性弱的历史信息。在此基 

础上，iPFI算法的在线更新流程如表1所示。通过持 

续执行iPFI更新步骤，能够得到并行的特征重要性时 

间序列，即解释信息流。 

故障检测与识别模型输出故障报警信息后，基 

于特征重要性准则评估故障变量范围。为提高故障 

诊断结果的稳定性，采用式（12）所示的多源报警信 

息验证与融合策略。  

F W= 1 ( )
(12)j t k t W

t
k

S
, = +1

j

其中， ( )
k

Sj 表示变量j在k时刻的增量特征重要 

性，W为时间窗大小。基于时间窗口内各特征重要性 

的累积值，可识别导致系统偏离正常运行模式的关 

键监测变量。 

4 SA-TCS过程监控与故障定位实验案例分 
析 

4.1 实验对象与实验设计 

为验证本文所提出的在线故障诊断框架的有效 

性，针对某真实的SA-TCS展开实验验证，其结构如 

图2所示。采用该SA-TCS在轨遥测数据和模拟故障 

表 1  iPFI算法的计算过程 
Table 1 Computational process of the iPFI algorithm 

算法: iPFI解释器在任意时刻对各输入特征的解释过程 

输入： , GS采样策略 ( )
t

S j , 当前时刻模型h t, 当前观测样本 x y( , )t t
输出： 

1 Begin Explain One( x yh j, , ,t t t ) 

2 执行采样策略：x Sample( )
t t

3 根据公式(9)计算单样本重要性 ( )
t

S j

4 根据公式(10)平滑更新获得
( )
t

S j

5 更新采样器： xUpdateSampler( , )t t t+1

6 End Explain One   
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数据开展故障检测、识别与定位子任务的对比实验。 

该SA-TCS的核心功能是利用循环流动的冷却工质， 

高效、稳定地收集站内各电子设备和实验载荷产生 

的废热，并进行冷却作用，以维持航天器有效载荷的 

各部件在安全的温度范围内工作。SA-TCS具备典 

型的非线性、强耦合的多工况运行特性。对地面接 

收的SA-TCS原始遥测数据进行垂直偏移的标准化 

处理后的数据趋势如图3所示，其中变量名称可与传 

感器采样的系统部件位置相对应，本文针对原始采 

样数据可视化均采用数据幅值垂直偏移标准化处 

理。可见，SA-TCS正常运行状态下的传感器采样数 

据模式多样，异常或故障事件可导致多维变量数据 

趋势发生变化。 

实验所采用原始遥测数据的采样频率为2 帧/s。 

后续实验考虑的典型异常（故障）场景如表2所示。 

此外，基于图3的真实遥测数据，还选取其平稳工况 

数据构建了模拟故障数据集，所模拟的故障形式及 

相应变量变化趋势如表3所示。其中，故障变量的偏 

移程度选取为20%。在后续实验中，首先采用降采样 

后的真实数据进行了状态估计与故障定位任务的对 

比实验；进一步，采用模拟故障数据进行了故障检 

测、识别与定位任务的对比实验。在数据预处理阶 

段，对各维变量进行了如式（13）的归一化处理。  

y y y
y y= ( ) (13)nom

min
max min

其中，ymin和ymax分别表示变量历史数据的最小 

值和最大值。 

4.2 多维监控变量的状态估计与在线异常定位实验 

本节实验将关键变量状态估计作为主任务，即 

采用ARF回归模型对目标变量进行一步预测，以变 

量重构结果的均方误差作为损失函数；与此同时，解 

释器依据回归模型损失函数的变化实时评估特征重 

要度；在异常报警时，解释器依据特征重要度排序输 

图 2 某SA-TCS结构示意图 
Fig. 2 Schematic diagram of SA-TCS  

图 3 传感器原始采样数据可视化 
Fig. 3 Raw sensor sampling data  

表 2 实验场景说明 
Table 2 Overview of experiment scenarios 

实验场景 预测变量 异常发生事件(样本点) 相关变量 

实验E1 循环泵出口总流量 2228 1={旁路压差值, 过滤器入口压力,应用系统支路流量,驱动主机主路出口工质温度, 循 
环泵电流, 循环泵出口压力} 

实验E2-a 载荷总回水工质温度 4980 2={平台换热器温度, 信息系统换热器温度, 驱动主机主路出口工质温度, 驱动主机总 
入口工质温度} 

实验E2-b 循环泵出口总流量 6800 3={实验柜支路总流量} 

实验E3 载荷总回水工质温度 {7500, 15 100} 4={平台换热器温度, 过滤器入口压力, 信息系统换热器温度, 驱动主机主路出口工质 
温度, 旁路流量阀开度} 

表 3 模拟故障说明 
Table 3 Summary of fault simulation conditions 

故障编号 故障类型 故障描述(影响变量) 

故障1 SA-TCS驱动组件循环泵转速过高 
循环泵转速、循环泵出口压力、应用系统支路流量、循环泵出口总流量、实验柜支路总流量、循环 
泵电流升高 

故障2 SA-TCS驱动组件循环泵泄漏 循环泵出口压力、循环泵出口总流量、应用系统支路流量、实验柜支路总流量降低 

故障3 SA-TCS旁路泄漏 循环泵出口压力、循环泵出口总流量、应用系统支路流量、实验柜支路总流量、旁路压差值降低 

故障4 SA-TCS驱动组件循环泵转速过低 
循环泵电流、载荷总回水工质温度、驱动主机总入口工质温度、驱动主机主路出口工质温度升高； 
循环泵转速、循环泵出口压力、应用系统支路流量、循环泵出口总流量、实验柜支路总流量降低 
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出异常变量定位结果。 

如表2中的实验E1所示，对原始数据进行1%的降 

采样处理后，进行在线状态监控，监测数据区间如图 

4所示。值得注意的是，主任务模型从第一个采样点 

开始顺序学习，获得每个采样点下一时刻的估计值 

后，计算损失函数值，并采用当前时刻采样数据在线 

更新模型参数；在后续实验中，主任务模型均采用上 

述单点更新的方式进行在线学习。 

在实验E1中，主任务基于ARF对循环泵出口总 

流量进行状态估计与异常检测，并采用iPFI解释器在 

异常报警时刻进行实时定位。表2中实验E1记录了 

异常实际发生时间t为第2228个样本点。根据专家经 

验与真实数据标注，该异常事件需要关注的变量集 

合为表2中的 1。图5给出了实验E1场景下的过程监 

控和故障定位结果。进一步，实验将本文方法与其 

他模型无关的解释方法进行对比。在相同的主预测 

任务设定下，采用Shapley累积全局重要性（Shapley 
Additive Global importancE，SAGE）算法对该预测任 

务进行增量式特征重要度计算。SAGE通过衡量特 

征在所有可能特征子集中的平均边际贡献，来分配 

其对于模型预测的全局重要性[18]，结果见图6。对比 

图5和图6可知，在异常发生后，主任务检测器的重构 

误差可立即触发报警，基于本文方法计算的异常事 

件相关变量的实时特征重要度快速发生阶跃变化， 

且其定位结果与基于专家经验变量集合 1相比偏差 

较小；而基于SAGE的特征重要性衡量方法导致各变 

量重要性计算结果均产生显著波动，难以区分异常 

的主要影响变量。由实验结果对比可知，基于iPFI方 

法的异常定位引发干扰变量较少，能够有效解释异 

常事件的发生原因，为地面专家提供更为可信的异 

常或故障参考信息。 

进一步，在实验E2-a中对载荷总回水工质温度变 

量进行状态监控。为了更明显地展示变量的变化趋 

势，对原始数据以10%降采样处理，数据趋势如图7所 

示。参考表2中实验E2-a变量集合 2，SA-TCS中某位 

置工质温度的异常波动随着工质流动对相邻监控节 

点温度均产生一定程度影响。 

图8和图9给出了本文方法与SAGE解释器异常 

图 4 实验E1监测区间内原始数据可视化 
Fig. 4 Raw data obtained within the monitoring interval of  

experiment E1  

图 5 基于iPFI的实时异常定位结果（实验E1） 
Fig. 5 Real-time fault localization results obtained using  

iPFI for experiment E1  

图 6 对比基于SAGE的异常定位结果（实验E1） 
Fig. 6 Comparison of SAGE-based fault localization  

results  for experiment E1  

图 7 实验E2监测区间内原始数据可视化 
Fig. 7 Raw data obtained within the monitoring interval of  

experiment E2  
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变量定位结果的对比。由实验结果可见，载荷总回 

水工质温度变量发生异常波动后，采用本文方法能 

够准确、快速区分与该异常事件相关的温度变量；而 

SAGE方法无法区分主要影响变量，因而无法实现有 

效定位。 

在此基础上，实验E2-b将循环泵出口总流量作为 

预测变量，参考图7可见，该预测变量在第6800个采 

样点发生异常波动，其主要影响变量为实验柜支路 

总流量。基于iPFI和SAGE方法分别获得异常检测和 

定位结果如图10和图11所示。图10表示采用本文 

iPFI方法计算特征重要性，在模型训练更新阶段，所 

有特征重要性趋势均较为平稳；异常发生后，实验柜 

支 路 总 流 量 的 特 征 重 要 性 立 即 发 生 显 著 变 化 。  

SAGE算法在训练未收敛阶段即明显受到损失函数 

变化影响，可能为地面监控人员带来干扰信息；在后 

续监控过程中，SAGE仅在一定程度上反映异常相关 

变量的联动趋势，各变量重要性与正常状态下区分 

度不足。 

实验E3对关键变量载荷总回水工质温度进行了 

预测。由图12所示的原始数据趋势可见，载荷总回 

水工质温度变量的异常波动可能受到平台换热器温 

度、信息系统换热器等多节点或部件温度影响，也可 

能受到流量调整和压力值波动的影响。 

如图13和图14所示，采用iPFI方法能够及时区分 

图 8 基于iPFI的实时异常定位结果（实验E2-a） 
Fig. 8 Real-time fault localization results obtained using  

iPFI for experiment E2-a  

图 9 对比基于SAGE的异常定位结果（实验E2-a） 
Fig. 9 Comparison of SAGE-based fault localization  

results for experiment E2-a  

图 10 基于iPFI的实时异常定位结果（实验E2-b） 
Fig. 10 Real-time fault localization results obtained using  

iPFI for experiment E2-b  

图 11 对比基于SAGE的异常定位结果（实验E2-b） 
Fig. 11 Comparison of SAGE-based fault localization  

results for experiment E2-b  

图 12 实验E3监测区间内原始数据可视化 
Fig. 12 Raw data obtained within the monitoring interval  

of experiment E3  
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所有与异常事件相关和无关的变量集合，为异常溯 

源提供参考信息；而SAGE方法使各变量对主任务损 

失函数变化均敏感，未反映异常信息。 

在此基础上，实验E4利用了模拟故障模式数据 

进行故障检测与定位实验。本节实验和后续实验所 

考虑的故障模式及其影响变量如表3所示。实验E4 
考虑了正常、故障1和故障3三种运行模式，每种运行 

模式持续时长为8000个采样点，数据趋势如图15所 

示。实验针对循环泵出口总流量进行基于单点在线 

更新的变量状态监控与故障检测，并完成实时变量 

定位。对比图16和图17实验结果，iPFI方法能够在检 

测故障发生之后准确、及时地定位与异常变量相关 

或耦合的变量集合，其结果明显优于基于SAGE方法 

的故障变量定位结果。 

4.3 多维监控变量的在线故障识别与定位实验 

本节实验主要将主任务设计为系统故障状态识 

别，采用ARF分类器模型对高维变量的采样数据进 

行故障模式分类；解释器依据分类模型的交叉熵损 

失函数变化度量特征重要度，实现故障相关变量 

定位。 

4.3.1 故障检测与定位性能对比 

首先在实验场景F1中考虑仅区分正常和故障2 
种工作模式的故障检测与定位任务。如图18所示， 

F1实验模拟了系统从正常运行到故障状态的场景， 

其中故障数据采用与正常状态数据集容量相同的故 

障1类型的数据。本文在分类任务中均假设故障模 

图 13 基于iPFI的实时异常定位结果（实验E3） 
Fig. 13 Real-time fault localization results obtained using  

iPFI for experiment E3  

图 14 对比基于SAGE的异常定位结果（实验E3） 
Fig. 14 Comparison of SAGE-based fault localization  

results for experiment E3  

图 15 实验E4模拟故障数据可视化 
Fig. 15 Simulated data obtained under fault diagnosis  

modes of Experiment E4  

图 16 基于iPFI的实时异常定位结果（实验E4） 
Fig. 16 Real-time fault localization results obtained using  

iPFI for experiment E4  

图 17 对比基于SAGE的异常定位结果（实验E4） 
Fig. 17 Comparison of SAGE-based fault localization  

results for experiment E4  
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式随机出现，对不同运行模式的数据集进行了随机 

排序处理，因此基于在线学习的分类器能够有效学 

习故障模式数据。图19和图20分别给出了基于iPFI 
方法和SAGE方法的故障定位结果，其子图分别展示 

了各运行状态下的相关变量。值得注意的是，由于 

解释器重点关注引起正常与故障模式数据分布差异 

的特征变量，正常和故障1模式下的重要特征趋势一 

致，反映了与故障1显著相关的特征集合。对比2种 

解释方法可见，SAGE方法的稳定性欠佳，iPFI方法则 

能够给出更为平滑的故障特征估计结果。在后续研 

究中，将考虑进一步以隶属度的方式表征各变量与 

故障模式的相关程度，以便为地面专家提供故障影 

响范围的量化结果。 

4.3.2 故障识别与定位性能对比 

本节实验对比iPFI对多分类任务的解释能力。 

在实验场景F2~F4中，分类模型对SA-TCS的不同运 

行状态进行识别，并在故障模式下分别识别故障相 

关变量。如图21所示，实验场景F2通过数据可视化 

依次给出了正常运行、故障1和故障2三种状态下的 

数据趋势。在场景F2中，基于iPFI计算获得的故障1 
和故障2的相关变量集合如图22所示，其结果与表3 
中经验变量相符，且具备典型区分度；图23所显示的 

基于SAGE的计算结果稳定性欠佳，且故障相关变量 

信息被无关变量掩盖。 

图24依次给出了SA-TCS正常运行状态和故障 

1~故障4状态下的样本数据趋势。在实验场景F3中， 

故障识别模型对正常状态和故障1~故障3状态的随 

机数据进行在线学习与分类，基于iPFI和SAGE方法 

的故障变量识别结果分别如图25和图26所示；在实 

验场景F4中，故障识别模型对正常运行状态和所有 

故障状态进行识别，对比方法的实验结果如图27和 

图28所示。由各类别故障相关变量定位结果对比可 

见，iPFI方法能够获得更为稳定、精准的故障变量定 

位结果。 

5 结论 

本文针对SA-TCS在多工况、长周期运行过程中 

面临的动态故障诊断挑战，基于ARF与iPFI实现了在 

图 18 实验F1模拟故障数据可视化 
Fig. 18 Simulated data obtained under fault diagnosis  

modes of experiment F1  

图 19 基于iPFI的实时异常定位结果（实验F1） 
Fig. 19 Real-time fault localization results obtained using  

iPFI for experiment F1  

图 20 对比基于SAGE的异常定位结果（实验F1） 
Fig. 20 Comparison of SAGE-based fault localization  

results for experiment F1  

图 21 实验F2模拟故障数据可视化 
Fig. 21 Simulated data obtained under fault diagnosis  

modes of experiment F2  
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线故障检测与定位，结论如下： 

1）提出了一种将在线机器学习模型与在线XAI 
方法相结合的故障诊断新框架，并在该统一框架下 

实现了可解释的故障检测、识别与定位。 

2）将特征重要性从离线的静态指标推广为在线 

的动态计算形式。在工况切换与部件故障情境下实 

现了稳定、实时的故障定位。 

3）以某SA-TCS为例，利用其真实异常数据和模 

拟故障数据验证了所提出的故障诊断框架的准确性 

与实时性。 

未来工作可从三方面开展：①多特征关联分析。 

目前iPFI主要关注单个特征，可扩展到特征组的重要 

性分析，以诊断更复杂的关联故障。②与其他XAI方 

法融合，提供从系统宏观状态到单次异常预测的多 

层次诊断分析。③将所提出方法部署至真实的SA- 
TCS测试平台上，验证其在物理系统中的性能和鲁棒 

图 22 基于iPFI的实时异常定位结果（实验F2） 
Fig. 22 Real-time fault localization results obtained using iPFI for experiment F2  

图 23 对比基于SAGE的异常定位结果（实验F2） 
Fig. 23 Comparison of SAGE-based fault localization results for experiment F2  

图 24 实验F3模拟故障数据可视化 
Fig. 24 Simulated data obtained under fault diagnosis  

modes of experiment F3  
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图 25 基于iPFI的实时异常定位结果（实验F3） 
Fig. 25 Real-time fault localization results obtained using iPFI for experiment F3  

图 26 对比基于SAGE的异常定位结果（实验F3） 
Fig. 26 Comparison of SAGE-based fault localization results for experiment F3  

图 27 基于iPFI的实时异常定位结果（实验F4） 
Fig. 27 Real-time fault localization results obtained using iPFI for experiment F4  

图 28 对比基于SAGE的异常定位结果（实验F4） 
Fig. 28 Comparison of SAGE-based fault localization results for experiment F4  
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性。综上所述，将iPFI这类在线XAI技术引入航天器 

故障诊断领域，有望推动实现更智能、更透明、更可 

靠的自主健康管理系统。 
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