
中国科学 : 数学 2024年 第 54卷 第 4期 : 671∼ 698

SCIENTIA SINICA Mathematica

论 文

英文引用格式: Li K K, Yang X M, Zhang K. Training GAN with predictive centripetal acceleration (in Chinese). Sci Sin Math,

2024, 54: 671–698, doi: 10.1360/SSM-2022-0237

c⃝ 2024《中国科学》杂志社 www.scichina.com mathcn.scichina.com

基于预测向心加速的生成对抗网络训练

李科科1, 杨新民2∗, 张柯2

1. 四川大学数学学院, 成都 610065;

2. 重庆国家应用数学中心, 重庆 401331

E-mail: likeke135@163.com, xmyang@cqnu.edu.cn, 20208023@cqnu.edu.cn

收稿日期: 2022-12-07; 接受日期: 2023-06-26; 网络出版日期: 2024-02-07; * 通信作者

国家自然科学基金 (批准号: 11991020 和 11991024) 资助项目

摘要 为缓解生成对抗网络 (generative adversarial networks, GAN) 训练过程中的极限循环行为, 本

文受向心加速算法及 Liang 和 Stokes (2019) 的修正的预测方法 (modified predictive method, MPM)

的启发, 基于对匀速圆周运动的几何观察提出了预测向心加速算法 (predictive centripetal acceleration

algorithm, PCA). 首先, 在二元线性博弈 (特殊的 GAN) 上证明了 PCA 的最后一次迭代收敛性. 然

后,将 PCA分别与随机梯度下降 (stochastic gradient descent, SGD)算法和自适应性矩估计 (adaptive

moment estimation, Adam) 算法结合, 提出了随机 PCA (stochastic PCA, SPCA) 和 PCA-Adam 用于

实际训练 GAN. 最后, 在二元线性博弈、多元 Gauss 分布以及 CIFAR10 和 CelebA 数据集上的实验

分别验证了所提出算法的有效性.
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1 引言

生成对抗网络 (generative adversarial networks, GAN) [24] 是目前深度学习领域的研究热点和主要

方向之一, 在人脸生成、视频生成、生物芯片数据处理、医学图像处理和隐私保护等方面均有广泛应

用 (参见文献 [2,9,15,37,50,51,56,60]). GAN将学习训练数据集背后分布规律的问题建模为生成器 (G

网络) 和判别器 (D 网络) 之间的一个二人零和博弈. G 网络将随机噪声的采样 z 映射到训练样本空

间, 目的是近似真实数据的分布; D 网络试图辨别输入的样本来自训练数据集还是由 G 网络生成. 该

零和博弈期望达到均衡时 G 网络能学习到真实数据的分布, 并且可以生成使 D 网络难以辨别的样本

(参见文献 [12, 23,24]).

GAN 虽然是渐近一致的, 且有不需要使用 Markov 链、不依赖任何先验假设和生成类似真实样

本方式简单等优点 [23, 24], 但无论是在理论上还是在实际应用中依然存在许多问题 [23,47,54]. 训练算
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法是 GAN 研究的核心内容之一 [58], 梯度类算法是训练机器学习任务的主要方法 [11], 求解可微二人

零和博弈最简单的梯度类算法是梯度下降上升算法 (gradient descent ascent algorithm, GDA) [55]. 训

练 GAN 本质是用优化算法找二人零和博弈的均衡点, 但理论上 GAN 训练过程的全局收敛性悬而未

决 [23, 47]. 特别地, 近期文献 [47] 针对 GAN 训练过程提出的公开问题是: 何种条件下能够证明 GAN

训练过程是全局收敛的? 事实上, 早在 2016 年 Goodfellow [23] 就注意到, 对一部分博弈, 如凸凹博弈,

在平均迭代意义下 GDA 的确收敛 (参见文献 [45, 61, 62]); 但对另一部分博弈, 如二元线性博弈, GDA

在最后一次迭代意义下不收敛. 然而, 文献 [12, 39] 指出, 实际训练 GAN 需要改变算法输出来作相

应的分析, 遍历平均不再适用, 因此需要考虑算法在最后一次迭代意义下的收敛性. 最近, Chavdarova

等 [10] 指出,在最后一次迭代意义下 GDA求解二元线性博弈会以充分小的步长绕最优解循环,否则发

散. 进一步地, GDA 训练一般的 GAN 在最后一次迭代意义下理论上是否收敛, 该问题依然没有得到

回答 (参见文献 [23]). 近年来, 在一些特殊博弈上讨论 GDA 最后一次迭代意义下收敛性的主要研究

如下. Liang和 Stokes [33] 在光滑性和局部强凸强凹假设下证明了 GDA以线性速率收敛到稳定的局部

Nash 均衡点. Lin 等 [34] 先指出对凸凹博弈, 虽然文献 [45] 得到了 GDA 平均迭代意义下的收敛性, 但

一般情形下 GDA 可能收敛到极限环甚至发散; 然后在最后一次迭代意义下得到了双时间尺度 GDA

求解非凸凹博弈时的收敛性结果,该结果表明双时间尺度 GDA可有效找到函数 Φ(·) = maxy∈Y f(·, y)
的一个稳定点, 揭示了 GDA 在应用中的实际性能. 此外, Flokas 等 [18] 证明了在多策略隐二元线性博

弈中, 连续时间 GDA 动态过程的轨迹在安全初始化假设下微分同胚于 Poincaré 递归流的一个轨迹.

Bailey 等 [6] 指出, 在对抗博弈中使用交替梯度上升下降算法 (alternating GDA, AGDA) 时, 局中人的

策略是有界和循环的,并指出在二元线性博弈中当步长满足一定条件时,连续时间 AGDA动态过程满

足 Poincaré递归. Fiez等 [17] 指出任意周期性二元线性博弈连续时间 GDA动态过程满足 Poincaré递

归且是保体积的, 此外其轨迹是有界的.

实践中成功训练 GAN 仍然非常困难 [23,25,32], 且基于 GDA 的 GAN 训练过程常常震荡且容易出

现极限循环行为 [8, 12,48,55], 因此文献 [11, 25, 41] 都直接用 “臭名昭著地难 (notoriously hard)” 等词来

形容训练 GAN的困难程度. 近年来, 已有部分工作基于 GDA提出的新算法试图解决其在 GAN训练

过程中出现的问题, 如迭代过程的震荡和极限循环行为等 [12, 48]. 特别地, Hsieh [28] 提出了关于二人零

和博弈的公开问题—如何使用优化技巧消除二人零和博弈中的极限循环行为? 近期, 学者们提出了试

图缓解 GAN 训练过程中的极限循环行为的方法, 主要分为基于博弈理论的方法和基于 GDA 的方法.

基于博弈理论的方法的研究主要如下. Mescheder 等 [41] 引入了共识优化算法 (consensus optimization

algorithm, CO),在适当假设下得到了其迭代会收敛到局部 Nash均衡点附近,并借助 GAN学习 Gauss

核实验说明了 CO 的有效性. Abernethy 等 [1] 利用二阶方法—Hamilton 梯度下降算法 (Hamiltonian

gradient descent algorithm, HGD) 来缓解循环行为, 在适当假设下获得了 HGD 在凸凹博弈上的线性

收敛性. 基于 GDA 方法的研究主要如下. 2018 年国际数学家大会 Nevanlinna 奖获得者 Daskalakis

及其合作者在文献 [12] 中试图用乐观梯度下降上升算法 (optimistic GDA, OGDA) 缓解 GAN 训练过

程中的极限循环行为. 他们先分析了 OGDA 在二元线性博弈上最后一次迭代意义下的收敛率, 然后

将 OGDA 融入 Adam [31] 提出 optimistic-Adam, 并在 Wasserstein GAN [4] 上进行了数值实验以凸显

optimistic-Adam 性能优于 Adam. 受文献 [12] 的启发, Mertikopoulos 等 [39] 将乐观的 (optimistic) 解

释为一个 “外梯度” 步, 即将训练过程沿当前梯度进行外推, 并在相依性假设和 Lipschitz 假设下建立

了 OGDA 收敛性理论, 随后提出 optimistic-Adam 的另一版本, 借助 DCGAN 进行了实验以说明其

算法的有效性. Peng 等 [48] 指出训练 GAN 易受迭代循环行为的影响, 并基于对匀速圆周运动的直觉

观察, 提出了同步向心加速算法 (gradient descent with simultaneous centripetal acceleration algorithm,
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Grad-SCA) 和交替向心加速算法 (gradient descent with alternating centripetal acceleration algorithm,

Grad-ACA) 试图缓解极限循环行为, 在适当假设下得到 Grad-SCA 和 Grad-ACA 在二元线性博弈上

的线性收敛率, 并借助 GAN 学习 Gauss 核实验验证了所提出算法 RMSprop-ACA 的有效性.

Mertikopoulos 等 [39] 认为目前对抗性学习远没有被很好地理解, 尤其是 GAN, 而且 GAN 很难

训练, 标准优化方法往往无法收敛到合理的解. 从目前 GAN 训练算法研究的现状来看, 由于直接

对 GAN 研究其训练算法的收敛性非常困难 [47,53,54], 因此在 GAN 的一些简化模型上提出能够保

证收敛性的新算法, 并用其提高实际应用中 GAN 生成样本的质量, 此类研究非常有意义, 详见文

献 [11, 12, 20, 26, 33, 39, 48, 52]. 鉴于此, 本文针对文献 [28] 提出的公开问题 (如何使用优化技巧消

除二人零和博弈中的极限循环行为), 结合 GAN 作初步探究. 注意到文献 [12,39,43,48] 在缓解极限循

环行为时使用了近似向心加速项, 自然地, 存在以下问题: 如何构造精确向心加速项, 如何使用它缓解

极限循环行为, 效果又怎样? 回答上述问题是本文的主要研究工作. 具体地, 本文试图缓解 GAN 训练

过程中的极限循环行为, 基于对匀速圆周运动的直觉观察并结合 Lookahead 方法 [11,63] 构造了一个精

确向心加速项,使用该精确向心加速项对 GDA进行校正,从而获得预测投影向心加速算法 (predictive

projection centripetal acceleration algorithm, PPCA). 首先, 在二元线性博弈上发现 GDA 当前步符号

梯度与下一步符号梯度分别构成直角三角形的一条直角边和斜边, 进而在几何上解释了文献 [12, 命

题 1]; 并得到对二元线性博弈即使是在矩阵满秩条件下 GDA 也不收敛的结果. 其次, 由 PPCA 得到

其简化版本—PCA,并在二元线性博弈上获得 PCA在最后一次迭代意义下的线性收敛率.与文献 [12,

定理 1] 相比, 为获得近似度相同的近似 Nash 均衡点, PCA 所需迭代界小于该定理 1 的迭代界. 然

后, 对比 PCA 与 GDA 及其使用近似向心加速项校正的方法在缓解极限循环行为方式上的不同, 并

通过二元线性博弈上的对比实验说明了 PCA 缓解循环行为更有效. 最后, 将 PCA 分别与 SGD 和

Adam [31] 结合提出了 SPCA 和 PCA-Adam, 以文献 [12] 用 GAN 学习多元 Gauss 分布实验为例展示

了 SPCA 缓解极限循环行为效果更稳定. 此外, 借助 DCGAN 进行的数值实验表明 PCA-Adam 训练

GAN 性能优于 Extra-Adam (参见文献 [20]).

2 预备知识

用 Rn 表示 n维 Euclid空间, ∥θ∥2 表示 Rn 中向量 θ 的 2范数,
∏

(θ)(ϕ)表示向量 ϕ ∈ Rn 在向量

θ ∈ Rn 上的投影, ∇V (·)表示函数 V (·)的梯度算子. 在二人零和博弈中,一个局中人的损失函数是 V ,

另一个局中人的损失函数是 −V , 其中 V (·, ·) : Θ×Φ → R, Θ×Φ ⊆ Rn ×Rn. 损失函数 V (·, ·) 将博弈
局中人的策略 (θ, ϕ) ∈ Θ × Φ 映射到一个实数值, 它代表着局中人 ϕ 的收益, 同时也是局中人 θ 的损

失. 称局中人 ϕ (试图最大化 V ) 为最大化局中人, 另一个局中人 θ 为最小化局中人. 在经典博弈论中,

二人零和博弈可表示为如下形式:

min
θ∈Θ

max
ϕ∈Φ

V (θ, ϕ). (2.1)

显然, GAN 损失函数 minG maxD V (G,D) = Ex∼Pdata
[logD(x)] + Ez∼Pz [log(1−D(G(z)))] 可写为博弈

(2.1) 的形式, 其中 G、D、Pdata 和 Pz 分别为生成器网络、判别器网络、真实数据分布和噪声分布. 本

文主要关注可微二人零和博弈, 即局中人损失函数 V (·, ·) 在 Θ×Φ ⊆ Rn ×Rn 上是可微的. 下面介绍

博弈均衡点的相关概念.

定义 2.1 [29, 30] 如果对任意的 (θ, ϕ) ∈ Θ×Φ,都有 V (θ⋆, ϕ) 6 V (θ⋆, ϕ⋆) 6 V (θ, ϕ⋆),则点 (θ⋆, ϕ⋆)

称为函数 V (·, ·) 的鞍点 (Nash 均衡点).
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定义 2.2 [29, 30] 如果存在 δ > 0,使得对任意满足 ∥θ−θ∗∥2 6 δ和 ∥ϕ−ϕ∗∥2 6 δ的 (θ, ϕ) ∈ Θ×Φ,

都有 V (θ⋆, ϕ) 6 V (θ⋆, ϕ⋆) 6 V (θ, ϕ⋆), 则点 (θ⋆, ϕ⋆) 称为函数 V (·, ·) 的局部鞍点 (局部 Nash 均衡点).

定义 2.3 [1] 如果 ∇V (θ, ϕ) = 0, 则点 (θ, ϕ) ∈ Rn × Rn 称为函数 V (·, ·) 的临界点.

Nouiehed 等 [46] 指出, 当函数 V (·, ·) 关于第一变元下半连续凸、关于第二变元上半连续凹时, 由

Von Neumann 定理可知, 在约束集合紧性和凸性假设下此类博弈的 Nash 均衡点总是存在的, 且有许

多算法可找到 Nash 均衡点 (具体算法详见文献 [22, 59]). 然而, 当函数 V (·, ·) 关于第一变元非凸、
关于第二变元非凹时, Jin [29] 和 Jin 等 [30] 表示找到一般情形下此类博弈的全局 Nash 均衡点是 NP

(non-deterministic polynomial-time) 难的. 事实上, 此类问题的一种特殊情形, 即找一般非凸问题的全

局极小值点也是 NP 难的 [35], 甚至对一般非凸非凹博弈找到其局部 Nash 均衡点也是 NP 难的 [46].

此外, Jin [29] 和 Jin 等 [30] 给出了关于鞍点存在性的一个有趣事实, 即一般非凸优化问题中全局最优

解是局部最优解, 因而局部最优总是存在的, 然而对于非凸非凹博弈其局部或全局 Nash 均衡点可能

不存在. 特别地, Farnia 和 Ozdaglar [16] 指出对 GAN 这类博弈其 Nash 均衡点可能不存在. 因此, Jin

等 [30] 指出二人零和博弈是一项极具挑战性的研究课题, 值得从非凸优化中独立出来研究. 事实上,

GAN 还是一个多目标优化问题. Azizian 等 [5] 表示 GAN 是涉及多参与者和多个目标的优化问题, 博

弈是单目标优化问题的一种推广, 但出现了单目标所没有的新问题. Chavdarova 等 [11] 指出多目标优

化在深度学习中应用很成功的一个例子是 GAN.

3 预测向心加速算法 (PCA)

本节首先简要介绍缓解循环行为的相关算法, 然后介绍 PCA 的构造过程和迭代格式, 最后通过

数值实验验证 PCA 缓解循环行为的有效性.

3.1 相关算法

除特殊说明外,用 ∇θV (θ, ϕ)和 ∇ϕV (θ, ϕ)表示 V (θ, ϕ)分别关于 θ和 ϕ的偏梯度, α、α1、α2、β、

β1、β2 和 γ 为以下相应算法的参数. 首先, 回顾训练 GAN 常用的梯度下降上升算法 (GDA [6, 41,48])

及其交替版本—AGDA [6, 41,48] 如下:

θt+1 = θt − α∇θV (θt, ϕt), ϕt+1 = ϕt + α∇ϕV (θt, ϕt); (GDA)

θt+1 = θt − α∇θV (θt, ϕt), ϕt+1 = ϕt + α∇ϕV (θt+1, ϕt). (AGDA)

然后, 介绍修正的预测方法 (modified predictive method, MPM [33])、OGDA [13, 43] (或 optimistic

mirror descent algorithm, OMD [12, 33,48]) 和广义乐观梯度下降上升算法 (generalized optimistic GDA,

GOGDA [43]):

预测步 : θt+1/2 = θt − γ∇θV (θt, ϕt), ϕt+1/2 = ϕt + γ∇ϕV (θt, ϕt),

更新步 : θt+1 = θt − β∇θV (θt+1/2, ϕt+1/2), ϕt+1 = ϕt + β∇ϕV (θt+1/2, ϕt+1/2);
(MPM)

θt+1 = θt − 2α∇θV (θt, ϕt) + α∇θV (θt−1, ϕt−1),

ϕt+1 = ϕt + 2α∇ϕV (θt, ϕt)− α∇ϕV (θt−1, ϕt−1);
(OGDA)

θt+1 = θt − (α+ β)∇θV (θt, ϕt) + β∇θV (θt−1, ϕt−1),

ϕt+1 = ϕt + (α+ β)∇ϕV (θt, ϕt)− β∇ϕV (θt−1, ϕt−1).
(GOGDA)
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最后, 介绍同步向心加速算法 (Grad-SCA [48]) 和交替向心加速算法 (Grad-ACA [48]) 如下:

Gθ = ∇θV (θt, ϕt) +
β1

α1
(∇θV (θt, ϕt)−∇θV (θt−1, ϕt−1)), θt+1 = θt − α1Gθ,

Gϕ = ∇ϕV (θt, ϕt) +
β2

α2
(∇ϕV (θt, ϕt)−∇ϕV (θt−1, ϕt−1)), ϕt+1 = ϕt + α2Gϕ;

(Grad-SCA)

Gθ = ∇θV (θt, ϕt) +
β1

α1
(∇θV (θt, ϕt)−∇θV (θt−1, ϕt−1)), θt+1 = θt − α1Gθ,

Gϕ = ∇ϕV (θt+1, ϕt) +
β2

α2
(∇ϕV (θt+1, ϕt)−∇ϕV (θt, ϕt−1)), ϕt+1 = ϕt + α2Gϕ.

(Grad-ACA)

为易于理解,文献 [48,图 1]直观地展示了向心加速方法的思想.首先,文献 [48]考虑了质点绕圆心

的匀速圆周运动模型,令∇Vt表示 t时刻的瞬时速度,则向心加速项 (向心力) limδt→0(∇Vt+δt−∇Vt)/δt

指向圆心. 然后, 文献 [48] 认为绕 Nash 均衡点打圈的行为可能和绕原点的匀速圆周运动类似, 向心

加速项提供了一个方向, 沿着该方向迭代可更快地接近目标. 最后, 文献 [48] 利用近似向心加速项

(∇Vt+1 −∇Vt) 校正 GDA 获得算法 Grad-SCA.

自然地, 一个想法是, 在几何上如何理解近似向心加速方法, 如何构造一个直接指向圆心的方向

来缓解极限循环行为, 相比近似向心加速项效果又怎样?

基于上述问题, 本文同样考虑质点绕圆心的匀速圆周运动模型, 如图 1 所示, 令 ∇Vt 表示 t 时刻

的瞬时速度. 受 OGDA、Grad-SCA、GOGDA 和 MPM 的启发, 本文首先执行一个预测步 t + 1/2 得

到 t+ 1/2 时刻的瞬时速度 ∇Vt+1/2, 此时还可获得 t 时刻的近似向心加速项 (∇Vt+1/2 −∇Vt). 其次,

将 t 时刻的近似向心加速项 (∇Vt+1/2 − ∇Vt) 投影到 t 时刻的瞬时速度 ∇Vt 上, 可构造出一个精确

向心加速项—预测投影向心加速项 (∇Vt+1/2 − ∇Vt) −
∏

(∇V (θt,ϕt))
(∇V (θt+1/2, ϕt+1/2)−∇V (θt, ϕt)),

该项直接指向圆心 (见图 1). 然后, 本文同样认为绕均衡点打圈的行为与绕圆心的匀速圆周运动类

似, 因此与近似向心加速方向相比, 沿着预测投影向心加速方向迭代可以更快速地接近目标. 最后, 用

预测投影向心加速项校正 GDA 可获得 PPCA. 值得注意的是, 在上述过程中若使用近似向心加速项

(∇Vt+1/2 − ∇Vt) 直接对 GDA 作不同程度的校正, 可分别得到 OGDA、GOGDA 和 Grad-SCA. 下面

(a) (b)

图 1 (网络版彩图) (a) 预测投影向心加速算法的示意图; (b) (a) 中 ∇Vt+1/2 − ∇Vt 在 ∇Vt 上的投影∏
(∇Vt)

(∇Vt+1/2 −∇Vt) 和预测投影向心加速项 (∇Vt+1/2 −∇Vt)−
∏

(∇Vt)
(∇Vt+1/2 − ∇Vt) 的一个放大

与描述
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本文给出 PPCA, 其迭代格式如下:

预测步 : θt+1/2 = θt − γ∇θV (θt, ϕt), ϕt+1/2 = ϕt + γ∇ϕV (θt, ϕt);

梯度步 :

(
θt+1

ϕt+1

)
=

(
θt

ϕt

)
+ α∇V̄ (θt, ϕt) + β

(
(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)) (3.1)

−
∏

(∇V̄ (θt,ϕt))
(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt))

)
,

其中 ∇V̄ (θt, ϕt) := (−∇θV (θt, ϕt)
T,∇ϕV (θt, ϕt)

T )T.

3.2 算法 PCA

对二元线性博弈的研究可以揭示梯度在博弈中的本质问题 [7]. 此外, 二元线性博弈常被作为理

论上讨论 GAN 训练过程出现问题原因的简单模型 [5] 以及分析与理解新算法和新技巧的重要简单示

例 [12, 19–21,33,62]. 事实上, 在二元线性博弈中能够体现出 GDA 在 GAN 训练过程中存在的困难, 同时,

二元线性博弈可代表一些简单形式的 GAN, 如生成器和判别器均为线性函数的 Wasserstein GAN (参

见文献 [12,20,40,49]). 此外, 自 2016 年 Goodfellow [23] 分析了二维二元线性博弈上 GDA 连续时间轨

迹为圆的方程之后, 基于 GDA 提出新算法的研究几乎都在二元线性博弈上讨论了所提出算法的有效

性, 如近期文献 [7, 12,13,20,22,33,40,62] 以及文献 [3, 5, 6, 11,36,42,43,48] 和 [17, 19,61] 等.

遵循上述文献的研究思路, 本小节先讨论 PPCA 在如下二元线性博弈上的一些性质:

min
θ∈Rn

max
ϕ∈Rn

V (θ, ϕ) = θTAϕ+ bTθ + cTϕ, A ∈ Rn×n, b, c ∈ Rn, (3.2)

其中 θ, ϕ ∈ Rn 蕴涵着局中人 θ 和 ϕ 有相同的决策空间. 假设矩阵 A 满秩, 由博弈 (3.2) 的一阶最优

性条件可知,

Aϕ∗ + b = 0, ATθ∗ + c = 0,

其中 (θ∗, ϕ∗)是博弈 (3.2)的临界点. 借鉴文献 [42]分析二元线性博弈 Nash均衡存在性时所用技巧,此

时博弈 (3.2)的目标函数 V (θ, ϕ)可写为 V (θ, ϕ) = (θ−θ∗)TA(ϕ−ϕ∗)+常数. 借鉴文献 [21,42,48,61,62]

处理二元线性博弈的思想, 不失一般性, 本文也作变换 θ = θ − θ∗, ϕ = ϕ− ϕ∗. 故博弈 (3.2) 可写为

min
θ∈Rn

max
ϕ∈Rn

V (θ, ϕ) = θTAϕ, A ∈ Rn×n. (3.3)

显然, 博弈 (3.3) 只有一个 Nash 均衡点 (0, 0). 此外, Zhang 和 Yu [61, 62] 指出博弈 (3.2) 中线性项在分

析时不涉及本质问题, 因而可以在博弈 (3.2) 中直接令 b = c = 0.

下面给出 PPCA 在二元线性博弈上迭代格式中投影项为 0 的结果, 该结果极大地简化了 PPCA

的迭代格式, 并对提出算法 PCA 及分析其在二元线性博弈 (3.3) 上的收敛性至关重要.

引理 3.1 如果二元线性博弈 (3.3)中矩阵 A满秩,且 V̄ (θt, ϕt) ̸= 0,则 PPCA迭代格式 (3.1)中

投影项
∏

(∇V̄ (θt,ϕt))
(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)) = 0.

证明 由投影的定义可知,∏
(∇V̄ (θt,ϕt))

(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt))
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=
⟨(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)),∇V̄ (θt, ϕt)⟩

∥∇V̄ (θt, ϕt)∥22
∇V̄ (θt, ϕt), (3.4)

其中 ⟨·, ·⟩ 表示 R2n 空间的内积.

注意到对二元线性博弈 (3.3), 有

∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt) =

(−Aϕt+1/2

ATθt+1/2

)
−
(−Aϕt

ATθt

)

=

(−A(ϕt+1/2 − ϕt)

AT(θt+1/2 − θt)

)

=

(
0 −A

AT 0

)(
θt+1/2 − θt

ϕt+1/2 − ϕt

)
. (3.5)

由 (3.1) 中预测步的迭代格式, 可得(
θt+1/2 − θt

ϕt+1/2 − ϕt

)
=

(−γAϕt

γATθt

)
=

(
0 −γA

γAT 0

)(
θt

ϕt

)
. (3.6)

(3.5) 结合 (3.6), 蕴涵着

∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt) =

(
0 −A

AT 0

)(
θt+1/2 − θt

ϕt+1/2 − ϕt

)

=

(
0 −A

AT 0

)(
0 −γA

γAT 0

)(
θt

ϕt

)

=

(−γAAT 0

0 −γATA

)(
θt

ϕt

)
. (3.7)

要证明投影项
∏

(∇V̄ (θt,ϕt))
(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)) 为 0, 只需要证明 (3.4) 中分子为 0

即可, 即证明 ⟨(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)),∇V̄ (θt, ϕt)⟩ = 0. 将 (3.7) 代入 (3.4) 中内积项, 有

⟨(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)),∇V̄ (θt, ϕt)⟩

=

⟨(−γAAT 0

0 −γATA

)(
θt

ϕt

)
,

(
0 −A

AT 0

)(
θt

ϕt

)⟩

=

(
θt

ϕt

)T(−γAAT 0

0 −γATA

)T( 0 −A

AT 0

)(
θt

ϕt

)

=

(
θt

ϕt

)T( 0 γAATA

−γATAAT 0

)(
θt

ϕt

)

= (−γϕt
TATAAT, γθt

TAATA)

(
θt

ϕt

)
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= −γϕt
TATAATθt + γθt

TAATAϕt

= −γϕt
TATAATθt + γϕt

TATAATθt

= 0.

故 (3.4) 中投影项
∏

(∇V̄ (θt,ϕt))
(∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)) = 0.

由引理 3.1知,对于博弈 (3.3)而言,近似向心加速项 ∇V̄ (θt+1/2, ϕt+1/2)−∇V̄ (θt, ϕt)与 ∇V̄ (θt, ϕt)

正交, 因此近似向心加速项 ∇V̄ (θt+1/2, ϕt+1/2) − ∇V̄ (θt, ϕt) 在 t 时刻以任意非零预测率 γ 指向圆心

方向.

注 3.1 文献 [12, 命题 1] 给出了 GDA 求解二元线性博弈 minθ∈Rn maxϕ∈Rn θTϕ 会以满足

θ0, ϕ0 ̸= 0的任意初始点 (θ0, ϕ0)发散.受文献 [12,命题 1]的启发,本文提出以下问题:在几何上如何理

解该命题 1 以及 GDA 求解博弈 minθ∈Rn maxϕ∈Rn θTAϕ (其中 A ∈ Rn×n 满秩) 在最后一次迭代意义

下也发散吗? 事实上, 引理 3.1回答了上述两个问题.由引理 3.1可知, ∇V̄ (θt, ϕt)、∇V̄ (θt+1/2, ϕt+1/2)

和 ∇V̄ (θt+1/2, ϕt+1/2) − ∇V̄ (θt, ϕt) 会构成一个分别以 ∇V̄ (θt+1/2, ϕt+1/2) − ∇V̄ (θt, ϕt) 和 ∇V̄ (θt, ϕt)

为直角边以及 ∇V̄ (θt+1/2, ϕt+1/2) 为斜边的直角三角形 (见图 2), 这意味着每一次迭代后, 下一次迭代

点符号梯度的模相对当前步是不断增大的. 因此 GDA 在二元线性博弈 (3.3) 上是发散的, 即引理 3.1

从几何上解释了文献 [12, 命题 1]. 同时引理 3.1 从几何角度阐述了这一事实, 即用 GDA 求解博弈

minθ∈Rn maxϕ∈Rn θTAϕ 会以满足 θ0, ϕ0 ̸= 0 的任意初始点 (θ0, ϕ0) 发散, 其中 A 为满秩矩阵.

此外, 由引理 3.1 可知 PPCA 在二元线性博弈上投影项为 0, 故 PPCA 在博弈 (3.3) 上迭代格式

可简化为

预测步 : θt+1/2 = θt − γ∇θV (θt, ϕt), ϕt+1/2 = ϕt + γ∇ϕV (θt, ϕt);

更新步 : θt+1 = θt − α∇θV (θt, ϕt)− β(∇θV (θt+1/2, ϕt+1/2)−∇θV (θt, ϕt)),

ϕt+1 = ϕt + α∇ϕV (θt, ϕt) + β(∇ϕV (θt+1/2, ϕt+1/2)−∇ϕV (θt, ϕt)).

(3.8)

为便于叙述, 后文实验部分称算法 (3.8) 为算法 PCA. 因其迭代格式相对简单而容易与深度学习

图 2 (网络版彩图) GDA 在二元线性博弈 (3.3) 上不收敛原因的几何示意图
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算法结合, 且需要的计算开销相对较少, 故本文将其作为主要算法进行研究. 此外, PPCA 在二元线性

博弈上迭代格式为 (3.8), 因此在二元线性博弈的理论和实验部分不再区分 PPCA 和 PCA.

不难发现, 通过近似向心加速项对 GDA 进行不同程度的调整可分别获得 OGDA、GOGDA 和

Grad-SCA. 因此, 结合引理 3.1 可得到如下注记.

注 3.2 虽然 PCA 思想源于 OGDA、GOGDA 和 Grad-SCA, 但 PCA 仍与它们有所不同, 主

要表现在对 GDA 的调整方式上. OGDA、GOGDA 和 Grad-SCA 使用 t 时刻的近似向心加速项

∇V̄ (θt+1, ϕt+1)−∇V̄ (θt, ϕt)对算法在 t+1时刻的表现作调整; 而 PCA先得到预测步的梯度信息,后

通过该梯度信息得到一个 t时刻指向圆心的方向对算法在 t时刻的表现作调整. 特别地,根据引理 3.1

可知该差异性在二元线性博弈 (3.3) 上表现尤为明显.

受 AGDA 和 Grad-ACA 的启发, 结合引理 3.1, 本文给出 PCA 的交替版本—APCA, 其迭代格式

如下:

预测步 : θt+1/2 = θt − γ∇θV (θt, ϕt), ϕt+1/2 = ϕt + γ∇ϕV (θt, ϕt);

更新步 : θt+1 = θt − α∇θV (θt, ϕt)− β(∇θV (θt+1/2, ϕt+1/2)−∇θV (θt, ϕt)),

ϕt+1 = ϕt + α∇ϕV (θt+1, ϕt) + β(∇ϕV (θt+1/2, ϕt+1/2)−∇ϕV (θt, ϕt)).

为了验证预测投影加速想法的有效性, 本节在二元线性博弈上进行了数值实验, 实验结果如图 3

和 4 所示.

图 3(a) 表明, GDA (α = 0.1, β = 0) 发散而 AGDA (α = 0.1, β = 0) 保持迭代在一个闭轨迹上;

Grad-SCA和 Grad-ACA (α1 = α2 = 0.1, β1 = β2 = 0.3)可收敛到均衡点,但交替版本更快一些; MPM

(γ = 1, β = 0.3) 可收敛到均衡点; PCA 和 APCA (γ = 1, α = 0.1, β = 0.3) 均可收敛到均衡点, 且没

有循环行为, 后者表现更快一些. 图 3(b) 显示 OGDA (α = 0.3) 和 GOGDA (α = 0.1, β = 0.3) 缓慢地

向均衡点旋转, 而 PCA (γ = 1, α = 0.1, β = 0.3) 直接收敛到均衡点.

上面是 PCA与基于 GDA迭代格式的其他经典算法 (如 GDA、AGDA、Grad-SCA、Grad-ACA和

MPM) 在二元线性博弈 (对抗二元线性博弈 [42]) 上的对比实验, 结果表明 PCA 和 APCA 比其他校正

GDA 的方法更有效. 接下来, 本节用 PCA 与基于博弈的经典算法 (如 CO [1, 41] 和二阶方法 HGD [1])

图 3 (网络版彩图) (a) GDA、AGDA、Grad-SCA、Grad-ACA、MPM、PCA 和 APCA 在二元线性博弈上

的数值效果图; (b) OGDA、GOGDA和 PCA在二元线性博弈上的数值效果图, 其中 V (θ, ϕ) = θ·ϕ, θ, ϕ ∈ R.
对比实验参数与文献 [48] 中图 2 的相同
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图 4 (网络版彩图) (a) PCA、HGD 和 CO 在二元线性博弈上的数值效果图, 其中 V (θ, ϕ) = θ · ϕ, θ, ϕ ∈ R;
(b) AGDA、APCA、COGDA、Grad-SCA、Grad-ACA、HGD、MPM、OGDA 和 PCA 在二元线性博

弈 V (θ, ϕ) = θ · ϕ, θ, ϕ ∈ R 上迭代 30 次过程中迭代点到 Nash 均衡点的距离图

在二元线性博弈上进行对比实验. 下面对比 PCA、HGD 和 CO 在二元线性博弈上的数值表现 (见

图 4(a)). 为更好地说明算法 PCA 和 APCA 的有效性, 本文给出图 3 和 4(a) 中各算法得到近似度相

同的近似均衡点时所需迭代次数的一个对比 (见图 4(b)).

从图 4(a) 可以看出, HGD (η = 0.1) 和 PCA (γ = 1, α = 0.1, β = 0.3) 均可直接收敛到均衡点,

CO (γ = 0.3, α = 0.1) 缓慢地向均衡点旋转. 迭代次数对比结果 (见图 4(b)) 表明 PCA 和 APCA 比

其他校正 GDA 的方法更为有效.

4 PCA 在二元线性博弈上的收敛性分析

Mertikopoulos 等 [39] 指出在 GAN 之前对一般二人零和博弈自适应迭代过程的研究已证实, 该迭

代过程会持续不变、导致混沌和递归 (循环)行为等, 最近二元线性博弈作为研究 GAN 训练过程中出

现极限循环行为的简单例子被重新重视. 第 3 节给出了 PCA 的迭代格式, 并在二元线性博弈上验证

了其缓解极限循环行为的有效性. 下面给出 PCA 求解二元线性博弈时在最后一次迭代意义下的线性

收敛性结果.

4.1 PCA 在二元线性博弈上的线性收敛性结果

本小节给出 PCA 求解二元线性博弈 (3.3) 的线性收敛性结果.

定理 4.1 设二元线性博弈 (3.3) 中矩阵 A 满秩, 令 δ = ∥(θ0, ϕ0)∥2. 若对任意给定的 ϵ > 0 和

γ > 0, 都有

T > TPCA :=

⌈
2

λ2
max(AA

T)

λ2
min(AAT)− α2λ3

max(AAT)
log

δ

ϵ

⌉
,

则 (3.8) 中 PCA 的迭代过程将以学习率

|α| <
λmin(AAT)

√
λmax(AAT)

λ2
max(AA

T)
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和调整率

β =
λmin(AA

T)

γλ2
max(AAT)

得到一个满足 (θT , ϕT ) ∈ B2(ϵ) 的 ϵ 近似 Nash 均衡点, 其中, λmax(·) 和 λmin(·) 分别表示最大和最小
特征值算子, B2(ϵ) 表示以原点为圆心、ϵ 为半径的球.

证明 注意到在二元线性博弈 (3.3) 上 PCA 迭代格式 (3.8) 中预测步可简化为

(
θt+1/2

ϕt+1/2

)
=

(
θt

ϕt

)
+

(−γAϕt

γATθt

)
=

(
θt

ϕt

)
+

(
0 −γA

γAT 0

)(
θt

ϕt

)
. (4.1)

然后, (3.8) 中梯度更新步可写为

(
θt+1

ϕt+1

)
=

(
θt

ϕt

)
+ α

(−Aϕt

ATθt

)
+ β

(−Aϕt+1/2 − (−Aϕt)

ATθt+1/2 −ATθt

)

=

(
θt

ϕt

)
+

(
0 −αA

αAT 0

)(
θt

ϕt

)
+ β

(−A(ϕt+1/2 − ϕt)

AT(θt+1/2 − θt)

)

=

(
θt

ϕt

)
+

(
0 −αA

αAT 0

)(
θt

ϕt

)
+ β

(
0 −A

AT 0

)(
0 −γA

γAT 0

)(
θt

ϕt

)

=

(
θt

ϕt

)
+

(
0 −αA

αAT 0

)(
θt

ϕt

)
+

(−γβAAT 0

0 −γβATA

)(
θt

ϕt

)

=

(
θt

ϕt

)
+

(−γβAAT −αA

αAT −γβATA

)(
θt

ϕt

)

=

(
I − γβAAT −αA

αAT I − γβATA

)(
θt

ϕt

)
, (4.2)

其中第 3 个等式由 (4.1) 可得.

下面分析算子 K := (I − ( γβAAT αA

−αAT γβATA
)) 的奇异值, 或等价地分析 KKT 的奇异值:

KKT =

(
I − γβAAT −αA

αAT I − γβATA

)(
I − γβAAT αA

−αAT I − γβATA

)

=

(
(I − γβAAT)2 + α2AAT 0

0 (I − γβATA)2 + α2ATA

)
. (4.3)

对于任意给定的预测率 γ, 当学习率 α 和调整率 β 选择恰当时, 考虑矩阵 α2AAT + (I − γβAAT)2 的

最大特征值. 对矩阵 A 进行奇异值分解 (即 A = UDV ), 可得

(I − γβAAT)2 + α2AAT = U [(I − γβD2)2 + α2D2]UT
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≼ [1− 2γλmin(AA
T)β + γ2λ2

max(AAT)β2 + α2λmax(AAT)]I

=

[
1−

(
λ2
min(AAT)− α2λ3

max(AAT)

λ2
max(AA

T)

)]
I, (4.4)

其中 α 和 β 分别满足

|α| <
λmin(AAT)

√
λmax(AAT)

λ2
max(AA

T)
(4.5)

和

β =
λmin(AAT)

γλ2
max(AAT)

. (4.6)

根据 Rayleigh 熵, 结合 (4.2) 和 (4.3), 有

∥∥∥∥( θt+1

ϕt+1

)∥∥∥∥2
2

=

(
θt

ϕt

)T

KTK

(
θt

ϕt

)
6 λmax(KKT)

∥∥∥∥( θt

ϕt

)∥∥∥∥2
2

.

上式结合 (4.3) 和 (4.4), 蕴涵着

∥∥∥∥( θt+1

ϕt+1

)∥∥∥∥
2

6
√
1−

(
λ2
min(AAT)− α2λ3

max(AAT)

λ2
max(AA

T)

)∥∥∥∥( θt

ϕt

)∥∥∥∥
2

. (4.7)

由递推关系 (4.7), 可得

∥∥∥∥( θt+1

ϕt+1

)∥∥∥∥
2

6
(√

1−
(
λ2
min(AA

T)− α2λ3
max(AAT)

λ2
max(AAT)

))t∥∥∥∥( θ0

ϕ0

)∥∥∥∥
2

.

上式结合 ∀ (x, η) ∈ R× R+ : (1− x)η 6 e−ηx, 有

∥∥∥∥( θt+1

ϕt+1

)∥∥∥∥
2

6
(√

1−
(
λ2
min(AAT)− α2λ3

max(AAT)

λ2
max(AAT)

))t

δ

6 exp

(
− t

2

(
λ2
min(AAT)− α2λ3

max(AAT)

λ2
max(AAT)

))
δ.

因此, 若

T > TPCA :=

⌈
2

λ2
max(AAT)

λ2
min(AAT)− α2λ3

max(AAT)
log

δ

ϵ

⌉
,

则 ∥(θT , ϕT )∥2 6 ϵ.

下面给出定理 4.1 与文献 [12, 定理 1] 最后一次迭代收敛性结果的一个比较.

注 4.1 由 Liang 和 Stokes [33] 的分析可知, 文献 [12, 定理 1] 要获得一个 ϵ 近似 Nash 均衡点,

OGDA 需要将学习率缩放到 η(ϵ) ≍ ϵ2, 且需要的迭代界为

T & ϵ−4 log
1

ϵ
· Poly

(
λmax(AAT)

λmin(AAT)

)
. (4.8)
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而定理 4.1学习率 α 的选取与 ϵ无关,且当 PCA迭代过程进入 Nash均衡点的 ϵ邻域时, 需要的迭代

界为

T % log
1

ϵ
·
(
λmax(AA

T)

λmin(AAT)

)2

. (4.9)

此时只需要取 α = 0. 对比迭代界 (4.8) 和 (4.9) 不难发现, 若 (4.8) 右边为二次多项式, 则 OGDA 迭

代界是 PCA 的 ϵ−4 倍; 若 (4.8) 中多项式次数越高, 则 OGDA 迭代界是 PCA 迭代界的倍数越大. 此

外, 定理 4.1 在证明过程中不要求参数 α > 0, 只需要其绝对值小于 (4.5) 右边的界即可.

4.2 PCA 与相关算法之间的关系

本小节将对特殊情形下 PCA 的已有理论结果进行简单梳理, 并讨论 GDA、EG、MPM 和 PCA

间的关系.

下面给出 PCA 和 GDA关系的一个讨论. 若 PCA 中 γ = 0, α ̸= 0, 则 PCA 等价于 GDA,该算法

常用于训练 GAN 及 Wasserstein GAN, 后续文献 [6, 12, 41, 44] 对其有深入研究. 此外, 文献 [23] 指出,

目前既没有理论保证 GDA 训练 GAN 是收敛的, 也没有理论说明 GDA 训练 GAN 是发散的. 然而

实践中 GAN 很难成功训练, 且基于 GDA 的 GAN 训练过程常常不收敛 (详见文献 [40]). 实际上, 文

献 [12, 命题 1] 给出了 GDA 如下结论: 即使对非常简单的博弈 minθ∈Rn maxϕ∈Rn θTϕ 而言, GDA 都

会以满足 θ0, ϕ0 ̸= 0 的任意初始点 (θ0, ϕ0) 发散. 然而, 定理 4.1 表明, 当参数选取恰当时, PCA 在二

元线性博弈上以线性速率收敛, 数值实验如图 3–6 所示.

特殊情形 1 PCA中当 γ ̸= 0, β ̸= 0, α = 0时. 若 PCA中 γ ̸= 0, β ̸= 0, α = 0,则 PCA在二元线

性博弈 (3.3) 上迭代界为 (4.9). 为了验证该情形下算法的有效性, 下面在二元线性博弈 V (θ, ϕ) = θ · ϕ
(其中 θ, ϕ ∈ R) 上进行了数值实验, 详见图 5 和 6.

图 5 和 6 结果表明, 该特殊情形下 PCA 在二元线性博弈上缓解极限循环行为效果明显. 为了更

好地说明该特殊情形下 PCA 的有效性, 本节给出图 5 和 6(a) 中各算法得到近似度相同的解时所需

图 5 (网络版彩图) (a) GDA、AGDA、Grad-SCA、Grad-ACA、MPM、PCA 和 APCA 在二元线性博弈

V (θ, ϕ) = θ · ϕ 上的数值效果图. PCA 和 APCA 使用参数 α = 0, γ = 1, β = 0.3, 其余算法参数均与图 3

所用参数相同. 数值结果表明 PCA 和 APCA 没有循环行为. (b) PCA、OGDA 和 GOGDA 在二元线性博弈

V (θ, ϕ) = θ · ϕ 上的数值效果图. PCA 使用参数 α = 0, γ = 1, β = 0.3; OGDA 使用参数 α = 0.3 (α 不

选 0.1 是因为打圈严重导致图不清晰); GOGDA 使用参数 α = 0.1, β = 0.3. 数值结果表明 PCA 直接收敛到

均衡点, OGDA 和 GOGDA 缓慢地向均衡点旋转
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图 6 (网络版彩图) (a) PCA、CO 和 HGD 在二元线性博弈 V (θ, ϕ) = θ · ϕ (θ, ϕ ∈ R) 上的数值效果图.

PCA 使用参数 γ = 1, α = 0, β = 0.3; CO 使用参数 γ = 0.3, α = 0.1; HGD 使用参数 α = 0.1. HGD 和

PCA 均直接收敛到均衡点, CO 缓慢地向均衡点旋转. (b) AGDA、APCA、GOGDA、Grad-SCA、Grad-

ACA、HGD、MPM、OGDA 和 PCA 在二元线性博弈 V (θ, ϕ) = θ · ϕ 上迭代 30 次过程中迭代点到 Nash

均衡点的距离图

迭代次数的一个对比 (如图 6(b) 所示). 迭代次数对比结果图 6 表明, 对二元线性博弈而言, 该特殊情

形下的 PCA 和 APCA 比其他算法缓解极限循环行为效果更好, 这可能如前文所述是迭代界变小引

起的.

特殊情形 2 PCA 中当 β = α ̸= 0 时. 显然, 在二元线性博弈 (3.3) 上, 若 PCA 中 β = α ̸= 0, 则

PCA 等价于 MPM. 此时也可获得与文献 [33, 定理 4] 相同的线性收敛性结果.

特殊情形 3 PCA中当 γ = α = β 时. 显然,若 PCA中 γ = α = β,则 PCA等价于文献 [42,43]中

的外梯度算法 (extra-gradient, EG).此时由于 PCA迭代格式等价于 EG,因此可得到文献 [42, 定理 4]

和 [43, 定理 3] 的收敛性结果.

5 PCA 的应用

注意到文献 [12,19–21,38–40]等的一个共同想法是,为得到一个原则性训练 GAN的方法,先在更

受限制的假设下建立原算法的改进,然后测试这些改进是否会延续到更高要求的学习环境中. 第 3和 4

节建立了原算法的改进并获得算法 PCA, 为了使其能够适用于更高要求的学习环境, 下面将 PCA 与

现有深度学习主要算法 SGD和 Adam结合分别提出 SPCA和 PCA-Adam 用于实际训练 GAN,以提

高其实际性能.

5.1 随机 PCA

近期, Gidel 等 [19, 20] 将外推迭代格式写为

计算外推点: ωt+1/2 = PC [ωt + γ∇V̄ (ωt)],

执行更新: ωt+1 = PC [ωt + γ∇V̄ (ωt+1/2)],
(5.1)

其中, ω = (θ, ϕ), PC [ω] 表示 ω 在集合 C 上的投影. 进一步地, 他们指出外推 (5.1) 存在的问题是算法

“浪费” 了外推点的梯度, 导致参数每次更新要计算两个不同位置的梯度. 为解决该问题, 他们提出从
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过去外推的技巧, 使算法每次更新只需计算一次梯度, 即存储并重新使用外推点的梯度进行外推. 其

迭代格式如下:

从过去外推: ωt+1/2 = PC [ωt + γ∇V̄ (ωt−1/2)],

执行更新: ωt+1 = PC [ωt + γ∇V̄ (ωt+1/2)],

存储: ∇V̄ (ωt+1/2).

(5.2)

显然, 无约束情形下算法 (5.2) 等价于文献 [12] 中的 OGDA. 基于 Extra-SGD, 对外推步和更新步可

用相同的小批量样本, Gidel 等 [20] 提出了重复使用小批量样本进行随机外推的 ReExtra-SGD, 将外

推步和更新步梯度的估计联系了起来, 从而缓解了由随机性引起的震荡. 受此思想的启发, 本小节

提出随机型 PCA, 即 SPCA (算法 1). 该算法进一步在更新步中引入外推步的梯度估计, 更好地缓

解了由随机性导致的震荡. 通过 Wasserstein GAN 学习多元 Gauss 分布的例子, 展示了 SPCA 缓

解 GAN 训练过程中极限循环行为的稳定性. 需要说明的是, ReExtra-SGD 使用了在线平均, 而实践

中人们更希望算法在迭代结束时迭代点靠近最优解. 当训练 GAN 这类深度神经网络时, 只需考虑

无约束情形下算法的实验效果. 因此, 本文实验部分在最后一次迭代意义下展示了 SPCA 的稳定性.

算法 1 SPCA: 使用小批量样本进行随机外推的 PCA

Require: ω0 ∈ C.

Require: 参数 γt, αt, βt.

1: for t ∈ {0, . . . , T − 1} do

2: ξt ∼ P. (采样)

3: ωt+1/2 ← ωt + γt∇V̄ (ωt, ξt). (外推步)

4: ωt+1 ← ωt + αt∇V̄ (ωt, ξt) + βt(∇V̄ (ωt+1/2, ξt)−∇V̄ (ωt, ξt)). (更新步)

5: end for

6: return ωT .

算法 SPCA 可看作加入预测向心加速思想的 SGD. 考虑无约束优化问题, 显然在最后一次迭代

意义下, 当 αt = βt 时, SPCA 等价于 SMPM; 当 γt = αt = βt 时, SPCA 等价于 ReExtra-SGD; 当

γt = βt = 0时, SPCA等价于 SGD.换而言之,在算法 SPCA框架下理解算法 SMPM和 ReExtra-SGD

时发现, 在迭代格式上 SGD 比 ReExtra-SGD 更受限制, ReExtra-SGD 比 SMPM 更受限制, SMPM

比 SPCA更受限制.对比图 7–14不难发现,在实践中当算法参数受限制越多时,算法可能越容易失败.

算法 SPCA可用于 SGD、ReExtra-SGD和 SMPM训练的机器学习任务,且在只改变训练算法的条件

下, 理论上原算法的数值效果为 SPCA 提供了下界.

5.2 PCA-Adam

基于训练深度神经网络的算法 Adam对更新步可以有不同的选择, 2019年 Gidel等 [19, 20] 将外推

的技巧融入到 Adam 并提出了 Extra-Adam, 它包含从过去外推和标准外推. Extra-Adam 与文献 [12]

中 optimistic-Adam 主要区别是梯度矩的更新方式不同. 鉴于自适应算法训练 GAN 比随机梯度效果

好 [14],且受 Adam、optimistic-Adam和 Extra-Adam设计思想的启发,本文将 PCA迭代格式与 Adam

结合提出新算法—PCA-Adam—用于实际训练 GAN.

算法 PCA-Adam 可看作加入预测向心加速思想的 Adam (算法 2, 其中 g2t 表示 gt 按元素平方后

的项 gt ⊙ gt. 所有对向量的操作都是逐元素进行的. β1, β2 ∈ [0, 1): 矩估计的指数衰减率. βt
1 和 βt

2 分

别表示 β1 和 β2 的 t 次幂). 显然, 对无约束问题在最后一次迭代意义下当 γ = α = β 时, PCA-Adam
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等价于 Extra-Adam. 换而言之, 对无约束问题在最后一次迭代意义下, 在算法 PCA-Adam 框架下理

解算法 Extra-Adam时发现,在迭代格式上 Extra-Adam比 PCA-Adam更受限制.由图 15–18可见,在

实践中当算法参数受限制越多时, 算法得到的 FID (Fréchet inception distance [27]) 越大, 即生成数据

与真实数据差异越大. 对无约束问题在最后一次迭代意义下, 算法 PCA-Adam 可用于由 Extra-Adam

训练的深度学习任务, 且在只改变训练算法的条件下, 理论上 Extra-Adam 的数值效果为 PCA-Adam

提供了下界.

算法 2 PCA-Adam: 带有预测向心加速的 Adam

Require: γ : 预测率, α : 步长, β : 调整率.

Require: f(θ) : 关于参数 θ 的随机目标函数, θ0 : 初始化参数向量, m0 ← 0 : 初始化一阶矩向量, v0 ← 0 : 初始化二

阶矩向量.

1: for t = 1, . . . , T do

2: Option 1: 标准外推

3: gt−1 ← ∇θ(ft−1(θt−1)).

4: Option 2: 从过去外推

5: gt−1 ← ∇θ(ft−3/2(θt−3/2)).

6: mt−1/2 ← β1 ·mt−1 + (1− β1) · gt−1, vt−1/2 ← β2 · vt−1 + (1− β2) · g2t−1.

7: m̂t−1/2 ← mt−1/2/(1− β2t−1
1 ), v̂t−1/2 ← vt−1/2/(1− β2t−1

2 ).

8: θt−1/2 ← θt−1 − γ ·
m̂t−1/2√
v̂t−1/2+ϵ

. (预测步)

9: gt−1/2 ← ∇θ(ft−1/2(θt−1/2)).

10: mt ← β1 ·mt−1/2 + (1− β1) · gt−1/2, vt ← β2 · vt−1/2 + (1− β2) · g2t−1/2
.

11: m̂t ← mt−1/2/(1− β2t
1 ); v̂t ← vt−1/2/(1− β2t

2 ).

12: θt ← θt−1 − α ·
m̂t−1/2√
v̂t−1/2+ϵ

− β · ( m̂t√
v̂t+ϵ

−
m̂t−1/2√
v̂t−1/2+ϵ

). (更新步)

13: end for

14: return θT−1/2 或 θT .

6 数值实验

本节在文献 [12] 利用 GAN 学习多元 Gauss 分布的例子上, 验证了 SPCA 比 SOGDA 和 SMPM

在缓解极限循环行为方面有更好的稳定性. 此外, 借助文献 [20, 39] 中 GAN 的网络架构, 在 CIFAR10

和 CelebA 数据集上验证了 PCA-Adam 比 Extra-Adam 训练 GAN 有更好的数值效果.

6.1 随机 PCA 训练 GAN 学习多元 Gauss 分布

本小节对比 SOGDA、SMPM和 SPCA (算法 1,其中 ωt+1/2 取决于 ξt,因此 ∇V̄ (ωt, ξt)是 ∇V̄ (ωt)

的有偏估计量)训练Wasserstein GAN的数值表现,以说明算法 SPCA能更有效地缓解 GAN训练过程

中的极限循环行为.除特殊说明外,该部分实验所用Wasserstein GAN的网络架构及 SGDA和 SOGDA

均同于文献 [12].

6.1.1 SPCA 训练 Wasserstein GAN 学习多元 Gauss 分布均值

文献 [12] 的第 3 部分以 Wasserstein GAN 为例说明了 OGDA 缓解极限循环行为的稳定性甚至

可延续到其随机版本. 基于文献 [12] 的思想, 本节借助文献 [12] 中的例子在最后一次迭代意义下对比

几种算法的随机版本缓解极限循环行为的稳定性, 以凸显 SPCA 稳定性更好的优势.
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下面在有采样噪声情形下讨论 GDA、OGDA、MPM 和 PCA 的随机版本在 Wasserstein GAN 上

的数值表现. 假设有一组真实样本 x1, . . . , xN 和一组噪声样本 z1, . . . , zN , 与文献 [12] 相同, 本文也试

图最小化 Wasserstein GAN 的经验损失

inf
θ
sup
ϕ

1

N

N∑
i=1

⟨ϕ, xi⟩ −
1

N

N∑
i=1

⟨ϕ, zi + θ⟩,

上式可等价简化为

inf
θ
sup
ϕ

1

N

N∑
i=1

⟨ϕ, xi − zi − θ⟩. (6.1)

通过 SGDA 来训练生成器和判别器, 即每次只用单个样本 xi 和 zi 近似 (6.1) 中经验损失的梯度, 其

迭代格式如下:

ϕt+1 = ϕt + η(xt − zt − θt), θt+1 = θt + ηϕt.

此时, SOGDA 迭代格式如下:

ϕt+1 = ϕt + 2η(xt − zt − θt)− η(xt−1 − zt−1 − θt−1), θt+1 = θt + 2ηϕt − ηϕt−1.

SMPM 迭代格式如下:

ϕt+1/2 = ϕt + γ(xt − zt − θt), θt+1/2 = θt + γϕt,

ϕt+1 = ϕt + β(xt − zt − θt+1/2), θt+1 = θt + βϕt+1/2.

SPCA 迭代格式如下:

ϕt+1/2 = ϕt + γ(xt − zt − θt), θt+1/2 = θt + γϕt,

ϕt+1 = ϕt + α(xt − zt − θt) + β(xt − zt − θt+1/2 − (xt − zt − θt)),

θt+1 = θt + αϕt − β(−ϕt+1/2 + ϕt).

在有采样噪声情形下,本文在Wasserstein GAN学习多元Gauss分布均值的例子上对比了 SGDA、

SOGDA、SMPM和 SPCA迭代过程的稳定性,详见图 7–10,其中,子图中蓝色为判别器和生成器的参

数在第一维上的迭代过程, 橘红色为判别器和生成器的参数在第二维上的迭代过程.

文献 [12] 指出在图 8 中只要批量大小 (batch size, BS) 合适, OGDA 的稳定性可延续至其随机版

本. 实际上, 在对应参数相同的情形下对比图 7–10 可知, 即使使用防止循环的权重裁剪技巧, SGDA

还是表现出严重的极限循环行为. SOGDA 在一定程度上缓解了极限循环行为, 但其对批量大小有要

求. 实践中, 一个合适的批量大小的数值可能不容易得到. 同样地, SMPM 也在一定程度上缓解了极

限循环行为, 但其易受批量大小的影响. 然而, 在该例子上 SPCA 缓解极限循环行为表现优异, 且受批

量大小影响不大.

6.1.2 SPCA 训练 Wasserstein GAN 学习多元 Gauss 分布协方差矩阵

Daskalakis 等在文献 [12, 附录 C] 中展示了 SGDA 训练 Wasserstein GAN 的不稳定性, 凸显了

SOGDA训练Wasserstein GAN的稳定性. 遵循其研究思路,本文讨论有采样噪声时 SGDA、SOGDA、

SMPM 和 SPCA 在最后一次迭代意义下迭代过程的稳定性.
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(b)(a)

迭代次数 迭代次数 迭代次数 迭代次数

图 7 (网络版彩图) 批量大小为 (a) 200 和 (b) 50 时 SGDA 的迭代过程图 (为了使 SGDA 的迭代过程不循环,

在迭代过程中对判别器参数使用了 1 的权重裁剪) [12]

(a) (b)
迭代次数 迭代次数 迭代次数 迭代次数

图 8 (网络版彩图) 批量大小为 (a) 200 和 (b) 50 时 SOGDA 的迭代过程图 [12]

(a) (b)

迭代次数 迭代次数 迭代次数 迭代次数

图 9 (网络版彩图) 批量大小为 (a) 200 和 (b) 50 时 SMPM 的迭代过程图

(a) (b)

迭代次数 迭代次数 迭代次数 迭代次数

图 10 (网络版彩图) 批量大小为 (a) 200 和 (b) 50 时 SPCA 的迭代过程图
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假设数据分布为多元 Gauss 分布, 其均值为 0, 协方差矩阵未知, 即 x ∼ N(0,Σ). 考虑判别器为

二次函数的情形, 即 DW (x) =
∑

ij Wijxixj = xTWx; 生成器为输入随机噪声 z ∼ N(0, I) 的线性函数,

即 GV (z) = V z, 其中 W, V ∈ Rn×n. 具有上述生成器和判别器的 Wasserstein GAN 损失函数为

L(V,W ) = Ex∼N(0,Σ)[x
TWx]− Ez∼N(0,I)[z

TV TWV z]. (6.2)

假设协方差矩阵是对称正定矩阵, 由 Cholesky 分解可知 Σ = UUT, 故 (6.2) 可简化为

L(V,W ) =
∑
ij

Wij(Σij −
∑
k

VikVjk)

=
∑
ijk

Wij(UikUjk − VikVjk).

上述过程的具体细节详见文献 [12]. 在小批量情形下, 梯度的无偏估计为

∇̂W,t = xtx
T
t − Vtztz

T
t V

T
t , ∇̂V,t = −(Wt +WT

t )Vtztz
T
t , (6.3)

其中 xt和 zt分别是真实分布和随机噪声分布的采样. 因此,学习多元 Gauss分布协方差矩阵的 SGDA

迭代格式为

Wt = Wt−1 + α∇̂W,t−1, Vt = Vt−1 − α∇̂V,t−1.

学习多元 Gauss 分布协方差矩阵的 SOGDA 迭代格式为

Wt = Wt−1 + 2α∇̂W,t−1 − α∇̂W,t−2, Vt = Vt−1 − 2α∇̂V,t−1 + α∇̂V,t−2.

学习多元 Gauss 分布协方差矩阵的 SMPM 迭代格式为

Wt−1/2 = Wt−1 + γ∇̂W,t−1, Vt−1/2 = Vt−1 − γ∇̂V,t−1,

Wt = Wt−1 + α∇̂W,t−1/2, Vt = Vt−1 − α∇̂V,t−1/2.

学习多元 Gauss 分布协方差矩阵的 SPCA 迭代格式为

Wt−1/2 = Wt−1 + γ∇̂W,t−1, Vt−1/2 = Vt−1 − γ∇̂V,t−1,

Wt = Wt−1 + α∇̂W,t−1 + β(∇̂W,t−1/2 − ∇̂W,t−1),

Vt = Vt−1 − α∇̂V,t−1 − β(∇̂V,t−1/2 − ∇̂V,t−1).

在有采样噪声情形下,本小节在Wasserstein GAN学习多元 Gauss分布协方差矩阵的例子上对比

了 SGDA、SOGDA、SMPM 和 SPCA 迭代过程的稳定性, 详见图 11–14.

图 11–14 描述了 SGDA 迭代过程的不稳定性, 突出了 SOGDA、SMPM 和 SPCA 迭代过程的稳

定性, 通过对比发现 SPCA 迭代过程中后期的稳定性更好.

6.2 PCA-Adam 训练 GAN 生成图片

本小节实验目的与文献 [12,19,20,39,52]相同,不是通过改进 GAN网络架构或改变 GAN的损失

函数以得到更好的 FID 值, 而是利用之前所介绍的优化技巧 (在二元线性情形下有理论支撑) 以更好
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的优化方式训练标准的 GAN. 优化技巧与 GAN 网络架构的改进及损失函数的设置属于不同维度, 因

而所介绍的优化技巧可用于训练任何类型的 GAN.

需要说明的是, IS (inception score [53])值和 FID值都是 GAN生成数据质量好坏的评价指标, FID

值在计算过程中通过引入真实数据的信息, 进而弥补了 IS 值因未考虑真实数据而无法反映真实数据

和生成数据之间距离的不足. FID 值从特征层面刻画了真实数据和生成数据特征向量之间的距离, 其

值越小表示两组数据越相似. FID 值计算公式为

d2((µx,Σx), (µg,Σg)) = ∥µx − µg∥22 +Tr(Σx +Σg − 2(ΣxΣg)
1/2),

其中, µx 和 Σx 分别表示真实数据特征的均值和协方差矩阵, µg 和 Σg 分别表示生成数据特征的均值

和协方差矩阵, Tr 表示矩阵的迹.

6.2.1 PCA-Adam 在 CIFAR10 数据集上训练 GAN 生成图片

文献 [12, 20, 39] 设计出新 Adam 型算法后均利用 GAN 网络架构在 CIFAR10 或 CelebA 数据集

上进行了测试, 并通过 IS 值或 FID 值说明其所提出算法的有效性. 遵循文献 [12, 20, 39] 的研究思路,

本文在与其相同的网络架构及算法相应位置参数相同的条件下, 通过 FID 值说明 PCA-Adam 的有效

性, 具体网络架构、实验环境和参数设置详见表 1–3. 值得说明的是, 文献 [20, 图 12] 已在该实验上

对比了 Extra-Adam 和 Adam 训练 DCGAN 的 FID 值, 并表明 Extra-Adam 较 Adam 训练 DCGAN

有更小的 FID 值, 因此本文只需要与 Extra-Adam 训练 DCGAN 作 FID 值的对比, 对比结果详见

图 15.
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图 11 (网络版彩图) (a)–(c) 为用 SGDA 训练 Wasserstein GAN 学习二维 Gauss 分布 (d = 2) 协方差矩

阵的迭代过程图, 其中, BS = 50, α = 0.02, T = 10,000, λ = 0.1, 且判别器使用权重裁剪技巧, 将其权重裁剪

到 [−1, 1]; (d)–(f) 分别为真实分布和接近训练结束时各点生成器分布 [12]
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图 12 (网络版彩图) (a)–(c) 为用 SOGDA 训练 Wasserstein GAN 学习二维 Gauss 分布 (d = 2) 协方差

矩阵的迭代过程图, 其中, BS = 50, α = 0.02, T = 10,000, λ = 0.1, 且判别器使用权重裁剪技巧, 将其权重裁

剪到 [−1, 1]; (b)–(f) 分别为真实分布和接近训练结束时各点生成器分布 [12]
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图 13 (网络版彩图) (a)–(c) 为用 SMPM 训练 Wasserstein GAN 学习二维 Gauss 分布 (d = 2) 协方差矩

阵的迭代过程图, 其中, BS = 50, γ = 0.002, α = 0.02, T = 10,000, λ = 0.1, 且判别器使用权重裁剪技巧,

将其权重裁剪到 [−1, 1]; (d)–(f) 分别为真实分布和接近训练结束时各点生成器分布
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图 14 (网络版彩图) (a)–(c) 为用 SPCA 训练 Wasserstein GAN 学习二维 Gauss 分布 (d = 2) 协方差矩

阵的迭代过程图, 其中, BS = 50, γ = 0.002, α = 0.006, β = 0.02, T = 10,000, λ = 0.1, 且判别器使用权

重裁剪技巧, 将其权重裁剪到 [−1, 1]; (d)–(f) 分别为真实分布和接近训练结束时各点生成器分布

表 1 CIFAR10 实验所用的 DCGAN 网络架构 (参见文献 [20, 表 2])

生成器

输入层: z ∈ R128 ∼ N(0, I)

线性层 128→ 4× 4× 512 批规范化 ReLU

4× 4 conv.T 步幅 = 2 填充 = 1 512→ 256 批规范化 ReLU

4× 4 conv.T 步幅 = 2 填充 = 1 256→ 128 批规范化 ReLU

4× 4 conv.T 步幅 = 2 填充 = 1 128→ 3 Tanh

判别器

输入层: x ∈ R3×32×32

4× 4 conv. 步幅 = 2 填充 = 1 1→ 64 lReLU

4× 4 conv. 步幅 = 2 填充 = 1 64→ 128 批规范化 lReLU

4× 4 conv. 步幅 = 2 填充 = 1 128→ 25 批规范化 lReLU

线性层 128× 4× 4× 4→ 1

注: ReLU 表示整流线性单位函数, conv.T 是转置卷积, conv. 表示卷积.

表 2 CIFAR10 和 CelebA 数据集上的实验环境

实验环境

CPU: Inter Core i7-10700 GPU: RTX A4000 16G RAM: 64 G

Python: Version 3.8.0 Pytorch: Version 1.9.0
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表 3 CIFAR10 数据集上实验超参数设置

(DCGAN) WGAN-GP 超参数

WGAN-GP BS = 64 最大迭代次数 T = 200,000

Adam β1 = 0.5 Adam β2 = 0.9 梯度罚 = 10

生成器学习率 (Extra-Adam) γ = 5E−4

(PCA-Adam) γ = β = 5E−4, α = 4.5E−4

判别器学习率 (Extra-Adam) γ = 5E−4

(PCA-Adam) γ = β = 5E−4, α = 4.5E−4

F
I
D

图 15 (网络版彩图) CIFAR10 数据集上算法 PCA-Adam 和 Extra-Adam 训练 DCGAN 的 FID 值对比

图. 横坐标表示迭代次数, 纵坐标表示 FID 值的大小

图 15 为 PCA-Adam 和 Extra-Adam 训练 DCGAN 生成数据与真实数据在特征层面距离远近的

比较. 由图 15 可知, 在训练过程的中后期, PCA-Adam 训练 DCGAN 比 Extra-Adam 训练 DCGAN

持续具有更小的 FID值.因此, PCA-Adam比 Extra-Adam训练 DCGAN生成数据的分布更接近真实

分布. Extra-Adam 和 PCA-Adam 训练 DCGAN 迭代 200,000 次后生成的图片见图 16, 对比两张图片

可知 Extra-Adam 训练该 DCGAN 生成的图片相对更模糊一些.

分析图 15 和 16 的实验过程可知, 向心加速思想的引入不仅稳定了 DCGAN 的训练过程, 而且相

对提高了其生成数据的质量. 因此, 图 15 和 16 的结果表明 PCA-Adam 训练 GAN 的效果明显优于

Extra-Adam.

6.2.2 PCA-Adam 在 CelebA 数据集上训练 GAN 生成图片

本文借助文献 [39]的网络架构,且在算法相应位置参数相同条件下,通过 FID值说明 PCA-Adam

训练 DCGAN 的有效性. 实验环境同表 2, DCGAN 网络架构和参数设置见表 4 和 5. 对比实验结果

详见图 17 和 18.
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由图 17可知,向心加速思想的引入使得在 DCGAN的整个训练过程中使用 PCA-Adam比 Extra-

Adam 能持续获得更小的 FID 值, 故 PCA-Adam 比 Extra-Adam 训练 DCGAN 生成数据更接近真实

数据. Extra-Adam 和 PCA-Adam 训练 DCGAN 迭代 200,000 次后生成的图片见图 18, 结合 FID 值

分析两幅图片, 整体而言由 Extra-Adam 训练 DCGAN 生成的图片相对更模糊一些.

图 16 (网络版彩图) (a) Extra-Adam 在 CIFAR10 数据集上训练 DCGAN 迭代 200,000 次生成器生成的

图片; (b) PCA-Adam 在 CIFAR10 数据集上训练 DCGAN 迭代 200,000 次生成器生成的图片

表 4 CelebA 数据集上 DCGAN 网络架构 (参见文献 [39, 表 1])

生成器

输入层: z ∈ R100 ∼ N(0, I)

全连接层 4× 4× 512 批规范化 ReLU

4× 4 conv.T 步幅 = 2 256 批规范化 ReLU

4× 4 conv.T 步幅 = 2 128 批规范化 ReLU

4× 4 conv.T 步幅 = 2 64 批规范化 ReLU

3× 3 conv.T 步幅 = 1 3 权重规范化 Tanh

判别器

输入层: x ∈ R3×32×32

3× 3 conv. 步幅 = 1 64 lReLU

3× 3 conv. 步幅 = 2 128 lReLU

3× 3 conv. 步幅 = 1 128 lReLU

3× 3 conv. 步幅 = 2 256 lReLU

3× 3 conv. 步幅 = 1 256 lReLU

3× 3 conv. 步幅 = 2 512 lReLU

3× 3 conv. 步幅 = 1 512 lReLU

全连接层 1

注: ReLU 表示整流线性单位函数, conv.T 是转置卷积, conv. 表示卷积.
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表 5 CIFAR10 数据集上的实验超参数设置

(DCGAN) WGAN-GP 超参数

WGAN-GP BS = 64 最大迭代次数 T = 200,000

Adam β1 = 0.0 Adam β2 = 0.9 梯度罚 = 1.0

生成器学习率 (Extra-Adam) γ = 1E−4

(PCA-Adam) γ = β = 1E−4, α = 0.8E−4

判别器学习率 (Extra-Adam) γ = 1E−4

(PCA-Adam) γ = β = 1E−4, α = 0.8E−4

F
I
D

图 17 (网络版彩图) CelebA 数据集上 PCA-Adam 和 Extra-Adam 训练 DCGAN 的 FID 值对比图

图 18 (网络版彩图) (a) Extra-Adam 在 CelebA 数据集上训练 DCGAN 迭代 200,000 次后生成器生成的

图片; (b) PCA-Adam 在 CelebA 数据集上训练 DCGAN 迭代 200,000 次后生成器生成的图片

图 17 和 18 的实验结果表明, 向心加速思想的引入使 DCGAN 的训练过程更稳定, 且获得的 FID

值更小, 生成图片更清晰. 因此, PCA-Adam 训练 GAN 的效果明显优于 Extra-Adam.
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7 结论

基于文献 [28]提出的如何使用优化技巧消除零和博弈中的极限循环行为这一公开问题,受OGDA、

GOGDA、Grad-SCA 和 MPM 思想的启发, 本文提出了 PCA 用于缓解 GDA 求解可微二人零和博弈

时表现出的极限循环行为. 本质上训练一般的 GAN 需要用优化算法并借助深度学习框架求解一个非

凸非凹零和博弈. 从目前国际上对非凸非凹零和博弈的研究现状来看, 无论是理论方面还是算法方面

都有许多重要且难度大的问题需要解决 [57]. 本文得到了 PCA 在二元线性博弈上的最后一次迭代全

局收敛性, 那么能否得到 PCA 在一般非凸非凹零和博弈上的最后一次迭代全局收敛性呢? 这是一个

值得继续思考的问题.

致谢 衷心感谢审稿专家提出的宝贵意见, 同时也感谢编委在处理本文时所付出的辛勤劳动.
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Training GAN with predictive centripetal acceleration

Keke Li, Xinmin Yang & Ke Zhang

Abstract To alleviate the issue of limit cycle behavior in training generative adversarial networks (GAN), in
this paper, we draw inspiration from the centripetal acceleration algorithm and the modified predictive method
(MPM) by Liang and Stokes (2019). Building upon geometric observation of uniform circular motion, we propose
the predictive centripetal acceleration algorithm (PCA). First and foremost, we prove the last-iterate convergence
of the PCA on the bilinear game, which is a special case of the GAN. Besides, by combining PCA with the
stochastic gradient descent (SGD) algorithm and adaptive moment estimation (Adam) algorithm, we propose two
variants, which are called stochastic PCA (SPCA) and PCA-Adam, for the practical training GAN. Last but not
least, experiments conducted on the bilinear game, multivariate Gaussian distribution, and CIFAR10 and CelebA
datasets validate the effectiveness of the proposed algorithm.

Keywords generative adversarial networks, predictive centripetal acceleration algorithm, bilinear game,

convergence
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