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摘要 太阳爆发活动主要包括太阳耀斑、日冕物质抛射(coronal mass ejections, CME)和太阳质子事件(solar proton
events, SPE), 太阳爆发活动对空间天气和高技术领域有重要影响. 太阳爆发活动短期预报是空间天气预报中一个

活跃的研究领域. 目前, 数值的、统计的和机器学习的方法被用来建立太阳爆发活动预报模型. 随着天基和地基

观测设备的发展, 积累了大量的太阳观测数据, 数据驱动的太阳爆发活动预报模型取得了重大进展. 本文介绍了

机器学习算法在太阳爆发活动预报中的应用, 总结了预报建模过程, 概述了太阳爆发活动预报模型的进展, 并展

望了未来可能的研究方向.
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1 引言

随着人类空间活动的增加, 太阳爆发活动对高技

术领域的影响和太阳爆发活动的预报备受关注(Tem-
mer, 2021). 太阳爆发活动主要包括太阳耀斑、日冕物

质抛射(coronal mass ejections, CME)和太阳质子事件

(solar proton events, SPE).

耀斑是一种剧烈的太阳活动事件, 表现为从太阳

表面释放出大量的能量和辐射(Benz, 2008). 耀斑的发

生会影响地球的大气层, 可能引发近地的空间天气变

化, 并对人类的太空活动和技术设备构成潜在风险.
因此, 太阳耀斑预报一直是太阳物理学和空间天气研

究中的一个重要课题. 日冕物质抛射是太阳-地球系统

中的重要现象之一, 经常导致空间环境扰动和相应的
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地磁扰动(Webb和Howard, 2012). 因此, 日冕物质抛射

在空间天气研究中引起了极大的关注, 预测它们是否

以及何时会影响地球是空间天气预报的一个关键方

面. 太阳质子事件是能量大于10MeV的高能质子通量

的突然增强, 太阳质子事件源于太阳耀斑的磁重连和/
或日冕物质抛射的激波(Waterfall等, 2023). 太阳爆发

活动引起的辐射、磁化等离子体和高能粒子可能会对

卫星运行、导航系统、宇航员安全、通信系统、极地

飞行和电网运行等产生影响(Temmer, 2021).
近年来, 太阳活动预报在机器学习技术的推动下

有了很大的发展. 我们从机器学习的角度对其进行了

总结, 希望能对太阳活动预报建模研究提供一些启示.
对于太阳耀斑预报(Toriumi和Wang, 2019), 从物理建

模的角度来看, 有基于磁流体力学(magnetohydrody-
namics, MHD)和自组织临界(self-organized criticality,
SOC)模型的建模方法. 这两种方法都有良好的物理背

景和可解释性. 在实际预报业务中, 更多的应用是基于

数据驱动的建模方法, 例如最早的基于经验的专家系

统, 后来的统计方法、用于手动提取特征的机器学习

方法以及用于自动提取特征的深度学习方法. 本文详

细描述了数据、耀斑预报的建模过程及方法. 对于日

冕物质抛射预测(Zhao和Dryer, 2014), 人们在过去几

十年中已经开发出了各种基于物理机理的日冕物质抛

射预报模型. 近年来, 机器学习和深度学习的不断进步

促进了新模型的出现. 因此, 我们综述了机器学习方法

在预测日冕物质抛射对地效应方面的应用. 此外, 还强

调了现有模型的不足之处, 并提出了未来的改进方向.
对于太阳质子事件预报(Stumpo等, 2021), 统计的和机

器学习的方法已经被用来提供事件或通量预报结果.
然而, 由于样本量的限制, 深度学习尚未被广泛用于太

阳质子事件预报建模中.
本文从机器学习的角度综述了耀斑预报模型、日

冕物质抛射预报模型和质子事件预报模型的进展.

2 机器学习

2.1 机器学习发展

机器学习的发展可以分为两个阶段: 传统机器学

习阶段和深度学习阶段. 传统机器学习从建模数据的

角度来说, 主要处理低维度数据, 如流量等一维数据.
因此, 大部分模型需要手动提取特征, 这一阶段的建模

硬件资源通常由多核心的单台机器的算力即可满足.
深度学习阶段从数据的角度来说, 可以处理维度更

高、更加复杂的数据, 如图像数据、视频数据等. 在

这一阶段, 通常可以自动实现特征提取和更强的建模

能力, 代价是需要更高的训练资源, 通常需要较多核

心的CPU, 或者GPU、NPU等.
图1列出了常见的模型和里程碑事件. 传统机器学

习按照目前使用较多的神经网络的发展, 可以分为早

期阶段、感知器时代和反向传播时代. 在早期阶段,
研究者们主要关注线性模型和统计方法, 探索数据分

类和回归问题的基本解决方案. 艾伦·图灵提出了图灵

测试(Turing, 1950), 以评估机器是否具有智能, 奠定了

人工智能的基础. 简单神经网络模型的引入(McCul-
loch和Pitts, 1943)和感知器的提出(Rosenblatt, 1958)标
志着进入感知器时代. 感知器能够解决线性可分问题,
但由于其无法解决异或(XOR)等非线性问题, 研究进

展一度陷入停滞. 随着反向传播算法的提出(Rumel-
hart等, 1986), 神经网络的研究进入了新的阶段. 反向

传播算法通过有效地调整网络权重, 解决了多层神经

网络的训练问题, 使得复杂的非线性问题得以解决.
这一时期, 神经网络在语音识别、图像分类等任务中

取得了显著成果, 推动了机器学习技术的广泛应用和

发展.
深度学习阶段可以进一步细分为深度学习早期、

卷积时代、残差时代、注意力时代和大语言模型时

代. 深度学习早期阶段, 主要探索深层神经网络的结构

和训练方法. 卷积时代, 以卷积神经网络AlexNet(Kriz-
hevsky等, 2017)的诞生及使用GPU训练为开端, 这项

工作及后续一系列改进工作显著提升了图像处理任务

的性能. 残差时代, 引入了残差网络ResNet(He等,
2016), 解决了深度网络训练中的梯度消失问题, 使得

更深层次的网络成为可能. 注意力时代, 以Transformer
模型的提出(Vaswani等, 2017)为标志,广泛应用于自然

语言处理任务, 后续推广到一系列其他模型及任务. 大
语言模型时代, 随着BERT、GPT等大规模预训练模型

的引入, 自然语言处理技术取得了突破性进展, 这些模

型展示了强大的生成和理解能力, 推动了人工智能的

发展及在各行各业的应用.

2.2 建模过程

机器学习和深度学习用于构建模型并从数据中学
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习预测模式, 但在建模过程中存在一些差异. 图2对机

器学习和深度学习的建模过程进行了比较. 总体而言,
机器学习和深度学习的建模过程都涉及问题定义、构

建数据集、模型设计、训练、评估和部署等步骤. 主

要的区别在于特征工程, 深度学习侧重于从现有数据

中自动学习特征表示.

2.2.1 数据集

(Ⅰ) 数据收集与预处理. 数据收集包括观测数据

的收集和预测因子的计算. 数据预处理包括数据清洗

和数据标注; 根据建模方法的不同, 可能会有不同的

清洗要求, 例如, 在机器学习方法中, 应处理缺失数据.
数据标注是添加一个或多个有意义标签的过程, 以定

义一个预测问题, 使模型能够从中学习. 例如, 我们可

以预测未来24小时内X级耀斑的发生或软X射线峰值

通量.
(Ⅱ) 特征工程. 对于机器学习, 适当的特征表示是

基于问题和数据的特性来设计的. 主要问题在于应该

提取哪些特征, 以及如何在预测模型中选择和组合这

些特征. 在深度学习中, 神经网络自动从原始数据中

学习特征表示, 因此不需要显式的特征工程步骤, 并

且可以根据实际问题选择相对成熟的预测因子.
(Ⅲ) 数据分割. 数据分割是机器学习中的一个重

要步骤, 涉及将数据集划分为训练集、验证集和测试

集. 训练集用于学习参数和训练模型; 验证集用于超

参数调优和模型验证, 以避免过拟合; 测试集用于评

图 1 (网络版彩图)机器学习发展
横轴为学习类型(有监督学习、自监督学习、无监督学习), 纵轴为时间轴(包含里程碑事件)
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图 2 (网络版彩图)机器学习和深度学习的建模过程与比较
机器学习和深度学习的建模过程通常包括五个主要步骤: 确定问题、构建数据集、设计模型、训练模型以及评估和部署模型. 主要的区别在

于特征工程和模型设计阶段
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估模型的性能, 模型在测试集上的性能是其泛化能力

的重要指标.
以下是数据分割的基本标准: (1) 随机性. 在划分

数据集时, 确保数据是随机打乱的, 以避免数据顺序性

对结果的影响. (2) 数据分布. 确保训练集、验证集和

测试集的数据分布与实际应用中的数据分布相似, 以

保证模型的泛化能力. (3) 数据量. 确保每个数据集中

有足够的样本, 以代表各种情况并避免过拟合. (4) 时

间序列数据. 对于时间序列数据, 确保训练集的时间段

在验证集和测试集之前, 以避免信息泄漏问题. (5) 比

例划分. 通常, 数据集可以分为70%~80%的训练集、

10%~15%的验证集和10%~15%的测试集, 可以根据数

据量和任务的特性适当调整. 如图3所示, 数据集被划

分为训练集和测试集, 比例通常为7:3. 训练集用于训

练模型, 测试集用于评估模型性能. 训练集和测试集不

能有交叉数据. (6) 交叉验证. 对于数据量较少的情况,
可以使用交叉验证更充分地利用数据. 例如, k折交叉

验证将数据分成k部分, 并使用其中一部分作为验证

集, 其余部分作为训练集进行k次验证.
保留法和交叉验证法被用作模型评估方法, 如图4

所示. 保留法是一种简单的评估预测模型性能的方法.
在保留法中, 数据集被划分为训练集和测试集, 然后从

训练集中划分出验证集. 测试集得分被认为是模型的

泛化能力指标. 保留法的评估结果依赖于数据的划分.
交叉验证法在一定程度上可以解决这个问题. 在k折交

叉验证法中, 训练集被分成k个子集. 模型使用k‒1个子

集进行训练, 并在剩下的一个子集上进行验证. 这个过

程重复k次. 交叉验证法似乎能更好地逼近泛化性能,
但计算开销较大. 当样本数量非常少时, 采用留一交

叉验证法. 在这种方法中, 每个样本作为一次测试集,
其余样本作为训练集.

以太阳耀斑预测中将数据集划分为训练集和测试

集为例, 数据分割方法如图5所示. 在图5a中, 一年的数

据用于验证集, 其余年份的数据用于训练集. 如果需要

进行多次划分, 每次选择不同年份的数据. 数据也可以

按月划分, 例如在图5b中, 三个月的数据用于验证, 其
余月份的数据用于训练. 如果需要多次划分, 每次选择

不同的月份. 在图5c中, 所有数据首先根据耀斑级别划

分为不同组. 从不同组中选择的数据结合生成训练集

和测试集. 例如, Li等(2020)使用基于活动区(AR)数据

的交叉验证方法. 如果需要多次划分, 可以使用不同的

随机种子进行划分. 图5d显示了最简单的划分方法, 即
随机选择一定比例的数据. 然而, 由于数据量小、数据

分布的周期性以及类别不平衡问题, 可能会出现数据

泄漏的问题. 需要注意的是, 同一活动区中的不同样

本不应同时出现在训练集和测试集中.

2.2.2 模型设计

人工智能的目标是创建能够执行复杂任务的智能

系统. 这也是一个工程任务, 一些经典模型和算法通常

依赖于一些框架. 太阳活动预测中的机器学习代码很

少从头开始实现. 通常会使用一些工具包, 例如用于

机器学习的sklearn, 深度学习的Pytorch、TensorFlow
和Mindspore, 用于训练预测模型.

2.2.3 模型训练

对于机器学习, 训练集用于拟合模型并优化模型

的参数, 使其在训练集上表现良好. 例如, 神经网络的

权重通过反向传播算法进行优化, 以减少训练集上的

损失函数. 在模型训练过程中, 模型的超参数根据验

证结果来确定.

2.2.4 模型评估

测试集用于评估模型的性能. 评估指标用于估计

训练好的模型在测试集上的表现. 如图6所示, 不同的

预测任务需要不同的评估指标. 预测任务可以分为分

类或回归. 分类任务分为二分类和多分类. 对于回归,
模型可以输出单点值或多点值.

(Ⅰ) 二分类指标. 二分类包括正样本和负样本. 如
图7所示, 指标的计算分为四个步骤: 样本统计、统计

汇总、基本指标计算和综合指标计算.
样本统计包括:正确预测的正样本数量,称为TP(T

表示正确预测, P表示预测为正); 负样本被错误预测为

正样本的数量, 称为FP(F表示错误预测, P表示预测为

正); 正样本被错误预测为负样本的数量, 称为FN(F表
示错误预测, N表示预测为负); 正确预测的负样本数

量, 称为TN(T表示正确预测, N表示预测为负).
统计汇总是计算数据的分布, 例如, 实际正样本的

总数称为(Pa), 实际负样本的总数称为(Na). 预测为正

的样本总数称为(Pf), 预测为负的样本总数称为(Nf), 正
确预测的总数称为(T), 错误预测的总数称为(F). 样本

总数记为(All).
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基本指标是可以从样本统计和统计汇总中计算出

来的指标. 它们的计算方法如图7所示. 重要的基本指

标包括真正率(TPR/召回率/敏感性)、正预测值(PPV/
精度)和假正率/接受率/报警率(FPR/FAR). 召回率和精

图 3 (网络版彩图)数据集分割
一个数据集通常被划分为训练集、验证集和测试集
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度是评估分类模型性能的两个基本指标. 召回率衡量

模型正确识别的实际正样本的比例, 而精度衡量模型

预测为正的样本中实际正确的比例. 关于这些指标的

应用场景和置信区间, Jolliffe(2007)和Kubo等(2017)提
供了详细讨论.

综合指标是从基本指标计算得出的指标, 它们的

计算方法如图7所示. 当数据平衡时, 准确率(ACC)是
一个很好的指标. 然而, 非耀斑样本的数量远大于耀斑

样本的数量, 这就是一个类别不平衡问题. 在类别不平

衡问题中, 平衡准确率(BACC)、Heidke技巧评分

(Heidke, 1926)(HSSs)、真实技巧统计量(Bloomfield
等, 2012)(TSS)、Appleman技巧评分(ApSS)、F1评分

和Fβ评分被用于评估模型性能(例如, Jiao等, 2020).

Heidke技巧评分(HSSs)有两种定义方式, HSS1(Barnes
和Leka, 2008)和HSS2(Mason和Hoeksema, 2010; Bobra
和Couvidat, 2015). HSS2常用于评估太阳活动预测模

型的性能(Bobra和Couvidat, 2015; Chen等, 2019).
(Ⅱ) 多阈值二分类指标. 当预测模型的输出为概

率时, 可以手动设置阈值. 概率大于阈值的样本被认为

是正样本, 其他样本被认为是负样本. 不同的阈值会产

生不同的输出. 接收者操作特性(ROC)曲线和精确度-
召回(PR)曲线用于在进行多阈值二分类时评估和比较

模型性能, 例如Florios等(2018)和Liu等(2022). ROC曲
线的横轴和纵轴分别是假正率(FPR)和真正率(TPR).
选择不同的阈值, 得到一组(FPR, TPR)数值对, 通过连

接所有数值对得到ROC曲线, 如图8a所示. 曲线越接近

图 4 (网络版彩图)保留法和交叉验证法
(a) 保留法; (b) k折交叉验证; (c) 留一交叉验证
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左上角, 模型性能越好. 为了定量表征模型的优劣, 计
算ROC曲线下面积(AUC)(图8b).

对于类别不平衡问题, 精确度-召回(PR)曲线是另

一种选择, 例如Jonas等(2018)使用PR曲线来评估模型

性能. PR曲线的横轴和纵轴分别是真正率(TPR)和正

预测值(PPV). 曲线越接近右上角, 模型性能越好.
(Ⅲ) 回归指标. 回归模型输出连续变量, 常用于概

率预测、单值预测和多值预测. 回归中的指标如图9
所示.

3 太阳耀斑预测

3.1 问题定义

太阳耀斑是最剧烈的太阳活动之一. 太阳耀斑是

图 5 (网络版彩图)数据分割算法
(a)按年份划分训练集和测试集; (b)按月份抽样训练集和测试集; (c)通过分层分割并进行分层抽样来划分训练集和测试集; (d)通过随机抽样

划分训练集和测试集
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发生在太阳表面上方的局部区域内能量的突然大规模

释放, 如图10所示. 耀斑通常伴随着一系列现象: 几乎

全波段的无线电增强, 能量范围从103eV到1011eV的高

能粒子流, 以及日冕物质抛射(林元章, 2000). 然而, 由
于形成条件不同, 并不是所有这些现象都会发生, 也不

会以完全相同的强度发生.

3.1.1 耀斑大小和分类

大型耀斑的能量可以达到4×1032erg(1erg=10−7J);
其中电磁辐射部分约占1/4, 即1032erg, 主要集中在可

见光波长. 剩余的3/4能量以高能粒子和等离子体动

能的形式释放(Ellison, 1963; Wentzel和Tidman,
1969; 林元章 , 2000) . 中型耀斑释放的能量为

1030~1031erg, 小型耀斑释放的能量为1028~1029erg, 微
耀斑的释放能量为1026~1027erg, 释放能量≤1025erg的
被称为纳耀斑.

耀斑的分类通常分为光学耀斑分类和软X射线耀

斑分类. 目前更常用的是软X射线的耀斑分类. 地球的

电离层对1~8Å软X射线强度的变化非常敏感, 因此太

阳耀斑的X射线等级反映了该耀斑产生电离层效应的

能力. 基于地球静止运行环境卫星(Geostationary Op-
erational Environmental Satellite, GOES)测量的1~8Å峰
值通量FX(Machol等, 2020), 耀斑的软X射线等级被分

为A、B、C、M和X. 如表1所示, 每个主要等级进一

步细分为九个次级等级. 例如, M3级表示耀斑软X射
线峰值通量FX=3×10

−5Watts/m2.

3.1.2 耀斑预测标签

短期太阳耀斑预测模型通常提前1~3天给出结果,
预测结果包括是否会发生耀斑、耀斑的等级、耀斑的

时间和位置, 以及是否会伴随其他太阳活动事件.
预测模型通常包括两种类型. 一种是定义为分类

问题, 预测离散值, 例如未来是否会发生耀斑. 另一种

是回归问题, 给出连续值, 例如软X射线峰值通量或耀

斑持续时间(Reep和Barnes, 2021). 数据标注决定了建

模问题的类型. 常见的预测模型包括分类问题和回归

问题, 如图11所示. 分类问题预测离散标签, 回归问题

预测连续标签.

图 6 (网络版彩图)问题定义及相应指标
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3.2 数据和预测因子

3.2.1 数据

机器学习方法需要大量数据, 因此连续的多波长

数据是理想的数据来源, 而卫星上的观测设备自然具

有这种特性, 所以太阳活动预测较依赖于来自卫星的

数据. 例如, 太阳和日球层观测台(SOHO; Domingo等,
1995)是欧洲航天局(European Space Agency, ESA)与
美国国家航空航天局(National Aeronautics and Space
Administration, NASA)合作建立的一颗太阳卫星, 发

图 7 (网络版彩图)二分类评估指标
指标可以分为四个部分, 第一部分是左上角的混淆矩阵, 展示了预测和实际样本情况的基本统计数据; 然后是基本统计数据的汇总, 接下来是

基本指标的计算, 最后是综合指标的计算
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射于1995年; 太阳动力学观测台(Solar Dynamics Ob-
servatory, SDO; Pesnell等, 2012a)是NASA于2010年发

射的另一颗卫星, 携带了多种仪器, 提供了太阳的高时

间和空间分辨率图像; 地球静止运行环境卫星(GOES)
包括一系列在地球同步轨道上运行的卫星, 用于监测

太阳活动对地球环境的影响. 这些卫星的累积数据可

用于构建机器学习模型. 磁图和多波段图像可以作为

预测模型的输入, 软X射线通量可以用来提供预测模

型的输出.
(Ⅰ) 磁场数据. SOHO/MDI(太阳和日球层观测台/

迈克尔逊多普勒成像仪)和SDO/HMI(太阳动力学观测

台/太阳地震和磁成像仪)分别从1996年和2010年开始

提供连续的光球磁图, 因此有大数据的积累, 经常被用

来训练机器学习模型. 例如, Park等(2018)将CNN应用

于全盘太阳磁图, 无需任何预处理或特征提取, 他们的

模型输入是SOHO/MDI(从1996年5月到2010年12月)

图 8 (网络版彩图)ROC曲线

图 9 (网络版彩图)回归问题的指标
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和SDO/HMI(从2011年1月到2017年6月)的全盘磁图,
每天00:00UT. Bobra和Couvidat(2015)使用矢量磁图参

数通过SVM预测太阳耀斑.
大多数太阳爆发发生在太阳大气的低层, 即色球

层和低日冕(Jiang等, 2021). 但日冕磁场尚未有常规观

测方法. 为了克服这一问题, 通常基于光球磁图, 利用

外推或模拟方法计算日冕磁场. Aschwanden(2020)使
用HMI的磁图和AIA的EUV波投影, 通过自动跟踪的

日冕环坐标来模拟无力日冕磁场. 基于HMI SHARP
数据(Bobra等, 2021), Zhao Z等(2023)使用非线性无力

场外推算法建立了一个大规模数据库. Zhao J等(2023)
提出了一种基于太阳风等离子体3D磁流体动力学

(MHD)方程的新型互嵌感知模型(MEPM), 用于重建

太阳日冕的结构. Campi等(2019)基于2D磁图和3D势
场外推数据提取参数, 并构建了一个预测模型. Korsós
等(2020a)使用势场算法外推日冕磁场, 并提取参数探

讨色球层上层和低日冕磁场的最佳高度, 用于太阳耀

斑预测.
(Ⅱ) 多波长图像. 白光数据包含太阳黑子的信息,

因此可以用作太阳耀斑预测模型的输入(Pesnell等,
2012b). Abed等(2021)自动从太阳黑子图像中提取特

征, 以预测未来24小时的太阳耀斑等级. SDO/AIA提
供了从光球层到日冕的太阳图像. Liu J F等(2017)使
用Zernike矩方法从极紫外图像中提取特征; Krista和
Chih(2021)使用基于EUV图像的统计方法进行建模;
Nishizuka等(2017)通过使用磁图和紫外图像建立预测

模型; Sun等(2023)通过融合AIA多波段图像的信息建

立了太阳耀斑预测模型.
(Ⅲ) 标准数据集. 为了比较不同方法构建的预测

模型的性能, 生成标准数据集非常重要. 然而, 太阳耀

斑预测仍然是一个开放的问题, 目前还没有定义和建

立标准数据集. 不过一些公开数据集(Angryk等, 2020;
Zhao Z等, 2023)也已经公开.

3.2.2 预测因子

太阳耀斑预测模型中的预测因子可以分为计算活

动区的太阳黑子参数或磁场参数.
(Ⅰ) 太阳黑子参数. 太阳黑子是太阳表面局部强

磁场区域(林元章, 2000). 太阳黑子的特性与太阳活动

密切相关(Wang, 2009; Yang等, 2010; Yin等, 2007). 太
阳黑子的复杂性也与太阳耀斑密切相关 (李蓉等 ,
2014).

图 10 (网络版彩图)耀斑示例
(a)~(f)提取自Solarmonitor数据库(Gallagher等, 2002); (a)~(c)显示了2017年9月5日的太阳全盘图像; (d)~(f)是(a)~(c)的活跃区, 发生了一个M级

耀斑, 国家海洋和大气管理局(NOAA)编号为12673. (a)和(d)是大气成像组件(AIA)193Å波段在19:27的观测数据, (b)和(e)是日出X射线望远镜

(XRT)在05:55的观测数据, (c)和(f)显示了00:46的HMI磁图. (g)提取自NOAA空间天气预测中心(NOAA/SWPC), 显示了2017年9月3日至6日的

软X射线通量

表 1 太阳耀斑的软X射线分类

等级 FX(Watts/m2)

A [10−8, 10−7)

B [10−7, 10−6)

C [10−6, 10−5)

M [10−5, 10−4)

X [10−4, ∞)
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1919年, 威尔逊山天文台根据磁场极性分布提出

了威尔逊山分类法(Hale等, 1919). 太阳黑子群的形态

大致按照Zurich分类(也称为Brunner分类)演化, 即太

阳黑子群的演化通常从简单变为复杂, 然后再变为简

单. 基于太阳黑子群的Zurich分类, McIntosh(1990)提
出了由三个字母组成的太阳黑子群McIntosh分类法.
字母的第一个字母仍然使用Zurich分类, 但将九个类

别(A、B、C、D、E、F、G、H、J)合并为七个(A、
B、C、D、E、F、H); 第二个字母表示太阳黑子群中

最大黑子的形状和复杂性, 根据半影分为六类(x、r、
s、a、h、k); 第三个字母表示太阳黑子群中太阳黑子

的分布, 分为四类(x、o、f、c).
相关研究人员详细探讨了太阳黑子分类与耀斑的

关系. Sammis等(2000)基于8年的太阳黑子观测研究了

威尔逊山分类与耀斑的关系, 发现复杂磁场更容易产

生耀斑. 尽管大面积太阳黑子倾向于产生大耀斑, 但

磁场分类对太阳耀斑预测的影响更为显著. McIntosh
(1990)指出, McIntosh分类与耀斑的相关性优于Zurich
分类与耀斑的相关性. Atac(1987)综合了McIntosh分类

和威尔逊山分类对耀斑的影响, 指出具有Dki或Eki分
类、具有δ磁场结构以及最大磁场强度在1600~2500高

斯之间的太阳黑子更容易产生大耀斑. Falco等(2019b)
假设耀斑事件频率遵循泊松统计, 并基于太阳黑子参

数估算了太阳耀斑预测模型的概率. Li等(2013)通过

结合光球磁场参数和太阳黑子参数建立了一个耀斑模

型, 预测结果表明, 结合参数比单独使用光球磁场参数

和太阳黑子参数作为预测因子更有效. 在Debrecen日
地物理观测站(DHO)编制了一系列太阳黑子数据库和

在线工具(Baranyi等, 2016).
(Ⅱ) 磁场参数. 太阳黑子是强磁场的表现, 大多数

太阳耀斑发生在具有复杂磁场结构的活动区, 耀斑的

能量来自磁场, 因此, 研究耀斑与磁场的关系对于理

解耀斑或日冕物质抛射的物理过程非常重要(Leka和
Barnes, 2003; Georgoulis, 2008; Leka等, 2012, 2005;
Bobra和Ilonidis, 2016; Georgoulis等, 2019, 2012; 林元

章, 2000; 李蓉等, 2014). 而且物理参数和形态参数可

以从活动区的磁场数据中提取.
(i) 物理预测因子. 提出了许多磁场参数来表征活

动区的非势性和复杂性. Gallagher等(2002)发现磁场

梯度显著的活动区容易发生太阳耀斑. Abramenko等
(2002)发现当耀斑产率高时, 对应于光球磁场BZ分量

的耗散谱更平坦. Komm和Hill(2009)发现活动区的大

图 11 耀斑预报中的分类问题和回归问题
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涡度可能会产生太阳耀斑. Leka和Barnes(2003)研究了

许多光球磁场参数与太阳耀斑之间的关系, 例如磁场

的水平梯度、垂直电流等. Georgoulis和Rust(2007)定
义了一个有效的连接磁场Bef f, 这是识别发生耀斑和

未发生耀斑的活动区的可靠标准. Cui等(2007, 2006)
从活动区的光球磁图中计算了磁场的最大水平梯度、

中性线的长度和奇点的数量, 并分析了这些磁场参数

与耀斑之间的统计关系. Wang等(2008)开发了一个基

于从磁图中提取的三个预测因子的短期耀斑预测系

统, 即纵向磁场的最大水平梯度、中性线的长度和奇

点的数量. Cicogna等(2021)提出了一个表示活动区复

杂性的拓扑参数D. Kutsenko等(2021)得出结论, 较高

的磁通量涌现率是活动区未来产生强烈耀斑的必要

条件.
尽管提出了许多磁场参数, 但它们大多数是相互

关联的. Leka和Barnes(2007)使用统计方法发现一些参

数与光球磁场状态之间的强相关性, 这在任何给定时

间对活动区是否会产生耀斑的影响有限. Barnes和
Leka(2008)对全磁通Φtot、自由能Ee、强梯度中心线上

的磁通量R和有效的连接磁场Bef f等参量, 采用判别分

析方法量化预报耀斑的能力, 发现这些预报因子的预

报能力没有明显差别. Dhuri等(2019)和Lim等(2019b)
也讨论了磁场参数之间的相关性. 在应用这些预测因

子构建太阳预测模型时, 应进行去相关操作. 另一方

面, Wang J等(2019)和Wang等(2020)发现, 当集中计算

高梯度中性区域而不是整个活动区时, 这些参数区分

强耀斑活动区和非强耀斑活动区的能力也得到了提

高. 一些数据产品, 例如Bobra等(2014), 在发布数据的

头文件中添加了磁场参数. 这些参数也可以用于基于

机器学习的建模过程 . 除了太阳光球磁场参数外 ,
Huang等(2013)还添加了活动区之间的距离和预测的

活动经度作为新的预测因子, 并验证了其对太阳耀斑

预测的有效性.
(ii) 分形预测因子. 高能量的太阳活动区是太阳耀

斑和日冕物质抛射的源头, 人们尝试了各种方法来表

征活动区的复杂性, 从威尔逊山磁场分类到McIntosh
分类都表明, 大而复杂的活动区会产生大量的太阳耀

斑. 然而, 这些太阳黑子分类是主观的, 由于活动区具

有自相似性, 活动区的复杂性可以通过分形方法进行

量化(McAteer等, 2005; 李蓉等, 2014). 相对于太阳黑

子的形态分类和活动区的磁场参数, 分形预测因子的

研究相对较少. McAteer等(2005)使用计数盒方法研究

了计算的分形维数与每个活动区威尔逊分类的耀斑产

率之间的关系. 他们发现每个威尔逊分类都有相似的

分形维数频率分布 , 从而表明活动区的自相似性 .
Aschwanden和Aschwanden(2008a, 2008b)研究了太阳

耀斑的面积分形维数和体积分形维数, 发现EUV波长

观测到的耀斑区域表现出分形特征, 总EUV通量与面

积分形线性相关. Meunier(2004)研究了太阳周期内不

同时间尺度上的分形维数变化. Georgoulis(2012)发现,
无论是发生耀斑的活动区还是未发生耀斑的活动区都

表现出显著的分形、多分形和非Kolmogorov湍流特

征, 但没有一个参数能够区分主要耀斑活动区和耀斑

安静区. 其他研究(Lawrence等, 1993; Conlon等, 2008;
Yu等, 2012; Georgoulis, 2013)也使用多分形方法研究

了太阳磁场和太阳耀斑.

3.3 预报模型

建模方法可以分为物理方法和数据驱动方法. 数

据驱动方法包括统计方法、机器学习方法和深度学习

方法. 统计方法基于低维特征参数构建预测模型. 机器

学习方法也需要手动特征提取, 但它们可以自动构建

预测模型. 深度学习方法可以在大数据支持下自动提

取特征并构建预测模型.

3.3.1 物理方法

物理方法包括基于第一性原理的磁流体动力学

(MHD)模型和自组织临界性(SOC)模型(Cozad等 ,
2015).

(Ⅰ) 磁流体动力学. 磁流体动力学(MHD)方程可

用于动态建模电磁场和等离子体在时间和空间中的变

化(Piana等, 2019). 在理解太阳物理变化的物理过程和

形成机制的基础上, 建立物理模型, 给出初始和边界条

件, 并通过数值模拟计算预测因子的空间分布和演化

(李蓉等, 2014). 由于太阳耀斑的物理机制仍不清楚,
尚未建立适用的和可预测的物理模型(Lin, 2009; Ning,
2009, 2012; Wang, 2012; Korsós等, 2018; 李蓉等,
2014).

(Ⅱ) 自组织临界模型. 自组织临界(SOC)模型于

1987年提出(Bak等, 1987). 一个由大量相互作用的组

件组成的系统将自然演化到自组织临界状态, 当系统

达到自组织临界状态时, 即使是小的扰动事件也可能
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引起系统中的一系列剧烈变化. “自组织”意味着状态

的形成主要是系统内部组织之间相互作用的结果, 而

不是由任何外部因素控制或主导. “临界状态”意味着

系统处于特别敏感的状态, 小的局部变化可以被放大

并扩展到整个系统. 换句话说, 当系统处于临界状态

时, 所有组件的行为相互关联, 系统中事件的规模与

其频率之间存在幂律关系(Bélanger等, 2007).
SOC的一个简单例子是沙堆模型(Aschwanden,

2011). 在这个模型中, 不断向沙堆中添加沙子, 沙堆的

平均斜率增加, 直到达到临界状态. 一旦达到临界状

态, 额外的沙子会引发雪崩. 众所周知, 太阳耀斑的频

率和其峰值强度遵循与太阳周期无关的幂律分布. Lu
和Hamilton(1991)认为日冕磁场类似于沙堆, 光球对流

运动的慢速生成带有随机扭曲作用, 类似于向沙堆中

添加额外的沙子, 太阳耀斑由许多小事件触发, 通常

认为存储在日冕磁场中的磁能是耀斑的能量来源, 每

次磁重联事件都会释放磁场中的能量, 通过能量释放,
磁场的梯度低于临界状态值. 当再次添加磁能时, 磁场

被驱动到临界状态, 这个过程会重复进行(李蓉等,
2014). Karakatsanis和Pavlos(2008)指出太阳活动中共

存两种物理过程, 一种是自组织临界状态的存在, 另

一种是低维混沌动力学的存在 . Morales和Santos
(2020)进行了类似的研究. SOC模型在太阳耀斑预测

中的应用仍处于早期阶段.

3.3.2 统计方法

在统计方法中, 应用低维预测因子构建预测模型,
从观测数据中估计模型参数(Giovanelli, 1939). 输入数

据的维度有限, 无法将图像直接输入模型. Giovanelli
(1939)提出了最早的太阳耀斑概率预测模型. 活动区

内发生耀斑的概率表示为P=2.6akf(i), 其中a是太阳黑

子面积, k是每单位面积的爆发概率, f(i)表示面积增

长率.
Drake(1971)提出了耀斑峰值通量的幂率分布, 表

示为N(S)=const×Sγ, 其中N(S)是每单位时间内每个峰

值通量S的事件数, const表示常数, 幂指数γ通常略小

于2(Aschwanden等, 1998). 基于McIntosh分类的3个参

数, Gallagher等(2002)使用泊松分布建立了一个耀斑

预测模型. 24小时内发生太阳耀斑的概率为Pμ(N≥1)=1
−exp(−μ), 其中μ是每单位时间内的平均事件数. 一些

经典的统计方法, 例如贝叶斯方法、多重线性回归和

Fisher判别分析 , 常用于构建太阳耀斑预测模型 .
Wheatland(2004)基于1976年至2003年的GOES软X射
线数据 , 应用贝叶斯事件统计方法预测太阳耀斑 .
Bornmann和Shaw(1994)通过多重线性回归分析了

McIntosh分类对太阳耀斑的贡献. Bartkowiak和Jaki-
miec(1994)使用多重回归方法构建了太阳耀斑预测模

型, 他们发现使用L1范数或Gower距离度量的性能优

于使用欧几里得距离. 使用Fisher判别分析, Barnes和
Leka(2006)给出了磁场参数与耀斑之间的统计关系.
Zhang等(1994)开发了一个太阳耀斑预测模型, 在Zhu
和Wang(2003)中应用了多重线性回归方法, 以获得更

好的太阳耀斑预测结果. Falco等(2019a)使用黑暗参数

基于统计方法构建了预测模型. Gyenge等(2016)基于

统计发现主要活动经度在太阳耀斑发生的全球位置中

起关键作用. Park等(2020)评估了连续天预测模式. 还

有基于典型活动区的物理参数的分析研究 , 例如

Korsós等(2020b)基于典型活动区研究了加权水平磁场

梯度在太阳耀斑事件中的作用.

3.3.3 机器学习方法

在基于机器学习的太阳耀斑预测模型中, 数据、

模型和可解释性是重点关注的方面.
(Ⅰ) 数据预处理. 特征选择和解决类别不平衡问

题是机器学习任务成功的关键.
(i) 特征选择. 在机器学习算法中, 过多高度相关

的特征可能会导致模型性能下降, 因此需要为预测模

型选择重要特征, 这个过程称为特征选择. 特征选择

可以用来降低特征维度, 提高模型的泛化性能, 减少

训练时间和资源消耗. 经典的特征选择方法如下: (1)
过滤方法. 过滤方法通过统计指标(方差、互信息、卡

方检验等)或特征重要性选择特征, 过滤方法独立于模

型, 因此计算效率高. Ahmed等(2013)通过过滤方法算

法(基于相关的特征选择和最小冗余最大相关性)选择

有效预测因子, 并应用神经网络预测耀斑. (2) 包装方

法. 包装方法使用模型的性能评估来确定特征子集的

重要性. 在包装方法中, 通过训练和评估模型在特征

子集上的表现来选择特征子集. 优化算法(递归特征消

除或遗传算法)用于找到合适的特征组合. (3) 嵌入方

法. 在嵌入方法中, 特征选择嵌入到模型训练过程中.
通过在模型训练过程中考虑特征的重要性, 模型可以

自动选择重要特征. 例如, 决策树和随机森林等可以
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在训练过程中自动选择重要的特征子集. Ribeiro和
Gradvohl(2021)使用随机森林选择重要特征.

(ii) 类别不平衡问题. 类别不平衡是指某些类别的

样本数量远少于其他类别的样本数量. 例如, 发生耀斑

的样本数量远小于未发生耀斑的样本数量. 基于类别

不平衡数据构建的模型可能倾向于在预测结果中表现

不佳的小类别样本. 常用的处理类别不平衡的方法如

下: (1) 重采样. 重采样是通过增加小类别样本的数量

或减少大类别样本的数量来调整数据集的类别分布.
重采样方法包括欠采样和过采样. 在欠采样方法中, 减
少大类别样本的数量, 使其接近小类别样本的数量. 这
可能会导致信息丢失或模型过拟合的风险. 过采样方

法在太阳耀斑预测中常用. 在过采样方法中, 增加小

类别样本的数量. 例如, Wan等(2022)证明了基于重采

样和CNN-GRU算法的融合模型更适合太阳耀斑预测.
Wan等(2023)采用密度聚类方法结合合成少数类过采

样技术(SMOTE), 结果证明该方法可以很好地应用于

耀斑预测问题. Liu等(2023)发现选择性上采样方法在

强耀斑预测中有潜力提高模型性能. (2) 加权. 在训练

模型时, 可以为不同的样本分配不同的权重来处理类

别不平衡问题. 小类别样本被赋予较大的权重, 以强

调它们在训练过程中的影响. 例如, Deshmukh等
(2022)使用损失函数加权来补偿训练集的不平衡 .
Wan等(2021)总结了一系列典型用于解决类别不平衡

问题的方法的特点. 他们发现没有一个完美的算法在

所有方面表现最佳. 根据特定问题和数据集, 可能需

要尝试多种方法. 适当方法的选择应基于数据的分布

和模型性能的评估.
(Ⅱ) 模型. 在太阳耀斑预测的早期阶段, 美国国家

海洋和大气管理局(NOAA)的空间环境实验室和科罗

拉多大学联合开发了基于McIntosh分类的专家系统

“Theo”来预测太阳耀斑(McIntosh, 1990). Fozzard等
(1988)基于人工神经网络构建了一个太阳耀斑预测模

型. 该模型使用了与“Theo”相同的预测因子, 并达到了

相同的测试准确率. Qahwaji和Colak(2007)应用神经网

络和支持向量机算法建立了一个混合耀斑短期预测系

统. 基于McIntosh分类和太阳黑子数量, 他们首先使用

支持向量机预测是否会发生耀斑, 然后使用神经网络

预测耀斑的等级. Barnes和Leka(2006)研究了从光球磁

场中提取的参数, 并应用Fisher线性判别法预测耀斑的

发生.

Huang等(2012a)、Yu等(2009a, 2009b, 2010)应用

多种机器学习方法构建了一个太阳耀斑预测模型. 测

试结果评估了磁场时间序列参数的演化信息在太阳耀

斑预测中的有效性. Cinto等(2020)提出了标准化设计

太阳耀斑预测模型的方法, 描述了基于机器学习的过

程, 并应用极限梯度提升树分类器构建了预测模型.
Raboonik等(2016)计算了磁图的Zernike矩, 并使用支

持向量机构建了太阳耀斑预测模型. Alipour等(2019)
从活动区的多波段图像中提取了Zernike矩, 并使用支

持向量机构建了太阳耀斑预测模型. Chen等(2021)应
用K-近邻、随机森林和XGBoost基于磁场参数预测太

阳耀斑指数. Lim等(2019b)从光球磁图中提取特征, 并
基于多层感知器、支持向量机和随机森林方法构建了

太阳耀斑预测模型. Liu C等(2017)基于随机森林和磁

场参数构建了太阳耀斑预测模型. Song等(2009)选择

了总无符号磁通量、强梯度中性线长度和总磁耗散

量, 通过应用逻辑回归算法构建了太阳耀斑预测模型.
基于相同的数据, Yuan等(2010)结合逻辑回归和支持

向量机构建了耀斑预测模型. 在该模型中, 逻辑回归

用于预测耀斑的概率, 然后使用支持向量机利用输出

的概率作为输入来预测耀斑等级. 太阳耀斑预测通常

使用监督方法. 采用不同的思路, Benvenuto等(2018)
和Piana等(2019)提出了一种混合监督和无监督机器学

习方法构建太阳耀斑预测模型. 这种混合方法结合了

监督学习和无监督学习, 并为不平衡数据集提供了有

效的预测性能.
集成学习是提高预测性能的常用方法. Abduallah

等(2021)使用随机森林、多层感知器的投票融合, 构

建了一个操作性的太阳耀斑预测系统. Li和Du(2019)
从太阳盘中心30°以内和30°以外的活动区构建了两个

太阳耀斑预测模型, 然后将这两个模型合并为一个全

盘太阳耀斑预测模型, 并比较和分析了这两个模型的

性能. Chen等(2022)提出了一个由无监督学习方法和

监督学习方法组成的两阶段模型. 无监督聚类算法k-
means用于增加正样本率, 监督方法CNN用于预测未

来48小时内是否会发生太阳耀斑. Guerra等(2020)通过

线性组合一组操作性预测方法的全盘概率预测构建了

主要太阳耀斑的集成预测. Lim等(2019a)应用集成学

习方法通过考虑活动区的短期、中期和长期特性来预

测太阳耀斑. 测试结果表明, 使用集成学习方法可以提

高模型性能.
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(Ⅲ) 可解释性. 机器学习中的可解释性旨在使模

型决策和预测更容易理解. 基于树的模型逐步划分数

据并生成易于理解的规则. 基于树的模型类似于嵌套

的if-else选择结构, 每个节点代表一个特征测试, 每个

叶节点代表一个决策. 由于其直观且易于理解的分支

过程, 决策树通常被认为是高度可解释的模型. 例如,
Engell等(2017)和Liu C等(2017)通过可视化结构和节

点信息使用了基于树的可解释性方法.
逻辑回归是一种用于二分类问题的线性模型. 其

输出可以解释为概率, 并可用于预测样本属于哪个类

别的概率. 逻辑回归模型中的参数和特征权重可以帮

助解释模型的决策.
另一方面, 规则也可以隐含在结果中, 例如Liu J F

等(2017)的工作, 采用类似的聚类思想, 通过比较需要

解释的样本与已经解释的样本, 基于相似性进行解释.

3.3.4 深度学习方法

深度学习模型复杂, 可以直接处理多样化的数据

(例如图像或视频), 但需要更多的计算能力. 深度学习

方法的应用包括三个方面: 数据、模型和可解释性.
(Ⅰ) 数据. 关于数据库的数量和分布, 存在小样本

和类别不平衡的问题. 小样本问题, 例如由新设备观测

的数据, 使得使用深度学习方法构建预测模型变得困

难. Covas(2020)使用迁移学习提高了太阳耀斑预测的

性能. 另一个问题是类别不平衡, 深度生成模型可以生

成样本以改善类别不平衡问题. Deng等(2021)基于生

成对抗网络改善了类别不平衡问题.
当数据缺失或不可观测时, 使用深度学习方法进

行补全或修复也是一个思路. Kim等(2019)使用基于条

件生成对抗网络 ( cGANs )的深度学习模型 , 从

STEREO/Extreme UltraViolet Imager (EUVI)304Å图
像生成背向太阳的磁图. 但Liu等(2021)认为这可能还

远未提供科学上可靠的磁图. Sun W等(2022)通过将

卷积门控循环单元(convGRU)模型集成到pix2pix基线

上提出了一种新颖的动态深度学习模型, 以生成更稳

定的磁图. Gao等(2023)提出了使用条件生成对抗网络

(cGAN)作为基本框架从Hα图像估计磁场, 并发现使用

时间序列观测的磁极性约束可以隐式生成更准确的磁

极性. 需要指出的是, 是否使用生成数据应基于预测性

能来决定.
还有一些研究人员使用深度学习方法修复数据,

例如Zhao等(2019)提出了一种深度学习模型, 即mask-
Pix2Pix, 该模型基于条件生成对抗网络(cGAN)中著名

的Pix2Pix网络, 用于过曝光恢复. Yu等(2021)结合部分

卷积(PC)和条件生成对抗网络(GAN)引入了渐进式修

复模型PCGAN来修复过曝光图像. Zhang等(2023)发
现深度学习中的注意力机制与非局部过饱和修复理论

一致, 因此提出了一种基于注意力增强卷积神经网络

(AANet)的图像去饱和方法. 磁图的分辨率不一致, 例
如由不同仪器观测的磁图, 也是一个问题. Jungbluth等
(2019)将全盘MDI磁图的分辨率重建为与HMI磁图一

致. Dou等(2022)增强了MDI活动区的分辨率使其一

致. 对于耀斑预测建模, 这些修复数据的方法可以作

为数据增强的一部分, 其背后的物理合理性仍需进一

步验证, 是否有效需要根据实际建模效果来判断.
(Ⅱ) 模型. 深度学习方法不仅可以直接从原始数

据中提取预测模式, 还可以获取复杂的非线性关系.
Huang等(2018)首次通过使用卷积神经网络从活动区

的磁图中自动提取预测模式. Li和Huang(2018)通过使

用卷积神经网络从太阳黑子的白光图像中自动提取预

测模式. Chen等(2019)通过使用LSTM算法从磁场参数

的时间序列中提取顺序预测模式. Liu等(2019)基于磁

场参数构建了太阳耀斑的LSTM预测模型. Jiao等
(2020)通过使用LSTM算法基于磁场参数的时间序列

构建了软X射线通量回归模型. Landa和Reuveni(2022)
提出了一个1D卷积神经网络来预测太阳耀斑的概率,
该模型直接从软X射线时间序列中提取预测因子, 而

无需从磁图中手工提取特征. 基于磁图, Bhattacharjee
等(2020)使用CNN构建了一个太阳耀斑预测模型, 他

们发现CNN关注的是活动区内相反极性之间的区域.
Wang等(2022)开发了一种使用组训练的无监督网络,
旨在通过组测试的异常检测算法理解和记住非强耀斑

活动区的磁场特征, 并识别强耀斑活动区的磁场特征.
他们发现异常检测算法可用于强耀斑的前兆识别, 有

助于提高强耀斑的预测准确性和提前时间. Deshmukh
等(2022)开发了一种混合的两阶段机器学习架构, 以

解决太阳耀斑预测系统中过多误报的问题. 第一阶段

使用卷积神经网络模型从磁图中提取特征, 然后生成

耀斑概率. 第二阶段使用这些耀斑概率和磁图特征向

量训练一个极端随机树模型进行太阳耀斑预测. Sun P
等(2022)使用三维卷积神经网络(3D CNNs)构建了两

个耀斑预测模型, 并使用梯度加权类激活映射(Grad-

黄鑫等: 基于机器学习方法的短期太阳爆发活动预报模型综述

3782



CAM)方法直观地解释了耀斑预测模型. Grad-CAM显

示, 3D CNNs可以同时提取活动区磁场的空间分布和

演化特征用于耀斑预测. Zheng等(2023b)开发了五种

机器学习模型 : 神经网络 ( N N )、长短期记忆

(LSTM)、基于注意力机制的LSTM(LSTM-A)、双向

LSTM(BLSTM)和基于注意力机制的BLSTM(BLSTM-
A), 用于预测未来24小时内活动区是否会发生C级或

M级耀斑, 并发现LSTM-A在预测C级耀斑时表现优于

其他模型.
集成学习方法可以应用于提高太阳耀斑预测模型

的性能. 基于磁场参数和磁图, Guerra等(2020)通过组

合一组操作性预测模型的概率预测结果, 构建了主要

太阳耀斑的集成预测. Yi等(2020)在编码器和解码器

中应用了两层LSTM和一层全连接层进行太阳耀斑X
射线通量剖面的预测, 无需对数据进行特征提取预处

理, 并在预测低峰值通量的X射线剖面时取得了比高

峰值通量更好的性能. Li等(2022)将耀斑生成的先验

知识与CNN结构相结合, 构建了三个模型, 结果表明,
基于知识的深度学习技术可以提高耀斑预测模型的性

能. Tang等(2021)基于深度神经网络、卷积神经网络

和双向长短期记忆神经网络构建了一个融合模型, 发

现结合每个独立模型的优势可以比传统的统计预测模

型或任何单一的机器学习方法取得更好的性能. Guas-
tavino等(2022)提出了一个基于视频数据的CNN和

LSTM网络组成的混合深度学习模型. Zheng等(2023a)
开发了一个基于注意力机制的混合双向长短期记忆

(HBiLSTM-Attention)模型和一个双向长短期记忆注

意力机制(BiLSTM-Attention)模型, 用于24小时内的多

类耀斑预测, 他们发现基于物理参数的预测模型和基

于自主提取图像特征的预测模型各有优势和局限. Ab-
duallah等(2023)提出了一个基于Transformer的框架,
名为So l a rF l a r eNe t , 结合了一维卷积神经网络

(Conv1D)、长短期记忆(LSTM)、Transformer编码器

块(TEBs)和包括批归一化(BN)层、Dropout层和密集

层的附加层. 他们的消融研究表明, 所有组件都对所提

出框架的整体性能做出了贡献.
(Ⅲ) 可解释性. 深度学习模型的可解释性旨在理

解深度学习模型的决策过程和内部机制. 基于深度学

习的太阳耀斑预测模型的可解释性方法如下: (1) 特

征可视化. 特征图可视化或激活热图可以用来可视化

深度神经网络中的中间层特征. 通过可视化深度神经

网络中的中间层特征, 可以观察和理解模型在学习过

程中提取的特征. Zheng等(2021)应用了可视化方法,
特征可视化结果表明, 他们的模型关注高层特征图中

具有强梯度、强强度、高总强度和大范围强度的区

域. Liu等(2022)使用特征可视化分析了磁图分辨率对

太阳耀斑预测模型的影响. Sun等(2023)分析了用于太

阳耀斑预测模型的活动区多波段图像中的感兴趣区

域. (2) 网络结构可视化. 为了理解模型的操作和决策,
可以可视化神经网络的结构, 例如卷积核和注意力机

制. Huang等(2018)可视化了训练过程中卷积核的变

化. (3) 局部解释方法. 局部线性解释方法, 例如LIME
(Ribeiro等, 2016), 可以帮助理解模型如何做出决策.
(4) 模型简化和规则提取. 这些方法尝试通过压缩模

型、减少参数数量或提取可解释规则来解释深度学习

模型的行为. Dhuri等(2020)开发了一种网络修剪算法

来解释训练后的CNN, 使用合成磁图证明了CNN输出

对磁区的长度尺度敏感.
深度学习模型的可解释性是一个复杂且不断发展

的研究领域, 目前还没有通用的解决方案. 不同的方法

适用于不同的任务, 选择合适的解释方法通常需要根

据具体的应用需求和数据特征进行评估和选择.

3.3.5 方法比较与讨论

前人对太阳耀斑预测提供了一些综述(Barnes等,
2016; Camporeale, 2019; Leka等, 2019a, 2019b; Geor-
goulis等, 2021; Gombosi等, 2021; Erdélyi等, 2022;
Asensio Ramos等, 2023; Chen等, 2023; Han等, 2023).
为了便于机器学习在太阳耀斑预测中的应用, 我们总

结了常用模型及其指标, 如表2所示为机器学习阶段

模型对比, 如表3所示为深度学习阶段模型对比. 由于

不同的数据样本和标签以及训练集和测试集之间的不

同划分, 模型的比较可能具有潜在的不公平性(Cinto
等, 2020), 这些结果仅供参考用途.

3.4 潜在挑战

太阳耀斑预测的研究要点和挑战主要包括三个方

面: 数据选择与使用、数据量有限和可解释性.
在数据选择与使用方面, 不同于其他领域, 太阳活

动预测领域没有提供标准的公开数据集. 然而, 选择数

据的常见维度可以从以下两个角度进行选择: (1) 选择

数据区域, 通常包括整个太阳盘、活动区数据或根据
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特定条件过滤的活动区. (2) 选择观测数据类型, 常见

的数据类型包括磁图等. 许多研究专注于单独预测每

个活动区的耀斑, 而一些研究讨论了面向操作使用的

太阳正面耀斑预测, 如Nishizuka等(2021, 2018, 2017)
中所述.

数据量有限包括两个维度. 首先, 数据总量有限,
主要是由于太阳观测技术的限制. 目前, 成像卫星对太

阳活动的最大观测周期通常约为两个太阳活动周期,
这限制了使用机器学习提取更长期的时间信息. 其次,
样本量有限, 包括与太阳耀斑爆发相关的样本稀缺, 导
致数据集不平衡问题. 强烈耀斑是罕见事件, 导致数据

集不平衡, 在数据集准备和模型验证中需要特别关注.
这种不平衡是耀斑预测仍然具有挑战性并需要改进的

原因之一.
可解释性方面, 机器学习通常被认为是黑箱模型.

我们无法理解预测模型的物理意义. 一方面, 这限制了

我们从太阳物理学中获得更深层次见解的能力. 另一

方面, 它使得在工程部署中准确评估模型的可靠性变

得具有挑战性.

4 日冕物质抛射预测

日冕物质抛射是一种强烈的太阳喷发现象, 可以

引起地球近地空间环境的重大变化. 日冕物质抛射由

源自太阳并进入行星际空间的磁化等离子体的大规模

喷发组成(Hundhausen等, 1984).平均而言,日冕物质抛

射以200至3000km/s的速度向外传播, 质量超过1012kg,
导致动能大于1025J(Zhao和Dryer, 2014). 在太阳活动极

小期, 日冕物质抛射大约每隔几天发生一次, 但在太阳

活动极大期, 每天可能发生几次日冕物质抛射.
自从20世纪70年代发现日冕物质抛射以来, 研究

太阳和太空天气的科学家们就对日冕物质抛射产生了

浓厚的兴趣(Sheeley Jr等, 1985). 一方面, 具有强烈且

持久的南向磁场分量的日冕物质抛射在与地球磁层碰

撞时可能会引起强烈的地磁风暴(Gosling等, 1991); 另
一方面, 在太阳风中传播的快速日冕物质抛射会产生

行星际激波, 这是太阳质子事件的主要来源(Gopals-
wamy等, 2003). 此外, 面向地球的日冕物质抛射不仅

影响太空任务、航空和导航系统, 而且还对其他行业

产生间接影响, 包括电力网络、天然气和石油管道

(Boteler等, 1998). 鉴于日冕物质抛射及其行星际冲击

在太空天气中的重要作用, 准确预测日冕物质抛射的

对地有效性和到达时间是首要目标.

4.1 问题定义

日冕物质抛射从太阳传播到地球通常需要1到5
天, 因此完全有可能提前预测它们是否以及何时到达

(Richardson和Cane, 2010). 当研究人员预测日冕物质

抛射或其相关冲击的到达时间时, 他们使用之前收到

的太阳观测数据作为输入来确定事件何时发生. 观测

图像通常来自航天器 , 例如太阳和日球层探测器

(SOHO, (Domingo等 , 1995)), 日地关系探测器

(STEREO; Socker等, 2000), 以及太阳动力学探测器

(SDO; Pesnell等, 2012a). 此外, 还可以根据这些观测

图像计算日冕物质抛射的物理参数, 例如速度、加速

度和角宽度. 因此, 当前模型在预测日冕物质抛射到

来时使用观测图像或从这些图像得到的日冕物质抛射

参数作为输入.
研究人员发现, 日冕物质抛射本质上是一种等离

子体云, 在向地球移动的过程中不断与背景太阳风相

互作用. 因此, 快速的日冕物质抛射会压缩和加热缓

慢的背景太阳风, 并在其前方产生冲击波; 而进入行

星际空间的慢速日冕物质抛射不会造成明显的太阳风

扰动. 基于上述发现, 各种基于物理理论的模型(Go-
palswamy等, 2001; Kilpua等, 2012; Millward等, 2013;
Vršnak等, 2014; Corona-Romero等, 2015, 2017; Mays
等, 2015; Shi等, 2015; Kay和Gopalswamy, 2017; Kay
等, 2017; Möstl等, 2017; Wood等, 2017, 2018; Dumbo-
vić等, 2018; Riley等, 2018)模拟日冕物质抛射在行星

际中的传播和演化, 以估计它们的到达时间. 此外, 随
着计算机视觉技术的进步, 机器学习(Choi等, 2012;
Uwamahoro等, 2012; Sudar等, 2015; Liu等, 2018;
Pricopi等, 2022)和深度学习(Besliu-Ionescu等, 2019;
Wang Y等, 2019; Besliu-Ionescu和Mierla, 2021; Fu等,
2021; Shi等, 2021, 2022)在预测日冕物质抛射到来时

间方面的应用已成为研究热点.
最后, 我们给出日冕物质抛射到达预测问题的定

义. 日冕物质抛射到达预测模型利用卫星收集的太阳

观测数据作为输入, 模拟日冕物质抛射在行星际空间

的传播和演变, 以预测日冕物质抛射是否以及何时到

达(图12). 值得注意的是, 日冕物质抛射到达预测模型

可以直接使用太阳观测图像作为输入, 也可以使用根
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据这些图像计算的日冕物质抛射物理参数.

4.2 观测仪器和预报因子

在本节中, 我们简要概述日冕物质抛射的观测仪

器和预报因子, 即日冕物质抛射的观察图像和物理

参数.

4.2.1 观测仪器

极紫外成像望远镜(EIT; Delaboudinière等, 1995)
和大角度光谱日冕仪(LASCO, Brueckner等, 1995)是
部署在SOHO卫星(Domingo等, 1995)上的十二种太阳

观测设备中的两种. EIT主要捕捉紫外光谱中的高分辨

率日冕图像, 而LASCO主要利用光学系统制造的人造

日食来研究日冕的结构.
STEREO(Socker等, 2000)是一个双卫星系统,

Ahead卫星位于地球轨道前方, Behind卫星位于地球

后方. 这种配置使得STEREO(Socker等, 2000)能捕获

太阳的三维图像. 日地关联日冕和太阳风层探测器

(SECCHI, Howard等, 2008)是STEREO(Socker等,
2000)上用于观测日冕物质抛射的主要仪器, 负责收集

从太阳表面到其在地球上的撞击点的日冕物质抛射图

像, 从而研究日冕物质抛射的三维演化.
SDO(Pesnell等, 2012a)配备了三个关键仪器:大气

成像组件(AIA, Lemen等, 2012)、日震与磁成像仪

(HMI, Scherrer等, 2012), 以及极紫外线变化实验仪

(EVE, Woods等, 2012). 与SOHO(Domingo等, 1995)相

比, SDO(Pesnell等, 2012a)显著提高了拍摄效率和图像

清晰度.

4.2.2 预报因子

日冕物质抛射预测模型通常利用日冕物质抛射的

物理参数(如角宽度、速度、加速度、质量和能量)作
为预报因子. 利用日冕物质抛射探测技术分析观测图

像可以确定日冕物质抛射的物理参数. 值得注意的是,
常用的日冕物质抛射运动学特征是日冕物质抛射的投

影特征. 例如, 角宽度表示日冕物质抛射在观测天空平

面上占据的投影角. 由于投影效应, 这个角度测量的是

日冕物质抛射在观察平面中的大小, 而不是其实际的

三维大小. 由于日冕物质抛射结构通常表现为天空平

面上的投影, 研究人员通过测量其前端在不同时刻的

速度来确定整个日冕物质抛射结构的速度. 他们通过

收集高度-时间测量值并线性拟合高度-时间数据来计

算日冕物质抛射的平均运动速度. 此外, 除了平均预计

速度之外, 20Rs时的速度也是一个重要的预测因素.
20Rs的速度反映了日冕物质抛射在太阳系中传播的速

度. 因此, 研究人员通常将20Rs的速度整合到空间天气

模型中, 以模拟和预测太阳系中日冕物质抛射的行为.
需要注意区分日冕物质抛射的膨胀速度、投影速

度和传播速度三者的不同. 日冕物质抛射的膨胀速度

是指日冕物质抛射的前缘从太阳向外径向移动的速

度. 当日冕物质抛射从日冕中喷发出来时, 其中的物质

会向外膨胀到太空中, 而膨胀速度量化了这种膨胀的

图 12 (网络版彩图)日冕物质抛射到达预测建模流程
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速度. 投影速度是日冕物质抛射在观察者平面上的速

度. 由于日冕物质抛射往往是三维结构, 而观测通常

发生在太阳系平面上, 因此观测速度是日冕物质抛射

运动的投影. 传播速度是整个日冕物质抛射沿其轨迹

传播的速度. 这一速度考虑到了日冕物质抛射的整体

运动, 包括其前缘和其他结构的运动.

4.3 预报模型

本节将介绍机器学习和深度学习技术在日冕物质

抛射预测中的应用, 包括日冕物质抛射对地有效性预

测和日冕物质抛射到达时间预测.

4.3.1 日冕物质抛射对地有效性预测

为了准确预测日冕物质抛射的到达时间, 预报员

必须判断日冕物质抛射图像中观测到的日冕物质抛射

事件将撞击地球的可能性. 在过去的几年里,一些论文

(Mays等, 2015; Möstl等, 2017; Wold等, 2018)仔细研究

了命中/未命中的统计数据, 并设计了提高命中率的方

法(表4). Möstl等(2017)研究了利用HI观测来确定日冕

物质抛射到达时间的可靠性, 并评估了命中和未命中

预测的精度. 他们的方法采用了日冕物质抛射锋面的

自相似扩展模型, 考虑了60°的纵向宽度、一致的速度

和不变的传播方向, 反映了分析或数值建模技术的特

点. Mays等(2015)提出了WSA-ENLIL+Cone集成模型,
该模型提供了一种概率预测, 包括对不同预测所导致

的到达时间不确定性的评估, 以及对日冕物质抛射到

达概率的预测确定性. Wold等(2018)验证了WSA-EN-
LIL+Cone模型, 并全面分析了在解释验证结果时需要

仔细考虑的因素. 这些因素涉及根据实时日冕仪数据

确定日冕物质抛射输入参数时出现的不确定性、与识

别行星际日冕物质抛射原位到达相关的挑战以及涉及

多个行星际日冕物质抛射到达的情况.
Choi等(2012)首次使用支持向量机(SVM)来预测

对地有效性的全晕日冕物质抛射 . 该研究利用了

SOHO/LASCO CME目录中的数据, 其中包括1996年1
月至2010年4月期间的全晕和部分全晕日冕物质抛射;
此外, 还利用强于B1级别相关X射线耀斑识别出前侧

全晕日冕物质抛射, 利用强于−50nT的Dst指数检测对

地有效性的全晕日冕物质抛射. SVM分类输入特征是

日冕物质抛射的角宽度、速度和相应的X射线耀斑等

级的所有可能组合. 利用日冕物质抛射速度和X射线

耀斑类别作为SVM输入特征, 可以确定最佳模型的统

计参数, 准确率为0.66.
Uwamahoro等(2012)提出了一种基于神经网络的

模型, 用于估计发生全晕日冕物质抛射及其相关行星

际事件后爆发地磁暴的概率. 该模型结合了太阳和IP
变量输入, 以描述对地有效性的全晕日冕物质抛射的

特征. 太阳输入包括全晕日冕物质抛射角宽度(AW)、
日冕物质抛射速度(Vcme)和耀斑指数(与全晕日冕物质

抛射相关的耀斑活动量). IP参数是行星际磁场(IMF)
的南向Z分量和太阳风速的峰值(Vsw). 在会形成全晕

日冕物质抛射的情况下, 该模型准确预测了所有Dst小
于或等于−100nT的地磁暴. 对于Dst在−100到−50nT
之间的中度地磁暴, 该模型的准确度为0.75. 然而, 值
得注意的是, 该模型所使用的输入参数与全晕日冕物

质抛射直接相关, 因此, 该模型无法预测非全晕日冕

物质抛射驱动的地磁暴.
Besliu-Ionescu等(2019)旨在使用Srivastava(2005)

的逻辑回归模型的修改版本以及日冕物质抛射的初始

参数来预测给定日冕物质抛射的对地有效性. 日冕物

质抛射事件爆发后, 日冕物质抛射的传播路径与其在

太阳上的原点、速度、日冕环境以及影响其到达地球

能力的其他因素密切相关. 该模型旨在确定日冕物质

抛射是否会伴随地磁暴, 使用−30nT作为Dst最小值的

阈值. 该研究使用了2010年4月1日至2011年6月30日第

24个太阳周期上升阶段的数据, 并应用修改后的逻辑

回归模型来检查LASCO检测到的日冕物质抛射. 这种

方法与Srivastava(2005)的方法不同, 后者将其日冕物

质抛射数据库限制为与较长时期(1996~2002年)的强

表 4 日冕物质抛射对地有效性预测a)

模型 参考文献 算法类型 准确率

物理理论
模型

Mays等, 2015 WEC 0.83

Wold等, 2018 WEC 0.85

Möstl等, 2017 SSEF 0.90

机器学习
模型

Choi等, 2012 支持向量机 0.66

Uwamahoro等, 2012 神经网络 0.86

Besliu-Ionescu等, 2019 逻辑回归 1.00

Besliu-Ionescu和Mierla,
2021 逻辑回归 0.98

Shi等, 2022 推荐系统 1.00

Pricopi等, 2022 机器学习 0.99

a) 实验结果来自原始论文, 并基于他们各自的数据集
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超强地磁风暴相关的事件.
Besliu-Ionescu和Mierla(2021)基于Srivastava

(2005)的方法修改了一个逻辑回归模型, 以预测是否

会有日冕物质抛射撞击地球, 以及是否会伴随着Dst最
小值小于−30nT的地磁暴. 在第24个太阳周期中, 该模

型针对SOHO LASCO CME目录中列出的几个日冕物

质抛射进行了实验. 模拟日冕物质抛射在行星际空间

的传播和演变通常需要多个独立变量. 具体来说, 该

模型依赖于五个关键变量: 20个太阳半径处的日冕物

质抛射速度、角宽度、观测位置角和加速度. Besliu-
Ionescu和Mierla(2021)发现太阳风偶尔会在20个太阳

半径之前加速. 因此, 通过20个太阳半径处的速度可以

更精确地揭示离开日冕后的日冕物质抛射状况. 此外,
他们还为此选择了一个与Besliu-Ionescu等(2019)相同

的二元变量. 其定义如下: 如果Dst最小值>−30nT, 则

为0(表示没有地磁暴); 如果Dst最小值≤−30nT, 则为1
(表示检测到地磁暴).

为了提高预测的准确性, 机器学习技术与专家预

测相结合被认为是预测日冕物质抛射对地有效性的一

种更出色的方法. 预报员必须依靠过去的太阳活动事

件来评估当前或未来的事件, 而逻辑回归和推荐算法

可以为预报员提供一种选择, 以改进他们的预测. 因

此, Shi等(2022)首先使用逻辑回归来识别和分析不同

日冕物质抛射参数的相关系数, 如中心位置角、角宽

度和线速度, 这些参数是从日冕物质抛射的观测图像

中导出的. 然后开发了一个逻辑回归模型来预测日冕

物质抛射是否会对地球造成影响. 该模型的F1得分为

0.30, 召回率为0.53; 此外, 利用推荐算法来识别密切代

表每个日冕物质抛射的历史事件. 所有这些信息都可

以作为比较和预测对地有效性日冕物质抛射的基准.
Pricopi等(2022)进行了一项研究, 旨在评估机器学

习技术预测最近出现的日冕物质抛射是否有可能触发

地磁扰动的能力.他们在太阳白光日冕仪数据集上训练

了多种方法, 包括逻辑回归、k最近邻、支持向量机、

前馈人工神经网络和集成模型. 尽管有证据表明行星

际因素会影响到日冕物质抛射的对地有效性, 但Pricopi
等(2022)将预测限制为仅包括太阳参数, 以确保有足够

的时间进行预测.确定日冕物质抛射的对地有效性的一

个挑战是对地有效事件与无效事件的数量存在显著失

衡, 以及缺乏相关变量. Pricopi等(2022)证明, 即使在这

种情况下, 上述模型也可以实现足够的预测精度.

4.3.2 日冕物质抛射到达时间预测

本节首先简要总结了基于物理的经典模型, 如表5
所示. 如前人研究所述(Verbeke等, 2019; Zhao和Dryer,
2014), 这些模型大致可分为以下几种: 经验模型、拖

拽模型、物理理论模型和磁流体力学(MHD)数值

模型.
经验模型(Gopalswamy等, 2001; Kilpua等, 2012;

Wood等, 2017)采用简单明了的方程来建立日冕物质

抛射扰动到达地球的时间与太阳附近探测到的相应观

测值(包括初速度)之间的相关性. 此外, 日冕物质抛射

的传播和演化会受到特定太阳距离以外的背景太阳风

的显著影响. 为了解决这个问题, 拖拽模型(Vršnak等,
2014; Shi等, 2015; Dumbović等, 2018)将运动方程应用

于日冕物质抛射. 这些模型包含加速和减速, 这取决于

日冕物质抛射与背景太阳风之间的相对速度. 物理理

论模型(Corona-Romero等, 2015, 2017)利用特定的理

论或概念来进行准确预测, 这些预测是基于CME-IP扰
动事件所建立的框架而产生的. MHD模型(Millward
等, 2013; Riley等, 2018; Wang等, 2018; Wold等,
2018)可以模拟太阳扰动在背景太阳风中的运动方程.
这些模型结合了太阳附近随时间变化的边界条件, 以

提供太阳扰动预计到达地球时间的预测. 研究人员提

出了许多模型来模拟日冕物质抛射的传播. 然而, 只

有少数几个模型被纳入了空间天气业务预报系统, 如

NOAA/SWPC的WSA-ENLIL-Cone(WEC)模型(Mill-
ward等, 2013)和NSSC/SEPC的WSA-Cone-modified
HAF模型(Wang等, 2018). 从研究模型到业务预报系

统的过渡凸显了日冕物质抛射预报的重大挑战. 值得

注意的是, 表5中列出的一些模型(Millward等, 2013;
Vršnak等, 2014)被用于预测冲击到达时间.

接下来介绍几种应用于预测日冕物质抛射到达时

间的机器学习技术. Sudar等(2015)首次尝试利用神经

网络算法探索日冕物质抛射的中央子午线距离和初速

度如何影响其到达时间. 他们发现, 在根据日冕物质抛

射的初速度评估其到达时间时, 太阳风中存在一种典

型的类似阻力的模式. 此外, Sudar等(2015)还发现, 与
太阳西侧耀斑有关的日冕物质抛射的过境时间比源自

东侧的日冕物质抛射短. 神经网络的预测值与观测值

之间的平均绝对误差与之前的研究一致, 都是12小时.
与基于物理理论的方法相比, 使用神经网络的最大优
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势是无需指定连接输入和输出参数的经验函数或超曲

面. 然而, 由于使用的输入参数较多, 获得最优函数的

难度也较大.
Liu等(2018)提出了一种名为CAT-PUMA的新方

法, 该方法利用支持向量机(SVM)算法预测部分或全

晕日冕物质抛射的到达时间. 为了开发该预测模型,
他们利用之前报告的182个对地有效的日冕物质抛射

事件, 对日冕物质抛射的特性和太阳风因素进行了深

入研究. 通过使用特征选择方法, Liu等(2018)确定了

对预测日冕物质抛射到达时间至关重要的可观测特

征. 实验结果表明, 日冕物质抛射的平均速度、最终速

度、角宽度和质量是决定行星际空间过境时间的最重

要因素. 他们还发现, 太阳风中α粒子与质子数量密度

比、磁场分量Bz和Bx、质子温度、等离子体平均速

度、等离子体平均动压和流动经度是重要的太阳风因

素. 该模型提供的平均绝对误差约为6小时, 无需任何

先验假设或基本物理理论. 尽管CAT-PUMA取得了积

极的结果, 但其平均性能并不能用100,000次实验中的

最佳结果来证明.
前面提到的模型依赖于手动选择的参数作为输

入. 然而, 从原始观察中收集参数通常是主观的, 可能

会忽略关键因素, 从而导致偏差. 此外, 手动特征选择

需要日冕物质抛射方面的专业知识. 为了解决这些问

题, Wang Y等(2019)利用由SOHO LASCO C2(Brueck-
ner等, 1995)检测到的223个日冕物质抛射事件的1122
个日冕物质抛射图像组成的输入数据来训练CNN回
归模型, 准确预测了日冕物质抛射的到达时间. 所有样

本的平均绝对误差约为12.4小时, 与之前同一主题研

究的平均表现相当. 遗憾的是, 实验中的数据集仅由

1122张图像组成, 这在机器学习中被认为是很小的.
利用CNN的固有特性, 通过增加训练样本可以显著提

高结果的准确性.
由于在2D平面上的投影效应, 日冕物质抛射观测

图像的结构和形状并不能准确表示3D空间中的日冕

物质抛射实际形状. 这种投影效应和观测角度极大地

限制了日冕物质抛射物理机制的研究和预测的进展.
为了预测日冕物质抛射的对地有效性和到达时间, Shi
等(2021)认为预报员的经验可以补充日冕物质抛射模

型. 因此, 该研究创建了一个基于机器学习的推荐系

统, 以有效分析历史日冕物质抛射事件的影响, 并为

当前的预测工作识别可比较的事件. 此外, 还构建了

215个不同观测结果与18个标准的关联列表, 例如日

冕物质抛射特征、喷发区域坐标和太阳风参数. 最后,
使用推荐算法创建模型, 并根据这些列表预测日冕物

质抛射的到达时间. 测试集的平均绝对误差和均方根

误差分别为11.78小时和13.77小时. 这些值与CME
scoreboard上发布的其他日冕物质抛射模型一致, 证明

了推荐算法的有效性. 此外, 基于推荐算法的方法可能

在空间天气预报中有许多潜在的应用.
上述方法虽然取得了不错的结果, 但是它们无法

将预测日冕物质抛射的对地有效性和日冕物质抛射的

到达时间整合到一个联合框架中. 因此, Fu等(2021)提
出了一种新的深度学习框架, 基于卫星光学观测来预

测日冕物质抛射事件的对地有效性和到达时间. 该框

架首次集成了这两个需求, 并且无需手动选择特征.
此外, 深度学习框架将一系列太阳白光观测作为其唯

一输入. Fu等(2021)收集了1996~2018年的2400个部分

表 5 日冕物质抛射到达时间预测a)

模型 参考文献 算法类型 MAE

经验
模型

Gopalswamy等,
2001 ESA 15.1±12.8

Kilpua等, 2012 GCS+ESA 16.9±11.3

Wood等, 2017 3D reconstruction 6.3±8.1

拖拽
模型

Vršnak等, 2014 WEC 13.9±9.7

Dumbović等,
2018 DBM 14.3±9.0

Shi等, 2015 GCS+DBM 12.9

物理理论
模型

Corona-Romero
等, 2015

Type-II; blast-wave
model 3.5±2.4

Corona-Romero
等, 2017 Piston shock 6.7±20

MHD

Millward等,
2013 CAT+WEC 7.5±10

Riley等, 2018 Multiple MHD
models 14.1±18.4

Wold等, 2018 StereoCAT+WEC 10.4±0.9

Wang等, 2018 WSA-Cone-modified
HAF model 18.0

机器学习
模型

Sudar等, 2015 神经网络 12

Liu等, 2018 支持向量机 5.9±4.3

Wang Y等, 2019 卷积神经网络 12.4

Shi等, 2021 推荐系统 11.7

Fu等, 2021 卷积神经网络 5.8

a) 实验结果来自原始论文, 并基于他们各自的数据集
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或全晕日冕物质抛射事件的相关图像用于训练和测

试. 日冕物质抛射到达时间预测的平均绝对误差仅为

5.8小时. 此外, 日冕物质抛射对地有效性预测的F1分
数和精确率分别达到0.27和0.75, 与传统方法的最佳结

果相当甚至更优.

4.4 潜在挑战

虽然前人研究已经探讨了许多日冕物质抛射预测

方法, 但预测结果与实际观测结果之间仍然存在巨大

差异. 这些差异似乎受到多种因素的影响, 其中大多

数因素已经有不同程度的详细讨论 (Vourl idas等 ,
2019). 下面将深入探讨日冕物质抛射预报中的一些关

键问题和潜在挑战.
日冕物质抛射预测的关键问题包括日冕物质抛射

测量及其相互作用. 日冕物质抛射测量的不确定性和

误差, 特别是方向、速度和形状方面的不确定性和误

差, 对所有日冕物质抛射预测产生重大影响. 尽管已

经可以对数千个事件进行高空间分辨率和高灵敏度成

像, 但测量不确定性和误差仍然很高. 我们认为还需要

对图像进行更仔细的解释, 利用现有的数据集和分析

方法来减少不确定性和错误. 由于日冕物质抛射与背

景太阳风和其他日冕物质抛射的相互作用(Manchester
等, 2017), 日冕物质抛射会受到背景太阳风和其他日

冕物质抛射的影响, 导致不同事件的运动学行为不同

(Temmer等, 2011; Patsourakos等, 2016). 出现这种变

化的原因是日冕物质抛射在传播过程中通常会经历旋

转、偏转(经纬度)、碎裂或加速(Zhuang等, 2017). 因

此, 了解日冕物质抛射穿过行星际介质时的力平衡也

是一个重要的考虑因素.
在实现更准确预测的过程中, 会遇到哪些潜在挑

战? 如何应对这些挑战？我们的建议包括优化观测条

件、建立一致的评估标准以及完善完整的物理建模.
为了改善观测条件, 建议部署信噪比成像更高的成像

仪. 为了建立统一的评估标准, 必须创建一个共同的

日冕物质抛射事件数据集和一套模型性能评估指标,
以便于对不同技术进行比较. 关于完整的物理模型, 当
务之急是提高MHD模型中太阳风背景建模的准确性.

5 质子事件预报

太阳爆发会释放出大量高能带电粒子, 使地球周

围的高能带电粒子数量剧烈增加. 这种在近地空间观

测到的源自太阳的粒子流量突然增强现象被称为太阳

高能粒子事件(SEPs). 其中, 太阳质子是主要的高能带

电粒子, 因此太阳质子事件(SPEs)是太阳高能粒子事

件的重要子类.
质子通量是地球同步轨道GOES卫星测得的质子

能量大于10Mev的5分钟积分通量. 质子通量大于等于

10pfu时, 我们称之为质子事件. 能量大于500Mev的质

子事件能够穿透地球大气层并最终到达地面. 它们被

称为地面增强事件. 太阳质子事件是最危险的太阳爆

发活动之一, 可能损害宇航员健康, 并通过单粒子效

应对卫星安全造成威胁. 因此, 太阳质子事件的预测

是一个重要的问题.

5.1 问题定义

太阳质子事件可以由耀斑重联过程加速, 也可以

由日冕物质抛射的激波加速. 然而, 太阳质子事件加

速的详细物理机制还不是十分明确. 到目前为止, 太

阳质子事件的预报模型主要依赖于预报因子和质子事

件间的统计关系建立.
太阳质子事件预报流程图如图13所示. 首先, 需要

根据已有的太阳质子事件, 确定事件产生的必要条件.
其次, 选择所有满足这些条件的样本, 生成数据集. 这
些数据中, 在给定预测窗口内至少有一个事件发生, 该
样本被认为是阳性样本, 否则, 被认为是阴性样本. 数
据集由正样本和负样本组成, 数据集可分为训练集和

测试集. 训练集用于建立预测模型, 测试集用于评估

所建模型的性能.

5.2 预报因子

太阳质子事件包含两种类型, 脉冲型和缓变型. 脉
冲型事件与太阳耀斑的重联加速机制有关, 缓变型事

件与日冕物质抛射的激波加速机制相关. 因此, 太阳

质子事件的预测因子通常是从太阳耀斑、日冕物质抛

射及其行星际传播和演化的特征中提取的. Laurenza
等 (2009)利用太阳耀斑的位置、软X射线通量和

~1MHz的射电通量来预测太阳质子事件的发生. Kah-
ler和Ling(2018)应用耀斑软X射线和硬X射线谱的变

化作为太阳质子事件发生的前兆因子. Xia等(2015)表
明与太阳耀斑磁重联过程有关的I型射电暴可以作为

太阳质子事件发生的前兆因子. Núñez和Paul-Pena
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(2020)将可解释的机器学习技术应用于建立太阳质子

事件预测模型. 他们发现, 耀斑软X射线和III型射电暴

的峰值及积分通量是质子事件预测模型中最具判别力

的参数. Winter和Ledbetter(2015)指出与十米百米II型
射电暴一起发生的III型射电暴可以用作太阳质子事件

发生的前兆因子. Kim等(2018)提出使用2800、1415和
610MHz的太阳射电通量参数进行太阳质子事件预报.
Núñez等(2019)使用太阳极紫外观测数据预报太阳质

子事件的发生. St. Cyr等(2017)研究了使用实时日冕观

测数据进行太阳质子事件预报的方法. Papaioannou等
(2018b)应用日冕物质抛射的参量(例如日冕物质抛射

的宽度、方向和速度等)建立太阳质子事件的预报模

型. 与质子相比, 电子具有更高的传播速度, Posner
(2007)提出使用电子传播的特性预测太阳质子事件.
综上所述, 太阳耀斑、日冕物质抛射及其相关现象的

特征通常被认为是太阳质子事件发生的先兆因素.

5.3 预报模型

质子事件预报模型按建模方法可以分为经验方

法、统计方法和机器学习方法(如表6所示). 20世纪80
年代, 美国空军的空间环境预测大队开发了质子预报

系统(PPS)(Smart和Shea, 1989). 该系统中可以提供太

阳质子事件的时间强度分布, 甚至包括重离子通量.
Kahler等(2007)验证了质子预报系统(PPS)的性能.
Laurenza等(2018)建立了太阳质子事件实时警报的经

验模型(ESPERTA), 目的是为预警太阳质子事件提供

及时的信息. 该模型输入太阳耀斑参数, 但是没有考

虑与日冕物质抛射相关的参数. Alberti等(2017)测试

了太阳质子事件实时警报的经验模型(ESPERTA)在
2006年到2014年间的性能 . Alberti等(2019)应用

ESPERTA模型对2015年至2017年的太阳质子事件进

行了预报, 他们发现模型性能与1995年至2014年测试

的模型的性能一致. 考虑到太阳质子事件预报中的类

不平衡问题, Stumpo等(2021)通过加权和重采样技术

对ESPERTA模型进行了优化. Núñez(2011)提出了一个

太阳质子双模型预报系统, 模型被称为马拉加大学太

阳高能粒子(UMASEP)模型; 基于软X射线通量、质

子微分通量和积分通量, UMASEP模型可以输出连接

良好和连接不良太阳质子事件的概率. 进一步, Zucca
等(2017)通过用微波时间序列参量代替软X射线流量

事件序列参量来改进UMASEP模型的性能. Papaioan-

图 13 (网络版彩图)质子事件预报模型流程

表 6 太阳质子事件预报模型

模型 输入 输出 算法

PPS(Kahler等, 2007) 耀斑参量 质子事件流量 经验方法

ESPERTA(Laurenza等, 2018) 耀斑参量和射电通量 质子事件流量 逻辑回归

UMASOD(Núñez和Paul-Pena, 2020) 耀斑参量和射电暴参量 质子事件 决策树

FORSPEF(Papaioannou等, 2015) 耀斑参量和日冕物质抛射参量 质子事件及其通量轮廓 统计方法

SPRINTS(Engell等, 2017) 耀斑参量 质子通量轮廓 统计模型和决策树模型

PROSPER(Papaioannou等, 2022) 耀斑参量和日冕物质抛射参量 质子事件 统计方法
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nou等(2015)提出了太阳高能粒子事件和耀斑预报模

型(FORSPEF). 该模型由两个系统组成: 太阳耀斑预报

系统和太阳质子事件预报系统, 基于太阳耀斑预报结

果, 给出太阳质子事件预报结果. Engell等(2017)建立

了空间辐射信息系统(SPRINTS)用于太阳质子事件预

报. 该系统基于GOES软件X射线数据给出太阳质子事

件的预测结果. Papaioannou等(2022)建立了太阳粒子

事件概率预报模型(PROSPER). 该模型基于耀斑经

度、耀斑大小、日冕物质抛射宽度和速度等参数给出

太阳质子事件发生概率. Balch(1999)介绍了自20 世纪

70 年代以来, 美国国家海洋和大气管理局(NOAA)空
间环境中心使用的太阳质子事件预报模型. 在该模型

中, 通过使用软X射线通量的峰值通量和上升时间来

预报太阳质子事件发生的概率. 随后, Balch(2008)评
估了美国国家海洋和大气管理局空间天气预报中心

(SWPC)1986年至2004年使用的太阳质子事件预报模

型的性能. 近期, Bain等(2021)评估了美国国家海洋和

大气管理局空间天气预测中心目前在用的太阳质子事

件预报模型的性能. 预报窗口为1天的太阳质子事件预

报模型的Brier得分为0.25. 对于≥10MeV的太阳质子事

件预警模型, 检出率和误报率分别为91% 和24%. 该性

能指标可作为太阳质子事件预报模型的基准.
为了提高太阳质子事件预报模型的性能, 一些机

器学习技术(例如逻辑回归、神经网络、支持向量机

和决策树等)被应用于建立预报模型. Garcia(1994)应
用逻辑回归技术建立太阳质子事件预报模型. Zhong
等(2019)利用1990~2017年软X射线通量和质子通量的

时间序列建立了太阳质子事件预报模型. Richardson等
(2018)利用日冕物质抛射的速度、方向和相关太阳耀

斑的参数, 建立了一个太阳质子事件经验预报模型. 该
模型能够预测任何位置的太阳质子事件的强度. Love-
lace等(2018)利用核回归算法建立了太阳质子事件通

量的预测模型. Papaioannou等(2018a)应用主成分分析

(PCA)算法对预报参量进行降维处理, 并建立了太阳

质子事件预报模型. 然而, 降维算法在太阳质子事件

预报建模中并没有被广泛使用, 主要是因为太阳质子

事件数据集中的预报参量维度并不是很高. Núñez和
Paul-Pena(2020)研究了使用太阳耀斑和射电暴参量预

测太阳质子事件的决策树模型. Laurenza等(2018)也使

用决策树算法进行太阳质子事件预报建模研究. Jeong
等(2014)通过对1976年至2011年的软X射线通量数据

进行多层神经网络训练, 开发了太阳质子事件预报模

型. Inceoglu等(2018)使用两种机器学习算法(多层神

经网络和支持向量机)从没有发生质子事件的耀斑-日
冕物质抛射样本中区分出发生质子事件的耀斑-日冕

物质抛射样本.
Huang等(2012b)分别基于太阳耀斑参量和日冕物

质抛射参量建立太阳质子事件预报模型, 并将两个模

型进行集成得到最终的预报结果. Lavasa等(2021)利
用从太阳耀斑和日冕物质抛射中提取的参数, 比较了

几种机器学习算法(逻辑回归、多层神经网络、支持

向量机、决策树、随机森林和极度随机树)在太阳质

子事件预报中的性能. 该研究发现随机森林算法的性

能最好. 在大数据的驱动下, 深度学习模型的性能优

于许多浅层机器学习模型. 由于太阳质子事件样本量

的限制, 目前只有少量地使用深度学习方法建立太阳

质子事件预报模型的研究工作. Abduallah等(2022)首
次将深度学习方法用于太阳质子事件预报建模问题,
使用双向长短时记忆网络建立模型用于区分产生太阳

质子事件的活动区和没有产生太阳质子事件的活

动区.
对于更高能量的事件 , Núñez (2015)建立了

≥100MeV的太阳质子事件的预报模型, 并能够提供质

子积分通量. 地基增强事件(GLEs)是具有较硬能谱的

质子事件, 这些事件具有足够的能量能穿过磁层和大

气层到达地球表面被地面设备观测到. 因此地基增强

事件是太阳质子事件的子集(Shea和Smart, 2012).
Núñez等(2017)开发了第一个地基增强事件的预报模

型. Aminalragia-Giamini等(2020)研究了太阳质子事件

中峰值谱与通量谱的关系, 并对质子事件的通量谱进

行了预报. 综上所述, 经典的机器学习算法已经大量

用于太阳质子事件预报建模工作, 由于太阳质子事件

样本量的限制, 深度学习算法尚未广泛用于太阳质子

事件预报建模过程.

5.4 潜在挑战

从机器学习的角度来看, 机器学习方法已被广泛

用于建立太阳质子事件预报模型, 预报模型性能达到

当前先进水平. 深度学习方法也逐渐被用于太阳质子

事件预报建模研究中. 使用深度学习方法构建太阳质

子事件预报模型面临两个主要挑战: (1) 质子事件发

生率低, 阳性样本有限. 这限制了深度学习方法在太
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阳质子事件预报建模问题中的应用. (2) 太阳质子事件

的加速源区具有不确定性. 太阳质子事件的加速可能

与耀斑磁重连有关、可能与日冕物质抛射激波有关,
也可能与这两者都有关. 对于挑战(1), 生成对抗性网

络可以用来生成事件样本, 这种数据扩充技术有助于

解决类不平衡问题. 对于挑战(2), 自监督学习方法可

以用来理解太阳磁场数据, 从全日面磁图中提取预报

模式, 利用该模式建立的太阳质子事件预报模型同时

考虑了太阳耀斑的源区和日冕物质抛射源区的特性.

6 讨论

当机器学习方法被应用于建立太阳短期爆发活动

预报模型时, 需要注意和讨论如下问题.
(1) 深度学习预报模型的优缺点是什么? 与物理

模型相比, 深度学习模型无法提供完整的模型可解

释性和准确的可靠性评估. 一般来说, 如果深度学习

模型表现良好, 通常会被认为是令人满意的. 然而,
我们不完全确定它为什么表现良好, 或者是否会继

续有这样的表现. 深度学习需要大量的计算能力和

数据来训练预报模型. 此外, 深度学习模型的执行还

需要大量的计算设备, 这可能会限制其应用场景. 深
度学习模型的优点包括良好的泛化能力和工程有效

性. 深度学习模型可以直接从大量数据中进行训练,
它可以尽可能多地学习环境扰动, 因此通常表现出

更好的泛化能力. 物理模型往往需要满足一些先决

条件, 并且由于环境干扰, 物理模型的假设条件可能

并不能完全满足. 从数据的角度来看, 深度学习对数

据的依赖是一把双刃剑. 深度学习模型在数据不足

的情况下表现不佳. 然而, 他们可以用足够的数据进

行有效的建模. 未来随着观测数据的积累, 将有机会

提高深度学习模型的性能. 从工程的角度来看, 深度

学习通常是一种高效的建模工具. 在收集数据并利

用一些背景知识对其进行预处理后, 可以获得令人

满意的预测结果.
(2) 什么样的机器学习方法是合适的? 机器学习

是一种数据驱动的方法, 因此数据特性是一个重要因

素. 如果数据很小, 并且已经提取了一些前兆, 那么一

些传统的机器学习方法, 如决策树、随机森林、多层

感知, 甚至简单的线性函数, 都可能取得良好的效果.
如果数据是一维时间序列, 例如软X射线通量数据, 则

适合于处理序列数据算法(如RNN或transformer模型)
通常可以产生良好的结果. 如果数据是图像并且数量

足够大, 则卷积神经网络或视觉transformer模型通常

可以产生良好的结果.
(3) 构建机器学习预测模型需要做什么? 在准备

数据集层面, 需要收集相关的数据源, 清理数据以消

除噪声和不一致性, 预处理数据以使其适合模型, 并

将其拆分为训练集、验证集和测试集. 在训练模型层

面, 需要选择适当的深度学习架构, 初始化模型参数,
定义损失函数, 选择优化算法, 并使用训练数据集训练

模型. 如果可以通过整合物理定律来设计合适的损失

函数, 则模型可以更快地收敛, 达到更好的性能. 在选

择评估指标层面, 需要选择适合任务的评估指标, 如准

确性、精度、召回率、F1分数等指标. 验证集用于确

定预报模型的参数, 测试集用于评估预报模型的性能,
以衡量预报模型的有效性和泛化能力.

(4) 为什么没有标准的数据集? 太阳爆发活动短

期预报仍然没有一个标准的数据集. 标准数据集可能

限制预报模型的可扩展性, 固定的数据类型、指标、

数据预处理方法可能限制建模算法的应用. 然而, 标

准数据集可以让科研人员专注于建模算法的研究. 开

放获取的数据和代码有利于整个社区的长期发展.
(5) 基座模型对太阳爆发活动预报有什么影响?

基座模型通过自监督学习方式, 获得对观测数据的自

动理解. 从物理角度来看, 对基座模型的内部结构和

学习特征的分析可以加深对太阳活动的潜在物理机制

的理解. 从工程的角度来看, 基座模型可以更好地捕捉

复杂的模式, 从而获得更高的预报性能. 利用大规模的

观测数据和复杂的模型结构, 基座模型可以帮助识别

太阳活动中的异常事件或突发现象, 提高模型异常事

件的检测能力.

7 结论

太阳爆发活动主要包括太阳耀斑、日冕物质抛射

和太阳质子事件. 数值、统计和机器学习方法已被广

泛用于建立太阳爆发活动的预报模型. 本文从机器学

习的角度介绍了太阳爆发活动预报的发展, 发现机器

学习算法在预测太阳耀斑的发生、日冕物质抛射的到

达时间和太阳质子事件的发生方面取得了重大进展.
得益于与太阳耀斑相关的观测数据的积累, 深度学习
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算法已被广泛用于预测太阳耀斑并自动提取太阳耀斑

的预报因子. 由于数据量的限制, 深度学习已被用于预

测日冕物质抛射的到达时间和太阳质子的发生, 但尚

未得到广泛应用.
尽管在太阳耀斑预报方面取得了一些重要进展,

但这仍然是一项具有挑战性的任务. 从物理角度来看,
虽然太阳活动区能量已经积累到临界状态, 但是太阳

耀斑的触发是随机的. 因此, 目前的太阳耀斑预报模

型只能提供概率的预报结果. 在太阳耀斑预报中, 事

件的小样本问题、类不平衡问题、模型的设计和可解

释性、物理模型与深度学习模型的融合等问题应得到

更多关注.
虽然基于深度学习的方法已成功应用于预测日冕

物质抛射的到达时间, 但在一些方面仍存在大量问题,
这也将是重要的研究路径和发展趋势. 首先, 基于深度

学习的方法可以直接从观测图像中提取特征来构建预

测模型. 然而, 这些技术忽略了日冕物质抛射的各种物

理参数, 包括角宽度、中心位置角、质量和动能等. 由
于日冕物质抛射的物理参数是研究人员利用先验知识

估算出来的, 因此它们包含了日冕物质抛射最关键的

信息, 对于得出更准确的预测结果极为重要. 通过融

合物理参数和图像数据进行多模态学习, 有可能提高

模型的性能. 其次, 大多数现有研究将日冕物质抛射

检测、日冕物质抛射对地有效性预测和日冕物质抛射

到达时间预测划分为不同的任务. 这种循序渐进的方

法为每个任务设计了相应的模型, 从而可以在不同方

面进行精细优化. 然而, 日冕物质抛射对地有效性预

测任务依赖于日冕物质抛射探测的结果, 而日冕物质

抛射到达时间预测工作也依赖于日冕物质抛射对地有

效性预测的结果. 因此, 考虑到这些任务之间的相互依

存关系, 在未来的研究中进一步整合这些任务可能会

使我们迈向一个更全面的日冕物质抛射预测系统. 此

外, 现有的基于深度学习的研究方法主要采用SOHO
卫星收集的日冕物质抛射图像, 忽略了STEREO和

SDO等其他卫星收集的图像 . 与SOHO卫星相比 ,
STEREO和SDO卫星的数据收集效率和图像清晰度都

有了显著提高. 因此, 增加更多的卫星观测图像可以大

大提高模型的性能. 然而, 将多种观测照片结合起来并

构建后续模型是一项挑战, 需要研究人员循序渐进、

持续努力, 才能制定出有效的解决方案.
机器学习, 特别是深度学习, 尚未广泛用于质子事

件预报建模中. 这主要是由于质子事件的数量有限, 不
足以训练复杂的预报模型. 在未来, 类不平衡问题和小

样本学习方法可能在质子事件预报中发挥重要作用.
除了建模方法的改进外, 机器学习方法, 特别是

深度学习方法, 可能在预报建模方面发挥更大的作用,
包括从新的观测数据中自动提取预测因子, 设计融合

物理的神经网络(PINN), 训练基座模型并应用于太阳

爆发事件预报建模问题中, 解决事件预报中的类不平

衡问题和小样本问题. 数据驱动的预报建模包括四个

方向: 数据、模型、可解释性和工程化. 机器学习模

型通常是黑箱模型, 但太阳爆发活动预报不仅是一个

工程问题, 也是一个科学问题. 因此, 预报模型的可解

释性至关重要. 预报模型的部署也是一个重要问题,
现在已经有一些好的平台(例如, Muranushi等, 2015;
Murray等, 2017; Anastasiadis等, 2017; Engell等,
2017; Leka等, 2018; Abduallah等, 2021; Nishizuka等,
2021). 从数据的角度来看, 大规模和高质量的数据对

于改进机器学习模型至关重要. 在太阳爆发活动预报

中, 我们可以对来自不同观测设备的数据进行处理,
以形成规模更大的数据集. 大数据使训练复杂的高性

能深度神经网络成为可能. 标准数据集是评估和比较

预测模型性能所必需的. 相同的测试集是比较不同预

报模型性能的先决条件. 因此构建大规模训练数据,
并使用相同的测试数据在太阳爆发活动预报建模中

具有重要的意义. 从算法的角度来看, 深度学习方法

的自动特征提取能力可以用于从各种观测设备的原

始数据中探索和提取新的预报因子. 基座模型的设计

可能带来太阳爆发活动预报瓶颈的突破. 机器学习模

型可以和物理模型融合, 以提高太阳爆发活动预报模

型的性能.
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