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摘要 随着人工智能技术的飞速进步, 一系列人工智能驱动的天气预报大模型应运而生, 它们显著超越了传统数

值天气预报模型的局限, 在预测精度和计算效率上取得了显著的提升, 逐渐成为了大气-海洋预报领域中强大的

工具. 本研究探讨了这些先进的人工智能预报大模型的演变, 并基于具有代表性的大模型的共性, 提出了天气预

报大模型的“三大原则”: 庞大的参数规模、大量的预报对象和巨大的应用潜力. 除此之外, 文章探讨了人工智能

如何重塑数值天气预报的格局, 并概述了其背后的关键因素. 在认可人工智能天气大模型的高精度、高效计算和

易部署性的同时, 不能忽视传统数值预报的固有价值. 同时, 我们对人工智能在大气-海洋预报大模型未来发展中

的挑战进行了深入分析. 我们相信, 大气-海洋天气预报的未来在于耦合人工智能与传统数值模式的混合模型, 这
种融合有可能为提升大气-海洋预报的准确性和可靠性开辟新的途径. 最后, 通过一个海浪预报实例展示了如何

利用大型天气预报模型, 以实现更加精准预测.
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1 引言

在气象学的发展中, 天气预报作为其核心且广受

关注的分支, 对社会和经济决策产生了深远的影响

(Alley等, 2019). 特别是在全球变暖的背景下, 极端事

件发生频率的增加(Rahmstorf和Coumou, 2011)进一步

凸显了精确天气预报的重要性. 准确的预报对于应急

管理的有效性、减少经济损失, 以及推动能源、农业

和交通等关键行业的收入增长至关重要 (Lazo等 ,
2009; Bauer等, 2015).

20世纪初, Abbe(1901)和Bjerknes(1904)提出用物

理定律预测天气的方法, 为现代数值预报奠定了基础,
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将大气状态的预测转化为数学物理中的初值问题. 随

着超级计算机和先进观测仪器的问世, 复杂偏微分方

程的求解成为可能, 这标志着天气预报领域的关键转

折点. 因此, 天气预报从依赖经验推理转变为数值天

气预报(numerical weather prediction, NWP; Charney
等, 1950; Lynch, 2008). 在过去半个世纪里, NWP通过

在预报流程和模式构建中增加资料同化(Charney等,
1950; Courtier等, 1994)和物理参数化(Williams, 2005;
Stensrud, 2009)等, 极大地提升了预测能力. 然而, 由于

初始和边界条件的不确定性、非线性物理过程的复杂

性以及巨大的计算需求, 全球中期天气预报仍然面临

重大挑战(Benjamin等, 2018). 因此, 中期天气预报的

能力仍然受限, 可靠的预测通常不超过九天(Bauer等,
2015; Benjamin等, 2018; Alley等, 2019).

目前, 天气预报领域正在经历一场由计算科学进

步和人工智能(AI)方法应用所引发的深刻变革(Due-
ben和Bauer, 2018; Scher, 2018; Weyn等, 2019; Rasp等,
2020; Schultz等, 2021). 最近, 诸如FourCastNet(Pathak
等, 2022)、盘古气象(Pangu-Weather; Bi等, 2023)、
GraphCast(Lam等, 2023)、风乌(FengWu; Chen K等,
2023a)和伏羲(FuXi; Chen L等, 2023a)等人工智能天气

预报大模型(LWM)的出现, 表明AI驱动的方法有可能

超越传统的动力模式, 拓展当前的天气预报极限(Chen
K等, 2023a; Chen L等, 2023a; Rasp等, 2023).值得注意

的是, 全球顶尖气象机构之一的欧洲中期天气预报中

心 (ECMWF)也已开始采用AI技术进行天气预报

(AIFS, https://www.ecmwf.int/en/about/media-centre/
aifs-blog/2023/ECMWF-unveils-alpha-version-of-new-
ML-model). 这些AI模型不仅提供了更准确的预测, 还
大大降低了计算成本(Pathak等, 2022; Bi等, 2023;
Chen K等, 2023a; Chen L等, 2023a; Lam等, 2023;
Rasp等, 2023). AI方法对气象服务的影响可与Alpha-
Fold在医学领域引发的革命相媲美(Jumper等, 2021).
这引出了一个关键问题: 我们是否正在见证天气预报

领域的范式转变?
本研究旨在全面概述当前最先进的天气大模型

(LWMs), 分析并总结天气大模型的能力和局限性(参
见表1). 为了阐明AI在天气预报中的发展过程, 表1概
述了从简单模型(如CNN和Resnet)到LWMs的演变. 此

外, 我们还研究了LWMs在天气预报中可能面临的潜

在挑战. 一个关键目标是加强“数据科学家”和“天气预

报员”之间的合作, 促进开发更有效的混合方法, 整合

数据驱动和基于物理的方法, 以更好地满足大气和海

洋科学的需求.

2 LWM的发展历程

在过去的几十年中, 简单的机器学习方法, 如支持

表 1 自2020年以来具有代表性的基于AI的天气模型

模型 机构 空间分辨率 方法 首发时间

CNN(WeatherBench) 慕尼黑工业大学 5.625° CNN-based 2020.08

Resnet(WeatherBench) 慕尼黑工业大学 5.625° CNN-based 2021.08

FourCastNet NVIDIA 0.25° Transformer-based 2022.02

SwinVRNN 阿里巴巴达摩院 5.625° Transformer-based 2022.05

Pangu-Weather 华为云 0.25° Transformer-based 2022.11

GraphCast 谷歌 DeepMind 0.25° GNN-based 2022.12

ClimaX 微软 1.4° Transformer-based 2023.01

FengWu 上海人工智能实验室 0.25° Transformer-based 2023.04

FuXi 复旦大学 0.25° Transformer-based 2023.06

ACE 艾伦人工智能研究所 1° Transformer-based 2023.09

AIFS 欧洲中期天气预报中心 1° GNN-based 2023.10

Neural GCM 谷歌 0.7° Hybrid model 2023.11

GenCast 谷歌 1° Diffusion model 2023.12

FengWu-GHR 上海人工智能实验室 0.09° Transformer-based 2024.01
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向量机、随机森林、神经网络, 被用于解决包括曲线

拟合、线性回归或数据资料同化等各种任务. 然而,
这些方法的性能往往受限(Hsieh和Tang, 1998; Azimi-
Sadjadi和Zekavat, 2000).随着深度学习算法的进步,越
来越多的跨学科研究将这项技术应用于天气预报. 本

节将重点介绍自2020年以来, 先进深度学习方法在全

球中期天气预报中的应用(见表1), 并聚焦于FourCast-
Net、Pangu-Weather、GraphCast、FengWu和FuXi等
引起广泛关注的模型. 我们将深入探讨AI大模型在气

象领域的定义和意义.
AI在中期天气预报的早期工作可以追溯至Due-

ben和Bauer(2018)的研究, 他们引入了一个基于神经网

络的玩具模型, 并证明了AI模型可以具备一定的预报

能力, 其预报能力类似于粗分辨率(TL21)的复杂大气

模式. 随后, 卷积神经网络(CNN; Rasp等, 2020)和残

差神经网络(ResNet; Rasp和Thuerey, 2021)被用于以

5.625°的空间分辨率生成全球500hPa位势高度和

850hPa气温的预报 . 虽然这些AI方法未能超越

ECMWF综合预报系统(IFS)的高分辨率确定性预报

(HRES), 但它们建立了一个名为WeatherBench的全面

数据集, 可用于AI模型训练和评估. 这项开创性工作

为该领域的后续研究提供了可靠且合理的基准(Rasp
等, 2020, 2023).

尽管WeatherBench的建立推动了AI在天气预报中

的应用, 但早期研究普遍对AI在天气预报中的实际应

用持怀疑态度(Dueben和Bauer, 2018; Scher, 2018;
Weyn等, 2019). 然而, Pathak等(2022)在2022年的一项

突破性研究中 , 通过引入自适应傅里叶神经算子

(AFNO; Guibas等, 2021), 为天气预报领域带来了革命

性的变革. 他们的FourCastNet模型, 利用快速傅里叶

变换对输入数据进行空间特征提取, 不仅提高了预报

的精度, 还显著减少了计算误差. 这一创新使得AI模
型在预报未来七天天气时, 能够以0.25°的高分辨率和

每6h的频率输出结果, 且仅需一块GPU在一分钟内完

成, 能耗远低于传统的预报系统.
随着AI在数值天气预报(NWP)领域的潜力逐渐被

认可, 大型科技公司和研究机构纷纷投入研究(Hu等,
2023; Nguyen等, 2023). 华为云的“盘古气象”模型便

是其中的佼佼者. 该模型借鉴了Swin Transformer(Liu
等, 2021)的架构, 考虑了比FourCastNet更多的垂直层

(13层), 并将高度信息视为一个新维度. 通过增加垂直

层数和将高度信息作为新的维度, 设计出了三维地球

特定Transformer(3DEST). 这一创新不仅提高了模型

捕捉不同气压层之间的大气状态关系(Bi等, 2023), 还
在高时空分辨率下首次超越了IFS-HRES的预报能力,
使用ERA5数据进行预测的“盘古气象”首次在高时空

分辨率下优于IFS-HRES, 尤其在极端天气事件如台风

路径的预报上表现卓越.
尽管基于Transformer的模型已经展现了令人称赞

的能力, 但谷歌团队强调建模方法与地球的球形特性

相一致的重要性. 为此, 他们开始探索基于图神经网

络的模型架构(Pfaff等, 2020; Keisler, 2022), 从而诞生

了GraphCast(Lam等, 2023). 这个创新模型在超过90%
的1380个预报目标中显著优于IFS-HRES, 其有效预报

时间(Z500预测的ACC大于0.6)为9.25天(Bauer等,
2015; Alley等, 2019). GraphCast的一个值得注意的方

面在于其引入了“多网格化”的建模方式. 从数据科学

的角度来看, 六边形网格层的不断叠加增强了模型的

编码过程, 允许包含短程和长程连接, 从而促进了更

高效的信息传播, 而从气象科学的角度, 她更接近于

传统数值模式的空间离散化. GraphCast中“网格”表示

的引入不仅提升了其性能, 还作为一种创新方法, 架起

了数据科学和气象学之间的桥梁.
随着这些研究的进一步发展, 社区对AI方法是否

能推动NWP的上限与其在业务预报环境中的有效性

感到好奇. 上海人工智能实验室于2023年4月提出的

“风乌”(Chen K等, 2023a), 首次将有效天气预报延长

到了10.75天, 实验结果显示, “风乌”经过迁移学习, 可
以在实时分析资料上进行实时业务预测, 且预测技巧

相对稳定.
“风乌”的成功可归因于其对大气数据的更深入挖

掘和概率方法的应用, 将天气预报定义为一个概率预

测任务. 与传统的单一模态模型不同, 它将每个变量

(如u、v、z、q、t)视为独立的模态, 并采用多模态的

Transformer架构进行处理. 这种策略使得“风乌”能够

从各个变量中提取出更丰富的信息. 其编码器的设计

灵感来源于基本的大气方程, “风乌”的编码器针对每

个大气柱中不同的大气变量进行独立编码. 在融合模

块中, 将各种物理量中提取的特征混合, 以模拟物理

变量之间的相互作用. 这种模型结构不仅为未来集成

简化的物理方程提供了可能, 也非常适合与其他地球

子系统的数据或模块进行耦合. 最近, 上海人工智能
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实验室进一步提出了FengWu-GHR, 通过迁移学习和

模型结构的创新设计, 将中期天气预报的空间分辨率

提升至9公里, 并成功将有效预报时效延长至11天
(Han等, 2024).

与此同时, 复旦大学提出的“伏羲”模型, 通过采用

创新的级联方法, 整合了三个预训练的U-Transformer
模型, 以减少基于AI的天气预报的累积误差(Chen L
等, 2023a). 这三个模型被精心微调, 分别针对0~5
天、5~10天和10~15天的预报时效优化性能, 这种方

法显著提高了中期天气预报的准确性和可靠性. 此外,
“伏羲”还包含了对总降水等诊断量的预报, 这是相较

于其他模型的一个额外补充. 基于这一框架, 复旦大

学团队在各种预报时间尺度上进行了广泛的研究, 开

发了一系列模型 , 包括FuXi-extreme和FuXi-S2S
(Zhong等, 2023; Chen L等, 2023b).

尽管上述模型因其卓越性而受到关注, 其他一些

模型也值得重视, 包括结合外部强迫来预测长期天气

状态的模型(ACE; Watt-Meyer等, 2023)、物理驱动和

数据驱动的混合模型(Neural GCM; Kochkov等,
2023)、概率预报模型(GenCast; Price等, 2023)以及由

ECMWF自己提出的具有1°空间分辨率的AIFS等. 虽

然本文未对这些值得注意的模型逐一讨论, 但它们的

基本信息已在表1中列出供参考.
随着越来越多的机器学习方法被应用于天气预

报, 对这些方法进行标准化定义变得尤为重要. 我们对

四个模型(盘古、GraphCast、风乌和伏羲)进行了比

较, 并基于表2中显示的共同特征, 提出了三个“大”的
标准, 称为“三大原则”, 以指导未来机器学习方法在天

气预报中的应用和发展.
(1) 庞大的参数规模. 这些模型的特点是拥有大量

的参数或显著的计算复杂度. 通常, 这些模型包含数千

万甚至数十亿的参数. 如此庞大的参数数量增强了模

型捕捉复杂特征和模式的能力, 从而提高了其对于各

种输入数据的适应能力. 虽然过高的参数数量可能带

来训练挑战和潜在的过拟合问题, 但参数数量较少的

模型(如Resnet或其他玩具模型, Dueben和Bauer, 2018;
Scher, 2018; Weyn等, 2019)可能不能被归类为LWM.

(2) 大量的预报对象. LWM能够在高空间分辨率

和不同的气压层上生成多种气象变量的预报, 提供关

于大气垂直结构和地表条件的详细信息. 这种能力使

得LWM在提供天气预报时更加精确和全面.
(3) 巨大的应用潜力. LWM展示了卓越的可扩展

性, 使其能够超越基本的天气预报任务. 这种可扩展性

为开发专业模型提供了可能性, 以服务于各种下游任

务. 例如, LWM的模型结构可以用于探索人工智能在

资料同化中的应用, 整合观测数据(Xiao等, 2023; Chen
K等, 2023b). 从LWM中提取的大气数据特征可以应用

于降尺度和降水预报等下游任务(Pathak等, 2022;
Nguyen等, 2023). 此外, LWM的预测结果还可以用于

构建能源调度等决策模型, 这进一步凸显了它们在广

泛气象服务中的重要性.
类似地, 全球大气环流模式(GCMs)似乎也满足这

三大原则. 由于大气的混沌特性, GCMs需要大量的参

数化过程来准确模拟整体大气变化. 此外, GCMs可以

处理大量的输入数据, 生成多样的预测,并展现出高度

的可扩展性和应用潜力. GCM和LWM之间的主要区

别在于, GCMs是基于动力学和热力学方程构建的, 而
LWMs则依赖于数据来构建统计映射关系. 尽管LWMs
正在逐渐逼近GCMs所拥有的功能能力, 但它们可以

更快速地更新和迭代. 因此, 我们提出, 符合“三大原

表 2 盘古气象、GraphCast、风乌和伏羲天气预报模型功能的比较

模型 预报的变量数量 分辨率(均为0.25°空间分辨率) 参数数量 计算复杂性*

盘古气象 69 垂直: 13个压力层级和地表面
时间间隔: 1h、3h、6h、24h 7.4亿 4950 Gflops

GraphCast 227 垂直: 37个压力层级和地表面
时间间隔: 6h 5500万 13564 Gflops

风乌 189 垂直: 37个压力层级和地表面
时间间隔: 6h 7.51亿 8000 Gflops

伏羲 70 垂直: 13个压力层级和地表面
时间间隔: 6h 15.56亿 19892 Gflops

*表示在本研究中复现的结果, 可能与它们最初的报告有所不同
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则”或与GCMs能力紧密相关的AI模型可以被归类为

LWMs. 这种分类不仅有助于标准化AI在天气预报中

的应用, 也为未来的研究和开发提供了清晰的方向.

3 LWM如何改变NWP?

正如前文所述, LWM正日益融入主流的中期天气

预报中. 本节分析了AI对天气预报产生革命性影响的

关键因素.
(1) 准确性. 与传统的物理模型相比, 基于AI的模

型在预报准确性方面表现出显著提升. 这在图1的比较

中得以体现, 图中展示了基于“盘古气象”、Graph-
Cast、“风乌”和“伏羲”模型以及ECMWF动力模式对

2018年天气预报的技能. 按照WeatherBench2中的方法

(Rasp等, 2023), 对Z500和T850的预报进行了技能评

估. 结果明确显示, AI模型显著优于IFS(Lam等, 2023).
此外, AI技术的快速发展表明,随着计算资源的改进和

创新方法的应用, AI模型在确定性和概率预报方面都

有进一步超越动力模式的巨大潜力.
基于AI的模型优于传统模型的卓越性能可归因于

几个关键因素.首先, AI模型擅长利用历史数据来最小

化误差累积. 众所周知, 动力模式通过迭代求解偏微分

方程来产生长期预报, 导致显著的误差累积, 尤其是在

强非线性系统中.而相比之下, AI模型采用了诸如级联

(伏羲)和缓存回放机制(风乌, Schaul等, 2015)等策略,
这些策略经过专门微调, 有助于减轻误差累积, 是长期

准确预报的关键. 然而, 过度关注指标(如RMSE)可能

导致过于平滑的预报, 尽管这可能显著提高预报技能

(Ben-Bouallegue等, 2023).
其次, 动力模式通常依赖大量过于简化的公式、

物理参数化和经验方程, 导致预报过程中与真实情况

存在显著偏差. 相反, AI模型表现出强大的拟合和外

推能力. 例如, AI视频预测技术能够从历史和未来数

据中推导出非线性映射, 处理不同时间尺度和空间的

交互. 这种方法显著提升了天气预报性能, 克服了经

验公式的局限性.
(2) 效率. 传统的NWP, 如IFS预报, 需耗费大量计

算资源. 例如, 以18km空间分辨率、51个成员进行15
天集合预报, 运行在1530个Cray XC40节点上, 需要耗

时82min(Bauer等, 2020). 这体现了传统NWP方法的资

源密集特性.相比之下,基于AI的大型模型展示了卓越

的效率, 特别是在利用GPU或TPU时. 即使是最慢、计

算量最大的模型GraphCast, 也能在仅使用一块GPU的
情况下, 在60s内生成10天的预报.

基于AI的天气预报模型的极低计算成本为构建具

有数百个成员的高分辨率集合预报开启了新纪元, 这

比传统的50个成员集合预报有了重大飞跃. 此外, 这

些AI模型通常具有用户友好的部署方式和开源特性,
使个人能够在个人计算机上执行定制的天气预报. 这

促进了天气预报信息的高效分发. 用户现在只需获取

相关的初始场数据, 就能轻松生成7~15天的天气预报.
这个范式转变凸显了AI对天气预报的革命性影响, 使

其更易获取以及更加高效.

4 基于AI的LWM仍面临重大挑战

虽然LWM前景广阔, 但前进的道路充满挑战. 在

本节中, 我们将深入讨论AI模型在实现端到端预报模

型的NWP过程中必须克服的障碍.
(1) 数据质量控制和资料同化. 毫无疑问, 天气预

报性能取决于初始场的准确度.目前,众多AI模型依赖

于IFS等业务系统提供的初始数据. 为了提高预测的可

靠性, AI模型需要减少对这些再分析数据的依赖,转而

优先考虑实时数据输入. 然而, 卫星、浮标和地面站点

的观测数据中可能存在错误和不足, 这就要求对实时

数据进行严格的质量控制. AI在数据质量控制和重建

方面展现出了巨大潜力, 为解决这一问题提供了新的

解决路径(Neukom等, 2019; Tsagkatakis等, 2019;
Wang等, 2022).

在利用实时数据方面, AI模型需要采取更复杂的

策略. 目前, 在这一领域存在两种主要范式. 第一种是

在AI模型的设计中, 将稀疏数据或站点数据直接用作

预测因子, 将其视为一种独特的模态, 这种方法在区

域天气预报中得到了应用, 包括Corrformer(Wu等,
2023)、Met-Net3(Andrychowicz等, 2023)和DeepPhy-
siNet(Li等, 2024). 然而, 在全球范围内应用仍然需要

进一步深入探索. 第二种范式试图通过在基于AI的模

型中引入同化模块来模拟传统动力模式的方法. 例如,
Melinc和Zaplotnik(2023)使用传统的三维变分与AI方
法相结合, 在潜在变量空间中执行资料同化, 节省了

大量计算资源. Chen K等(2023b)通过构建用于资料

同化的AI模型(FengWu-Adas), 基于“风乌”进行了同
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化实验 , 证明了LWM具有端到端的潜力 . Xiao等
(2023)提出了FengWu-4Dvar, 在AI框架中利用自动微

分来模拟四维变分同化的伴随模型, 使LWM能够生

成高质量的分析数据 , 用于准确高效的迭代预测 .
Ham等(2024)还探索了如何利用不规则观测数据和先

前的观测信息, 基于深度学习模型(DeepDA)构建了全

球数据同化系统.
(2) 集合预报. 即便我们拥有最先进的资料同化系

统, 也无法确保初始场数据的完美无缺. 预报系统必须

充分考虑初始条件的不确定性, 将集合预报的方法融

图 1 500hPa位势高度((a)和(c))和850hPa温度((b)和(d))的确定性主要评分卡
数值显示了均方根误差(RMSE)和异常相关系数(ACC). 颜色表示与IFS HRES基线的差异(%)(改编自Rasp等, 2023)
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入AI预报中.这意味着要生成大量可能的初始场,以产

生合理的概率预报,为决策者提供更全面的指导(Bi等,
2023). 人们普遍相信, AI模型有潜力通过大量集合成

员来提高天气预报的准确性. 然而, 一个关键挑战在于

设计与AI模型特性和物理定律一致的初始状态扰动

方案, 以保证集合预报方法的可靠性和有效性.
(3) 物理信息引导的神经网络设计. 目前, LWM能

否准确学习和模拟物理现象仍存在争议. Selz和Craig
(2023)认为, 以“盘古气象”为代表的当前基于AI的模

型在模拟蝴蝶效应方面表现不足, 从而高估了大气的

可预报性. 这一缺陷意味着LWM制作的集合预报可能

难以解决采样不确定性, 从而限制了极端事件预测的

可靠性. 相反Ben-Bouallegue等(2023)指出, 当前的

LWM遇到了与IFS等动力模式类似的预报挑战, 表明

AI模型仍受某些物理约束的限制. Hakim和Masanam
(2023)研究了“盘古气象”, 发现该AI模型具有特定的

物理属性, 这使得它适合进行数值敏感性实验.
这些争论强调了未来AI天气预报模型不仅要重视

预报准确性,还要正确表达物理原理,如AI模型中的连

续性方程(Zhang等, 2023). 这是为了探索创新的方法,
如构建AI和物理融合的混合模型.最近,谷歌团队在这

一方向上取得了重大进展. 他们构建了Neural GCM,
包含两个模块: 用于求解离散化的Navier-Stokes方程

的可微分动力核心, 以及用于模拟云形成、辐射传输

和降水等物理参数化的神经网络. 通过这两个模块的

联合作用, Neural GCM能够执行中期天气预报和多年

代气候模拟(Kochkov等, 2023). 混合大气预报模型融

合了AI和传统物理原理的优势, 为未来天气预报和气

候模拟的发展铺平了道路.
(4) 预报结果的后处理. 虽然当前的AI方法在常规

天气变量的中期预报中开始超越IFS, 但有必要扩展对

降水、能见度、风和太阳能等的预报, 这些都是具有

挑战性但对社会可持续性极为重要的因素. 此外, 当

前大多数AI模型以0.25°的空间分辨率运行, 输出为每

6h一次. 整合超分辨率技术被证明有利于细化区域预

报(Pan等, 2023; Ling等, 2024; Liu等, 2024). 在持续改

进天气预报的过程中, 一个有效的策略是通过开发二

次模型, 对预报结果实施偏差校正和降尺度(Hess等,
2022; Ling等, 2022; Xu等, 2024). 这种方法有助于提

高天气预报的准确性和可靠性, 增强LWM预报在特定

任务中的实用性.

5 使用LWM实现全球海浪预报

实际上, 搭建LWM需要消耗大量的计算和存储资

源, 这使得对于个人而言难以训练属于自己的LWM.
然而, 基于LWM的预报结果可以进行更深入的探索和

具体的应用. 例如, 可将其应用于改进集合预报, 为科

学发现设计敏感性实验, 并构建偏差校正或下游任务

模型等. 本节将全球海浪预报模型与LWM集成作为尝

试来展开介绍.
本节基于ERA5再分析数据集进行训练和评估, 空

间分辨率为1度. 我们关注三个关键的海浪要素: 显著

波高(SWH)、平均波周期(MWP)和平均波向(MWD).
这些要素将为我们提供海浪行为的全面视图. 同时, 我
们将利用10米高的经向风和纬向风作为模型的主要外

部强迫, 以及NOAA的ETOPO深度数据作为地形边界

条件.
海浪预报模型的结构设计主要参照Vaswani等

(2017)提出的Transformer和Dosovitskiy(2020)提出的

ViT模型, 其相对于递归神经网络类(RNN)的优势在于

它能够完全依赖注意力机制, 消除递归和卷积, 从而更

加充分地利用和发挥出并行计算的优势. 因此, 本节也

采用Transformer结构来构建海浪预报模型, 模型结构

如图2所示.
模型的输入包括初始海浪、未来风和地形. 在编

码阶段, 首先将二维图像切割成许多块(或称补丁)并
将其映射成矢量. 由于地形数据是不发生变化的, 因

此不同于Transformer的位置编码, 地形信息被视为静

态变量参与地形编码. 随后, 这些输入将经历若干个

成对的注意力模块, 每对模块包含时间和空间注意力

区块, 分别在补丁的不同时间步长上执行时间注意力

运算或一个时刻下不同补丁之间进行空间注意力运

算, 并在注意力运算之后进行残差连接和层归一化. 历
经若干时空间注意力模块后, 可以认为通过自注意力

充分提取得到了海浪自身的时空间演变特征. 由于风

是驱动演变的主导原因, 因此未来的风是解码器的关

键输入, 这与之前的研究一致(Yevnin和Toledo, 2022;
Ouyang等, 2023; Zhang等, 2024).将经过编码阶段后的

风信息和海浪信息之间通过交叉注意力机制实现交

互, 它能够反映风和海浪之间的相互作用, 即表征风如

何驱动波浪的发展. 此后再次经历若干个区块之后, 使
用若干个卷积层来解决模型产生的“分块”现象. 经过
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这一过程, 模型最终输出得到预报的海浪.
图3揭示了ViT模型在预报海浪时均方根误差

(RMSE)的空间分布图. 从图中我们可以看出, 在热带

地区, 模型的预报误差相对较小, 而在两个半球的中高

纬度地区, 误差则显著增大. 特别是在北太平洋和北大

西洋地区, 波高、周期和方向的预报误差分别超过了

1m、2s和45°.
台风等极端事件的发生, 通常会伴有巨浪. 为了检

验海浪模型在极端情景下的预报能力, 图4分别展示了

2011年8月台风“梅花”在西北太平洋造成的实际与预

报的海浪情况. 在提前1天、4天和7天的预报时间内,
波的方向、波周期和最大波高的中心预报得较好, 预

报最大波高的误差约为1米. 这个结果表明, 当以准确

的风场为输入时, ViT模型对台风引起的巨浪具有良

好的预报能力.
我们对ViT模型进行了更多深入的评估(图5), 首

先基于测试数据集比较了ViT和ConvLSTM模型的预

报技巧. 由于内存限制, ConvLSTM模型限制为了两

层, 滤波器大小分别为20和4. 为了同ViT模型一样保

持5×5的补丁大小, 卷积核大小也为5×5, 与ViT的40万
个参数相比, 总共有20万个可训练参数. 然而, 由于处

理长时间序列的计算复杂性较高, 在同样的批尺寸下,

ConvLSTM模型比ViT模型消耗更多的内存和计算资

源.结果表明,与传统的卷积架构相比, ViT模型不仅易

于训练, 而且具有更好的预测精度.
在海浪的实时预测中, 由于缺乏可用的实际未来

风, 因此必须依赖预报的风作为输入. 对于海浪预报

模型而言LWM可以提高风速预报的及时性. 因此, 我

们还基于实时预测试验对预报技巧进行了比较. 毫无

疑问, 以IFS或风乌的预报风作为输入时, ViT模型的

预报准确度将低于以ERA5风为输入时的准确度. 然

而, 前三天的预测准确性没有显著差异. 这说明在短

时间内用预报的风来预报海浪是可行的.
从风乌预报的风场对于海浪的长期预报结果来

看, 与基于IFS产生的预报相比, 预报技巧有所下降, 但
这可以归因于LWM倾向于在更长的时间内产生更平

滑的预测, 从而导致高频细节的丢失. 然而, 未来仍可

以使用风乌的预报风来微调ViT模型, 使其更适应风

乌的预测结果, 从而提高海浪模型的预测能力.

6 总结

本文深入探讨了基于人工智能(AI)的天气预报模

型的演进, 强调了AI模型在构建全面、数据驱动的天

图 2 Vision Transformer模型的结构
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气预报应用中的潜力. 通过分析近年来具有影响力的

大型AI模型的共同特点, 我们提出了一个“三大原则”
的框架, 用以概念化AI天气预报模型. 可以预见, 随着

AI模型的持续进步,它们将快速迭代,朝着实际应用的

方向迅速发展, 有望在提高预报准确性、成本效益和

计算效率方面带来显著的飞跃, 彻底改变我们现有的

天气预报方法.
尽管 LWM 有可能在准确性和效率方面彻底改变

天气预报, 但与传统的数值天气预报(NWP)模型的共

存同样重要. 这些动力学模式是宝贵的资源, 能为我

们提供了对大气现象背后复杂物理过程的深刻理解,
也为AI数据驱动的方法提供了基础性的见解.此外,我
们对当前AI天气预报模型的分析揭示了AI与传统

NWP模式之间的关系: NWP模型继续作为AI模型的基

石, 提供训练数据并作为验证的基准.
这种和谐融合的典范是Neural GCM. 这个突破性

图 4 台风“梅花”发生期间西北太平洋的观测((a)~(d)), 提前1天((e)~(h))、4天((i)~(l))和7天((m)~(p))预报的海浪场
填色代表显著波高, 矢量箭头代表平均波向, 箭头长度代表平均波周期
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图 5 基于不同模型和风输入的预报技巧情况
红色(蓝色)曲线表示ViT(ConvLSTM)模型在测试集2011年1月至2020年12月期间1~7天全球海浪的预报技巧. 2022年8月至2023年7月的实时预

测阶段仅基于ViT模型进行, 绿(黄/黑)色线表示模型的预报技巧, 采用ERA5再分析(IFS/风乌预报)风作为输入

图 6 AI大模型与动力模式相结合以改进海洋-大气预报的可能集成示意图
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的模型表明, 基于物理的模式和AI模型并非互相排斥

的实体, 而是协作的组成部分. 它们的结合不仅增强

了预测能力, 而且标志着一种更全面的方法, 以更精

确地模拟和预报复杂的天气和气候现象. 无论是将物

理方程融入AI模型中, 还是在NWP中采用AI技术, 这

种融合都有望开辟新的道路, 以增进我们对大气动力

学的理解, 并构建一个更全面、更可靠的天气和气候

变化预报框架(如图6所示).
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