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摘要 近年来, 针对自组织群体智能机器人的研究一直是智能机器人研究的热点问题. 在这些研究中, 提升群体

机器人控制模型的泛用性一直是一个热点问题. 为了提升群体机器人控制模型的泛用性, 提高群体机器人在不同

类型的环境下的功能表现, 使用可配置的控制模型, 利用仿真的方法求解控制模型在不同环境下的参数配置, 是
一种较为常见的方法. 本研究提出了一种基于规则系统模型的多目标群体智能机器人控制模型优化方法, 并针对

该方法测试了多种不同的多目标优化方法的表现. 使用包含凸障碍、非凸障碍以及通道型障碍的多个不同的仿

真场景验证了该模型的效能. 仿真验证结果表明该方法在各种环境下均具有较好的表现.

关键词 群体智能机器人, 控制模型, 多目标优化, 进化算法, 粒子群优化

1 引言

近年来,针对群体机器人(swarm robotics, SR)的研

究迎来了一轮新的高潮. 其原因是群体机器人在仿生

学、人工智能、控制论等领域均具有重要应用. 群体

机器人通常被视为一种特殊的多机器人系统(multi-ro-
bot system). 在群体机器人系统中, 一个复杂的任务被

分解到多个完全自主控制的同类型机器人上执行. 群

体机器人和经典多机器人系统的主要区别如下:
(1) 群体机器人系统包含的机器人数量最少不能

少于10;
(2) 群体机器人系统中的单个机器人不能有过于

复杂的结构或功能;
(3) 群体机器人系统中的机器人必须具备相似的

类型和功能.
在针对群体机器人的研究中, 如何设计合适的群

体机器人控制系统一直是一大挑战. 其原因是在群体

机器人控制系统中, 考虑到群体机器人设计的原则,
通常不允许存在一个或几个具有领导者角色的机器

人. 因此, 当设计针对群体机器人中的个体的控制系统

时, 该控制系统需要保证能够仅通过个体与个体、个

体与环境之间的信息交互, 就能够使个体以及整个群

体的行动表现出足够的群体性.
以此为目的, 通常设计群体机器人控制系统的方
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式有两种: (1) 基于行为(behavior-based)的设计方式;
(2) 自动化设计(autonomic design)方式. 在基于行为的

设计方式中, 通常又可以分为三大类: (1) 概率有限状

态机模型(probabilistic finite state machine design); (2)
基于虚拟物理规则的模型(virtual physical-based de-
sign); (3) 其他模型. 基于自动化设计的方式又包括:
(1) 基于进化的(evolutionary robots, ER)机器人系统;
(2) 基于强化学习(reinforcement learning methods, RL)
的机器人系统. 关于这些不同类型的无人机集群控制

系统的设计原则可见Brambilla等人
[1]
的综述文章. 其

中, 基于虚拟物理学规则的设计方式被广泛地应用于

各类需要同时维持无人机群形态并完成避障、导航等

多种用途的无人机集群控制设计中. 就我们所知, 最先

提出虚拟物理规则概念的是Khatib[2]. 文献[2]介绍了

一种无人机集群控制的概念——人工势力场(artificial
potential field, APF). 基于APF设计的无人机集群控制

器通常满足如下准则: 集群中的任何无人机个体至少

受到两种力, 一种是来自目标定向的引力, 一种是来

自其他个体或障碍物的排斥力. 基于虚拟物理规则设

计的无人机集群控制器通常具有如下优点
[3]:

(1) 不同于基于有限状态机的控制方式, 基于虚拟

物理规则的设计使用唯一物理学规则替代多种不同的

行为规则用于满足使无人机集群出现多种不同行为的

要求;
(2) 无人机个体行为能够通过简单地向量操作

求得;
(3) 能够通过一些理论工具对控制模型进行定量

分析.
自Khatib[2]以来, 针对虚拟物理规则的研究主要集

中于扩展不同的物理原则上. Spears等人
[4]
提出了后来

获得广泛认可并被广泛地用于描述基于虚拟物理规则

的无人机群控制器的控制模型. Fiorini和Shillert[5]在已

有规则的基础上扩展出了一类重要的规则: 障碍速度

(velocity obstacle, VO). Berg等人
[6]
通过考虑临近个体

对VO规则进行了进一步扩展. 最终, Santos等人
[7]
将

VO规则扩展到为virtual group velocity obstacle (VGVO).
通过使用VGVO概念, 能够保证无人机集群能够更好

地在空间内分布为几个小的集群并更好地完成一类使

命目标. La等人
[8]
将虚拟物理规则和强化学习相结合,

从而提高了控制器的效能. 其他扩展包括Woods和
La[9]将相对速度纳入了模型的考虑范围. 为了测试该

模型的效能, 他们使用了一个室内的实机场景, 一台

基于Parrot ARDrone 2.0无人机平台被用于执行3D环
境下的目标定向飞行. Ha等人

[10]
和Meier等人

[11]
将速

度的同一性纳入控制模型的考量范围. Scott和Leal[12]

提出了基于虚拟物理规则的一般化无人机集群控制模

型, 该模型可广泛地应用于各类队形维持任务并支持

不同规模的无人机集群.
尽管目前针对虚拟物理规则的无人机集群控制模

型已经进行了广泛的研究, 但是至今该模型仍需要解

决一个至关重要的问题: 如何使简单的基于数学规则

的控制模型具有更加广泛的应用并在各种不同的问题

环境下均保证其表现的稳定性.
为了解决这一问题, 一类重要的解决方案是允许

模型使用可变参数. 使用可变参数的无人机集群控制

模型的研究最早可追溯至Hettiarachchi[13]. 在本文中,
基于进化算法(evolutionary algorithm, EA)的算法被用

于离线地求解基于Lennard-Jones potential function的
无人机集群控制模型中的参数. Pugh和Martinoli[14]使
用基于粒子群算法的优化方法用于求解无人机集群控

制模型中的参数, 并获得了比遗传算法具有更好种群

多样性的算法表现. Folino等人
[15]

将自适应无人机集

群控制模型用于完成去中心化的无人机集群聚合任

务. 该算法针对不同规模的无人机集群均有较好表现.
Yang等人

[16]
改进了基于经典Vicsek模型的无人机集群

控制模型以完成无人机聚合任务. 在该研究中, 一个可

变的参数用于控制集群中不同个体之间互相影响的能

力. Zhao等人
[17]

研究了自适应无人机集群控制模型在

高速环境下的表现.
在2018年, Vásárhelyi等人

[18]
提出了一种新的无人

机集群控制模型. 该文章描述了一种基于11个可变参

数的虚拟物理规则无人机个体控制系统. 作者使用了

基于Altlasz超级计算机的仿真场景和实机飞行试验验

证了该控制器的效能. 刨除巨大的计算资源消耗(在
Atlasz计算机环境下运行一个仿真场景的单次试验通

常需要消耗2~6天), 该模型在设定的试验场景(包括无

障碍任意飞行以及有障碍环境下的任意飞行)中均获

得了较好的表现.
本文描述了一个基于可变参数的无人机集群控制

系统, 该研究的灵感来源于Vásárhelyi等人
[18]. 在该系

统的设计中, 我们结合了基于规则的控制系统(Ueya-
ma等人

[19])和基于虚拟物理规则的控制系统. 在该模
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型中, 基于规则的控制系统用于使无人机个体针对不

同的环境观测结果做出不同反应, 而带可变参数的虚

拟物理规则系统用于解决不同场景下实现不同目标的

问题. 多种不同的多目标优化算法被用于进行控制模

型的参数调整. 仿真试验场景包括各种典型障碍(凸障

碍、非凸障碍、通道障碍等)下的目标定向运动. 本文

的主要贡献包括: (1) 描述了一种新的带可变参数的无

人机集群控制模型; (2) 针对该模型设计了相应的多目

标优化算法; (3) 通过多个典型场景(包括多障碍、通

道障碍、凸障碍等)对算法和模型的效能进行了分析.

2 控制模型

目前针对无人机集群的控制模型主要分为三种.
第一种是源自Vicsek模型的控制模型, 该模型首先提

出于1995年[20]. 在该模型中, 每一个个体下一步的移

动速度取决于该个体能够观察到的种群的整体移动速

度以及一个随机扰动. 该模型仅在种群密度较大且通

信噪声较小的情况下能够保证较好的群体性. 第二种

模型来源于Reynolds三控制原则的Couzin Model[21].
在该模型中, 主要考虑如下几个控制原则: (1) 个体间

总是倾向于保持一个较小的距离; (2) 个体总是倾向于

维持和周边个体相同的移动速度和移动方向. 第三种

模型方法为基于势力场法(potential field)[22]的控制规

则. 在该规则下, 目标相对于无人机个体存在引力, 而
场景内的障碍物和其他个体则对当前无人机个体存在

斥力. 斥力和引力的大小取决于当前个体和目标物之

间的距离. 该规则主要用于确定场景下的单个或多个

机器人的目标定向和障碍规避活动.
本文所使用的基于规则系统的控制模型来源于经

典的Reynolds控制模型. 该模型在群智能机器人队形

维持、避障以及导航等现实任务中存在广泛的应用.
本文中使用的控制模型在Reynolds模型的基础上, 增

加了新的基于规则系统的速度更新方式, 并设计了相

应的多目标优化策略对模型在不同环境下的速度更新

规则进行了优化. 以下对该模型的相关细节进行介绍.

2.1 基本假设

本模型在满足SR的基本定义的条件下, 同时考虑

如下基本假设:
(1) 无人机集群中的每一个个体都必须穿过一个

正方形的场地并到达指定地点;
(2) 场地大小为一个边长为250 m的正方形;
(3) 无人机中的每一个个体均应尽量避免与其他个

体或障碍物发生碰撞, 若发生碰撞则视为该个体死亡;
(4) 任何一台无人机均不允许飞出场地边界, 触碰

场地边界同样视为死亡;
(5) 无人机有最大速度限制;
(6) 无人机的通信范围和探测范围均有限;
(7) 无人机间的通信存在延迟.
基本假设(5)~(7)为考虑到现实世界中无人机的能

力约束加入的假设, 以使本文所研究的模型更加贴近

现实.

2.2 无人机速度更新模型

本文所考虑的无人机速度更新模型主要分为三部

分:来自目标定向的定向力;用于防止与障碍物发生碰

撞的防撞力;用于维持队形的队形维持力.以下分别描

述这三种不同的力对无人机速度更新的作用.
(1) 定向力. 定向力是吸引群体无人机中的个体向

既定目标运动的力. 该力可以通过如下公式表示:

v p p
r= , (1)i

t i
it

tar

式中, vi
tar表示定向力的大小, pt为用向量表示的目的

地所处位置, pi为用向量表示的个体当前所处的位置,
rit为目的地和个体间的距离.

(2) 防撞力. 防撞力为避免无人机群中的个体和障

碍物相撞的力. 当在设定好的探测范围里无人机个体

探测到障碍物时, 会在障碍物表面生成虚拟个体. 每

个虚拟个体会像无人机个体输出一个斥力. 通过这些

斥力的合力可以求得针对单个无人机的防撞力. 该力

可以通过如下公式表示:

( )v r r p p
r r r= × , for < , (2)i

m

M

im
i m

im im
obs

0
obs

0
obs

式中, vi
obs为无人机个体受到的防撞力, r0

obs为个体最

远可探测到障碍物的距离, rim为个体探测到的位于障

碍物表面的虚拟个体距离当前个体的距离, pm为用向

量表示的障碍物m的空间位置, M为当前个体i能够探

测到的障碍物的总数.
(3) 队形维持力. 队形维持力用于保证群体无人机

表现出足够的群体性(包括聚集在通常为无人机最大
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可通信范围的指定范围内, 保持无人机运动速度和方

向的一致性等). 在本研究中, 队形维持力同样包括三

部分. 个体接收到的来自其他个体的队形维持力共有

三种可能: 斥力、同向力以及引力. 当无人机探测到

其他个体时, 根据其他个体距离当前无人机的距离,
分别表现出不同的队形维持力模式. 具体的判断方式

如下: 当探测到的个体与当前无人机的距离小于R0时,
队形维持力表现为斥力; 当探测到的个体与当前无人

机的距离大于R0且小于R1时, 队形维持力表现为同向

力; 当探测到的个体与当前无人机的距离大于R1且小

于R2时, 队形维持力表现为斥力. 队形维持力的判断

模式如图1所示. 以下分别详细介绍这三种力的作用

方式.
当探测到另一个个体和当前个体的距离小于最大

排斥距离r0
rep时, 则对当前个体施加斥力. 斥力的大小

通过以下公式决定:

( )v r r
p p

r= × , (3)ij ij
i j

ij
rep

0
rep

式中, vij
rep代表个体i受到另一个个体j的斥力, rij为个

体i和个体j之间的距离, pi和pj为用向量表示的个体i和
个体j在当前空间之中的位置. 通过公式(3), 可以得出

个体在某一时刻所受到的来自其他个体的斥力如下:

v v r r= , for < , (4)i
j j i

N

ij ij
rep

=1,

rep
0
rep

式中, vi
rep为当前个体i受到的来自其他个体的全部斥

力之和. N代表整个群体中全部无人机的集合. 通过引

入斥力, 能够保证无人机在群体行进的过程中尽可能

不与其他个体发生碰撞.
在本研究所描述的模型中, 同向力用于缩小在R1

范围内的无人机之间速度之差(包括速度的大小和方

向), 进而使整个无人机群表现出更好的群体特性. 同

向力可以通过如下公式表示:

v n
v

v
r r r= 1 , for < < , (5)i

j j i

N j

j
ij

ali

ali =1,
0
rep

0
ali

式中, vi
ali为个体i受到的同向力的大小, vj是通过向量

表示的当前无人机的速度, nali为位于R1范围内的无人

机的数量, r0
ali为R1的最大值.

最终, 当个体探测到其他个体位于R1到R2之间时,
则该被探测到的个体会对当前个体产生引力, 从而使

这两个个体靠拢. 这是为了保证无人机群之间的个体

距离能够维持在一个合理的范围内, 从而使无人机群

保持基本的群体形态. 单个个体对其他个体施加的引

力作用如公式(6)所示:

v r r
p p

r= 1 × , (6)ij
ij

j i

ij

att

0
att

式中, vij
att代表个体j对个体i释放的引力, r0

att为R2的最

大值. 通过公式(6)可得出, 当个体j在R2范围内距离个

体i越远时, 个体j对个体i施加的引力则越大. 通过公式

(6), 可得个体i在某一时刻受到的引力总量的大小

如下:

v v r r r= , for < < , (7)i
j j i

N

ij ij
att

=1,

att
0
ali

0
att

其中, vi
att为个体i所受到的引力.

通过公式(1)~(7), 最终可得到个体下一阶段的速

度如公式(8):

v t v t v
v a v b v c v d v e v
( + 1) = ( ) + ,

= + + + + .
(8)i i i

i i i i i i
rep ali att tar obs

由于本研究考虑到针对不同的环境情况, 设计了

相应的基于规则的速度更新公式, 因此在公式(8)中,
图 1 斥力、引力和同向力的判断
Figure 1 Repulsion, attraction and alignment.
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不同于经典的Reynolds模型, 我们引入了{a, b, c, d, e}
共5个参数用于描述在不同场景和任务下, 个体对环境

探测的不同可能导致的不同规则变化. 需要说明的是,
考虑到在现实情况下, 无人机的速度不可能无限增加,
因此设定了一个无人机速度的上限vmax. 因此本研究

最终的速度更新公式如下:

( )v t v t
v t v t v( + 1) = ( + 1)

( + 1) × min ( + 1) . (9)i
i

i
i

max

由于本文使用了基于规则系统的速度更新模型,
因此以下继续介绍本文中的规则系统部分.

2.3 速度更新规则系统

本研究通过一个速度更新规则系统用于解决无人

机群在不同环境下的不同行为模式问题, 为介绍该速

度更新规则系统, 首先需要明确判断条件zorobs如图2
所示.

当无人机的可探测范围zorobs中存在障碍物时, 则

启用有障碍物规则, 否则采用一般规则. 因此本文最终

的个体速度更新公式如下:

zor
v a v b v c v d v e v
zor

v a v b v c v d v e v

if :

= + + + + ,
if = :

= + + + + .

(10)i i i i i i

i i i i i i

obs

1
rep

1
ali

1
att

1
tar

1
obs

obs

2
rep

2
ali

2
att

2
tar

2
obs

因此, 本文最终共需要针对十个参数{a1, b1, c1, d1,
e1, a2, b2, c2, d2, e2}进行参数调整.

3 优化方法

本研究采用基于NSGA II的多目标优化方法, 对

模型参数进行优化. NSGA II是一种被广泛应用于各

类多目标优化场景的基于种群的启发式算法. 关于

NSGA II的算法结构和用于进行多目标优化的非支配

排序机制可见文献[23]. 本节主要介绍在本研究中针

对无人机集群控制模型的参数调整问题对NSGA II算
法做的特定改变, 具体如下所述.

3.1 问题分析

在本文所针对的无人机集群任务场景中, 需要考

虑如下三个无人机集群表现的优化目标: (1) 尽可能

减小无人机和其他物体(包括障碍、其他无人机个体

和场地边线)间的碰撞; (2) 无人机集群应尽可能保持

合理队形; (3) 无人机集群应尽可能早地到达目标地

点. 其中, 设计目标(2)是因为通常在实践中, 单个无人

机的通信范围有限, 保持合理队形有利于实现无人机

集群内部的互联互通和信息共享. 为实现以上目标,
本文设计如下三个模型优化目标.

r N
N= , (11)death death

式中, r death为死亡率, N death为仿真结束时死亡个体的

数量, N为集群中无人机的数量. 该公式代表仿真结束

时死亡的无人机的数量与无人机总数的比值.

d
p p

NT= , (12)t

T

i

N
c
t

i
t

agg =1 =1
2

式中, d agg为聚集系数, T为仿真总时长, pi
t为个体i在

仿真时刻t的所处位置. pc
t为无人机集群的虚拟质心在

仿真时刻t的所在位置, pc
t可通过公式(13)求得:

p
p

N= . (13)c
t i

N
i
t

=1

聚集系数d agg实际上衡量了在整个仿真过程中整

个无人机集群中的每一台个体距离整个种群的虚拟质

图 2 基于障碍的判断规则zorobs
Figure 2 Rule of objective detection.
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心的距离的均值.

TC
TC

N= . (14)i

N
i

=1

公式(14)用于计算整个种群到达目标区域所需时

间的均值TC . 其中, TCi代表个体i到达目标区域所消耗

的时间.
根据公式(10)可知, 本研究所需要优化的10个参

数{ }a b c d e a b c d e, , , , , , , , , 1 1 1 1 1 2 2 2 2 2 为在两种不同情况

下的10个不同的用于调节个体方向的力的重要度的系

数, 因此在本研究中, 这10个参数的取值范围均设

定为(0, 1].
NSGA II算法是一种基于种群进化规则的多目标

优化方法, 在大量多目标优化问题中均具有广泛的应

用. 本文中使用NSGA II作为优化方法的主要依据有:
(1) 本研究所面向的问题需要优化10个无约束参数, 能
够较好地使用1维顺序编码进行解的表达; (2) NSGA II
算法在问题领域的相关知识均不是很明确的条件下,
也能够通过“解的评价→迭代寻优”的方式对解的质量

进行优化; (3)相对于其他类型的优化算法, NSGA II能
够在保证解的质量的同时, 兼顾解在帕累托前沿上的

均匀分布.

3.2 编码

根据以上问题分析, 我们决定采用1维顺序编码,
对问题的解进行编码, 具体编码方式如图3所示, 即每

条DNA代表完整的一组10个待优化参数, 一条DNA中
的每个基因位按顺序代表每个待优化参数. 基于图3编
码规则, 在种群初始化时, 针对单个DNA中的每个基因

位产生(0, 1]的随机数并赋值, 即完成了种群的初始化.

3.3 交叉

在本研究中, 我们使用如图4的方法进行交叉操

作. 在进行交叉操作时, NSGA II算法首先使用锦标赛

选择法随机选择两个父代, 然后随机选择一个父代的

最多3个基因位, 与另一个父代的同位基因进行交换,
最终产生2个子代加入种群.

3.4 变异

在进行变异操作时, 针对种群中的每一个个体, 设

置变异系数为30%. 当一个个体被选定进行变异时, 通
过如图5的操作完成个体变异. 算法首先随机选择一个

个体中的最多3个基因位, 用随机生成的(0, 1]之间的随

机数代替该基因位上的原数值, 从而完成个体的变异

操作.

4 仿真实验及结果

4.1 仿真场景设计

本文设计的仿真场景主要为包括各种典型障碍的

目标定向任务.障碍类型主要包括:凸障碍、非凸障碍

以及通道障碍. 仿真场景如图6所示.
在该场景中, 左下角为无人机起始位置, 右上角四

分之一圆代表无人机需要到达的位置, 阴影区域为障

碍物. 场景从左到右分别为多障碍场景、带凸障碍的

图 3 种群编码规则
Figure 3 Encoding.

图 4 交叉操作
Figure 4 Crossover operator.

图 5 变异操作
Figure 5 Mutation operator.
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多障碍场景以及带通道障碍的场景. 实验的基本设定

如下: (1) 每个场景中的每个算法均运行10次; (2) 场

地的边长为250 m; (3) 无人机的最大速度设定为5 m/s;
(4)无人机集群的规模为20台; (5)通信延迟为1 s (即仿

真实验中的1步); (6) 考虑到现实问题中无人机的通信

范围通常具有一定的波动, 因此设定单个无人机的最

大通信范围为29~31 m中的一个随机值; (7) 同样考虑

到现实问题中无人机机载载荷的不确定性, 设定单个

无人机的最大探测范围为95~105 m中的一个随机数.
本文的对比算法包括四种不同的经典多目标优化

算法: MOEA/D, PSO, SPEA2, ICA. 其中, MOEA/D
(Zhang等人

[24])和SPEA2 (Zitzler等人
[25])为两种经典的

基于种群的多目标优化算法. PSO (Kennedy和Eber-
hart[26])为模拟鸟类飞行和觅食行为的一种多目标优化

算法. ICA (imperialist competitive algorithm)为一种基

于种群行为和竞争规则的优化算法, 该方法的详细介

绍可见Esmaeil和Lucas[27]. 最终, 我们将该模型的优化

结果和基于经典Reynolds控制模型设计的BREAM控

制器以及基于势力场模型设计的APF控制器
1)
进行了

比较. 本文描述的所有算法和仿真实验均运行在一台

使用Intel® Core™ i5-4460(3.2 GHz), 4 GB内存的计算

机上. 本文中的全部算法均在每个场景中运行10次, 算
法得到的10个帕累托前沿被用于分析算法效能. 算法

的最大运行代数被设定为100代, 种群规模设定为30.
本文所描述的仿真平台代码已被放置于https://github.
com/Downloadmarktown/Flockingexperiment-platform.

4.2 优化效能分析

本节从两个方面展示本文所描述的优化算法在不

同场景下的表现. 首先我们展示基于帕累托前沿的基

本数据分析, 如表1所示.
在该表中, 我们展示了五种不同的优化算法针对

本文所描述的模型在不同类型场景下的优化效果. 在

表1中, MO (multi obstacles)代表多障碍场景, MOC
(multi obstacles with convex obstacle)代表带凸障碍的

多障碍场景, T (tunnel)代表通道障碍场景. DR (death
rate)为死亡率, AI (aggregation index)为聚集系数, TC
(time cost)为完成目标的总时间. 需要注意的是, 本表

格中TC部分使用百分比的方式展示, 本研究中所有仿

真场景统一仿真总长度为200步. 从结果可以看出, 本

文所使用的NSGA II算法在多障碍场景以及包含凸障

碍的多障碍场景下具有较为优秀的表现(包括相对更

低的死亡率、相对更好的聚集性表现以及完成目标定

向任务消耗的时间较少).
为了更加全面地评价多目标优化算法的效能, 本

文引入了针对多目标优化算法的超体积分析(hyper-
volume analysis)方法, 用于评价该算法在不同场景下

的具体表现. 超体积分析模型通过分析算法求得的帕

累托前沿在特定区域内的覆盖率, 分析不同算法之间

表现的优劣. 由于本文所描述的优化问题的真实上下

界未知, 因此采用基于蒙特卡罗仿真方法的超体积分

析方法. 该分析程序可从https://ww2.mathworks.cn/ma-

图 6 仿真场景示意图
Figure 6 Simulation experiment scenarios.

1) Kala R. Code for Robot Path Planning using Artificial Potential Fields. Indian Institute of Information Technology, Allahabad, 2014. Available
at: http://rkala.in/codes.html
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tlabcentral/fileexchange/30785-hypervolume-computa-
tion获得. 该仿真方法的图形化描述如图7所示.

该程序在参考上/下界之间随机生成虚拟结果, 通

过统计被不同帕累托前沿支配的结果的数量, 分析不

同帕累托前沿对当前区域的覆盖能力, 从而进一步比

较不同帕累托前沿的优劣. 如图7所示, 帕累托前沿1
共支配2个虚拟结果, 因此帕累托前沿1的得分为0.5;
帕累托前沿2支配了3个虚拟结果, 因此帕累托前沿2
的得分为0.75. 由于本研究所描述的三个场景的真实

上下界均未知, 因此设定参考上界为{0, 0, 0}, 参考下

界为不同算法针对不同场景找到的结果的最大值. 三

个场景的参考下界如表2所示. 使用上文所述的分析

方式最终得到的超体积分析结果如表3所示.
表3可以得出如下结论: 本文所描述的NSGA II算

法在三个场景中相对于其他算法均具有更好的覆盖率

表现, 即该算法在不同场景下均表现出更好的种群多

样性特征. 同时应注意到, 在不同场景下, NSGA II算
法的超体积评价值的变异系数分别为3.07%, 2.29%和

1.72%, 可以得出结论NSGA II在不同场景下均具有较

为稳定的覆盖率. 因此可以得出该算法具有较好鲁棒

性的结论. 需要特别指出的是, 由于本文所描述的优

化问题的真实上下界未知, 因此超体积分析中的百分

比数值不能直接用于评价算法效能.

4.3 控制模型分析

为了研究该控制模型的具体表现, 我们将该模型

在不同场景下的表现和基于经典Reynolds模型设计的

BREAM控制器以及基于人工势力场法的APF控制器

的表现进行了对比. 首先, 为了选出针对不同场景的具

表 1 各场景帕累托前沿分析

Table 1 Pareto Frontier analysis in each scenario

MOEA/D PSO NSGA II SPEA2 ICA

DR AI TC DR AI TC DR AI TC DR AI TC DR AI TC

MO MO MO MO MO

Ave. 0.07 0.32 0.38 0.03 0.38 0.36 0.08 0.27 0.39 0.03 0.31 0.35 0.03 0.39 0.39

Min 0.00 0.27 0.33 0.00 0.28 0.33 0.00 0.23 0.33 0.00 0.25 0.33 0.00 0.27 0.37

Max 0.25 0.38 0.50 0.25 0.52 0.50 0.25 0.31 0.50 0.25 0.44 0.50 0.25 0.71 0.40

MOC MOC MOC MOC MOC

Ave. 0.04 0.36 0.42 0.01 0.40 0.40 0.02 0.39 0.41 0.01 0.47 0.40 0.01 0.40 0.43

Min 0.00 0.30 0.39 0.00 0.29 0.38 0.00 0.25 0.35 0.00 0.28 0.37 0.00 0.28 0.35

Max 0.25 0.51 0.55 0.20 0.79 0.52 0.15 0.82 0.49 0.25 0.92 0.55 0.15 0.53 0.82

T T T T T

Ave. 0.09 0.34 0.40 0.03 0.36 0.36 0.03 0.38 0.36 0.02 0.38 0.36 0.03 0.40 0.36

Min 0.00 0.30 0.34 0.00 0.29 0.34 0.00 0.24 0.33 0.00 0.27 0.34 0.00 0.38 0.34

Max 0.25 0.70 0.51 0.25 0.52 0.51 0.25 0.80 0.51 0.25 0.90 0.51 0.25 0.42 0.48

图 7 超体积分析
Figure 7 Hyper-volume analysis.

表 2 场景参考下界

Table 2 Scenario lower bound

DR AI TC

MOC 0.25 0.92 0.55

MO 0.25 0.52 0.5

Tunnel 0.25 0.9 0.51
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体参数集, 我们引入了基于线性加权聚合法的方法将

该多目标优化问题转化为单目标优化问题, 具体操作

方法如下:

F s w f w f w f( ) = + + , (15)s s s
1 DR 2 AI 3 TC

其中, F s( )为该组参数集的评分. f s
DR, f s

AI, f s
TC为归一化

的死亡率、聚集系数和任务完成时间评分. f s
DR, f s

AI,

f s
TC可通过如下公式求得:

f r r
r r= , (16)s s

DR

death
min
death

max
death

min
death

f d d
d d= , (17)s s

AI

agg
min
agg

max
agg

min
agg

f TC TC
TC TC= . (18)s s

TC
min

max min

在本研究中,我们设定w w w, ,1 2 3均等于1/3.最终求

得在三个场景下的BREAM控制器和本文所描述的控

制器CTP-NSGA II (controller with tunable parameters-
NSGA II)的最终实验结果如表4和图8~10所示.

从表4以及图8~10可得出结论, 在三个不同的实验

场景中, 使用CTP-NSGA II控制器的无人机集群的群

体性表现较使用BREAM控制器和APF控制器的无人

机集群均更好(包括更好的聚集性、更低的死亡率以

及更快的目标区域到达时间). 尤其是当考虑无人机集

群的聚集性表现时(在本研究中使用各无人机相对于

图 8 BREAM控制器仿真测试结果
Figure 8 Performances of BREAM controller in each scenario.

表 3 算法超体积表现分析

Table 3 Hyper-volume analysis of each algorithm

MOEA/D PSO NSGA II SPEA2 ICA

MO MOC T MO MOC T MO MOC T MO MOC T MO MOC T

Ave. 0.134 0.183 0.209 0.135 0.182 0.200 0.166 0.207 0.232 0.141 0.190 0.224 0.151 0.193 0.225

Max 0.144 0.192 0.219 0.159 0.195 0.220 0.174 0.215 0.242 0.152 0.203 0.228 0.157 0.209 0.229

Min 0.101 0.169 0.186 0.111 0.142 0.136 0.159 0.200 0.228 0.132 0.178 0.221 0.150 0.183 0.222

Div. 9.01% 4.29% 4.30% 8.74% 10.1% 13.3% 3.07% 2.29% 1.72% 3.96% 4.12% 1.04% 1.43% 4.65% 1.06%

表 4 控制器效能测试结果

Table 4 Performances of each controller

CTP-NSGA II BREAM APF

DR AI TC DR AI TC DR AI TC

MO 0.00 0.31 0.33 0.20 0.82 0.48 0.20 5.63 0.46

MOC 0.00 0.33 0.40 0.15 1.04 0.50 0.00 4.32 1.00

T 0.00 0.29 0.34 0.10 0.77 0.41 0.00 2.77 1.00
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无人机集群质心的平均距离衡量), 使用CTP-NSGA II
控制器的无人机集群相对于使用BREAM控制器和

APF控制器的无人机集群具有更大的优势. 另外需要

注意的是, 从实验结果分析, 基于Reynolds模型设计的

CTP-NSGA II 控制器和BREAM控制器相对于APF控
制器具有不同的种群行为特征. CTP-NSGA II控制器

和BREAM控制器在多障碍场景中的表现均倾向于将

无人机个体聚集在一定范围内形成一个较大群体共同

活动. 而APF控制器多障碍环境下则倾向于将较大群

体分裂为多个较小的群体继续完成任务. 因此相比于

BREAM控制器, APF控制器表现出更小的死亡率的同

时有更大的聚集系数以及目标任务完成时间.

5 结论与讨论

本文研究了一种基于多目标优化的群体智能机器

人控制模型优化方法. 本文首先描述了一种基于规则

系统的群体智能机器人控制模型. 该模型是一种经典

Reynolds机器人控制模型的变种. 将Reynolds模型和

规则系统进行组合的目的在于通过结合基于规则的控

制模型和基于虚拟物理规则的控制模型的优点, 使该

控制模型能够适应不同的环境. 然后, 我们使用了多

个多目标优化算法对该模型进行了优化, 并对比了这

些优化算法在不同条件下针对该模型的优化效能. 仿

真实验的场景包括各种不同障碍类型下的目标定向

任务.
本文的后续研究可包含以下方向: (1) 在本文中,

仅考虑了复杂环境下的目标定向任务, 考虑到无人机

集群面临的任务还包括更丰富的形式(如多编队飞

行、组成特定队形、障碍物随机出现或可移动等), 因
此本文描述的控制系统仍有较大的扩展空间; (2) 通常

情况下, 多目标优化算法的优化效果和对问题的了解

程度紧密相关, 在未来的研究中, 可以尝试使用其他

工具对该控制模型在不同情况下的表现进行分析, 了

解模型在不同条件下的运行特征, 从而设计有针对性

的优化算子, 对该模型进行进一步的优化; (3) 本文所

图 9 CTP-NSGA II控制器仿真测试结果
Figure 9 Performances of CTP-NSGA II controller in each scenario.

图 10 APF控制器仿真测试结果
Figure 10 Performances of APF controller in each scenario.
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描述的仿真场景, 和机器人现实应用问题仍存在一定

程度的差异, 如未考虑到机器人可能的最大加速度限

制. 因此, 可以针对性地设计考虑更加全面的仿真场

景, 以达到更加贴合实际的仿真效果.
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A multi-objective optimization method for intelligent swarm robotic
control model with changeable parameters

WANG Yuan1, MA Li1, WANG Ling2, HE YongMing1, QI WeiHua1 & XING LiNing1

1 College of Systems Engineering, National University of Defense Technology, Changsha 410073, China;
2 Department of Automation, Tsinghua University, Beijing 100084, China

In recent years, research into self-organized swarm robotics has received much attention. Within this research, development of a
general control model that functions under different conditions has been a hot topic. One significant approach is to use a control
model with tunable parameters determined through simulation. In this article, we propose a rule-based swarm robotics control model
with tunable parameters. To improve the performance, a modified non-dominated sorting genetic algorithm (NSGA II) is embedded
into this control model. Multiple scenarios including convex obstacles, square obstacles, and tunnels are used to test the performances
of the proposed control model. Comparison is made with three widely applied population-based multi-objective optimization
algorithms. Experimental results show that our control model has good performance and is robust under different scenarios.
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