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摘要 极光卵的尺度大小和太阳风、磁层、电离层以及它们间的耦合过程有密切的联系, 会随着空间和地磁环

境的变化而变化. 建立准确的极光卵边界预测模型对空间天气的预报以及了解日地关系具有重要意义. 本文利用

误差反向传播(back propagation, BP)神经网络和广义回归神经网络(general regression neural network, GRNN)两种

神经网络模型对极光卵边界进行建模. 结果显示GRNN的极光卵边界模型具有较高的准确性, 赤道向边界预测平

均绝对误差在0.77~1.20磁纬度(MLAT); 极向边界预测平均绝对误差在0.83~1.39 MLAT. 基于GRNN的极光卵边

界模型预测准确性分别在极向边界和赤道向边界的整个磁地方时(MLT)上比BP神经网络的极光卵边界模型平均

提高了0.74和0.73 MLAT,比多元线性回归模型平均提高了0.82和0.82 MLAT.而在模型的外推性方面, GRNN的极

光卵边界模型的外推性优于BP神经网络的极光卵边界模型, 与多元线性回归模型接近.
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1 引言

极光是由源自太阳风的能量粒子, 沿磁力线沉降

进入地球南北极地区, 与极区高空大气中的中性大气

粒子碰撞激发产生. 极光粒子沉降主要出现在以磁极

为中心的椭圆带状区域, 称之为极光卵
[1,2]. 极光卵的

极向和赤道向边界是重要的地球物理参数, 和太阳

风、磁层、电离层以及它们间的耦合过程有密切的联

系, 并且它会随着空间和地磁环境的变化而变化
[3], 对

其研究有助于进一步理解太阳风-磁层-电离层耦合过

程. 例如, 极光卵的极向边界所封闭的区域被称为极盖

区. 极盖区是开放磁力线区域, 其面积的大小变化反映

出太阳风-磁层-电离层能量耦合过程中磁能在磁层中

的存储、释放过程
[4,5]; 而极光卵本身的尺度大小与从

太阳风和磁层注入到极区电离层的能量大小有关
[6,7].

因此建立有效的极光卵边界预测模型对电离层等空间

天气的研究以及太阳风、磁层、电离层间的耦合过程

的研究具有重要意义
[8~10].

在极光卵的建模研究中, 最常用的是单变量分析

法对极光卵边界进行建模, 例如用单个的地磁指数
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AE, AL, Kp作为极光卵边界模型的输入参数
[11~13]. 但

是地磁活动和极光现象是空间环境变化引发的两种不

同表现, 地磁指数只能从侧面反映极光现象, 不能从源

头来解释极光现象
[14]. Shue等人

[15]
研究了行星际磁场

对极光亮度、极光半球能量的影响, 发现当行星际磁

场三分量均为负值时, 极光半球能量最大. Hu等人
[16]

和Yang等人
[17]

研究得出行星际磁场三分量(Bx, By和
Bz)对不同区域极光强度有不同的影响. Liou等人

[18]
研

究证明了不同的行星际条件会使极光卵的位置向不同

的方向移动. Hu等人
[19]

和Yang等人
[20]

发现太阳风速度

和太阳风密度增加会使日侧极光强度增加. Boudouri-
dis等人

[21]
通过事例分析说明了太阳风动压在不同的

行星际磁场条件下会对极光卵的大小和亮度产生不同

的影响. 但是行星际磁场和太阳风参数只能反映这些

参数与极光卵日侧边界部分相关的变化过程. Kauris-
tie[12]研究发现极光卵夜侧边界和表征亚暴磁暴活动

强度的AE指数有密切联系.综上所述外部空间环境(如
行星际磁场、太阳风参数和AE指数)是影响极光卵尺

度大小和位置的主要因素. 因此, Hu等人
[22]

、杨秋菊

等人
[23]

直接利用行星际磁场和太阳风参数等多个参

数, 采用多变量分析方法, 构造了极光卵边界的多元线

性回归模型. 该模型是将极光卵边界的磁纬度与所选

模型的输入参数按照线性关系进行拟合. 由于极光卵

尺度大小与日地耦合过程中的诸多磁层动力学过程有

关, 比如Siscoe和Huang[24]研究认为极盖区的大小与磁

层顶的日侧重联以及磁尾的夜侧重联有关. 因此极光

卵边界和空间参数间应该是复杂的非线性关系. 然而

目前我们还没有确切的关系式去描述这种非线性关

系, 用线性拟合可以简化复杂问题, 但同时也会造成预

测结果出现误差.
神经网络可以在未知数学模型内部结构的前提

下, 通过随机设定初始参数并利用大量样本进行训练

以更新网络内部参数, 以此获得输出对输入的非线性

映射关系. 由于神经网络强大的学习能力和非线性映

射能力, 近年来神经网络被广泛用于预测模型的构

建
[25~27], 其中应用较多的神经网络有误差反向传播

(BP)神经网络
[28]

、径向基函数神经网络(RBF)[29]、广

义回归神经网络(GRNN)[30]等.
本文采用在预测模型中表现较好的BP神经网络

和GRNN, 对行星际磁场三分量(IMF Bx, By和Bz)、太

阳风速度(Vp)、太阳风密度(Np)以及地磁指数(AE)为

输入参数的紫外极光卵边界进行建模, 并对神经网络

构建的极光卵边界模型进行讨论总结. 根据实验结果

发现基于神经网络的非线性模型要比多元线性回归模

型的预测准确率更高. 这种通过神经网络对不确定的

复杂非线性问题进行建模的方法也可以进一步应用到

其他的空间物理相关研究中.

2 数据库建立及预处理

2.1 数据来源及简介

Polar卫星携带的紫外极光成像仪(Ultraviolet Ima-
ger, UVI)获得了大量的北半球的极光图像, 图像数据

可以从网站Coordinated Data Analysis Web(CDAWeb,
https://cdaweb.gsfc.nasa.gov/istp_public/)获取. 为了避

免日辉对极光图像的影响, 我们仅使用北半球冬季极

夜时期(包括1996年12月, 1997年1月和12月, 1998年1
月和12月以及1999年1月)获取的极光图像. 本文仅使

用了LBHL波段(~170 nm)的数据. 所用的极光图像像

素大小为200×228, 在普通观测模式下连续两帧LBHL
图像之间的时间间隔在0.5~3 min之间.

本文所使用的行星际磁场、太阳风参数以及地磁

指数数据来自于NASA OMNI数据库(http://omniweb.
gsfc.nasa.gov/). NASA OMNI数据提供了32个空间环

境参数和地磁环境参数, 这里用到的是时间分辨率为1
分钟的行星际磁场三分量Bx, By和Bz, 太阳风速度Vp,
太阳风密度Np, 地磁指数AE等6个参数. 由于行星际磁

场和太阳风等参数是在磁层顶前端测量得到的,其影响

到电离层的极光形态时需要一定传播时延. Weimer等
人

[31]
用最小方差法对行星际磁场的传播时延进行了研

究, 目前传播时延一般选取10~15 min. 这里将传播时延

近似为经过磁鞘5 min和Alfven波传播到电离层的时间

2 min之和, 即为7 min的时延. 7 min的时延仅适合于日

侧区域, 并不适用于其他磁地方时区域, 但目前对每个

MLT区域没有合适的时延选择
[22], 并且定义不同的时

延会增加模型的复杂度. 因此本文近似都采用7 min的
时延. AE指数是描述磁层亚暴强度即描述极光带电急

流强度的指数, 其作为模型输入参数时, 不需要延迟,
即选取和紫外极光图像同时刻的值.

2.2 极光卵边界提取及处理

利用文献[32]对极光卵边界进行提取, 基本步骤
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包括: 预处理、SFCM聚类、分割、去除小亮斑等.
图1给出极光卵边界提取各阶段的结果. 根据得到的

极光卵区域可以分别提取极光卵的极向边界点和赤道

向边界点.
利用文献[22]中边界点处理方法对得到的边界点

数据进一步处理. 首先移除包含无效参数值的边界点,
然后根据磁地方时分别把得到极向边界和赤道向边界

分成24组, 对每组边界点数据分别根据参数值(OMNI
的6个参数及磁纬度)进行排序并去掉前5%和后5%这

些统计无意义的数据点, 最后去掉在磁子午线上5 min
内磁纬度变化幅度超过5 MLAT的数据点. 经过上述预

处理后共得到4849459个极向边界点, 1582569个赤道

向边界点. 图2给出了边界点数在各个MLT上的分布

情况. 图中菱形和矩形分别表示经过预处理后在对应

的MLT上得到的极向边界点个数和赤道向边界点个

数. 图中不同MLT上的边界点个数不同以及同一MLT
上极向边界点个数和赤道向边界点个数不同的原因主

要是由于用上述方法对提取到的边界点数据又进行了

进一步处理导致的.

3 神经网络及极光卵边界建模

神经网络是对生物神经网络的近似和简化, 模仿

生物神经元间的信息传递和记忆方式, 进行信息处理.
它是有由很多简单的处理单元(神经元)构成的, 这些

神经元具有计算、记忆、学习等能力, 因此可以进行

复杂的非线性运算, 通过对样本的学习不断调整神经

网络中的连接权值和阈值等参数, 最终具备处理实际

问题的能力
[33]. 图3是神经元的结构图, X1, …, Xn是神

经元的输入, w1, …, wn是神经元输入的权重, f是激活

函数(传递函数), b是阈值. 神经元输出和输入的关系

可以表示为

y f X w b= × + . (1)
i

n

i i
=1

神经网络具有联想存储能力, 其中的反馈网络就

是这种联想的具体体现. 它还具有快速寻找问题优化

解的能力, 神经网络并行分布式系统, 可以发挥计算

机高速计算的能力, 快速找到优化解. 最重要的是神

经网络具有强大的自学习能力, 例如建立预测模型时,
先把训练样本输入到神经网络, 网络通过自学功能, 学
习输入和输出间的对应关系, 然后根据学习到的知识

近似得到网络输入对应的结果. 自学习能力对预测模

型具有重要意义, 已经在经济预测、风险评估等领域

有成功应用
[34,35].

神经网络按照学习方式的不同可以分为有监督的

神经网络和无监督的神经网络. 有监督的神经网络是

利用训练样本的输出作为监督, 根据模型计算的结果

和样本结果间的误差对网络的内部参数进行不断调

整, 直到结果满足一定条件, 其中应用较多的有监督神

经网络包括: BP神经网络和GRNN. 无监督神经网络

没有训练样本的输出作为期望, 根据样本的内在规律
图 1 (网络版彩图)极光卵边界提取各阶段结果

图 2 (网络版彩图)边界点数在各个MLT上的分布 图 3 神经元结构
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调整网络的内部参数, 因此不适用于函数的拟合和

逼近.
极光卵边界受太阳风-磁层-电离层耦合等一些磁

层动力学过程影响, 因此它和行星际参数及地磁指数

间可能是复杂的非线性关系. 而神经网络在处理输入

和输出间复杂未知的非线性关系时可以表现出很好的

性能.基于此本文采用性能较好的两种神经网络(BP和
GRNN)分别对极光卵进行边界建模. 本文中的两种神

经网络建模方法都用6个参数(Bx, By, Bz, Vp, Np, AE)
作为模型的输入, 对极光卵的极向和赤道向边界进行

建模, 输出是边界对应的磁纬度. 不同磁地方时内空

间参数对极光卵边界的影响是不同的, 基于此分别对

24个磁地方时时区上的极向和赤道向边界分别建模,
共建立48个预测模型.

3.1 误差反向传播神经网络

3.1.1 误差反向传播神经网络原理

误差反向传播(BP)神经网络是一种误差反向传输

的前馈型神经网络, 它可以拟合输入和输出间的非线

性关系. BP神经网络在分类模型和预测模型中都有广

泛的应用. BP神经网络由输入层、隐含层(可以有一层

或多层)和输出层组成. 图4是三层BP神经网络的基本

结构.
BP神经网络的训练由信息的正向传播和误差的

反向传播组成. 信息的正向传播, 训练集中的输入数据

从输入层经隐含层单元逐层处理到输出层, 每个神经

元的状态只受上一层神经元状态的影响. 如果在输出

层得到的输出不满足预先设定的条件, 则进行误差的

反向传播, 调整各个神经元的权值和阈值, 直至输出

满足预先设定的条件
[36]. 训练过程可以表示为信息的

正向传播和误差的反向传播的迭代过程, 直到网络的

损失函数减小到预先设定的标准. 一般地, 均方误差

作为网络的损失函数如式(2)所示:

M t y= 1
2 ( ) , (2)

i

m

i iSE
=1

2

其中, MSE是网络的均方误差, i是输出节点标号, m是
输出节点个数, ti是样本的输出值, yi是网络实际输

出值.

3.1.2 基于BP神经网络的极光卵边界建模

BP神经网络可以通过训练学习两个数据间的不

确定关系, 特别是非线性关系. 基于此本文首先用BP
神经网络对极光卵边界进行建模. 根据经验, 本文使用

三层BP神经网络, 其中, 输入层神经元个数等于输入

向量的维数, 即为6, 隐含层神经元个数为m, 输出层神

经元个数为输出向量维数1. 图5给出了基于BP神经网

络极光卵边界建模的流程图. 首先把极光卵边界数据

分为训练数据和测试数据, 然后初始化BP神经网络中

的参数, 用训练数据更新BP神经网络中的参数得到训

练好的网络模型, 最后把测试数据输入到训练好的网

络模型中得到预测的边界位置.
其中BP神经网络模型的预测性能受BP神经网络

隐含层神经元个数以及初始化参数的影响. 这里对BP
神经网络隐含层神经元个数以及初始化参数寻优. 用

平均绝对误差(mean absolute deviation, MAD)[23]作为

模型预测的评价标准.
一般, BP神经网络的隐含层神经元个数

[37]:

m n l= + + , (3)

其中, m是隐含层神经元个数, n是输入层神经元个数, l
是输出层神经元个数, α是[1, 10]间的常数.

3.2 广义回归神经网络

3.2.1 广义回归神经网络原理

广义回归神经网络(GRNN)是基于数理统计的一

种径向基函数网络, 它的理论基础是非线性回归分析.
GRNN具有较强的非线性映射能力和学习能力, 比

RBF神经网络更有优势, 预测结果更好. GRNN由输入

层、模式层、求和层和输出层组成, 图6给出其网络结

构图
[38].
训练样本由输入层输入到GRNN, 输入层神经元

个数等于输入向量的维数, 输入层神经元是简单的分

布式分布单元, 直接将输入变量传递给模式层. 模式图 4 BP神经网络结构
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层神经元个数等于训练样本的个数. 求和层中有算术

和与加权和两种类型的神经元. 输出层神经元的个数

等于输出向量的维数, 各神经元的输出等于求和层中

对应的加权神经元输出除以算术神经元的输出.
GRNN中权值会随着训练样本值确定而确定, 因

此只需要调节网络中的平滑因子, 减小了调参的复

杂度.

3.2.2 基于GRNN的极光卵边界建模

由于BP神经网络模型训练速度慢, 需要调节的参

数较多, 且模型性能受网络初始化影响较大. 考虑到

GRNN较强的非线性映射能力和学习能力且易于调

参, 用GRNN建立极光卵边界预测模型. 图7是基于

GRNN的极光卵边界建模流程图. 其建模流程和上述

基于BP神经网络的极光卵边界建模流程相似, 即首先

将数据分为训练数据和测试数据, 并用训练数据训练

GRNN, 更新网络中参数, 最后将测试数据输入到训练

好的网络中得到预测的边界值.
GRNN相对于BP神经网络也存在不足之处. 比如

GRNN的模式层神经元个数会随着训练样本的增加而

增加, 其模型的复杂度会随着增加, 测试的时间也会随

之增加. 但是BP神经网络隐含层神经元个数预先设置,
其模型的复杂度和测试时间并不会随着训练样本数目

的增加而增加. 但对于GRNN的这种缺陷可以通过控

制训练样本的数量得到改善.

4 实验结果与分析

为了验证神经网络模型预测极光卵边界的有效

性, 我们将上述两种神经网络模型与现有预测效果最

好的多元线性回归模型
[22]

进行对比实验.

4.1 网络参数选取

在BP神经网络的极光卵边界建模中, 为了选取合

适的隐含层神经元个数, 本文进行了隐含层神经元个

数与模型训练的时间复杂度对比实验以及隐含层神经

图 6 广义回归神经网络结构

图 5 基于BP神经网络极光卵边界建模流程图
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元个数与预测模型准确率的对比实验. 由于模型训练

的时间复杂度以及模型预测的准确率受模型初始化参

数影响较大, 这里取3次实验的平均值. 从图8中可以看

出, 总体上时间复杂度随着隐含层神经元个数增加而

增加, 但在隐含层神经元个数为4和8时时间复杂度会

略微下降, 造成这种略微震荡的原因主要是模型初始

化参数随机性造成的. 图9给出不同隐含层神经元个

数对应模型在整个MLT范围内赤道向边界预测准确

率. 图中12条线分别表示隐含层神经元个数为1~12时
模型在各个MLT上赤道向边界预测结果的平均绝对误

差. 从图中可以看出, 模型预测的平均绝对误差随着隐

含层神经元个数增加而减小, 但减少的幅度也会随着

隐含层神经元个数增加而变小. 由于增加隐含层神经

元个数可以增加模型的中间信息, 从而提高模型预测

结果的准确率, 但是在隐含层神经元个数大于一定值

后, 中间信息会出现冗余从而使模型结果改善并不明

显. 同时隐含层神经元个数的增加会导致模型时间复

杂度的增加. 因此, 综合考虑模型准确率和模型时间

复杂度两个方面, 实验中设定隐含层神经元个数为4.
BP神经网络的初始化参数会影响预测结果的精

确度, 这里对每个MLT初始化了10个BP神经网络, 根

据预测结果的准确率选取了最优的初始化参数.
对于GRNN, 当平滑因子太大时, 测试样本的估计

值会被近似为所有训练样本的平均值, 出现欠拟合的

情况, 而当平滑因子趋于0时, 测试样本会被近似为训

练样本的值, 从而出现过拟合的情况, 所以选择合适的

平滑因子才能训练出较为准确的预测模型
[39]. 经过实

验模型预测的平均绝对误差随着平滑因子的减小而减

小, 但是为了避免出现过拟合设定网络平滑因子为0.1.

4.2 主观评价结果

图10给出极坐标下3种模型的预测边界结果. 图中

红点表示由文献[32]中的SFCM聚类算法分割得到的

边界点, 黄色圆圈表示各个模型预测得到的边界点. 第
一列是基于多元线性回归模型的预测结果, 第二列是

图 7 基于GRNN极光卵边界建模流程图

图 8 (网络版彩图)不同隐含层神经元数目与时间复杂度
对比
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基于BP神经网络模型的预测结果, 第三列是是基于

GRNN模型的预测结果. 三行分别表示不同时刻的测

试样本. 多元线性回归模型对第二和第三个样本的预

测结果和真实结果比较接近, 但对第一个样本的预测

结果和真实结果又有很明显的误差. BP神经网络模型

对第一个样本的预测结果较为准确, 但在第二个样本

的21 MLT位置以及第三个样本的21 MLT和6 MLT位
置误差较大. GRNN模型对3个样本极光卵边界的预测

都和真实边界较为接近, 特别是对于第一个样本21
MLT位置的特殊结构边界位置的预测要优于其他两个

模型. 从主观评价可以看出本文中的GRNN模型预测

得到的边界更接近极光卵的真实边界.

4.3 客观评价结果

本文采用五重交叉验证法和平均绝对误差
[22]

对

模型进行客观评价. 图11给出3种模型预测边界的平均

绝对误差. 图中红虚线实心点和蓝虚线实心点分别表

示多元线性回归模型对极向边界和赤道向边界预测的

平均绝对误差, 红实线星号点和蓝实线星号点分别表

图 10 三种模型预测结果和SFCM分割结果对比

图 9 神经网络隐含层神经元数对准确率的影响
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示BP神经网络模型对极向边界和赤道向边界预测的

平均绝对误差. 红实线空心点和蓝实线空心点分别表

示GRNN模型对极向边界和赤道向边界预测的平均绝

对误差, 结果显示GRNN的极光卵边界模型性能最好,
其在赤道向边界预测的平均绝对误差为0.77~1.20
MLAT, 在极向边界预测的平均绝对误差为0.84~1.39
MLAT. 在极向边界和赤道向边界的整个磁地方时上,
GRNN极光卵边界模型预测的平均准确率, 比BP神经

网络模型分别提高了0.74和0.73 MLAT, 比多元线性

回归模型分别提高了0.82和0.82 MLAT. 说明GRNN在
极光卵边界建模有较好的性能.

从3种模型预测结果的平均绝对误差可以看出, 3
种模型对赤道向边界预测结果的平均绝对误差都在日

侧时达到最大值, 对极向边界预测结果的平均绝对误

差均在夜侧时达到最大值. 根据文献[19]中的分析, 日
侧极光卵强度较弱并且还有日辉的影响, 这导致在用

SFCM方法提取极光卵边界时出现误差进而导致日侧

极光卵赤道向边界预测误差较大. 由于亚暴影响在夜

侧, 从而使得极光卵极向边界会有很多复杂结构, 对

极光卵边界的提取和预测造成影响, 进一步使极光卵

极向边界在夜侧预测误差增大.

4.4 极光卵边界模型的外推性

一般地, 外推性是指用行星际参数或地磁指数在

一定范围内的训练数据训练得到的模型, 对训练数据

范围外的数据预测结果的可靠性. 为了验证模型的有

效性和鲁棒性, 我们进一步对比了3种模型的外推性.
这里用平均绝对误差作为模型外推性的度量标准.

外推性的实验设置: 分别针对Bx, By, Bz, Vp, Np,
AE这6个空间环境参数进行6组外推性实验. 例如针对

Bx参数的外推性实验设置如下: 数据集中所有Bx值的

范围在−7 . 11~7 . 11 nT区间内 , 我们选择Bx在
−2.78~2.78 nT区间的对应数据作为训练集, 利用该训

练集构建极光卵边界模型. 利用Bx不在−2.78~2.78 nT
区间但在我们数据集中的对应数据作为测试集. 图12
是Bx参数训练集数据和测试集数据的分布情况.

图13给出了3种模型的外推性结果. 其中图13(a)~
(f)分别是3种模型的Bx, By, Bz, Vp, Np, AE外推性对比.
图中e-Linear和p-Linear分别表示多元线性回归模型在

赤道向和极向预测边界的平均绝对误差; e-BP和p-BP
分别表示BP神经网络模型在赤道向和极向预测边界

的平均绝对误差; e-GRNN和p-GRNN分别表示GRNN
模型在赤道向和极向预测边界的平均绝对误差. 另外,
以上3个模型对行星际磁场三分量Bx, By, Bz的外推性

的结果没有明显的差别. 总体上, GRNN模型和非线性

回归模型的外推性相近, 均优于BP神经网络模型的外

推性. 对于太阳风速度Vp、太阳风密度Np、地磁指数

AE的外推性, BP神经网络模型要比GRNN模型和非线

性回归模型差很多. 分析原因可能是因为Bx, By, Bz值
的分布范围较小, 而Vp, Np, AE值的分布范围较大, 而
BP神经网络的推广能力有限, 它只能学习到训练样本

范围内的特征.

5 结论

本文利用神经网络良好的预测性能, 构建了基于

BP神经网络和GRNN的极光卵边界预测模型. 实验证

明, 两种神经网络模型的预测准确性均优于现有的多

元线性回归模型的预测. 主要原因是极光卵的边界位

置受多种磁层动力学过程影响, 与空间参数是复杂未

知的非线性关系. 神经网络可以很好地学习到输入参

数和输出参数间的非线性映射关系, 而多元线性回归

模型将极光卵的边界位置和空间参数的关系简单化为

线性映射关系, 这与实际情况不符合.
两种神经网络模型中基于GRNN的预测准确率优

图 12 Bx外推性实验中训练集数据和测试集数据分布情况

图 11 (网络版彩图)三种模型预测误差对比
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于基于BP神经网络的预测. 主要原因是BP神经网络内

参数是随机初始化的, 并且BP神经网络在训练过程中

又容易陷入局部最优, 而GRNN只需要调整网络的平

滑因子, 因此更容易寻找到全局最优. 在外推性实验

中, GRNN模型和多元线性回归模型的性能相似, 优于

BP神经网络模型. 原因主要是BP神经网络的推广能力

有限, 它只能学习到训练样本范围内的特征.
综上所述, GRNN在极光卵边界建模中具有较好

的性能, 能够较为准确地预测出极光卵边界的位置,
同时这种通过神经网络对不确定的复杂非线性问题进

行建模的方法也可以进一步应用到其他的空间物理相

关研究中.

图 13 (网络版彩图)三种模型的外推性
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Modeling of ultraviolet auroral oval boundaries based on neural
network technology

HAN Bing1, LIAN HuiFang1,2 & HU ZeJun2

1 School of Electronic Engineering, Xidian University, Xi’an 710071, China;
2 Polar Atmosphere and Space Physics Laboratory, Polar Research Institute of China, Shanghai 200136, China

The size of auroral oval is closely related to the solar wind, magnetosphere, ionosphere and the coupling process between them. It is
very important to establish an accurate boundary model for the space weather prediction and the understanding of the Solar-terrestrial
interactions. In this paper, BP neural network and generalized regression neural network (GRNN) is used to construct auroral oval
boundary model. The result shows that the auroral oval boundary predict model based on GRNN is more reliable, of which the mean
absolute error in equatorial boundary is 0.77–1.20 magnetic latitude (MLAT), and the mean absolute error in poleward boundary is
0.83–1.39 MLAT. Compared with the result of the BP network model, the accurancy of the GRNN model has improved 0.74 and 0.73
MLAT in poleward boundary and equad boundary respectly. Compared with the result of the multiple linear regression model, the
accurancy of the GRNN model has improved 0.82 and 0.82 MLAT in poleward boundary and equatoward boundary respectly. In
terms of the extrapolation of the model, the extrapolation of GRNN model is better than that of BP model, and is close to the multiple
linear regression model.

modeling of auroral oval boundary, interplanetary environment, BP neural network, generalized regression
neural network
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