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摘要 低空经济的快速发展催生了对低空交通管理、无人机调度与空域安全等复杂决策问题的智能化需求, 而 

作为融合空间、时间与资源约束的复杂系统, 它也正逐渐成为运筹学的重要实践领域. 传统运筹优化算法聚焦于 

结构化的优化问题, 通过精确的数学建模与算法求解实现资源配置及决策制定的最优化. 与之相对, 大语言模型 

(large language models, LLM)凭借卓越的语义理解与生成能力, 为低空场景下的智能决策提供了全新的范式. 现 

有研究已对LLM与运筹学的互补与结合进行了初步探索, 但大多局限于特定环节, 如使用LLM作为遗传算子或 

辅助数学建模等, 尚未形成覆盖建模与求解全流程的系统框架. 本文提出基于大语言模型的运筹优化交互式建模 

与求解方法, 通过构建人-大语言模型-运筹优化算法迭代交互闭环, 使LLM能够结合人类的知识与偏好在运筹优 

化的全流程进行定制, 包括变量重构、模型重塑、求解优化和方案分析. 通过在低空安全与低空经济的代表性优 

化问题——黑飞无人机反制资源分配与低空投递路径规划的实验结果表明, 该方法能够有效地: (1) 提升运筹算 

法的计算效率与解的性能, 并增强对开放性任务的适应能力; (2) 降低人机交互优化的技术门槛, 生成符合人类开 

放性约束与偏好的可行方案; (3) 提升LLM在运筹学领域中辅助建模与求解的能力.  
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1 引言 

运筹学通过建立数学模型并利用优化算法求解复 

杂的决策问题, 广泛应用于交通运输、能源调度、物 

流配送、金融与生产管理等领域 [1]. 随着低空经济的 

兴起, 低空交通管理、无人机群调度与空域安全管控 

等问题日益成为典型的运筹优化场景. 例如, 黑飞无 

人机反制任务需要在有限反制资源和约束匹配关系下 

进行多资源协同指派; 低空投递路径规划任务需要在 

动态空域环境和多样化服务需求下进行投递路线规 

划. 然而, 在应对这类高动态、强耦合的低空环境时, 
传统运筹方法仍面临若干挑战. 首先, 随着问题规模与 
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约束复杂度的提升, 模型求解的计算开销急剧增加, 难 

以在有限时间内获得高质量解 [2]; 其次, 传统建模方法 

依赖明确的结构化假设, 难以应对低空空域高动态、 

高不确定性的现实环境 [3]; 此外, 从模型构建到参数设 

定与调优都需要一定的技术储备, 使得运筹学在跨领 

域应用中存在较高门槛 [4].  
大语言模型(large language models, LLM)是具有 

数十亿甚至千亿参数的神经网络. 凭借丰富的预训练 

语料, LLM能够处理各种开放性自然语言任务. 近年 

来, 随着计算机硬件性能、并行计算技术和公开数据 

量的提升, LLM取得了突破性进展. 特别是自OpenAI 
推出ChatGPT后, LLM对各行业都带来了颠覆性的变 

革 [5,6]. 目前, Google、OpenAI、Meta、百度、华为、 

科大讯飞等公司和研究机构都在积极研究大语言模 

型 [7,8].  
针对运筹学当前的主要困境, LLM以其自然语言 

理解、符号推理和结构化表达方面的能力, 为解决运 

筹学的建模困难、求解复杂、人机交互不足等问题提 

供了新的思路. 首先, LLM能够将开放性文本转化为 

高度结构化的数学表达, 从而有效解决不确定性和动 

态性问题. 其次, 运筹学作为一门典型学科, 其相关知 

识与数据被广泛包含在LLM的训练语料中. 因此, 一 

方面, 人类可以以LLM为工具非常简便地操作运筹学 

模型; 另一方面, LLM也具有自主优化运筹学模型的 

潜力.  
现有关于LLM与运筹学融合的研究主要分为两 

类 [9].  
(1) LLM作为黑盒优化模型. 此类研究通常让 

LLM充当启发式算法的算子, 例如, 在遗传算法中负 

责个体选择、交叉与变异等过程 [10~12]. 文献[13]研究 

了LLM在生成子代过程中的基因继承与多样性探索 

问题; 文献[14]则从有效性、差异性与遗传性三方面 

系统评估了其生成质量. 对于多目标优化问题, 文献 

[15]将复杂问题分解为多个子问题, 并使用多LLM协 

同求解; 文献[16]进一步通过方案池机制让LLM持续 

产生高质量的多样化候选方案.  
(2) LLM作为优化算法生成器. 这类研究利用 

LLM从自然语言描述中自动生成数学模型与求解代 

码. 例如, 文献[17]提出了一种利用LLM根据文本描述 

对线性规划和混合整数线性规划问题进行数学建模的 

方法, 并调用以Gurobi为代表的求解器进行问题求解, 

并引入问题改写、数据扩充、自动调试及自动修复等 

技术提升LLM的建模能力; 文献[18]提出“专家链 

(chain-of-experts)”框架, 通过多LLM角色协作实现复 

杂运筹问题的全自动建模与编程. 进一步的研究表明, 
LLM不仅能充当自然语言与代码之间的桥梁, 还能基 

于已有优化算法生成更优算法. 文献[19]探讨了LLM 
作为语言超启发式算子的能力, 通过反思机制完成最 

优启发式选择; 文献[20,21]则利用LLM根据待求解任 

务和备选启发式算子生成新的启发式算子.  
此外, 部分研究从系统层面探索了LLM在优化任 

务中的管理与调度能力. 例如, 文献[22]提出利用LLM 
进行模型架构设计与超参数调优; 文献[23,24]通过反 

馈超参数搜索结果指导LLM生成新搜索空间, 实现自 

适应优化; 文献[25]则开源了可用于设计与评估基于 

LLM启发式算子适应度和多样性的Python库.  
尽管已有研究揭示了LLM与运筹学结合的潜力, 

但仍存在显著局限性: (1) 多数方法仅聚焦于求解流程 

的局部环节, 缺乏完整的交互闭环; (2) LLM能力的 

提升主要依赖提示词工程与经验调试, 稳定性有限; 
(3) 大部分框架仍以LLM为自主决策主体, 缺乏人类 

专家的实时干预与偏好约束.  
针对上述问题, 本文提出基于大语言模型的运筹 

优化交互式建模与求解方法, 通过构建“人-大语言模 

型-运筹优化算法”的迭代交互闭环, 让LLM根据人类 

的知识和偏好在求解运筹问题的全流程进行定制, 包 

括变量重构、模型重塑、求解优化和方案分析. 此外, 
在提升LLM能力方面, 本文一方面构建了多LLM协同 

框架, 基于提示词构建了工作者、监督者及转换者三 

个异构智能体, 有效解决单LLM的幻觉、不稳定等问 

题; 另一方面, 本文探索了对运筹求解过程产生的数 

据进行重标注并对LLM进行精调的方法, 从而将通用 

大语言模型转化为更适用于运筹学领域的垂直大语言 

模型.  
为验证所提方法的有效性, 本文以两个典型的低 

空工程任务为研究对象: 黑飞无人机反制资源分配和 

低空投递路径规划. 前者体现低空安全领域的资源指 

派问题, 后者代表低空经济中的路径优化问题. 实验 

结果表明, 本文所提方法能够: (1) 提升运筹算法的计 

算效率与解的性能, 并增强对开放性任务的适应能力; 
(2) 降低人机交互优化的技术门槛, 生成符合人类开 

放性约束与偏好的可行方案; (3) 提升LLM在运筹学 
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领域中辅助建模与求解的能力.  

2   问题定义及建模 

2.1 黑飞无人机反制资源分配 

黑飞无人机反制资源分配任务可视为典型的资源 

分配优化问题, 其核心在于如何在有限资源条件下, 实 

现对多个黑飞无人机的最优处置与拦截.  
假设存在n个黑飞无人机目标, 每个目标具有以下 

属性:  
(1) 黑飞无人机索引: 黑飞无人机的唯一标识, 从 

0开始计数;  
(2) 黑飞无人机类型: 黑飞无人机的类型, 本文主 

要考虑{微型无人机、旋翼机、低空固定翼}三种 

类型;  
(3) 威胁程度: 表示黑飞无人机对低空安全造成 

的威胁程度, 同时也代表了成功拦截该黑飞无人机的 

收益.  
假设有m类反制资源(例如, 电磁干扰、捕网系统 

或定向能装备等), 每一类资源具有如下属性:  
(1) 类别索引: 反制资源类别的唯一编号, 从0开 

始计数;  
(2) 作用范围: 指该类资源能够应对的黑飞无人 

机类型集合, 例如, 当资源的作用范围为[“旋翼机”, 
“微型无人机”]时, 其无法作用于“低空固定翼”目标;  

(3) 可用数量: 该类资源的库存数量, 反映当前可 

调度的资源规模;  
(4) 单位代价: 表示使用一单位该类资源所带来 

的能量消耗或经济损失.  

此外, 定义命中概率矩阵P Rm n× , 其中, Pij表示 

资源i对黑飞无人机 j的单次成功处置概率. 当多资源 

同时作用于同一黑飞无人机 j时, 其被成功拦截的总 

体概率 pj表示为  

p P= 1 (1 ) , (1)j
i

ij
xij

其中, xij表示资源i分配给黑飞无人机 j的数量. 该问题 

的优化目标是在资源受限条件下最大化整体威胁消减 

效果并最小化资源开销, 其目标函数为  

Z p x vmax = ( ) ( ) , (2)
j

n

j j
i

m

j

n

ij i
=0

1

=0

1

=0

1

其中, j表示黑飞无人机 j的威胁程度, vi表示资源i的单 

位代价. 此外, 该问题还存在两个约束条件:   

x q i m, = 0, 1, … , 1, (3)
j

n

ij i
=0

1

x N i m j n, = 0, 1, ..., 1, = 0, 1, ..., 1, (4)ij

其中, qi为资源i的可用数量. 式(3)限制每类资源的分 

配数量不超过库存上限; 式(4)规定分配数为非负整数.  

2.2 低空投递路径规划 

低空投递路径规划问题是低空经济体系中最具代 

表性的任务之一, 其目标是为无人机规划出访问多个 

投递点的最优闭合航线, 以最小化飞行总距离或能量 

消耗, 属于组合优化中典型的nondeterministic polyno
mial (NP)难问题.  

假设无人机在一次投递任务中需访问n个任务点, 
每个任务点具有以下属性:  

(1) 任务点索引: 任务点的唯一编号, 从0开始计数;  
(2) 服务需求类型: 表示服务类型, 如包裹配送、 

药品投递、巡检、测绘等, 用于模拟任务的多样性;  
(3) 地理坐标: 表示任务点的位置.  
在静态无风、等速飞行的假设下, 无人机在任务 

点i与任务点 j之间的飞行距离可表示为  

d x x y y= ( ) + ( ) , (5)ij i j i j
2 2

其中, x y( , )i i 表示任务点i的地理坐标. 定义决策变量 ij, 

当无人机离开任务点i后的下一个任务点为 j时, = 1ij ; 

否则为0. 由此, 该问题的优化目标可以表示为  

Z dmin = , (6)
i

n

j

n

ij ij
=0

1

=0

1

也即最小化无人机在完成整个任务周期(访问所有任 

务点并返回起点)时的总飞行距离. 该问题具有如下约 

束条件:   

{ }j n= 1, 0, 1, … , 1 , (7)
i i j

n

ij
=0,

1

{ }i n= 1, 0, 1, … , 1 , (8)
j j i

n

ij
=0,

1

{ }u u n n i j n i j+ 1, , 0, 1, … , 1 , , (9)i j ij

{ }0, 1 , (10)ij
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其中, ui表示任务点i在访问序列中的位置次序. 式(7) 
与(8)确保每个任务点恰好被访问一次; 式(9)为次环约 

束, 用于防止形成不连通的子循环; 式(10)规定路径选 

择变量为二值变量.  

2.3 标准运筹优化形式 

本文选取的黑飞无人机反制资源分配问题与低空 

投递路径规划问题分别代表了运筹学中的资源分配与 

路径规划两大核心问题. 二者均可统一地形式化为标 

准的运筹优化模型:   

f xminor max ( ), (11)

g x b i I( ) , , (12)i i

h x c j J( ) = , , (13)j j

x X , (14)

其中, x为决策变量, f(x)为优化目标函数, g x( )i 与h x( )j

分别表示不等式与等式约束, bi与cj为常数项, I与J为 

约束集合, X为可行域. 一般而言, 运筹优化问题旨在 

可行域内寻找满足全部约束条件的最优解, 以最小化 

或最大化目标函数值.  

3  运筹优化算法设计 

为验证本文方法的有效性, 首先采用遗传算法、 

分支定界法与模拟退火法对两个典型低空任务进行求 

解. 其中, 遗传算法与模拟退火法是适合大规模问题的 

近似求解算法; 分支定界法是适合小规模问题的精确 

求解算法.  

3.1 遗传算法 

遗传算法(genetic algorithm, GA)是一种基于自然 

选择和遗传机制的全局优化方法, 其核心思想是通过 

选择、交叉与变异等操作, 在解空间中逐步进化出最 

优解. 本文使用遗传算法对黑飞无人机反制资源分配 

与低空投递路径规划问题进行求解.  
算法首先随机生成一个包含N 个个体的初始种 

群, 每个个体代表一种资源分配或路径规划方案. 个 

体i的适应度函数 f i( )由其目标函数值定义. 通过轮盘 

赌选择机制选择优良个体参与繁殖, 个体i被选中的概 

率为  

p i f i
f i

( ) = ( )
( )

, (15)
i
N
=1

被选中的两个个体将以一定概率Pc进行交叉操作, 即 

随机选取基因片段并交换, 生成新个体加入下一代; 
若未发生交叉, 则直接保留父代基因. 同时, 每个基因 

以概率Pm发生变异, 以防止算法陷入局部最优. 为保持 

解的多样性与收敛稳定性, 算法在每轮演化中保留一 

定数量的精英个体(适应度最高者), 直接进入下一代 

而不参与交叉与变异操作. 在本研究中, 遗传算法参 

数设置如下:  
(1) 种群规模: 100;  
(2) 最大迭代代数: 200;  
(3) 交叉概率: 0.8;  
(4) 变异概率: 0.1;  
(5) 精英保留个体数: 15.  

3.2 分支定界法 

分支定界法是一种典型的精确求解算法, 常用于 

解决离散型或组合型优化问题. 其基本思想是在搜索 

空间中系统地划分子问题(分支), 并根据界限函数对 

不可行或非优区域进行剪枝(定界), 以减少枚举规模. 
通过不断分裂与筛选, 算法最终可在有限步内找到全 

局最优解. 本文将分支定界法应用于小规模问题的精 

确求解. 然而, 由于该问题属于NP难问题, 当任务点数 

量n较大时, 搜索空间规模呈指数增长, 分支定界法的 

计算代价将会急剧上升.  

3.3 模拟退火法 

模拟退火法是一种基于物理退火过程的启发式优 

化算法. 其核心思想是通过随机扰动生成新解, 并根据 

当前系统“温度”以一定概率接受较差解, 从而跳出局 

部最优解, 逐步逼近全局最优.  
在每一迭代步中, 算法从当前解z出发生成新解z , 

并根据以下接受准则决定是否更新:   

p = min(1, e ), (16)
z

t
z

其中, t为当前温度参数, 随迭代过程逐步降低. 当z 优 

于z时总是接受; 当z 较差时, 以概率 p接受该解, 从而 

在初期允许较大波动, 而后期趋于收敛. 本文采用模拟 

退火法作为近似求解算法. 其参数设置如下:  
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(1) 初始温度: 1000;  
(2) 降温速率: 0.995;  
(3) 停止温度: 1 × 10 8.  

4  基于大语言模型的运筹优化交互式建模与 
求解方法 

本文提出了一种基于大语言模型的运筹优化交互 

式建模与求解方法, 其总体框架如图1所示. 图中绿色 

部分表示传统运筹优化过程的三大组成部分; 蓝色部 

分表示多大语言模型协作框架, 通过提示词构建与传 

统运筹学过程进行交互; 红色部分则代表人类与大语 

言模型的交互层. 三个部分构成完整的“人-大语言模 

型-运筹优化算法”交互闭环. 
以遗传算法为例, 传统遗传算法的求解流程可以 

形式化表达为  

( )P R M C S P f g h X= ; , , , , (17)I
t

I
t+1

其中, PI
t表示第t代种群I的基因, R、M、C、S分别表 

示产生下一代、变异、交叉、选择四个遗传因子. 当 

达到收敛条件时, 最优方案即为  

P P= max . (18)
i I i

t* stop

基于大语言模型的运筹优化交互式建模与求解方 

法则是对公式(17)中的各要素重塑, 进而基于重塑后 

的要素利用公式(18)求解, 即  

LLM Instruct= ( , ), (19)

X f g h R M C S= ( , , , , , , , ), (20)

X f g h R M C S= ( , , , , , , , ), (21)

其中, Instrct即由图1中绿色部分构成的大模型提示 

内容.  

4.1 提示内容设计方法 

本小节主要介绍公式(19)中Instrct的设计方法. 提 

示内容是人类、大语言模型与运筹学算法实现协同的 

重要桥梁, 主要由三部分组成.  
首先, 优化算法提示需要提供关于算法自身结构 

与关键参数的信息. 结构信息包括算法的核心思想、 

流程逻辑及主要函数说明; 参数信息则涵盖算法关键 

超参数的名称、默认值及其功能注释. 这些信息可帮 

助大语言模型充分理解算法的求解机制, 从而帮助 

LLM更好地辅助建模与求解过程.  

图 1 (网络版彩图)基于大语言模型的运筹优化交互式建模与求解方法示意图 
Figure 1 (Color online) Framework diagram of interactive modeling and solving method for operations research based on LLM.  
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其次, 优化问题提示需包含问题背景及数据样例 

两类信息. 问题背景部分描述优化目标、约束条件及 

其工程背景; 数据样例部分提供典型的决策变量实例 

及数据存储格式规范, 使大语言模型在参与求解时能 

够遵循一致的数据接口与变量语义, 以规范LLM的输 

出内容.  
最后, 人类提示内容具有开放性, 主要分为两类: 

知识型提示与偏好型提示. 知识型提示涉及优化任务 

的领域知识, 如算法选择、参数配置与求解策略, 用 

于引导大语言模型加速求解过程并提升方案质量; 偏 

好型提示则体现人类在优化过程中的开放性约束与主 

观偏好(例如, 新增约束条件、调整优化权重或限定输 

出格式等). 大语言模型将在此基础上, 协助运筹学模 

型在满足人类偏好的前提下, 寻找优化目标的最优解.  

4.2 多大语言模型协作方法 

在自然语言处理领域, 单个大语言模型在复杂任 

务中常面临多种性能限制. 其一是幻觉问题, 即模型 

生成的内容与事实不符甚至完全虚构, 这一现象部分 

源于训练语料中的噪声积累; 其二是输出不稳定性, 
生成模型通常依赖随机采样策略, 同一输入可能得到 

差异化的输出, 导致一致性与可重复性不足; 其三是 

理解偏差, 当任务结构复杂或多维约束并存时, 模型 

可能难以全面覆盖问题空间, 从而产生局部化或片面 

化的答案.  
为缓解上述问题, 本文引入多大语言模型协作框 

架. 该框架通过角色分工与协同机制, 使多个模型在 

不同功能层次上互补, 从而提升整体求解的准确性、 

稳定性与可解释性. 具体而言, 每个大语言模型由不 

同的提示词激活, 承担特定角色并执行相应任务.  
(1) 工作者: 依据提示内容生成初步的建模思路 

与优化方案, 完成首轮求解输出及后续修正工作;  
(2) 监督者: 对工作者的结果进行逻辑审查与可 

行性评估, 识别推理错误、约束违背等问题, 并将修 

改意见反馈给工作者;  
(3) 转换者: 接收经监督者确认的最终方案, 将其 

转化为结构化输出形式, 如运筹模型代码、参数配置 

文件或可执行任务脚本, 同时去除多余的自然语言 

推理.  
在此框架中, 工作者与监督者通过多轮迭代形成 

闭环反馈, 直至生成满足质量标准的最优方案; 随后 

转换者完成结果的格式化与工程化输出, 也即  

( )Instrct LLM LLM Instrct, = ( , ) , (22)k k
s w

k k+1 +1

LLM Instrct= ( , ), (23)t
stop stop

其中, LLMw、LLMs、LLMt分别表示工作者、监督者 

与转换者 ,  stop、Instrct stop分别表示达到收敛条件 

的 k与Instrct k . 这种多角色协作机制能显著降低单模 

型在复杂优化问题中的幻觉概率与随机波动, 提升整 

体系统的稳定性与可用性. 图2展示了一个LLM协同 

产生满足人类偏好的解决方案的示意图, 说明了整个 

过程中数据的流动方向及内容变化.  

4.3 交互式建模与求解方法 

本文提出了一种面向运筹优化全流程的交互式建 

模与求解方法, 包括变量重构、模型重塑、求解优化 

与方案分析四个环节. 该方法旨在使大语言模型能够 

在问题建模、算法求解及结果解释的全过程中与人类 

形成交互协同.  

4.3.1 变量重构 

变量重构针对公式(20)中的可行域X , 主要包括两 

类操作: 数据更新与数据筛选.  
数据更新: 指对存储决策变量的数据库进行维护, 

包括新增、删除、修改和查询等操作, 以保证优化任 

图 2 (网络版彩图)多大语言模型协作示意图 
Figure 2 (Color online) Collaborative framework diagram of multiple 
LLM.  
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务的数据完整性与时效性.  
数据筛选: 在不改变原数据库结构的前提下, 依据 

人类提供的领域知识或偏好, 对当前决策轮次中参与 

求解的变量集合进行约简, 从而减少搜索空间, 达到 

加快算法收敛并提高解质量的目标.  

4.3.2 模型重塑 

模型重塑针对公式(20)中与待求解问题相关的目 

标函数f(x)及约束条件g x( )、h x( ), 实现运筹模型的动 

态调整.  
在人类可能缺乏专业运筹建模经验的情况下, 大 

语言模型可通过修改配置文件参数、生成新约束模块 

或插入可执行代码等方式, 对模型结构进行自动化调 

整, 以满足人类的开放性偏好.  

4.3.3 求解优化 

求解优化阶段利用人类的领域知识调整公式(20) 
中与优化算法相关的要素(在遗传算法中为R、M、 

C、S )以提升算法性能. 以遗传算法为例, 人类可通过 

自然语言描述较优的初始解、现实可行的交叉与变异 

规则等, LLM则将这些自然语言指令自动转换为算法 

可执行的配置或代码模块. 这种以人类知识引导算法 

演化的方式, 能够显著提高优化效率, 避免传统算法 

中依赖随机初始条件和固定启发式策略所导致的 

局限.  

4.3.4 方案分析 

方案分析阶段由大语言模型对优化算法输出结果 

进行自动化处理与可视化展示, 包括结果统计、趋势 

分析及图表绘制等, 辅助人类直观理解求解效果. 人 

类根据分析结果可进一步提出改进或调整指令, 大语 

言模型再据此更新模型配置与求解方案, 形成持续的 

迭代优化过程, 直至生成满足需求的最终方案.  

4.4 精调样本生成与领域适配方法 

通用大语言模型具备强大的通用语言与推理能 

力, 能够处理多类型任务并展现出良好的泛化性能. 然 

而, 在特定的垂直领域中, 通用模型的表现往往不及为 

该领域专门设计的专用模型. 为了提升通用大语言模 

型在运筹优化等专业领域的适应性, 利用交互过程中 

产生的领域数据进行进一步精调是一种有效方法. 精 

调可促使模型学习领域特定的表达与推理模式, 从而 

在专业性与准确性方面取得显著提升.  
在人-大语言模型-运筹优化算法的多轮迭代交互 

中, 系统会持续生成由人类指令、模型调整方案与优 

化结果方案构成的三元组样本. 在交互初期, LLM产 

生的调整方案往往难以完全符合人类复杂的指令需 

求. 为提升样本的训练价值, 可对样本池进行重构, 
使人类指令与最优模型调整方案一一对应, 以形成高 

质量精调数据集. 具体而言, 样本匹配可采用两种 

策略:  
(1) 方案优选法, 针对相同人类指令下的多个模型 

调整方案, 选取最符合人类意图的方案作为最优解, 并 

与该指令绑定形成精调样本;  
(2) 指令重构法, 以既有模型调整方案为基础, 重 

新表述人类指令, 使该方案成为重构后指令的最优响 

应, 从而最大化样本利用率.  
本文采用第二种策略进行精调样本的收集. 该方 

法能够在不增加额外交互成本的情况下充分利用已有 

数据, 从而高效构建领域专属的训练样本集. 通过在此 

数据集上进行精调, 通用大语言模型可演化为面向运 

筹优化任务的垂直领域大语言模型.  

5  实验及分析 

为验证本文所提出的交互式建模与求解方法(4.3 
节)及精调样本与领域适配方法(4.4节)的有效性与普 

适性, 本文对黑飞无人机反制资源分配(2.1节)和低空 

投递路径规划(2.2节)两个代表低空安全与低空经济领 

域的典型优化问题上进行了验证.  

5.1 黑飞无人机反制资源分配 

5.1.1 变量重构 

在低空安全任务中, 不同类型的反制资源具有不 

同的作用范围. 例如, 部分装备仅能作用于低空固定 

翼目标, 而另一些则更适用于微型无人机或旋翼机. 
若某次任务中不存在特定类型的黑飞无人机, 则可通 

过变量重构操作, 将无法执行有效拦截的资源从决策 

变量集中剔除, 从而在不影响最优性的前提下显著缩 

小问题规模.  
为验证该机制的有效性, 本文设计了三类典型任 

务场景:  
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(1) 微: 所有黑飞无人机均为微型无人机;  
(2) 旋: 所有黑飞无人机均为旋翼机;  
(3) 固: 所有黑飞无人机均为低空固定翼无人机.  
实验中, 人类首先基于领域知识向大语言模型发 

出自然语言指令, 例如, “本次入侵目标均为低空固定 

翼无人机, 请剔除无法作用于该类型目标的反制资 

源”. 随后, LLM(本文的“实验及分析”部分均以LLM 
代表多大语言模型协作框架)自动生成数据筛选代码, 
完成无效资源的剔除与决策变量更新, 并将精简后的 

变量集传递给优化算法进行求解.  
为定量评估变量重构效果, 本文设计了三项指标.  
(1) 准确率: LLM是否严格按照人类指令筛选出 

正确的反制资源;  
(2) 计算效率提升率: 在算法结构保持一致的前 

提下, 重构前后计算时间的相对减少比例;  
(3) 收益提升率: 在算法结构保持一致的前提下, 

变量重构后方案目标函数值Z(公式(2))的相对提升 

比例.  
本文针对不同的问题规模进行了实验验证, 实验 

结果如表1所示. 每组数据在独立运行10次随机初始 

化情况下取均值.  
从准确率指标来看, LLM执行人类指令的正确性 

在不同问题规模下均保持稳定, 说明所构建的提示内 

容能够有效引导LLM行为. 由于提示内容仅包含数据 

样例而非完整数据集, 模型输入长度不会随着问题规 

模增大而显著增长, 从而保持较高的执行稳定性.  
在计算效率方面, 变量重构显著缩小了优化问题 

的搜索空间, 使算法求解时间平均减少约20%. 这一结 

果表明, LLM能够基于人类领域知识完成有效的变量 

筛选, 从而提升求解效率.  
更为重要的是收益指标. 在小规模问题中, 遗传算 

法本身能够接近全局最优解, 变量重构对结果影响有 

限; 而在大规模任务中, 受限于计算资源, 算法往往只 

能获得局部最优解. 此时, LLM基于人类知识完成的 

变量约简, 实质上剔除了不含潜在最优解的冗余搜索 

空间, 从而显著提升有限计算条件下的目标收益.  
综上所述, 变量重构过程充分体现了人类领域知 

识与LLM的协同优势: 人类提供高层语义约束, LLM 
将其转化为精确的数据操作, 从而在不修改优化算法 

的前提下, 实现了问题规模缩减、计算效率提升与求 

解质量优化的多重改进.  

5.1.2 模型重塑 

在黑飞无人机反制资源分配问题中, 本文对约束 

条件与目标函数两个要素进行了模型重塑验证.  
首先, 在约束条件重塑方面, 需要指出的是, LLM 

在实验开始时并不知道人类可能会提出哪些类型的约 

束, 其提示内容仅包含一条通用指令: “检查子代基因 

是否满足人类的各类约束条件”. 在接收到人类指令 

后, LLM会自动生成一段检测代码, 并将其插入原有 

遗传算法的子代生成模块中. 一旦检测到子代基因不 

满足约束条件, 模型将反馈信息至算法核心, 使其重 

新生成合规的子代个体.  
本文设计了以下三种典型约束类型, 以验证LLM 

自动生成检测代码的正确性与鲁棒性:  
(1) 资源i只能用于作用于黑飞无人机 j;  
(2) 资源i的使用数量不得超过k ;  
(3) 至少需使用两种类型的资源协同处置黑飞无 

人机 j.  
在每类约束下, 均随机生成10组初始化条件与约 

束参数(i, j, k ), 并由LLM生成检测代码. 结果表明, 模 

型在全部30组实验中均准确生成可执行代码, 正确率 

表 1 不同规模下变量重构的准确率、效率增益、收益增益 

Table 1 Accuracy, efficiency gain, and benefit gain of variable reconstruction under different scales 

规模  小规模 (m n= 5, = 5)  中规模 (m n= 10, = 50)  大规模 (m n= 20, = 200) 

指标  
准确率  

(%) 
效率增益率 

(%) 
收益增益率  

(%)  
准确率  

(%) 
Η增益率  

(%) 
收益增益率 

(%)  
准确率  

(%) 
效率增益率 

(%) 
收益增益率 

(%) 

微  100 19.71 3.90  100 22.30 679.7  100 21.61 602.1 

旋  100 25.51 4.91  100 17.55 127.8  100 26.95 324.8 

固  100 14.15 0.18  100 21.63 502.4  100 23.81 467.6 

平均  100 19.79 3.00  100 20.49 436.7  100 24.12 464.8 
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达到100%. 这表明LLM不仅能够正确解析自然语言描 

述的逻辑条件, 还能将其转化为优化算法可调用的结 

构化代码.  
其次, 在目标函数重塑方面, 实验旨在考察LLM 

对人类偏好性指令的理解与转换能力. LLM通过分析 

人类输入的自然语言提示, 对优化目标函数中相关参 

数进行自动调整.  
图3展示了人类指令“黑飞无人机5疑似携带敏感 

载荷, 请优先处置”对方案的影响. LLM根据该提示自 

动提高了黑飞无人机5的威胁程度, 以反映该目标的更 

高处置紧迫性. 结果显示, 黑飞无人机5的处置概率由 

0.71提升至0.79, 同时总体收益指标由634.9变为604.0. 
为保持对比公平, 收益变化仍采用目标5的原始威胁程 

度进行计算. 该结果表明, 在总体收益基本不降低的前 

提下, 模型成功地调整了目标优先级, 从而满足了人类 

提出的安全偏好.  
图4展示了指令“请为后续任务保留部分资源4, 避 

免将其全部投入本次处置”的实验结果. LLM通过修改 

参与分配的资源4的数量来满足该偏好, 最终资源4的 

使用数量从3个减少为2个, 而总体收益仅从767.6下降 

至736.8.  
综上所述, LLM在模型重塑环节中展现出较强的 

自然语言理解与结构化建模能力, 它能够将人类模糊 

的语义偏好转化为数学上明确的约束条件或目标函数 

调整.  

5.1.3 求解优化 

本节旨在验证LLM利用人类领域知识优化求解 

过程的能力, 重点考察其在初始解优化与遗传算子设 

计两个方面的作用.  
(1) 初始解优化 

表2比较了不同规模下, 三种初始解对优化结果的 

影响, 其中:  
(i) 全零, 表示遗传算法的默认初始解, 即所有决 

策变量均设为0;  
(ii) 随机, 表示在人类指令“生成50个不同的随机 

初始解”下, 由LLM生成的解集;  
(iii) 贪心, 表示在人类指令“构造一个贪心初始 

解, 使每类资源优先作用于命中概率最高的目标, 且 

每个黑飞无人机分配的资源数不超过两个”下 ,  由 

LLM生成的初始解.  
表中各数值均为10次随机初始化实验结果取均 

值, 并以“全零”初始解产生的方案收益值为基准进行 

归一化.  

图 3 (网络版彩图)指令“黑飞无人机5疑似携带敏感载荷, 请优先处置”重塑前后方案对比图 
Figure 3 (Color online) Comparison of plans before and after restructuring for the instruction “Illegal drone No.5 suspected of carrying sensitive 
payload, prioritize countermeasure”.  
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结果表明, LLM在结合人类领域知识后, 能够自 

动生成结构化、可行且质量较高的初始解, 从而显著 

改善遗传算法在有限计算资源条件下的收敛速度与方 

案质量. 尤其在中、大规模任务中, “贪心”初始解明显 

优于随机与默认初始化方案, 说明模型能理解并运用 

人类对任务结构的启发性知识, 从而有效提升算法的 

搜索起点质量.  
(2) 遗传算子设计 

表3比较了不同初始解、不同遗传算子配置下的 

实验结果, 其中:  
(i) 压平, 为遗传算法的默认算子, 即将多类资源 

的分配方案压平成一维列表, 对于两个父代基因, 随机 

选取一个交叉点, 并交换其后所有基因片段;  
(ii) 单行, 表示在人类指令“随机选取两类资源, 交 

换它们的分配方案”下, 由LLM自动生成的遗传算子;  
(iii) 自主, 表示由LLM直接充当黑盒遗传算子, 通 

过读取父代基因并基于自然语言逻辑推理, 自主生成 

新的子代基因.  
由于“自主”遗传算子在生成过程中计算开销较 

大, 为保证实验可行性, 本轮实验将种群规模与代数分 

别缩小至10. 表中数值为3次随机初始化实验结果取均 

值, 并以默认“压平”算子为基准进行归一化.  

实验结果显示: 在“全零”初始解条件下, “单行”与 

“自主”算子均未表现出优于默认算子的性能. 这可能 

是这两类算子在交叉操作中处理的基因片段较短, 难 

以保留突变产生的“非零”基因, 从而导致种群多样性 

不足、搜索深度受限.  
然而, 在“随机”与“贪心”初始解条件下, 基于人类 

领域知识构造的“单行”算子与由LLM自主生成的“自 

表 2 不同规模下, 不同初始解对于方案收益的影响 

Table 2 Impact of different initial solutions on plan benefits under 
various scales 

方法  小规模 (%) 中规模 (%) 大规模 (%) 

全零 100 100 100 

随机 110 95 105 

贪心 145 623 954   

图 4 (网络版彩图)指令“请为后续任务保留部分资源4, 避免将其全部投入本次处置”重塑前后方案对比图 
Figure 4 (Color online) Comparison of plans before and after restructuring for the instruction “Reserve part of resource No.4 for subsequent 
missions, avoid fully allocating it to the current operation”.  

表 3 不同初始解下, 不同遗传算子对方案收益的影响 

Table 3 Impact of different genetic operators on plan benefits under 
various initial solutions 

方法 全零 (%) 随机 (%) 贪心 (%) 

压平 100 100 100 

单行 0 71 113 

自主 0 65.75 93   
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主”算子表现出与默认算子相当的结果, 说明模型能够 

在理解优化任务逻辑的基础上, 自主构造满足算法约 

束的交叉策略. 尽管在本实验中未能表现出明显的性 

能超越, 但这主要受限于实验规模与计算资源. 可以 

预期, 在计算条件充足的情况下, “自主”算子具有进 

一步提升搜索性能的潜力. 此外, 值得注意的是, LLM 
作为“黑盒遗传算子”具备天然的扩展优势. 它能够接 

收非结构化输入, 并将其转化为遗传操作逻辑, 从而 

显著提升子代生成过程的灵活性与开放性. 这一特性 

使其在未来更复杂的低空安全任务中具备广阔的应用 

空间.  

5.1.4 方案分析 

大语言模型能够根据人类需求, 对优化算法产生 

的方案进行自动化可视化与结果分析, 以帮助人类更 

直观地理解优化过程与结果. 图5展示了在指令“请绘 

制四幅图, 包括: (1) 每类资源的使用数量情况, 并用 

不同颜色表示已分配数量与可用数量; (2) 每个黑飞无 

人机的拦截概率; (3) 资源i对不同目标的分配数量情 

况; (4) 目标 j被不同类型资源分配的数量情况”下, 大 

语言模型所生成的可视化结果.  
LLM根据优化算法的输出自动完成数据解析、 

统计与绘图, 并通过图形化方式展示任务中资源使用 

与黑飞无人机处置的整体分布特征. 人类可通过这些 

可视化结果观察资源分配的均衡性、重点黑飞无人机 

的处置强度及潜在的冗余分配等特征, 从而提出进一 

步的改进需求. 例如, 当发现某类资源长期处于过度 

使用状态或部分黑飞无人机的处置概率明显偏低时, 
人类可基于图表分析结果向模型发出新的指令, 促使 

LLM自动调整模型结构或参数设置.  

5.1.5 精调样本生成与领域适配 

本小节在5.1.2节的“模型重塑”任务场景基础上开 

展拓展实验, 用以说明大语言模型精调的必要性与有 

效性.  
在第5.1.2节中, 人类偏好多为定性指令(如“提高 

黑飞无人机的拦截概率”), 通用LLM通常能够通过调 

整威胁程度等满足人类相应偏好. 然而, 当偏好变为 

定量指令(例如, “黑飞无人机 j的处置概率应达到80% 
以上”)时, 通用LLM往往难以一次性给出满足要求的 

模型调整方案, 而需要进行多次试探性修改. 这种反 

复尝试不仅增加了交互成本, 也可能导致不同轮次间 

求解结果不一致. 因此, 本小节拓展5.1.2节的任务场 

景, 进一步评估经过精调后的LLM在处理定量偏好指 

图 5 (网络版彩图)大语言模型根据人类指令生成的方案分析示意图 
Figure 5 (Color online) Diagram of result analysis generated by LLM based on human instructions.  
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令时的表现, 验证其相较于通用LLM性能的显著提升.  
针对这一问题, 本文探讨了两种解决思路.  
(1) 约束嵌入法, 将定量偏好直接作为新的约束项 

加入运筹学模型. 但该方式存在两方面局限: 其一, 当 

人类偏好设置过于严格时, 模型可能出现无可行解的 

情况; 其二, 确定合适的松弛区间需额外计算成本, 显 

著降低整体求解效率.  
(2) 模型精调法, 利用历史人机交互样本对大语言 

模型进行精调, 使LLM在参数层面内化特定优化算法 

及任务结构的经验知识, 从而在单次模型重塑中即可 

精准满足人类的定量偏好.  
为验证第二种方法的有效性, 本文设计了任务: 

“在黑飞无人机 j的处置概率不低于k的条件下, 尽可 

能处置更多黑飞无人机目标”. 表4对比了不同参数配 

置方法下遗传算法的性能. 表中数据为20次随机实验 

结果的均值, 评估指标包括:  
(1) 约束满足率: 方案是否满足“黑飞无人机 j的处 

置概率≥ k”的要求;  
(2) 其他目标平均处置概率: 反映在满足特定偏 

好条件下, 整体方案最优性的保持程度.  
六种不同的方法分别为:  
(1) 默认: 所有黑飞无人机的威胁程度均设为150 

(以下方法中, 除黑飞无人机 j外的黑飞无人机威胁程 

度均为150);  
(2) 随机: 黑飞无人机 j的威胁程度随机取自[150, 

450]区间;  
(3) Max: 黑飞无人机 j的威胁程度固定设为450;  
(4) Llama 3: 由代表性开源大语言模型Llama 3 [26] 

设置黑飞无人机 j的威胁程度;  
(5) GPT-4o: 由代表性闭源大语言模型GPT-4o [7] 

设置黑飞无人机 j的威胁程度;  
(6) 精调Llama 3: 由基于LoRA方法 [27,28]精调后的 

Llama 3设置黑飞无人机 j的威胁程度.  
结果表明, “默认”与“随机”两种策略无法有效响 

应人类的定量需求; Max方法虽然可确保黑飞无人机 j
的约束满足率, 但会显著降低整体方案最优性, 即其他 

目标的平均处置概率显著下降.  
在大语言模型相关方法中, 相比于参数量较小的 

Llama 3, 参数量更大的GPT-4o展现出更高的参数调 

节能力与结果稳定性. 而经过精调的Llama 3模型在该 

任务上表现最优: 不仅在单次模型重塑中即可准确实 

现“处置概率≥ k”的定量偏好, 同时保持了较高的整体 

优化性能.  
综上, 精调过程显著提升了大语言模型在低空安 

全领域的任务适配性, 使模型能够在自然语言指令驱 

动下实现更精准的参数调节与求解控制.  

5.2 低空投递路径规划 

5.2.1 变量重构 

本节主要验证本文方法在数据库维护与数据筛选 

方面的能力. 以低空投递任务为背景, 系统需维护和更 

新多个任务点的基础信息, 包括任务点索引、服务类 

型及地理坐标. 人类可通过自然语言向大语言模型发 

出多种类型的指令, 要求其自动完成数据库操作或筛 

选任务点.  
本文共设计了六类典型指令:  
(1) 数据更新(增): 添加一个新的任务点, 其属性 

为{索引、服务需求类型、地理坐标};  
(2) 数据更新(删): 删除任务点i的全部信息;  
(3) 数据更新(改): 修改任务点i的属性, 例如“将任 

务点i的服务类型改为药品投递”;  
(4) 数据更新(查): 查询任务点i的全部信息;  
(5) 数据筛选(简单): 找出所有服务类型为x的任 

务点;  
(6) 数据筛选(复杂): 找出距离任务点i最近的k个 

任务点.  
为考察方法的语言鲁棒性与通用性, 本文针对上 

述每类任务设计了20种不同的自然语言表述方式, 以 

模拟人类在不同语义、不同上下文条件下的指令差 

异. 例如, “找出所有执行药品投递任务的点”与“有哪 

些点属于药品类任务?”在语义上等价但语言结构差异 

表 4 不同参数设置方法下, 求解方案的性能 

Table 4 Performance of solutions under different parameter setting 
methods 

方法 约束满足率 (%) 其他目标平均处置概率 (%) 

默认 50 40.0 

随机 55 39.6 

Max 100 36.0 

Llama3 40 39.1 

GPT-4o 85 36.4 

精调Llama3 95 38.1   
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显著. 实验结果表明, 大语言模型在所有120组测试中 

均能正确解析人类指令并完成相应的数据库操作与数 

据筛选, 任务执行准确率达到100%, 图6展示了其中两 

个典型案例.  

5.2.2 模型重塑 

本节从两个方面验证本文方法在低空投递路径规 

划任务中的模型重塑能力.  
(1) 参数设置, 人类以自然语言指令的形式指定算 

法及其超参数, 例如, “使用x算法求解, 并将参数y设置 

为k”. 其中, x从分支定界法、模拟退火法和遗传算法 

中随机选择; y为算法x所包含的超参数之一; k为随机 

设定的参数值.  
(2) 添加约束, 人类以自然语言形式向模型提出路 

径约束, 例如, “任务点i与任务点 j在飞行路径上必须 

相邻”. 其中, i与 j从区间[0, n 1]中随机抽取.  
为检验LLM在自然语言理解与模型重塑方面的 

鲁棒性, 本文针对上述两类指令各随机生成20种不同 

表述方式, 以模拟不同用户语义风格与表达差异下的 

指令输入. 实验结果表明, 大语言模型均能准确解析 

人类需求, 生成正确的算法调用与约束插入逻辑, 模 

型重塑正确率达到100%, 图7展示了一个典型案例.  

5.2.3 求解优化 

本节旨在验证大语言模型利用人类领域知识优化 

求解过程的能力. 在低空投递路径规划任务中, 人类提 

出了如下指令: “生成一个贪心初始解, 每一次都访问 

距离当前任务点最近且尚未访问的任务点”. LLM解析 

该自然语言描述后, 自动生成了对应的启发式路径构 

造逻辑, 并将其嵌入遗传算法的初始解生成模块中, 
以替代随机初始化方案.  

表5展示了在相同模型参数与算法配置条件下, 不 

同初始解策略对求解结果的影响. 其中, “成本降低率” 
用于衡量LLM生成的贪心初始解求解方案的平均路 

径总成本(公式(6))相较于随机初始化方案的下降比 

例. 结果表明, 基于人类启发式知识生成的贪心初始解 

能显著提升遗传算法的方案质量.  

5.2.4 方案分析 

本节主要验证本文方法在方案分析方面的能力. 
在低空投递路径规划任务中, 大语言模型能够根据人 

类指令, 对优化算法产生的路径方案进行自动化可视 

化, 以帮助人类直观理解飞行路线与任务执行顺序. 
图8展示了在人类指令“生成任务点访问顺序的可视化 

图”下, LLM自动绘制的路径可视化结果.  

图 6 (网络版彩图)大语言模型根据人类指令对数据进行筛选 
Figure 6 (Color online) Data filtering by LLM based on human instructions.  
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6   结论与未来展望 

本文通过构建“人-大语言模型-运筹优化算法”迭 

代交互闭环, 提出了一种基于大语言模型的运筹优化 

交互式建模与求解方法, 使大语言模型能够依据人类 

的知识与偏好, 在运筹学问题的全流程中进行定制与 

优化. 本文从变量重构、模型重塑、求解优化与方案 

分析四个环节系统验证了该方法的有效性. 实验结果 

表明, 该方法能够有效: (1) 提升运筹学的计算效率与 

方案性能, 显著增强其在开放边界任务下的适应与泛 

化能力; (2) 降低人类干预优化算法的门槛, 使非专业 

用户可通过自然语言参与模型调整与优化过程; (3) 增 

强大语言模型在运筹学领域的专业辅助能力.  
尽管如此, 本文方法仍有若干改进空间. 当前迭代 

闭环中, 大语言模型主要单向接收人类的知识与偏好, 
缺乏对人类反馈的主动讨论与认知建模机制, 未来可 

通过引入人机共识建模机制, 实现知识的双向流动. 
此外, 本文采用的多模型协作方式为人工指定, 后续 

可探索大语言模型在更高层次上实现自组织角色划分 

与自适应协作, 以进一步提升系统的自主智能水平.   

图 7 (网络版彩图)大语言模型根据人类指令对模型进行重塑 
Figure 7 (Color online) Diagram of model reformulation by LLM based on human instructions.  

表 5 大语言模型产生的贪心初始解相比默认初始解的成本降低率 

Table 5 Cost reduction rate of greedy initial solutions generated by LLM compared with default initial solutions 

城市数量 20 50 100 200 

成本降低率 8.0% 25.4% 16.7% 21.2%   

图 8 (网络版彩图)大语言模型根据人类指令生成的方案分 
析示意图 
Figure 8 (网络版彩图) Diagram of result analysis generated by LLM 
based on human instructions.  
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The rapid development of the low-altitude economy has created an urgent demand for intelligent solutions to complex decision- 
making problems such as low-altitude traffic management, UAV scheduling, and airspace security. As a complex system that 
integrates spatial, temporal, and resource constraints, it has also gradually become an important practical domain for operations 
research. Traditional operations optimization algorithms focus on structured problems, achieving optimal resource allocation and 
decision-making through precise mathematical modeling and algorithmic solving. In contrast, large language models (LLMs), with 
their remarkable capabilities in semantic understanding and text generation, offer a new paradigm for intelligent decision-making in 
low-altitude scenarios. Existing studies have preliminarily explored the complementarity and integration between LLMs and 
operations research; however, most remain confined to specific stages—such as employing LLMs as genetic operators or modeling 
assistants—without establishing a unified framework that covers the entire modeling-solving pipeline. This paper proposes an LLM- 
driven interactive framework for operations optimization, which constructs a human-LLM-operations optimization algorithm iterative 
interaction loop. Within the closed loop, LLMs incorporate human knowledge and preferences across the full workflow, including 
variable reconstruction, model reformulation, solution optimization, and result analysis. Experiments on representative optimization 
problems in the low-altitude security and low-altitude economy domains—namely, anti-illegal flight resource allocation and low- 
altitude delivery path planning—demonstrate that the proposed method effectively: (1) improves computational efficiency and 
solution quality of conventional optimization algorithms while enhancing adaptability to open-ended tasks; (2) reduces the technical 
barriers of human-machine collaborative optimization, generating feasible solutions aligned with human preferences and flexible 
constraints; and (3) strengthens the capability of LLMs to assist in modeling and solving within the operations research domain. 
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