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摘要 随着技术的不断发展, 越来越多的新污染物(emerging contaminants, ECs)产生并进入环境中. 这些ECs往往

具有生物毒性和环境持久性, 对生态环境和人类健康构成风险, 因此越来越多的研究开始关注ECs的风险识别与

防控. 自然环境中ECs的存在情况复杂, 传统的分析方法在ECs风险的识别与预测上费时费力. 机器学习(machine
learning, ML)是一种数据驱动的研究方法, 使用已有的数据训练模型, 以更好地预测和发现研究对象的发展变化

规律. 由于ML能够深入了解参数之间复杂的关系, 近年来, ML在ECs风险识别与防控领域的应用愈加广泛. 传统

技术与ML结合能够降低计算成本, 并通过优化和减少实验次数来节省实验时间和能源消耗. ML在ECs中的应用

大致可以分为毒性预测、识别分类、性质评估与辅助去除. 本文梳理了ML在典型ECs(纳米材料、微纳米塑料、

抗生素抗性基因、全氟烷基和多氟烷基物质、内分泌干扰物和持久性有机污染物)中的应用情况与挑战. 在毒性

研究中, ML的使用能够减少动物实验, 但是该领域目前普遍存在数据较少的情况, 部分模型使用的数据集较小,
数据质量较低, 模型应用范围有限. 并且并不是所有的环境问题都适用ML, 没有必要过度依赖ML. 复杂的ML模
型通常伴随着可解释性的不足,使得研究者难以理解ML如何得出特定的预测结果,这对于解释和理解ECs的环境

行为和风险是一个挑战. 在ML中, 除了模型算法本身, 训练数据的质量决定着模型的准确性和预测的准确性. 因
此今后应重点提升ECs数据质量, 实现数据共享, 并建立统一完善的数据库, 形成适合ECs研究的研究体系或框架.
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1 引言

全球范围内注册生产和使用的化学品已经超过了

350000种[1]. 随着技术不断的发展, 越来越多的污染物

排放到环境中. 某些污染物之前研究较少或新近发现,
且具有生物毒性、环境持久性和生物累积性等特征,
由于缺少相应的法律法规和标准予以监管, 具有较大

的环境风险, 此类污染物称为新污染物(emerging con-
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taminants, ECs)[2]. 微塑料(microplastics, MPs)、全氟烷

基和多氟烷基物质(per- and polyfluoroalkyl substances,
PFAS)、内分泌干扰物(endocrine disrupting chemicals,
EDCs)、抗生素抗性基因(antibiotics and resistance
genes, ARGs)、纳米材料(nano materials, NMs)、药品

和个人护理产品(pharmaceutical and personal care pro-
ducts, PPCPs)等均属于ECs. ECs可能从各种环节中产

生并进入环境中, 如农用化学品、工业活动、个人护

理品和雨水径流等
[3]. 地表水、地下水、城市废水及

农业用地等许多环境基质中均已检测出ECs[4], 甚至在

南极港湾的浮游植物中也发现了阻燃剂和多氯联苯等

多达70种不同的污染物
[5]. 作为海洋食物网的基础, 浮

游植物中检测到如此多的ECs意味着整个生态系统已

经受到了威胁. 研究表明, ECs会对生物的生殖、神

经、发育和免疫系统造成危害. 在人体中甚至也已经

检测出了部分ECs的存在, 如多氯联苯、六氯苯、全

氟辛烷磺酸、全氟辛酸、聚对苯二甲酸乙二醇酯和聚

乙烯等
[6]. 尽管ECs在环境中普遍存在, 并对人类和环

境健康产生了影响, 但人们对它们在生物和非生物基

质中的发生情况缺乏足够的认知. 因此需要更多的数

据和方法以评估ECs带来的相关风险. 环境中的ECs浓
度广、数量大、类别多, 分析样本数量巨大, 此时使用

传统分析方法显得费时费力, 因此开发快速准确有效

的分析方法是十分必要的
[7].

机器学习(machine learning, ML)是人工智能的一

个子集, 是计算机利用已有的历史数据, 通过算法得出

某种模型, 并利用此模型描述或预测未来的一系列方

法
[8]. ML的主要特点是使用计算机程序通过数据进行

“训练”, 以更好地发现研究对象的发展规律. 同时, 也
需要采取某些验证措施, 确保训练后的模型能够对未

知数据进行预测分析, 从而不会过度拟合训练数据.
深度神经网络、支持向量机、k-近邻、决策树、随机

森林、朴素贝叶斯和梯度提升等算法属于常见的ML
算法. 表1总结了这几种常见的ML算法的部分优缺

点
[9~18]. 每个ML算法都由3个关键部分组成: 算法的结

构(如随机森林和深度神经网络等)、待实现的目标(如
预测精度和平方误差)以及实现目标的训练方法(如随

机梯度下降)[19]. 作为ECs与ML研究的一般流程, 首先

需建立ECs相关数据集, 再对数据进行筛选以及预处

理, 以满足模型训练的要求; 然后选择或创建ML相关

算法, 进行模型优化, 获得预测准确性高、误差小、泛

化能力强的预测模型, 最终对未知信息进行预测. ML
作为对先验知识依赖性较低的数据分析方法, 因其具

有强大的拟合能力, 在解决复杂的数据模式或格式方

面具有巨大的应用前景. 与传统数学模型相比, ML不
需要考虑过程的科学背景和机制来预测相关数据. 因

此ML过程被广泛用于模拟不同应用中各种独立和依

赖性较弱参数之间的相关性
[20].

近些年来, ML在ECs风险识别与防控领域的应用

也愈加广泛. 在Web of Science上以各ML算法和ECs名

表 1 几种常见机器学习模型的优缺点

Table 1 Advantages and disadvantages of common machine learning models

算法 优点 缺点 参考文献

深度神经网络
可以分析大型数据集以及各种其他数据集, 并提取其特征; 可以使
用不同的输入数据集进行训练, 并且可以从隐藏层中提取其特征

对数据集开发具有较高要求; 可能产生
不满足预期性质的输出结果

[9,10]

支持向量机
高泛化能力、良好的鲁棒性以及在相对少量的样本数据下也能

获得出色结果; 高维数据处理效率高
经典支持向量机求解速度慢、精度不足 [11]

k-近邻
可以在大维度上执行穷举搜索; 算法易于实现、简单有效; 易于
解释和理解结果; 具有预测离散变量和分类变量的能力; 新到达

的样本不需要训练过程, 支持增量数据

只搜索测试实例的最近邻, 易受到噪声
样本的影响, 影响邻域概念的结果, 降低
了其分类能力, 从而降低了预测准确性

[12]

决策树 对所有类型的数据集都具有简单和直观的可视化能力 容易出现过拟合, 无法给出全局最优解 [13]

随机森林

容易适应分类和回归, 可以简单并行化, 可以处理混合变量类型
(连续和分类), 不受单调变换影响, 对异常值不敏感; 对噪声变量
具有鲁棒性; 只需很少或无需调整即可产生良好的结果, 并且可

以应用于各种领域

随机森林在决策树的构建中使用随机性,
从而避免了对训练样本的过度拟合. 因
此, 必须构建大量的决策树才能获得高
度的通用性, 增加决策树的数量会增加

内存需求

[14,15]

朴素贝叶斯 具有显著的分类精度; 对缺失数据不太敏感, 算法较简单
条件独立性假设在现实中很少成立; 忽

略了类变量之间的依赖关系
[16,17]

梯度提升 允许通过梯度下降法优化任意可微损失函数 算法是顺序训练学习器, 很难并行化 [18]
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称为关键词检索, 时间段选择2000年1月1日至2024年1
月21日, 对所得结果使用Web of Science自带工具进行

分析, 发现近年来相关论文数量显著增长, 如图1(a)所
示. 对作者所属地进行分析后发现, 美国和中国发表文

献最多, 是如今该领域研究的中心, 如图1(b)所示. 图2
展示了发表文献量最大的前15个研究领域, 结果显示

研究最多的2个领域分别是药理学与传染病学, 以上

结果可能与抗生素抗性基因的普遍关注有关. 生态学

与环境科学排列第3位, 以上结果说明人体与生态环

境健康是目前研究的主要关注方向. 现有ML和ECs的
综述偏向于关注单一ECs, 主要研究重心集中在MPs和
NMs. 此种局面致使观点单一, 导致缺少ML在整个

图 1 (网络版彩图)机器学习-新污染物相关研究的文献发表情况. (a) 2010~2023年发表的机器学习-新污染物相关研究的文
献数量; (b) 机器学习-新污染物相关研究的文献归属国家分布
Figure 1 (Color online) Publication status of literature on machine learning-emerging contaminants related research. (a) Publication numbers of
machine learning-emerging contaminants related research from 2010 to 2023; (b) publication numbers of machine learning-emerging contaminants
related according to countries.

图 2 (网络版彩图)机器学习-新污染物相关文献在不同研究领域发表情况
Figure 2 (Color online) Numbers of the paper published about machine learning-emerging contaminants related researches in different fields.
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ECs领域应用的综合认识
[21~23]. 由于ML对数据量具有

一定的要求, 受研究热度或发文量的影响, 当前ML-
ECs的研究还是更多地介绍NMs, NPs和ARGs, 对于其

他ECs的介绍较少
[24]. 本文旨在系统性综述ML在各类

ECs风险防控领域的应用现状, 帮助理解主要研究方

向, 并对未来发展趋势做出探讨.

2 机器学习在新污染物风险识别与防控中
应用

ML与传统技术的结合是目前重要研究趋势之一.
在一项预测海洋硅藻在不同剂量下对不同ECs的暴露

程度的研究中, ML算法与传统的荧光高通量数据相结

合, 形成了生态毒性快速评价的有力工具, 预测污染物

类型的准确率达97.65%[25].
需要注意的是, 真实环境中的ECs常常不会单独

存在, 污染物间会发生复杂的相互作用, 影响风险评

估的准确性
[26]. 单个污染物的风险结果无法反映混合

物对生物体的综合影响
[27]. 现有大多数分析方法的关

注点局限在小部分的确定数量的化学品上, 忽略了复

合污染的整体效应, 因此对复杂混合物进行非靶向分

析具有较好的科学性
[28]. 有研究对100个随机组合的

ECs进行混合风险测试, 使用贝叶斯神经网络开发了

可以预测ECs混合物对藻类风险的ML模型, 该研究帮

助研究人员发现了ECs数量与藻类生物学功能之间的

关系, 为后续研究人员开发复合污染风险模型提供了

理论基础
[29]. 在未来, 应有组织地管理各ECs的化学信

息, 包括典型毒性官能团、异质性、生物学相关信

息、基本化学结构及其描述符等信息, 建立综合的数

据库, 为ML在ECs风险评估上提供高质量数据支撑.
ML也被应用在ECs去除、寻找最佳参数、提升

去除效率等方面. 高级氧化、膜分离、生物修复以及

吸附分离等均是现有的常用技术
[4]. 传统生物炭吸附

研究存在以下问题
[30]: 生物炭与ECs的吸附受多种因

素影响; 传统吸附模型通常是静态模型, 只能解释一

组固定操作条件下的吸附机制; 批量实验成本高且耗

时, 无法描述参数间相互作用的影响. 因此建立通用

的可解释数据驱动的数学预测模型来研究ECs吸附是

至关重要的. Haider Jaffari等人
[31]

构建了10个基于树

的ML模型, 使用24个输入变量及3757个数据点以研

究每种吸附条件和生物炭特性对ECs吸附的特征重要

性和影响. Categorical boosting模型在此方面表现最好,
具有最高的试验决定系数(0.9433)以及最低的平均绝

对误差(4.95 mg/g).
ML的出现为ECs传统风险防控技术提供了新的

发展方向和机遇. 将ML与传统技术相结合以提高实验

效率并降低成本, 也可使用ML模型对ECs数据进行分

析以发现深层次关系, 在复杂(多维、多变量以及非线

性)数据中识别出内在趋势, 预测风险的演变趋势. 下

文将具体介绍ML在典型ECs中的研究进展与挑战.

2.1 纳米材料

随着纳米技术的快速发展, NMs的使用量逐渐增

大, 在催化剂、化妆品、化肥、农药及医疗等行业中

均有应用
[32]. 大量使用导致其不可避免地暴露在环境

中, NMs的环境和健康风险倍受关注. 暴露在NMs中
的生物体有可能发生生长抑制、生殖毒性、光合作用

抑制甚至死亡等现象. NMs虽然在水生环境中容易团

聚, 但在环境相关浓度下还是会引发斑马鱼的发育畸

形、氧化应激和代谢紊乱
[33]. 浓度分别为0.25, 2.5和

25 mg/kg植物鲜重的石墨烯基纳米材料注射进了辣椒

植株的茎中, 石墨烯基纳米材料的存在使植物过氧化

氢酶活性最高降低了28.9%, 致使H2O2含量增加, 诱导

氧化损伤, 辣椒果实中丙二醛的含量也有所增加, 出现

了膜脂质过氧化现象
[34]. 经过70 mg/L纳米CuO处理

10 d后, Myriophyllum spicatum的生长速度降低了

30%[35]. 也有研究发现纳米ZnO可以干扰孵化酶的结

构和功能, 抑制其活性, 从而降低胚胎在孵化过程中

溶解绒毛膜的能力, 最终导致孵化延迟
[36]. 鉴于以上

生物毒性研究结果, 开展NMs风险防控, 避免或减少

其对环境和人体的健康危害具有重要的环境意义.
ML技术可用于处理具有异质性、不确定性以及

具有良好容错性的数据, 并且能够在没有输入和输出

参数之间预定义关系的情况下学习领域中的底层模

式, 是破译和阐明NMs动态聚集过程的现有非线性关

系的有力工具
[37]. Derjaguin-landau-vervey-overbeek

(DLVO)理论是研究NMs在水环境中行为的经典模型,
然而该方法存在部分局限, 如仅适用于描述短距离范

围内(0.1~10 nm)的相互作用
[38].

物质的结构影响其活性, 因此相似的结构往往表

现出相似的活性. 定量构效关系(quantitative structure-
activity relationship, QSAR)模型即利用此原理预测污
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染物的毒性. 基于统计学和ML方法的QSAR模型, 以

多壁碳纳米管物理化学性质为输入特征, 能够预测其

遗传毒性
[39]. 通过物理化学性质预测金属氧化物纳米

材料炎症潜力的QSAR模型, 预测准确度超过90%[40].
尽管ML在构建模拟复杂关系的模型方面具有很

好的潜力, 其较差的可解释性一直是目前研究所面临

的困难. 为了提高模型的可解释性, Yu等人
[41]

提出了

一个基于树的随机森林特征重要性和特征交互网络分

析框架. 该模型取得了良好的结果, 准确预测了NMs的
肺免疫反应和肺负荷, 所有训练集的相关系数均大于

0.9. 该研究为理想NMs的设计和应用提供了指导. 数

据库的构建能够对相关领域研究产生很大影响. 在

NMs风险防控领域, 为了进一步指导NMs的设计, 需

要建立一个公开可用的NMs数据库. Yan等人
[42]

构建

了一个包含705种独特的NMs数据库, 纳米结构注释

程序为NMs生成2142个纳米描述符, 助力ML在NMs
领域的进一步发展.

以往NMs的毒性研究成本高且可重复性低, 但前

期实验积累的数据为ML提供了数据支持. 作为数据

驱动的方法, ML具有强大的揭示复杂关系和预测的

能力, 但NMs的高反应性为其环境行为预测带来了很

大的不确定性
[43]. 今后的研究应着重于基于ML方法

解释NMs的普遍环境行为或规律, 这是实验和传统的

模型(QSAR)难以完成的. 传统的动植物实验成本高,
周期长, 并且所得数据难以满足风险评估的需求. 计

算机建模可以作为体内外实验测试的更快、更廉价的

替代方案, 用于污染物的危害表征, 也能够减少动物实

验. 同时, NMs在环境中会发生聚集、沉降、溶解、吸

附等复杂的环境行为. 使用数据驱动的ML模型, 即使

不了解NMs的环境行为与生物作用机制, 也可直接捕

获物理化学性质与生物毒性之间的关系
[23].

目前将ML应用在NMs去除或纳米生物效应优化

上的研究相对较少, 而这恰恰是在风险防控中较为重

要的一环. 将来应当有更多的研究关注NMs的表面改

性等提高其生物相容性的方法, 或者提升NMs去除技

术的效率. 在毒性预测方面, 尽管NMs的细胞毒性问

题已得到广泛研究, 但其血液循环寿命和生物降解性

仍然是风险防控途中真正的挑战. 因此, 建议在研究

中考虑NMs在体内长期反应, 例如对寿命和繁殖的影

响. 随着NMs领域迅速发展, 新型纳米结构不断出现,
为ML在NMs风险识别与防控的应用带来了挑战. 对于

新型NMs, 有限的风险数据是限制ML精准识别其风险

的首要因素. 现有ML模型定义域通常局限于常见

NMs, 且由于描述符的限制难以实现对新型NMs的迁

移学习. 随着新型NMs研究的不断深入, 现有模型可

能需要不断更新以适应新的数据.

2.2 微纳米塑料

塑料具有多功能性, 被广泛应用于包装、建筑或

电子工业等领域, 其产量也在近几十年呈指数级增

长
[44]. 与1950年相比, 全球塑料产量增加了200倍; 目

前全球塑料年产量超过3.35亿吨, 如此巨大的生产和

使用量使其不可避免地被排放到环境中
[45]. 这些塑料

在使用和降解的过程中会形成MPs, 即粒径小于5 mm
的塑料颗粒. MPs体积小, 容易被生物摄入并在食物链

中积累, 较大的比表面积也使其容易吸附其他有毒物

质, 产生难以预料的毒性结果. 此外, 塑料具有化学惰

性, 其在自然环境中不易降解, 可以长期存在, 从而增

加其对生物的潜在风险. 已有许多研究报道了MPs对
各种生物的影响, 例如海洋变暖情况下聚苯乙烯MPs
对海洋浮游植物中聚球菌属的影响, 发现MPs使聚球

菌的细胞生长速率和固碳能力被削
[46]. 聚苯乙烯等

MPs在水相中也会释放邻苯二甲酸二乙基己酯和双酚

A等化学添加剂, 抑制蓝细菌等自养生物
[47]. 在聚氯乙

烯MPs对人淋巴细胞毒性研究中, 观察到MPs会诱导

人淋巴细胞的氧化应激和细胞器损伤
[48]. MPs进入人

体后也会诱发炎症、神经退行性疾病、免疫紊乱以及

癌症的发生
[49]. 因此开展高效的MPs风险防控具有重

要的生态与环境健康意义.
MPs的分析方法主要包括目视检查和振动光谱技

术两种
[50]. 目视检查方法常常用到扫描电子显微镜和

透射电子显微镜等显微技术, 其能提供MPs大小、颜

色和形状的物理性质, 缺点是无法展示MPs化学成分

信息
[51]. MPs由高分子量的长链烃组成, 通过产生相

应样品的独特分子振动, 可以很容易地通过振动光谱

法检测其化学成分
[52]. 当MPs所处环境条件复杂时,

使用传统的目视检查和光谱技术进行分析是耗时耗力

的. ML与现有MPs分析检测方法的结合能够克服这些

缺点, 提高分析准确性并缩短检测时间,帮助更好地评

估环境中MPs污染.
在未来, 实现各个红外光谱数据库的共享, 是强化

ML应用的关键. 针对光谱技术公开可用的光谱数据库

胡献刚等: 机器学习在新污染物环境风险识别与防控上的研究进展与挑战

1842



有限、频谱特征可变等问题, Lei等人
[53]

创建了高分辨

率全窗口拉曼光谱数据库, 该数据库能够适应不同的

实验设置和目标. 高光谱成像技术和卷积神经网络模

型的结合是一种新颖、高效、稳健的方法, 用于农田

土壤中各种单一MPs聚合物(聚乙烯、聚丙烯及聚氯

乙烯)分类, Ai等人
[54]

采集了600个光谱数据, 最终分类

准确率达92.6%. 该方法能够准确、快速地识别农田土

壤中不同类型的MPs, 为MPs检测提供了无损检测方法.
MPs在水生环境中会发生矿化和尺寸变化, 释放

出各种化学物质(添加剂、单体和氧化中间体等). 这

些化学物质对环境具有潜在毒性风险, 如邻苯二甲酸

盐能够干扰内分泌, 诱导斑马鱼胚胎产生卵黄囊异

常、免疫反应改变和脂质水平降低等现象
[55]. 因此有

必要了解MPs的降解风化过程, 以对其中化学物质的

释放有更精确的预测. 与传统分析方法相比, ML能够

考虑MPs中污染物浸出的许多影响因素, 可以分析和

整合MPs特性、环境条件、流体动力学因素等各种数

据,从而进行更全面的分析. Kida等人
[56]

采用了多元回

归、人工神经网络、支持向量机和随机森林来预测

MPs中增塑剂和其他污染物的浸出情况, 对比发现多

元回归分析结果的决定系数R2最低, 说明ML方法在污

染物建模方面确实比传统方法更具优势.
纳米塑料为粒径小于1 μm(或100 nm)的塑料颗粒,

与MPs相比, 纳米塑料更小的体积使其能够穿透生物

屏障并在组织间转移, 对健康构成风险. MPs检测常常

使用拉曼光谱法, 然而当涉及纳米尺寸的颗粒时, 识别

准确性往往较低. 随着尺寸减小, 许多复杂情况会出

现, 例如塑料结晶度的变化, 以及一些特征拉曼峰变

得太弱或发生移动
[57]. 纳米塑料中较弱的拉曼光谱信

号很容易被其他因素掩盖
[58]. 因此, 需要建立有效的

纳米塑料微弱信号的获取方法和纳米塑料拉曼光谱数

据库. 随机森林能够处理嘈杂和高维数据, 实现高精

度, 并提供一定程度上的可解释性
[59]. 拉曼光谱可与

随机森林结合以识别纳米塑料, 实验室测试中该方法

识别准确率超过97%, 表明随机森林在识别和区分纳

米塑料以及其他环境颗粒之间具有应用前景
[60].

2.3 抗生素与抗性基因

2000~2010年间, 全球人类抗生素消费量增长了

35%, 尤其是中等收入国家, 抗生素使用量显著增

加
[61]. 当微生物能够在药物存在的环境中适应和生长

时, 就产生了抗生素耐药性, 此类微生物具有ARGs.
抗生素过量和不当的使用会引发ARGs的传播. 由于

全球大多数水体都是相连的, ARGs可以通过径流从

污泥和垃圾填埋厂渗入其他环境, 从而使水生微生物

群落或人群暴露在不同来源的ARGs中[62]. 河口、污

泥处理湿地以及蔬菜水果中均检测到了ARGs的存

在
[63,64]. 不同种类和来源的ARGs会在细菌间传播, 使

细菌产生更高的耐药性. 而世界卫生组织的调查显示,
这些细菌每年会造成全球近70万人死亡

[65]. 抗生素滥

用和ARGs传播已经成全球的重要卫生问题. 而抗生

素本身也存在毒性, 双氯芬酸是一种广泛使用的抗生

素药物, 其被发现能够延迟大型溞的产卵天数, 影响

生长、发育和繁殖相关基因的表达
[66]. 宏基因组学、

实时荧光定量PCR和传统PCR常常被用来研究水生环

境中ARGs的浓度. 不过此类方法由于非特异性扩增产

物和较高的成本, 难以广泛应用到常规监测中
[67].

可动遗传因子(mobile genetic elements, MGEs)介
导的水平基因转移是抗性基因在微生物群落之间传播

的方式之一, 减轻ARG/MGE向环境的传播已成为全

球关注的焦点
[68]. 厌氧消化中的沼渣是ARGs进入生

态系统的重要途径
[69]. 相较于传统的厌氧消化1号模

型(anaerobic digestion model No 1, ADM1), ML算法

可以深入识别各种过程参数之间的潜在非线性相互作

用
[70]. Haffiez等人

[71]
比较了三种不同的ML方法(随机

森林、极端梯度提升和人工神经网络)预测厌氧消化

期间ARGs和MGEs丰度变化, 其中人工神经网络在此

方面更加可靠. Zheng等人
[72]

使用ML算法(支持向量

机、k-近邻、梯度提升决策树和随机森林)研究1088
个土壤宏基因组学样品, 定量模拟ARGs在环境中的转

移, 生成了全球土壤ARGs丰度图, 揭示了抗生素耐药

性的热点, 并确定了全球土壤抗生素耐药性控制的优

先区域.
缺乏数据成为目前限制研究者开展相关研究的主

要瓶颈. 在全球海洋抗生素风险评估方面, Zhang等
人

[73]
使用海洋栖息地的712个样本建立了预测模型,

使用随机森林算法结合10倍交叉验证进行ML分析, 绘
制了全球海洋抗生素耐药性威胁状况图. 该研究发现

纬度、紫外线辐射变化、海平面上升、地表温度上升

以及海洋酸化等是全球海洋抗性基因分布的重要影响

因素. 为了确定ARGs在海洋中的分布、宿主和表达,
Xu等人

[74]
基于随机森林、支持向量回归和套索回归
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等算法分析了来自海洋样本的347个宏基因组和182个
宏转录组, 发现ARGs的多样性和丰度随纬度和深度而

变化, 并预测出到2100年超过97%的海洋ARG将改变

表达方式, 说明海洋环境中的ARGs可能非常活跃. 在

抗生素去除领域, 传统方法利用生物炭吸附去除环境

中的四环素
[75]. ML算法可利用吸附实验的数据模拟

四环素在生物炭上的吸附情况, 分析出何种条件下的

生物炭具有最高的吸附效率, 也能够探索四环素在生

物炭上吸附的驱动因素; 在算法选择方面, 随机森

林、梯度提升决策、极限梯度提升和人工神经网络四

种算法相比, 随机森林具有更高的预测准确性(R2 =
0.9625)[76].

2.4 全氟烷基和多氟烷基物质

PFAS是一类广泛的人为有机化学品, 其特征都是

不同长度的全氟脂肪族碳链和酸性头基, 在各种商业

产品和工业应用中以复杂混合物使用
[77]. 此类产品的

生产和使用导致了PFAS在自然环境中的释放和大量

积累, 人口稠密的城市和工业区周围的河流和港口水

排放是PFAS进入海洋的主要输入途径. PFAS已在各

种地方检出, 包括河流、饮用水甚至人类血液
[78,79].

2022年8月, 美国环保署将PFAS指定为有害物质, 认为

其“可能对人类健康、福利或环境构成重大危险”. 由

于PFAS具有疏水性并且拥有独特的形态和复杂的化

学成分, 其可在环境中长期存在, 造成持久性的影响.
PFAS被发现与人类哮喘、高血压、乳腺癌、肝癌等

疾病存在关联. 进入体内的PFAS会积聚在生物的肾、

肝、脾和脑等器官中
[80].

PFAS具有许多独特的化学指纹, 将指纹数据与环

境命运和传输模型以及地理空间统计技术相结合, 可

用于污染源跟踪
[81]. ML与环境检测数据的结合研究

越来越受到关注, 其在PFAS的环境取证中也能发挥重

要作用. Stults等人
[82]

使用三种ML算法(k-近邻、决策

树和支持向量机)对鱼类中文献报道的PFAS指纹进行

分类, 分类准确率最高达91.4%, 并指出鱼类组织中的

PFAS指纹可能是地表水系统中PFAS来源追踪的有效

手段. PFAS被植物根系吸收后会在植物的可食用部位

积累, 这也是人类接触PFAS的重要途径之一
[83]. 基于

随机森林回归、梯度提升回归树、多层感知器网络和

支持向量回归预测作物中PFAS的根系浓度因子, 发现

碳链长度是影响PFAS根系吸收的关键分子结构
[84].

为了深入认识新兴的PFAS的持久性、生物蓄积

性和毒性(persistent, bioaccumulative, and toxic, PBT)
等特性, 可编制从非靶向分析中获得的新兴PFAS数据

库, 并使用ML模型评估了它们的PBT特性
[85]. 定性和

定量ML模型的结合可以提供一种方法工具, 用于确定

其他新兴有机污染物的优先级. 不过该领域目前仍存

在一定限制
[86], 如目前可用于预测PBT特性的模型之

间存在差异, 假阳性和假阴性预测结果可能导致PBT
错误分类, 并且PBT筛查标准在体现PFAS独特理化性

质上不具备筛查优势.
在PFAS去除方面, 以光催化降解为例, 其被用于

处理全氟辛酸, 形成低毒性的中间体
[87]. 为了预测光

催化对有机污染物的降解效率, 传统实验通常需要进

行数小时甚至数天. 并且实验所用半导体较为昂贵,
并不具有成本效益. 数学模型可以通过优化和减少实

验次数来节省实验时间、成本和能源消耗, 是光催化

降解效率预测的有力工具
[20]. 而与传统数学模型相比,

ML不需要考虑过程的科学背景和机制来预测相关性,
并且可以识别数据集中的隐式关系, 处理高维问题和

数据. 总的来说, 在对众多过程变量之间的复杂相关

性进行建模方面ML优于传统数学模型
[88].

2.5 内分泌干扰物

EDCs是指能够改变激素正常功能的化合物, 是一

类广泛分布在环境中的合成化学物质或重金属. 这些

外源性化学物质会干扰生物体中的天然激素受体, 导

致荷尔蒙失衡和异常, 即使在非常低的浓度下也是如

此. 雌性化、免疫系统功能异常、神经缺陷、性行为

变化和肿瘤的出现被认为与EDCs暴露有关
[89]. 因此,

开发评估环境中潜在EDCs的有效方法是十分重要的.
信号通路分析与细胞增殖、配体结合、蛋白质和基因

检测等传统的体外方法用于确定EDCs的潜在影响
[90].

此类方法的优点是可以鉴定由受体相互作用介导的化

学物质的生物活性并减少对全动物毒性测试的依赖,
同时通常比体内检测更便宜、快速. 但是待评估化学

物质范围广泛, 此种方法难以在EDCs与人类健康之间

建立剂量反应关系, 并且当处理量大时其成本高昂且

耗时长
[91]. QSAR是一种具有前景的替代计算技术, 广

泛用于预测EDCs对人类和野生动物健康的毒理学影

响. 目前通过QSAR建模分析的数据集也越来越庞

大、高维和复杂
[92]. Heo等人

[91]
开发了一种基于深度
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学习 (堆叠自编码、深度置信网或深度神经网 )的
QSAR模型,评估EDCs对人类健康的不利影响,该模型

具有较高的分类和预测性能以及令人满意的拟合优

度. 深度学习是人工神经网络概念的延伸, 具有许多隐

藏层的分层结构, 可以有效地捕获数据集中的非线性

属性和复杂模式, 用于改善QSAR的数据管理和建模

结果
[92].
EDCs主要是通过与内分泌激素平衡密切相关的

受体如雄激素受体和雌激素受体结合来影响内分泌系

统
[93]. 雌激素受体是一种细胞蛋白, 可触发对内分泌

系统至关重要的基因产物的表达
[94]. EDCs与雌激素

受体的结合会导致内质网信号传导改变
[95]. Russo等

人
[96]

使用伯努利朴素贝叶斯、自适应提升算法、随

机森林、支持向量机和深度神经网络等算法对化合物

与雌激素受体的结合进行了准确预测, 表明经典的ML
算法足以开发高质量的雌激素受体预测模型. Zhang等
人

[97]
使用线性判别分析、分类与回归树以及支持向

量机三种ML方法开发了一个评估平台, 旨在对EDCs
进行有效分类, 最终在测试集上的总体预测准确率达

75.2%. Chen等人
[93]

通过使用7个指纹图谱结合4个ML
方法(k-近邻、决策树、朴素贝叶斯和支持向量机)预
测了雄激素受体和雌激素受体的结合物, 发现Pub-
Chem Fingerprint-SVM是预测雄激素受体结合物的最

佳模型(准确度0.84), Extended Fingerprint-SVM是预测

雌激素受体结合物的最佳模型(准确度0.79).
在EDCs去除方面, 菌藻共生系统是一种利用微藻

和细菌之间的协同作用处理废水和污染物的环保技

术, 能够以环境友好的方式有效消除污染物, 不会造成

二次污染
[98]. Fu等人

[99]
使用人工神经网络预测双酚A

降解率, 进而优化菌藻共生系统对双酚A的去除, 提高

去除效率. 菌藻共生系统对双酚A的去除过程遵循

Monod的动力学模型, 对双酚A的去除率达57.5%. 此

研究也为应用ML辅助ECs降解研究提供了新的视角

以及研究策略.

2.6 持久性有机污染物

持久性有机污染物(persistent organic pollutants,
POPs)会在自然界中长期存在, 并具有生物积累性, 对
野生动植物和人类造成严重伤害, 在国内外已经有较

长的研究历史. 流行病学研究表明, 接触某些有机氯

持久性有机污染物可能会引发子宫内膜异位, 导致出

现慢性盆腔疼痛、痛经等非特异性症状
[100]. 化学物质

数量的众多以及混合物的复杂性限制了污染物同时暴

露的研究. ML的出现给此类研究带来了希望, 这些算

法能够评估个体变量之间的关联, 同时调整共暴露, 解
决共线性问题, 其已在流行病学中被广泛应用

[101].
Matta等人

[102]
使用了五种不同的ML模型(正则化逻辑

回归、人工神经网络、支持向量机、自适应提升和偏

最小二乘判别分析), 揭示了与深部子宫内膜异位症最

相关的POPs: 八氯二苯并呋喃、顺式环氧化七氯、多

氯联苯77以及反式九氯. 研究结果显示, ML可以对高

度相关的暴露生物标志物及其与健康结果的关联进行

建模, 具有应用前景.
POPs的被动采样技术使污染物集中在采样材料

中, 通过吸附平衡时的分配系数计算污染物浓度
[103].

为了简化实验中分配系数的测量, Zhu等人
[104]

使用7
种算法和2种描述符选择方法构建更稳定的定量结构-
性质关系模型(quantitative structure-property relation-
ship, QSPR), 将化学物质分子特征与计算技术相结合.
模型在拟合、鲁棒性、预测能力和应用领域方面都表

现良好. 由于模型开发考虑了多类别化合物, 因此可以

用来填补应用范围内相关分配系数的数据空白. QSPR
模型也可使用不同的理论描述符(分子及结构)用于对

POPs进行分类. Vakarelska等人
[105]

采用了多元统计方

法, 使用了10个最合适的描述符, 将149种代表性

POPs划分为4类. 此模型揭示了POPs之间特征的联系

与差异, 借此可以根据未知的POPs的结构特性对其进

行分类.

3 挑战

虽然ML在ECs研究中具有优势与应用前景, 但是

其仍面临着不少挑战. 数据缺少以及数据质量不高是

目前ECs领域面临的主要挑战, 这使部分模型的应用

范围具有局限性, 只有在特定条件下才具有较高的效

率. ML模型相当于一个黑箱, 难以对最终预测做出解

释. 这使缺乏可解释性成为了ML领域的限制因素. 尽

管通用ML模型可以指导污染物毒理预测并提高效率,
但ML目前也并非完全可信, 应谨慎解释结果. 在模型

选择方面, 尽管深度神经网络等深度模型, 已被证明在

区分目标之间的潜在关联和因果关系方面比浅层模型

更可行
[106]. 但考虑到深度模型受到对数据或计算资源
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的高需求、复杂的可调参数和较差的可解释性的限

制, 加上ECs领域数据较为缺乏, 更好的选择是将浅层

模型和深度学习结合.
需要注意的是, ML模型相当于一个黑盒或灰盒,

难以以人类可理解的方式对最终预测做出解释. Ifti-
khar等人

[62]
希望在ARGs领域创建可解释的ML模型.

该研究首先通过ML模型预测ARGs的发生, 然后使用

六种解释方法(敏感性分析、排列特征重要性、部分

依赖图、SHapley加性解释、莫里斯法和傅里叶振幅

灵敏度测试)对其进行解释以深入了解模型; 最终发现

SHapley加性解释不仅可以解释ML模型的行为, 还可

以提供有关ML模型在新条件下的行为. 可解释性的

缺乏使研究者无法确切知道模型的分析依据以及该分

析可靠性. 因此提升ML的可解释性能够建立研究者与

模型间的信任关系, 并清除模型在实际应用中的潜在

威胁
[107]. 可解释的ML技术能够帮助理解ML的工作原

理进而促进模型在ECs领域的应用.
目前MPs污染已经成为全球性问题, 但仍然缺乏

利用ML探究MPs大尺度环境命运、迁移行为及毒性

效应的相关研究. 此外, 不同的测量与表征方法所获取

的MPs信息之间通常存在差异, 这导致MPs大数据存

在不可避免的异质性, 从而为MPs-ML研究带来了挑

战. 纳米塑料的时空差异明显, 难以通过实验采样等

方法对纳米塑料的分布及风险进行大尺度评估. 目前,
纳米塑料的实地研究急剧增加, ML方法强大的预测能

力为大尺度纳米塑料的评估提供了解决方案, 但采样

和检测方法的不统一给模型带来了较大的不确定性.
抗生素领域中, 目前ML仍然在多种抗生素混合物

的定性分析时存在较大局限性, 并且较难准确预测低

浓度的抗生素, 这是未来研究应关注的方向之一. 在

进行PFAS预测时需要注意, PFAS化合物由大量类似

物或同系物组成, 且在亲蛋白性和离子性等物理化学

性质上与传统有机污染物不同. 因此, 用于预测的数

据点不应太少, 否则会使预测结果具有不确定性. ML
算法可以用公共大数据来研究复杂的生物现象以及气

候环境与ECs可能产生的耦合风险, 减少测试成本, 预
测复杂环境情景下污染物风险.

4 结论与展望

NMs, MPs, PFAS, EDCs, 抗生素以及POPs等均属

于ECs. 本文介绍了ML在各类ECs中的应用案例, 并给

出了其在ECs领域研究中的优势与局限, 如图3所示.
ML的应用围绕毒性预测、识别分类、性质评估、

辅助去除这几点展开 . 作为数据驱动的数学模型 ,
ML能够解决输入与输出变量之间的复杂关系, 并且

能够考虑多种影响因素, 进行全面分析. 将ML应用

于传统风险防控技术中能够降低实验成本并节省实

验时间.
统一原位的ECs采集方法, 规范ECs数据库格式以

及增加时空匹配数据能提高ML模型识别环境风险的

准确性. ML在生态环境领域的研究不同于其他学科,
问题导向性清晰, 前提是基于数据因果关系发现、评

估生态环境风险, 最终是寻求降低风险的方法策略.
ML在ECs风险调控上的研究, 尤其是涉及多目标优化

的研究, 比如减污降碳, 需要投入更多的精力. 当前

ECs数据大量来自于实验室模拟, 缺乏真实环境的情

景考虑. 气候变化与ECs环境健康效应是当前相关研

究的弱点. 基于ML的泛化性及对数据类型的广泛接

受度, 未来ML在气候变化-ECs研究上可能会发挥重

要作用.
目前大多数研究使用的ML算法较为老旧, 运用或

发展新兴的算法是更好应对生态环境风险的亟需要

求. 因果学习、因果推断及因果网络分析等是提高模

型可信任度的重要方法, 是当前及未来的生态环境大

数据分析的研究重点之一. 借助于因果关系推理, 相

较于传统算法, ML的可解释性与泛化能力将得到提

升. 目前, 针对于ECs的ML研究通常局限于常见的随

机森林、支持向量机、人工神经网络等小型模型. 与

此同时, AI领域的大模型, 如Transformer等, 在其他领

域取得了显著的成果, 且有望从新的视角解决ECs风
险问题. 大模型可以精细刻画环境中污染物浓度, 辅

助决策者寻找效果更好的风险防控方案, 降低成本;
但是由于数据量的限制, 大模型在ECs研究中的应用

仍然相对有限, 需要进一步深入探索和完善. 传统的

单模态ML模型依赖于大量准确标记的数据和单一数

据类型. 今后研究建议发展多模态ML模型处理来自不

同来源的数据, 提升模型对不同数据的鲁棒性. 需要注

意的是, 生态环境数据具有自身的特点, 包括非线性、

尺度性、时空异质性和系统性等. 不必在具体算法上

一味求新, 建立适合ECs数据特征的系统性研究体系

或研究框架可能更有利于ECs领域的发展.
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建议重视ECs数据的开发, 建立ECs数据共享机

制, 建立有组织的统一完善的数据库, 提升ECs研究的

数据质量. 2021年, 我国成立了“可持续发展大数据国

际研究中心”, 是全球首个以大数据服务联合国可持续

发展目标的机构. 针对生态环境问题包括ECs等, 发展

高质量数据库与应用平台势在必行. 在ECs研究中, 数
据缺乏是常见的限制因素. 然而样本量并不是越大越

好, 特征量也起着决定性的作用, 样本量与特征量之

比(sample-size to the feature-size ratio, SFR)是决定数

据集是否足以解决所定义的研究问题的重要指标. 在

数据数量上, 应满足所用数据的SFR超过10, 这被认为

是必要的. 在简单的分类问题中, SFR应大于10, 而对

于计算机视觉等更复杂问题的稳定建模, 需要更大的

SFR[108]. 由于受具体问题及使用算法的影响, 样本量

与特征量之比的标准尚未形成共识. 对于未来的研究,
在缺少具体参考依据情况下, 建议所选用数据的SFR
值应不低于10, 或者基于模型运行效果来定. 当样本

数量较小或特征数量较大时, 可以使用特征选择方法

保留重要特征, 减少噪声和计算负荷, 提高模型学习

效率. 在模型解释性方面, 使用高效的解释方法或者

其他途径, 开发具有可解释性的ML模型也是未来的

研究重点. 应该注意的是, 每个预测模型都有不同程

度的不确定性, 而它们的组合会给最终的风险评估带

来更大的不确定性. 因此, 应基于全面的毒性实验和

化学标准品的准确定量, 建立稳健的风险评估. ML也
不是万能的, 其有很多限制因素. 同其他依赖大型数据

集的建模应用程序一样, ML算法也难以避免过拟合问

题. 面对稀疏、零膨胀或高度删减的数据集, 需要仔细

图 3 (网络版彩图)机器学习在新污染物风险防控中的应用分类、优势及不足
Figure 3 (Color online) Application classification, advantages, and disadvantages of machine learning in risk prevention and control of emerging
contaminants.
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调整数据结构与所选的算法.因此,在应用ML时,丰富

的经验以及过硬的专业知识是必不可缺的. ML在真实

环境中的可验证性以及对数据的依赖性是当前研究的

重要争议点或关注点. 上述提到的ML不足, 也正是其

区别于其他分析手段的重要优势所在. ML在生态环境

领域的发展应该是在争议中不断改进、提升, 就像从

20世纪提出“图灵计算机”到当前ChatGPT一样, 科学

需要在包容中不断修正、前进.
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Application of machine learning in environmental risk identification
and control of emerging contaminants: Research progress and
challenges

HU XianGang1, WANG ZhangJia1, DENG Peng1, YU FuBo1, MU Li2,
WANG Sai3 & ZHOU QiXing1

1 Key Laboratory of Pollution Processes and Environmental Criteria (Ministry of Education), College of Environmental Science and Engineering,
Nankai University, Tianjin 300350, China;

2 Key Laboratory for Environmental Factors Control of Agro-Product Quality Safety (Ministry of Agriculture and Rural Affairs), Institute of Agro-
Environmental Protection, Ministry of Agriculture and Rural Affairs, Tianjin 300191, China;

3 State Key Laboratory of Marine Resource Utilization in South China Sea, Hainan University, Haikou 570228, China

As technology advances, an increasing number of emerging contaminants (ECs) are being generated and released into the
environment. These ECs exhibit biological toxicity and environmental persistence, posing risks to ecological systems and human
health. Consequently, many studies have focused on preventing and managing the risks associated with ECs. However, the detection
and control of EC risks in natural environments through traditional analysis methods are complex, time-consuming, and labor-
intensive. Machine learning (ML) is a data-driven research method that utilizes existing data to train models and forecast the trends of
interest. Recently, ML has been widely adopted in the identification and control of risks associated with ECs owing to its ability to
comprehend intricate parameter relationships within datasets. The integration of traditional technology and ML can reduce
computational costs and save experimental time and energy consumption by optimizing and reducing the number of experiments
required. The application of ML in addressing ECs can be categorized into several categories, such as toxicity prediction,
identification/classification, property assessment, and assisted removal. This review outlines the application of ML in addressing
various types of ECs, such as nanomaterials, microplastics, antibiotic-resistant genes, perfluoroalkyl and polyfluoroalkyl substances,
endocrine-disrupting chemicals, and persistent organic pollutants. ML can reduce the need for animal experiments in toxicity studies.
Nonetheless, there is limited data available in this field, and certain models rely on small datasets with low data quality that limit the
ML application scope. However, not all environmental problems are suitable for ML. Hence, the over-reliance on this approach is not
recommended. Complex ML models often lack interpretability, making it challenging to understand how ML generates specific
predictive outcomes. The absence of interpretability in complex ML poses a challenge in explaining and understanding the
environmental behavior and risks associated with ECs. In addition to the intricacies within ML models, the accuracy of ML models
heavily relies on the quality of the input data. Therefore, the focus should be on enhancing the quality of EC data, promoting data
sharing, establishing a comprehensive and unified database, and developing suitable frameworks for managing ECs.

machine learning, emerging contaminants, nanomaterials, antibiotics, microplastics, endocrine-disrupting
chemicals
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