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摘要 本文针对当前指代视频目标分割方法缺乏目标时空一致性建模和目标时空表征学习不足等问

题, 进行了深入的研究, 提出了基于时空层级查询的指代视频目标分割方法 (STHQ). 本文将指代视频

目标分割看作基于查询的序列预测问题,并提出两级查询机制进行目标的时空一致性建模和时空特征

学习. 在第 1 阶段, 本文提出了帧级空间信息提取模块, 该模块使用语言特征作为查询独立地和视频

序列中的每一帧在空间维度进行信息交互, 生成包含目标空间信息的实例嵌入; 在第 2 阶段, 本文提

出时空信息聚合模块,该模块使用视频级的可学习查询嵌入和第 1阶段生成的实例嵌入在时空维度进

行信息交互, 生成具有时空表征信息的视频级实例嵌入; 最后, 视频级实例嵌入线性变换为条件卷积

参数, 并和视频序列中的每一帧进行卷积操作, 生成目标的掩码预测序列. 在该领域的 3 个基准数据

集上的实验结果表明, 本文提出的 STHQ 方法超越了现有的方法, 实现了最佳的性能.
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1 引言

指代视频目标分割 (referring video object segmentation, RVOS) 旨在分割出一个视频序列中由一

段文字语言所描述的目标对象 [1]. 这个新兴的多模态任务吸引了许多研究者的关注和探究, 因为它为

人机交互提供了一个更加自然和友好的方式, 是研究跨模态视频分割大模型的基础性技术, 也是实现

“通用人工智能” 的关键技术之一 [2]. 指代视频目标分割有着广泛的应用场景, 例如在文本驱动的视

频编辑应用中, 指代视频目标分割可以根据文本提示将指代目标从背景中提取出来, 然后根据需求进

行相应的编辑. 在智慧安防应用中, 可以根据文本描述的提示来迅速检索指定的目标, 实现目标快速

的定位和跟踪. 而在机器人领域, 则可以输入文本指令指挥机器人完成对指定目标的定位和各种复杂

任务.相比于传统的依赖第一帧目标像素级标注来提供目标的先验位置信息的半监督视频目标分割任
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务 [3, 4] 和仅依靠目标对象显著性特征的无监督视频目标分割任务 [5, 6], RVOS 任务不仅要处理多样性

的语言描述和视觉内容之间的跨模态理解, 还要考虑视频任务中目标在时间维度上的动态变化, 因此

更加具有挑战性.

数据是基于深度学习的算法模型的发展基石 [7], 因此为了推动指代视频目标分割领域的发展, 研

究者们提出了多个 RVOS数据集和对应的基线模型. 例如, Khoreva等 [8] 在常用的半监督视频目标分

割数据集 DAVIS 2017 [9] 的基础上, 通过标注目标对象对应的语言描述, 构建了一个新的用于 RVOS

任务的数据集 Ref-DAVIS17, 并提出了一个联合了指代图像定位模型 [10] 和图像分割模型的 RVOS 基

准模型. Seo 等 [1] 在半监督视频目标分割数据集 YouTube-VOS 2019 [11] 的基础上, 通过标注目标对

象对应的语言描述, 构建了 RVOS 领域第一个大规模的基准数据集, 有效推动了该领域的发展. 在上

述数据集的支持下, 国内外的研究者们提出了多种 RVOS 算法模型, 并不断地刷新着性能上界. Seo

等 [1] 提出的端到端的 URVOS 模型将指代图像分割和半监督视频目标分割两种策略组合在一起, 生

成准确的目标掩码预测. 其中, 指代图像分割独立地预测每一帧的目标掩码, 而基于半监督视频目标

分割的掩码传播机制则用于确保目标在时序空间上的一致性. 然而指代图像分割生成的掩码预测质量

严重影响着 URVOS 的最终性能. Wu 等 [12] 提出在视频级特征、帧级特征和目标级特征上分别进行

跨模态语义对齐, 然后将多级特征进行融合后用于生成最终的目标掩码预测序列. 最近, 基于多模态

Transformer 架构的 RVOS 方法 [13, 14] 凭借其显著的性能优势逐渐引起了研究者的关注. 这类方法将

RVOS 任务看作是序列预测任务, 采用类似于 DETR [15] 的基于查询的 Transformer 架构 [16], 生成候

选目标预测序列, 并利用二分匹配算法建立预测序列和真值之间的关系, 从而实现对模型进行监督训

练. 其中, Botach等 [13] 提出的 MTTR架构将视觉特征和语言特征级联后输入 Transformer的编码器

中生成多模态特征, 然后将可学习的目标查询嵌入和多模态特征输入到 Transformer 的解码器中生成

包含目标信息的目标实例嵌入,这些目标实例嵌入经过掩码头部网络变换为动态卷积参数并和视频帧

特征进行卷积运算, 生成最终的目标掩码预测序列. Wu 等 [14] 则提出将语言特征作为目标查询嵌入,

在 Deformable DETR [17] 框架基础上进入跨模态交互, 生成包含目标信息的实例嵌入表征, 并也采用

条件卷积生成最终的目标掩码预测序列.

基于多模态 Transformer 的 RVOS 方法凭借其在多个数据集上优异的性能证明了将 RVOS 任务

看作基于查询的序列预测问题的优越性. 然而当前的方法 [13, 14] 为了减少模型的计算消耗均没有考虑

对视频序列的帧间一致性进行建模, 如图 1(a) 所示, 当前方法在 Transformer 中采用帧间独立的跨模

态交互, 而帧与帧之间缺乏信息的交互, 使得生成的实例嵌入缺乏目标的时空表征信息, 可能导致最

终生成的目标掩码预测在时空一致性上存在缺陷. 在本文中, 时空一致性指的是在单帧中对目标对象

的空间掩码预测在多帧的时序维度上的一致性. 因此, 如何高效地建模目标时空一致性和学习目标的

时空表征, 从而更加全面地解译视频序列中的目标信息, 提升视频目标分割结果的时空一致性和准确

性, 是当前基于 Transformer 的 RVOS 方法亟待解决的难点问题.

为了解决当前基于 Transformer 的 RVOS 方法在时空一致性建模和时空表征学习上存在的问题,

构建一个高效准确的指代视频目标分割算法框架, 本文基于多模态 Transformer 架构提出了时空层级

查询策略. 如图 1(b) 所示, 在一个端到端的架构内, STHQ 分两级逐步进行目标的时空一致性建模和

时空表征学习, 从而提升最终的视频目标分割性能. 具体来说, 在第 1 阶段, 我们提出帧级空间信息提

取模块, 使用语言特征作为目标查询嵌入独立地和视频序列中的每一帧在空间维度进行信息交互, 使

得生成的实例嵌入包含目标在空间维度上的表征信息. 在第 2 阶段, 本文提出时空信息聚合模块, 该

模块学习一个视频级的查询嵌入,并将第 1阶段生成的只具有目标空间表征信息的实例嵌入在时空维

度展开, 视频级的查询嵌入和展开后的实例嵌入在时空维度进行信息交互, 生成具有时空表征信息的
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图 1 (网络版彩图) 基于查询的指代视频目标分割算法的对比. (a) 当前已有的 RVOS 方法; (b) 本文提出的基于

时空层级查询的 RVOS 方法

Figure 1 (Color online) Comparison of query-based referring video object segmentation approaches. (a) Existing query-

based methods; (b) our proposed spatio-temporal hierarchical query-based method

视频级实例嵌入, 从而实现对目标的时空一致性建模和时空表征学习. 同时, 由于避免了目标查询嵌

入直接和图像帧在时空维度进行特征交互,而是采用分级机制选择和特征维度更小的实例表征嵌入在

时空维度进行信息交互, 从而显著减少了模型的计算负担, 提升了模型的运行效率. 最后, 视频序列中

的每一帧共享由视频级实例嵌入线性变换生成的条件卷积核,通过卷积运算生成视频序列的目标掩码

预测序列. 代码: https://github.com/LANMNG/STHQ.

本文的主要贡献可总结如下:

• 提出了一种新颖的基于时空层级查询的指代视频目标分割算法, 解决了当前基于查询和多模态

Transformer 架构的 RVOS 方法缺乏目标时空一致性建模和时空表征学习不足等问题.

• 提出了两级查询机制, 以更加高效的形式构建了先空间后时空的目标时空一致性建模和时空表

征学习体系.

• 在 3 个基准数据集上的实验结果表明本文提出的算法超越了现有方法实现了最佳性能, 证明了

算法的有效性和先进性.

2 相关工作

2.1 指代视频目标分割

指代视频目标分割是一项非常具有挑战性的跨模态任务, 相比于以精细的目标掩码作为先验信

息的半监督视频目标分割任务, RVOS 任务只能将形式灵活的语言描述作为目标的参考信息. 在指代

视频目标分割的发展初期, 研究者们常常会从不同的角度来解决 RVOS 任务. 例如, Bellver 等 [18] 将

RVOS 任务看作是指代图像分割 [19] 在视频领域的扩展, 因此直接将指代图像分割算法应用在 RVOS

任务上, 但该算法忽略了目标在时序上的一致性, 导致算法的精度较低. Khoreva 等 [8] 提出先使用指

代图像定位模型 [10] 定位出目标的边界框位置, 再在帧间增加目标边界框的时序一致性约束, 最后使

用一个分割网络对目标进行分割. Seo等 [1] 提出的 URVOS模型将指代图像分割和半监督视频目标分
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割两种方法联合在一起优化, 在指代图像分割的基础上引入了目标的时序关联性, 有助于生成准确的

目标掩码预测. 然而上述两种 RVOS 算法过于依赖图像级目标处理算法的性能, 从而导致模型的性能

依然受到限制. Wang 等 [20] 提出了一种非对称的交叉引导注意力网络来增强视觉和文本特征之间的

交互, 提升最终的分割性能. Wu 等 [12] 提出多级表征学习机制, 在视频级、图像级和目标级 3 个层级

分别进行视觉和文本的语义对齐, 最后将多级特征进行融合并生成目标预测结果. Ding 等 [21] 提出利

用文本表征作为帧间目标信息传递的桥梁, 从而实现目标的时序一致性建模. 受视频实例分割 [22, 23]

和目标检测 [17, 24] 等领域基于查询的 Transformer架构的启发, Botach等 [13] 和Wu等 [14] 将 RVOS任

务看作序列预测问题, 并提出了相应的基于查询的解决方案, 显著地提高了 RVOS 的分割性能. 其中,

Botach等 [13] 提出的 MTTR算法构建了一个多模态 Transformer架构,利用可学习的目标嵌入来检索

并保存目标对象的表征信息,然后将生成的实例嵌入转换为条件卷积核的参数并和图像特征进行卷积

运算, 生成目标掩码预测序列. Wu 等 [14] 提出的 ReferFormer 算法以语言特征作为目标查询嵌入, 从

而更加高效和准确地检索出图像帧中的目标信息. 然而上述基于多模态 Transformer 的方法在利用查

询嵌入和图像特征进行交互时采取的都是帧间独立的方式, 忽视了对目标时序上的一致性建模, 虽然

减少了计算消耗, 但缺乏帧间目标一致性建模导致的目标漂移和误判使得模型的性能下降. 因此, 本

文针对当前基于查询的 RVOS 方法在目标时空一致性建模和时空表征上的不足等问题, 提出了基于

时空层级查询的指代视频目标分割方法, 高效地建模目标的时空一致性, 充分地学习目标的时空表征,

使得模型实现了更好的视频目标分割性能.

2.2 基于查询的方法

基于查询的策略最早由目标检测算法 DETR [15] 提出, DETR 在 Transformer 的解码器中学习一

个固定数量的目标查询集合, 用来建模图像帧中目标之间的位置关系以及图像的上下文特征, 实现了

较好的目标检测性能, 并大力推动了目标检测领域的进一步发展 [17,24]. 因为基于可学习的目标查询

策略在目标特征建模上的优越性, 基于查询的策略被应用到计算机视觉的多个领域, 并取得了优异的

性能.例如, Cheng等 [25] 在通用图像分割领域提出的 mask2former框架在全景分割、实例分割和语义

分割领域都刷新了性能的最佳值; Wang等 [22] 提出的 VisTR重构了基于查询的视频实例分割新范式,

性能大幅超越了传统方法. Sun 等 [26] 提出的 TransTrack 引入目标查询来检测新增目标, 实现了多目

标视频跟踪的最佳性能. Yuan 等 [27] 提出的 PolyphonicFormer 利用目标查询建模深度和全景分割之

间关系, 在深度感知视频全景分割领域取得了更加鲁棒和优良的性能. Misra 等 [28] 提出的 3DETR 模

型则为基于点云的 3D 目标检测领域提供了新的角度和基线模型. Xu 等 [29] 提出的基于查询的可变

形混合 Transformer架构的 DeMT算法则在多任务密集预测领域实现了较好的性能.基于查询的策略

在众多领域的广泛应用表明利用查询机制建模目标的表征信息和上下文关系的有效性,因此本文延续

了基于查询的策略, 构建了时空层级查询机制, 在指代视频目标分割领域实现了更好的性能.

3 本文算法

3.1 预备知识

多头注意力模块是由文献 [16]提出的一种注意力计算模块,可以有效建模特征中元素间的全局关

系, 对于学习特征的全局表征具有重要作用, 被广泛地应用在自然语言处理和计算机视觉的各种任务
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中. 多头注意力模块的计算过程为

MultiHead(Q,K, V ) = Concat (head1, . . . ,headh)W
O, (1)

headi 的计算过程为

headi = Attention(Qi,Ki, Vi) = softmax

(
QiK

T
i√

dk

)
Vi, (2)

其中, h 为注意力头部的数量, Qi = QWQ
i , Ki = KWK

i , Vi = VWV
i . WQ

i ∈ Rdinput×dk , WK
i ∈

Rdinput×dk , WV
i ∈ Rdinput×dv 和 WO ∈ Rhdv×dinput 为可学习的参数.

多头注意力模块一般分为多头自注意力模块和多头互注意力模块. 多头自注意力模块中 Q,K, V

是经过同一个特征嵌入变换而来的, 可以相同, 而多头互注意力模块中 Q 和 K,V 可以不同.

多尺度可变形注意力模块为文献 [17]中提出的计算效率更高收敛速度更快的多头注意力模块,被

广泛应用在计算机视觉领域的多种任务中. 多尺度可变形注意力模块的计算过程为

MSDeformAttn
(
zq, p̂q,

{
xl
}L

l=1

)
=

M∑
m=1

Wm

[
L∑

l=1

K∑
k=1

Amlqk ·W ′
mxl (ϕl (p̂q) + ∆pmlqk)

]
, (3)

其中, zq ∈ RC 为查询嵌入 (Q) 中索引值为 q 的特征嵌入, p̂q 为 zq 的参考点坐标,
{
xl
}L

l=1
,xl ∈

RC×Hl×Wl 为输入的多尺度特征 (K). m 为注意力头部的总数 M 的索引, l 为输入特征总的层级数

L 的索引层级数, k 是采样点的索引. ∆pmlqk 和 Amlqk 分别为第 m 个头部的第 l 层特征中的第 k 个

采样点的位置偏移量和注意力参数, 均由 zq 线性变换生成. ϕl 为尺度调整函数. W ′
m ∈ RCh×C 和

Wm ∈ RC×Ch 为可学习的参数, 且 Ch = C/M .

多尺度可变形注意力模块也可以分为多尺度可变形自注意力模块和多尺度可变形互注意力模块.

多尺度可变形自注意力模块中特征 Q 和 K 由相同的多尺度特征变换而来, 而多尺度可变形互注意力

模块中的特征 Q 和 K 可以为不相同的特征, 但特征 K 必须为多尺度特征.

3.2 算法概览

给定一个包含 T 帧的视频序列 V = {It}Tt=1 和一段包含 L 个单词的指代目标的语言描述 E =

{el}Ll=1, 本文的模型旨在生成视频序列的每一帧中指代目标对象的掩码预测. 本文提出的 STHQ算法

的整体框架图如图 2 所示, STHQ 算法主要包含 4 个部分, 第 1 部分是特征提取模块, 图像编码器和

文本编码器分别提取图像帧特征和语言文本特征,并作为下一阶段的输入. 第 2部分是 STHQ方法中

提出的层级查询机制的第 1 阶段, 即帧级空间信息提取模块, 在该模块中, 句子级文本特征作为语言

查询嵌入和经过 Transformer 编码器编码后的图像帧特征在 Transformer 解码器中进行帧间独立的跨

模态特征交互,生成目标实例嵌入. 第 3部分为层级查询机制的第 2阶段,即时空信息聚合模块,在该

模块中, 第 1 阶段生成的目标实例嵌入输入到实例编码器中并在时空维度上进行全局特征编码, 然后

和可学习的视频级查询嵌入一起输入到实例解码器中, 生成视频级实例表征嵌入. 第 4 部分为实例序

列分割模块,视频级实例嵌入分别经过类别头部网络和掩码头部网络的线性变换后生成类别概率值和

条件卷积核的参数. 条件卷积核和第 1 阶段 Transformer编码器输出的经过特征金字塔网络的图像特

征进行卷积操作, 生成目标掩码预测序列. 在训练阶段, 经过实例序列匹配机制实现预测序列和真值

之间二分匹配, 并计算由分类损失函数和分割损失函数构成的模型总损失值, 通过梯度反向传播实现

对模型的监督训练.
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图 2 (网络版彩图) 本文提出的基于时空层级查询的指代视频目标分割算法整体框架. 在第 1 阶段, 句子级语言特

征作为帧级查询嵌入和输入的视频序列中的每一帧在 Transformer 解码器中进行独立的特征交互, 生成目标实例嵌

入. 在第 2 阶段, 实例编码器在时空维度上对实例嵌入进行编码, 输出的实例特征和可学习的视频级查询嵌入一起输

入实例解码器中, 生成视频级实例嵌入, 视频级实例嵌入经过头部网络分别生成类别概率预测和条件卷积核. 最后视

频序列中每一帧的特征和条件卷积核通过卷积运算生成目标掩码预测序列

Figure 2 (Color online) Overview of the proposed spatio-temporal hierarchical query-based referring video object
segmentation method. In the first stage, the sentence-level language feature serves as the frame query embeddings and
interacts with the frame features of the input video sequence independently, generating the instance embeddings. In the

second stage, the instance encoder encodes the instance embeddings in the spatio-temporal dimension and the output
instance feature along with the learnable video query embeddings is sent into the instance decoder to produce the video-
level instance embeddings, which is converted to produce the class probability and the kernel weights of the conditional
convolution via the head networks. Finally, the conditional convolutions are performed on the features of each frame in the

video sequence and the video-level instance embeddings, which produce the mask prediction sequence of the target object

3.3 特征提取模块

特征提取模块包含两个针对不同模态输入的编码器. (1) 视觉编码器提取视频序列中每一帧的多

尺度骨干特征 Fv = {Ft}Tt=1, Ft 包含了空间步长为 [8, 16, 32] 的多尺度骨干特征. 值得注意的是, 此

处的视觉编码器可以是 2D 的空间编码器, 比如 ResNet [30], 也可以是 3D 的时空编码器, 例如 Video

Swin Transformer [31]. 2D 的空间编码器独立地编码视频序列中的每一帧, 而 3D 编码器则在时空维度

提取视频序列中每一帧的特征. (2) 文本编码器. 本文采用已有的文本编码模型 RoBERTa [32] 来编码

输入的语言描述 E = {el}Ll=1, 分别生成句子级文本特征 F s
e ∈ R1×C 和单词级文本特征 Fw

e ∈ RL×C .

其中, 句子级文本特征 F s
e 在时空层级查询中的第一阶段中作为语言查询嵌入输入到 Transformer 的

解码器中, 而单词级文本特征 Fw
e 则在后续的特征金字塔网络中和视觉特征进行了跨模态交互.

3.4 帧级空间信息提取模块

在视频目标分割领域, 经典的 VisTR [22] 在 Transformer 的编码器和解码器中就在时空维度对图

像特征进行编解码操作, 从而实现对目标的时空一致性建模和时空表征学习. 然而这种策略会造成巨

大的资源消耗和计算负担, 导致模型的运行效率较低. 因此后续的相关工作一般会采用帧间独立编

解码 [13, 14,33], 并设计额外的模块用于增强帧间信息联系 [23, 25,34]. 为了有效降低模型的计算消耗, 本

文在时空层级查询机制的第 1 阶段设计了帧级空间信息提取模块对视频序列的图像帧进行独立的编

码和基于语言查询的特征解码. 如图 2 中 Stage 1 所示, 帧级空间信息提取模块主要包含 3 个部分,

Transformer 编码器、Transformer 解码器和一个特征金字塔网络 (feature pyramid network, FPN), 其

中, Transformer 的编码器和解码器均采用了 Deformable DETR [17] 的编码器和解码器结构, 以实现高
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图 3 (网络版彩图) 时空层级查询机制中的编码器 – 解码器结构. (a) 帧级空间信息提取模块的编 – 解码器结构;

(b) 时空信息聚合模块的编 – 解码器结构

Figure 3 (Color online) Encoder-decoder structures in the spatio-temporal hierarchical query strategy. (a) Encoder-

decoder structure of frame-level spatial information extraction module; (b) encoder-decoder structure of spatio-temporal
information aggregation module

效准确的全局像素级关系建模. 特征金字塔网络则采用了 ReferFormer [14] 中提出的跨模态特征金字

塔网络用于生成跨模态图像帧特征 Fseg =
{
f t
seg

}T

t=1
, 其中 f t

seg ∈ RH
4 ×W

4 ×Cd , H 和 W 为输入图像的

高和宽.

Transformer 编码器由 4 个相同的编码层堆叠而成, 如图 3(a) 所示, 每一层包含一个多尺度可变

形自注意力模块 [17] (multi-scale deformable self-attention module) 和一个全连接前馈网络 [16] (fully

connected feed-forward network). 图像帧的多尺度特征 Fv = {Ft}Tt=1 在输入到 Transformer 编码器前

先由 1× 1 的卷积层将通道数统一降到 C = 256, 并为每一帧的特征都加上固定的 2D位置编码. 为了

实现帧间独立并行运算, 视频图像特征将时序维度变换到了 batch 维度, 并将高度和宽度合并. 输入

的多尺度特征经过 4 个编码层的特征学习后, 编码器的多尺度特征输出 F en
frame 将作为解码器的输入

和语言查询嵌入进行解码操作.

Transformer 解码器由 4 个相同的解码层堆叠而成, 如图 3(a) 所示, 每一层包含一个多头自注意

力模块 [16]、一个多尺度可变形互注意力模块 [17] 和一个全连接前馈网络, 如图 3(a)所示. 在解码器部

分, 引入 Nl 个目标查询嵌入来表征每一帧图像中可能的目标实例, 同时视频序列中的每一帧都有着

相同的 Nl 个初始目标查询嵌入. 因为本模块以句子级文本特征作为目标查询嵌入, 因此将 F s
e ∈ RC

复制 Nl × T 份, 得到整个视频序列的目标查询嵌入 Qs
1 ∈ RT×Nl×C . Qs

1 和编码器的输出 F en
frame 一起

输入到 Transformer解码器中, 在每一层中, Qs
1 经过自注意力模块后和 F en

frame 在互注意力模块进行特

征交互, 并经过前馈网络变换后得到每一层的输出.在多尺度可变形互注意力模块中, 查询嵌入 Qs
1 和

多尺度特征 F en
frame 分别为式 (3) 中的查询嵌入 Q 和多尺度特征 K. 最后经过 4 层的解码运算得到

Nq = T ×Nl 个实例嵌入, 即 Fins ∈ RT×Nl×C .
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3.5 时空信息聚合模块

由于帧级空间信息提取模块输出的目标实例嵌入 Fins 的特征维度相较于图像特征已大幅降低,同

时目标实例嵌入中包含有语言描述所指代的目标的表征信息且没有密集图像帧特征的干扰, 因此, 在

时空层级查询机制的第 2 阶段, 提出时空信息聚合模块, 在目标实例嵌入 Fins ∈ RT×Nl×C 上以较小

的计算消耗建模目标的时空一致性和学习目标的时空表征, 并引入一个视频级目标查询嵌入和目标

实例嵌入在时空维度进行特征交互, 生成视频级的目标实例嵌入, 用以预测最终的目标掩码序列. 如

图 2中 Stage 2所示,时空信息聚合模块主要包含 3个部分,实例编码器、实例解码器和实例序列分割

模块.

实例编码器由 3 个相同的编码层堆叠而成, 如图 3(b) 所示, 每一层包含一个多头自注意力模

块 [16] 和一个全连接前馈网络. 为了实现在目标实例嵌入的时空维度进行关系建模, 在输入实例编码

器之前, 将实例嵌入的时空维度进行合并, 即 Fins ∈ RT×Nl×C 变换为 F ′
ins ∈ RTNl×C . 实例嵌入 F ′

ins

经过一个线性变换后输入到实例编码器中进行时空关系建模和目标的时空特征学习,生成目标实例特

征 F en
ins ∈ RTNl×C . 值得注意的是, 由于 T 和 Nl 均较小, 实例编码器为了学习目标的全局时空信息,

并没有采用类似于 Swin Transformer [35] 的局部窗口注意力机制来降低计算量.

实例解码器由 3 个相同的解码层堆叠而成, 如图 3(b) 所示. 然而在每一层中, 实例解码器采用了

不同于帧级空间信息提取模块的 Transformer解码器所采用的自注意力模块、互注意力模块和前馈网

络的排列顺序, 因为 Transformer 解码器的目标查询嵌入输入的是句子级文本特征, 而实例解码器中

输入的可学习的视频级查询嵌入 Qv
2 ∈ RNv×C 是随机初始化的 (Nv 为每一帧学习的目标嵌入数量),

不具有特定的特征表达能力, 先将 Qv
2 输入到自注意力模块对解码过程意义不大. 因此本文调整了自

注意力模块和互注意力模块的顺序,让视频级查询嵌入 Qv
2 先跟目标实例特征 F en

ins 在互注意力模块进

行目标解码, 交互后的查询嵌入再经过自注意力模块和前馈网络的特征变换得到解码层的输出, 经过

3 个解码层后得到最后的视频级实例嵌入输出 F v
ins ∈ RNv×C .

实例序列分割模块包含两个建立在实例解码器上的轻量级头部网络,用来进一步转换解码器输出

的视频级实例嵌入输出. 其中, 分类头部网络为一个线性变换层, 输出二元分类概率, 表明预测实例是

否为文本语言所指代且在当前帧是可见的. 掩码头部网络为 3个连续的线性层,它的输出为 3个 1×1

的条件卷积层 (conditional convolutions, CondConv)的参数 [36],其中前两个卷积层的输出通道为 8,最

后一个卷积层的输出通道为 1. 值得注意的是, 视频序列中的 T 帧共享视频级实例嵌入输出 F v
ins, 即

F v
ins 被复制 T 份得到 Nq = Nv × T 个实例嵌入序列后再输入到两个头部网络中, 从而为视频序列生

成 Nq 个类别概率序列和 Nq 条件卷积层参数 Ω = {ωi}
Nq

i=1. 由于条件卷积核是由视频级实例嵌入变换

而来的, 包含有目标对象的信息, 因此本文将条件卷积核和在第 1 阶段生成的跨模态图像帧特征 Fseg

进行卷积操作, 并上采样生成和输入图像相同尺寸的二元分割掩码序列, 过程如式 (4) 所示:

ŝi = Up
{
f̂i ~ ωi

}Nq

i=1
, (4)

其中, ωi 为第 i个条件卷积核, f̂i 为与之相对应的图像帧特征, ~表示卷积操作.将掩码预测序列按帧

间顺序划分后形成了最终的视频序列的掩码预测结果 Ŝ ∈ RT×Nv×H×W .

3.6 实例序列匹配

在时空信息聚合模块中, 本文为视频序列中的 T 帧中的每一帧都生成了 Nv 个实例预测结果, 且

保持着相同的顺序, 这使得可以将整个实例预测结果作为整体来使用实例匹配策略 [22] 对整个 RVOS
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模型进行监督训练. 令 STHQ 的预测结果为 ŷ = {ŷi}Nv

i=1, 第 i 个实例的预测结果可以表示为

ŷi =
{
p̂ti, ŝ

t
i

}T

t=1
, (5)

其中, p̂ti 是一个概率值,表明预测实例是否为文本语言所指代的目标且在第 t帧是可见的. ŝti ∈ RH×W

为预测的二元分割掩码.

由于整个视频序列中只有一个文本指代的目标对象, 因此视频序列的真值实例序列可以表示为

y = {ct, st}Tt=1, 其中, ct 为独热编码, 1 表示实例存在于第 t 帧, 否则为 0. 通过最小化式 (6) 的匹配损

失, 本文可以找到最佳的实例预测结果作为正样本, 而将其他负样本作为空类, 通过最小化总的匹配

损失实现模型的监督训练.

ŷpos = argmin
ŷi∈ŷ

Lmatch (y, ŷi) , (6)

其中,

Lmatch (y, ŷi) = λclsLcls (y, ŷi) + λmaskLmask (y, ŷi) , (7)

Lcls 是焦点损失函数 [37], Lmask 则是 DICE 损失函数 [38] 和二元掩码焦点损失函数按照 1:1 的权重组

合而成的. 匹配损失在帧间独立计算, 并按照图像帧数量进行归一化处理.

3.7 推理过程

在推理时, 由于所有的图像帧都是共享相同的帧级语言查询嵌入和视频级目标查询嵌入, 所以本

文提出的 STHQ方法可以处理任意长度的视频序列. 对于较长的视频序列,考虑到不同的运算平台的

计算资源时,可以将整个视频序列分割成多个视频片段,逐步进行处理并最后整合在一起. 给定一个视

频序列和对应的语言描述, STHQ 方法可以预测出 Nv 个实例序列, 对于每一个实例预测序列, STHQ

计算所有帧的类别概率值的平均值,并得到一个均分集合 P = {pi}Nv

i=1. STHQ方法选择出类别概率均

分最高的实例预测序列, 并选择该实例的分割掩码预测序列作为最终的分割结果.

4 实验

4.1 数据集和评价指标

数据集. STHQ方法在 3个基准数据集上实验,分别是 Ref-YouTube-VOS数据集 [1]、Ref-DAVIS17

数据集 [8]和 A2D-Sentences数据集 [39]. Ref-YouTube-VOS数据集是一个大型的 RVOS数据集,其中训

练集包含 3471个视频和 12913个语言描述,验证集包括 202个视频和 2096个语言描述. Ref-DAVIS17

数据集是在 DAVIS17 数据集 [9] 的基础上通过给目标进行语言描述标注构建而成的. Ref-DAVIS17 的

训练集和验证集分别包含 60 个和 30 个视频. 遵从文献 [13, 14] 的设定, STHQ 只采用验证集进行性

能测试.因为 Ref-DAVIS17的验证集每个目标包含 4个语言描述, 因此本文将 4个语言描述对应性能

评分的均值作为模型最后的性能评分. A2D-Sentences数据集是通过为原始的 A2D数据集 [40] 标注额

外的语言描述构建而成的. A2D-Sentences 数据集是演员动作视频集, 包含 3754 个视频, 其中 3017 个

训练集, 737 个测试集, 总共包含 6655 个关于视频中演员动作的语言描述, 每个视频中包含 3∼5 张带

有像素级标注的图像帧.

评价标准.按照标准的评价协议 [41],本文采用区域相似性 J ,轮廓精度 F 和它们的均值 J&F 作
为 Ref-YouTube-VOS 和 Ref-DAVIS17 验证集的评价指标. 其中, 由于 Ref-YouTube-VOS 没有提供验
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证集的真值标签, 因此需要将预测结果提交到官方服务器上进行性能验证. 对于 A2D-Sentences 数据

集, 本文采用 precision@K, Ovrall IoU, Mean IoU 和 mAP 作为评价指标 [42].

4.2 实现细节

模型设计. 本文尝试了不同的视觉编码器, 包括 ResNet [30], Swin Transformer [35] 和 Video Swin

Transformer [31], 而文本编码器使用的是 RoBERTa 模型 [32]. 帧间空间信息提取模块中引入的语言目

标查询嵌入的数量 Nl 和时空信息聚合模块引入的视频级目标查询嵌入的数量 Nv 默认相同, 且都设

置为 5.

训练细节. STHQ 模型的训练分为两个阶段. 在第 1 阶段, STHQ 模型在指代图像分割的数据集

上进行预训练, 使用到的数据集包括 Ref-COCO [43], Ref-COCOg [43] 和 Ref-COCO+ [44]. 为了方便表

述, 后文统一用 Ref-COCO 指代上述 3 个数据集. 在预训练阶段, 输入的图像帧数量 T = 1, 每张显

卡的批处理大小为 4, STHQ 模型训练了 10 个周期, 其中在第 6 和 8 个周期学习率乘以系数 0.1. 在

第 2 阶段, 本文针对不同的 RVOS 数据集采取了不同的微调策略. 对于 Ref-YouTube-VOS 数据集和

Ref-DAVIS17数据集,本文将预训练后的 STHQ模型在 Ref-YouTube-VOS训练集上微调 6个周期,其

中在第 3 和 5 个周期将学习率乘以系数 0.1. 微调阶段, 每张显卡的批处理大小为 1, 每个输入的视频

片段中包含 T = 5 张从同一个视频序列中随机采样的图像帧, 同时包括随机水平翻转、随机裁剪和光

度失真等数据增强策略会被应用在这些图像帧上. 所有的输入图像在被输入到模型前都会被调整尺

寸大小, 尺寸的大小区间为 [360, 640]. STHQ 模型由 AdamW 优化器 [45] 进行优化, 视觉编码器的初

始学习率设置为 5 × 10−5, 文本编码器的初始学习率设置为 1 × 10−5, 模型的其他部分的初始学习率

设置为 1× 10−4. 对于 A2D-Sentences 数据集, 本文将预训练后的 STHQ 模型在 A2D-Sentences 训练

集上进行微调, 微调策略和在 Ref-YouTube-VOS 训练集上微调的策略相同. 式 (7) 中不同损失函数的

系数分别为 λcls = 2, λmask = 5. 本文采用了辅助损失函数用于监督时空层级查询的第一阶段生成的

实例嵌入. 本文的所有实验都在同一台设备上进行, 模型的实现采用了 Pytorch 框架, 并在 4 块 A100

GPU 上进行分布式训练.

4.3 与现有方法的比较

本小节将介绍本文提出的 STHQ 方法和现有 RVOS 方法在 3 个基准数据集上的性能比较, 同时

也会对本方法中的核心模块和超参数进行消融分析.

4.3.1 Ref-DAVIS17 验证集

本小节将本文提出的 STHQ 方法和最新的 RVOS 方法在 Ref-DAVIS17 验证集上的性能进行比

较, 结果如表 1 [1, 12,14,18,21,46] 所示. 根据使用的训练数据的不同, 性能的比较分为两个部分. 当仅

使用 Ref-COCO 等指代图像分割数据集进行预训练时, 各方法在 Ref-DAVIS17 验证集上的性能比较

如表 1 上半部分所示. 本文提出的 STHQ 方法在 J&F 上实现了 53.9% 的精度, 且分别比对比方

法 ReferFormer [14] 和 MLSA [12] 高了 1.8% 和 5.7%. 由于只在指代图像分割数据集上训练而没有在

RVOS 数据集上进行微调, 因此该结果表明 STHQ 方法具有更好的泛化性. 当模型预训练并在 Ref-

YouTube-VOS 训练集上进行微调时, 各方法在 Ref-DAVIS17 验证集上的性能比较如表 1 下半部分所

示. 当骨干网络为 ResNet-50时, STHQ方法在 J&F 上达到了 59.6%的精度,比 ReferFormer提高了

1.1%. 此外, 相比于在 Ref-DAVIS17 训练集上进行了额外微调的 MLSA [12], LBSTI [21] 和 URVOS [1]

等方法, 分别高了 1.7%, 5.3% 和 8%. 当骨干网络为更强的 Swin-Large Transformer (Swin-L) [35] 和时
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表 1 本文方法和现有方法在 Ref-DAVIS17 验证集上的性能比较

Table 1 Comparison with state-of-the-art methods on Ref-DAVIS17 validation seta)b)

Method Backbone Training set J&F J F

URVOS [1] ResNet-50 Ref-COCO 44.1 41.2 47.0

RefVOS [18] ResNet-50 Ref-COCO 45.1 – –

MLSA [12] ResNet-50 Ref-COCO 48.2 45.1 51.2

∗ReferFormer [14] ResNet-50 Ref-COCO 52.1 49.2 54.9

∗STHQ ResNet-50 Ref-COCO 53.9 51.8 56.0

CMSA + RNN [46] ResNet-50 Ref-COCO+Ref-YTVOS 40.2 36.9 43.5

URVOS [1] ResNet-50 Ref-COCO+Ref-YTVOS 51.6 47.3 56.0

∗MLSA [12] ResNet-50 Ref-COCO+Ref-YTVOS 52.7 50.0 55.4

LBSTI [21] ResNet-50 Ref-COCO+Ref-YTVOS 54.3 – –

MLSA [12] ResNet-50 Ref-COCO+Ref-YTVOS 57.9 53.9 62.0

∗ReferFormer [14] ResNet-50 Ref-COCO+Ref-YTVOS 58.5 55.8 61.3

∗STHQ ResNet-50 Ref-COCO+Ref-YTVOS 59.6 56.8 62.4

∗ReferFormer [14] Swin-L Ref-COCO+Ref-YTVOS 60.5 57.6 63.4

∗STHQ Swin-L Ref-COCO+Ref-YTVOS 61.3 58.4 64.2

∗ReferFormer [14] Video-Swin-B Ref-COCO+Ref-YTVOS 61.1 58.1 64.1

∗STHQ Video-Swin-B Ref-COCO+Ref-YTVOS 61.8 59.0 64.6

a) * means no finetuning on Ref-DAVIS17 training set.

b) Bold indicates the best performance.

空编码器 Video-Swin-Base Transformer (Video-Swin-B) [31] 时, STHQ 方法在 J&F 上的精度分别为
61.3%和最高的 61.8%,并分别比相同设置下的 ReferFormer高出了 0.8%和 0.7%. 根据上述实验结果

可知, 相比于基于传统编码器 – 解码器架构的 MLSA 和 LBSTI 等方法, STHQ 和 ReferFormer 等基

于查询的方法在缺乏目标训练集微调的情况下, 依旧保持大幅的性能领先, 充分表明了基于查询的算

法在网络架构上的先进性和算法优良的泛化性.

4.3.2 Ref-YouTube-VOS 验证集

本小节将介绍 STHQ方法和最新的 RVOS方法在更为复杂的 Ref-YouTube-VOS验证集上的性能

比较. 如表 2 [1, 12∼14,21] 所示,当只使用 Ref-YouTube-VOS训练集进行训练时,以 Video-Swin-Tiny [31]

网络作为骨干网络的 STHQ方法在 J&F 上实现了 57.0%的精度,比具有相同设置的 ReferFormer [14]

和 MTTR [13] 分别高出 1.2%和 1.7%,且在单项的 J 和 F 指标上均优于对比方法. 当使用 Ref-COCO

数据集预训练和 Ref-YouTube-VOS 训练集微调时, 本文测试了多种骨干网络下的 STHQ 方法的性能

并和其他 RVOS 方法进行了比较．如表 2 所示, 当骨干网络为 ResNet-50 时, STHQ 方法在 J&F 上
的精度为 56.8%, 比相同设置下的 ReferFormer [14]、MLSA [12] 和 LBSTI [21] 等方法分别高出了 1.2%,

7.1% 和 7.4%. 当骨干网络分别为 Swin-Large, Video-Swin-Tiny 和 Video-Swin-Base 的 Transformer

网络时, STHQ 方法在 J&F 上分别实现了 63.2%, 61.3% 和最高的 63.5% 的精度, 比相同设置下的

ReferFormer 方法分别高出了 0.8%, 1.9% 和 0.6%. 上述结果表明本文提出的 STHQ 方法在不同的训

练集和骨干网络设置下均超过了当前最新的 RVOS 对比方法, 达到了最佳的性能. 同时, 相比于缺乏

目标时空关系建模和时空表征的 MTTR 和 ReferFormer 等基于查询的方法, 上述实验结果充分证明
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表 2 本文方法和现有方法在 Ref-YouTube-VOS 验证集上的性能比较

Table 2 Comparison with state-of-the-art methods on Ref-YouTube-VOS validation seta)

Method Backbone Training set J&F J F

MTTR [13] Video-Swin-T Ref-YTVOS 55.3 54.0 56.6

ReferFormer [14] Video-Swin-T Ref-YTVOS 55.8 54.8 56.9

STHQ Video-Swin-T Ref-YTVOS 57.0 55.8 58.2

URVOS [1] ResNet-50 Ref-COCO+Ref-YTVOS 47.2 45.3 49.2

LBSTI [21] ResNet-50 Ref-COCO+Ref-YTVOS 49.4 48.2 50.6

MLSA [12] ResNet-50 Ref-COCO+Ref-YTVOS 49.7 48.4 51.0

ReferFormer [14] ResNet-50 Ref-COCO+Ref-YTVOS 55.6 54.8 56.5

STHQ ResNet-50 Ref-COCO+Ref-YTVOS 56.8 55.8 57.8

ReferFormer [14] Swin-L Ref-COCO+Ref-YTVOS 62.4 60.8 64.0

STHQ Swin-L Ref-COCO+Ref-YTVOS 63.2 61.8 64.6

ReferFormer [14] Video-Swin-T Ref-COCO+Ref-YTVOS 59.4 58.0 60.9

STHQ Video-Swin-T Ref-COCO+Ref-YTVOS 61.3 59.8 62.8

ReferFormer [14] Video-Swin-B Ref-COCO+Ref-YTVOS 62.9 61.3 64.6

STHQ Video-Swin-B Ref-COCO+Ref-YTVOS 63.5 61.7 65.3

a) Bold indicates the best performance.

表 3 本文方法和现有方法在 A2D-Sentences 测试集上的性能比较

Table 3 Comparison with state-of-the-art methods on A2D-Sentences test seta)

Method Backbone
Precision IoU

mAP
P@0.5 P@0.6 P@0.7 P@0.8 P@0.9 Overall Mean

Hu et al. [47] VGG-16 34.8 23.6 13.3 3.3 0.1 47.4 35.0 13.2

ACAN [20] I3D 55.7 45.9 31.9 16.0 2.0 60.1 49.0 27.4

CSTM [48] I3D 65.4 58.9 49.7 33.3 9.1 66.2 56.1 39.9

CMPC-V [42] I3D 65.5 59.2 50.6 34.2 9.8 65.3 57.3 40.4

MTTR [13] Video-Swin-T 72.1 68.4 60.7 45.6 16.4 70.2 61.8 44.7

LBSTI [21] ResNet-50 73.0 67.4 59.0 42.1 13.2 70.4 62.1 47.2

ReferFormer [14] Video-Swin-T 82.8 79.2 72.3 55.3 19.3 77.6 69.6 52.8

STHQ Video-Swin-T 82.4 79.2 72.7 56.4 21.0 78.0 69.6 53.9

a) Bold indicates the best performance.

了 STHQ 方法提出的时空层级查询机制在目标时空建模和表征上的有效性.

4.3.3 A2D-Sentences 测试集

本小节将 STHQ 方法和最新的 RVOS 方法在 A2D-Sentences 测试集上的测试结果进行对比, 结

果如表 3 [13, 14,20,21,42,47,48] 所示. 可以看到, 本文提出的 STHQ 方法在 P@0.6 ∼ P@0.9, Ovrall IoU,

Mean IoU 和 mAP 等多项性能指标上均超越了所有的对比方法. 其中, STHQ 的 mAP 达到了 53.9%,

比采用相同骨干网络的基于查询的 ReferFormer 和 MTTR 方法分别高了 1.1% 和 9.2%, 同时性能也

大幅领先于基于传统编码器 – 解码器架构的对比方法 LBSTI, CMPC-V [42] 和 CSTM [48] 等. 上述实

验结果也证明了基于查询机制的 RVOS 算法的优越性以及 STHQ 方法提出的时空层级查询机制的有
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表 4 不同查询策略对比实验

Table 4 Comparison of different query strategiesa)b)

Strategy FLSIEM STIAM J&F J F FPS

ST-1 – – 59.9 58.5 61.3 5.4

Frame-level X – 59.0 57.5 60.4 10

STHQ X X 61.3 59.8 62.8 9.2

a) FLSIEM denotes frame-level spatial information extraction module, and STIAM means spatio-temporal information

aggregation module.

b) Bold indicates the best performance.

效性.

4.3.4 模型分析

本小节介绍对 STHQ方法的核心模块和重要超参数进行的消融分析,实验结果均为以 Video-Swin-

Tiny 为 backbone 的 STHQ 模型在 Ref-YouTube-VOS 验证集上的测试结果.

查询策略. 本文以 STHQ 为基础, 对比了 3 种不同的查询策略, 并对 STHQ 模型中的帧级空间信

息提取模块和时空信息聚合模块进行了消融实验和分析,实验结果如表 4所示. 其中, ST-1表示采用类

似 VisTR [22] 的单阶段查询策略, 即将图像帧的时序和空间维度合并到一个维度, 使得在 Transformer

的编码器阶段模型可以直接学习目标的时空特征,并在解码阶段让目标查询嵌入和目标的时空特征进

行交互解码,生成目标实例嵌入信息,然后通过和 STHQ相同的方式生成目标的掩码预测序列; Frame-

level表示 STHQ模型只使用帧间空间信息提取模块提取帧级的目标实例嵌入信息,然后利用和 STHQ

相同的条件卷积生成目标的掩码预测序列; STHQ表示基于时空层级查询策略的完整 STHQ模型. 由

于时空信息聚合模块是基于帧级空间信息提取模块设计的, 无法进行单独验证, 因此要验证时空信息

聚合模块对模型的性能, 可以通过对比完整的 STHQ 模型和 Frame-level 的模型的性能来体现时空信

息聚合模块对 STHQ 模型性能的影响. 从表 4 可知, 本文提出的 STHQ 方法在 J&F 上实现了最佳
的 61.3% 的精度, 且 FPS (frame per second) 达到了 9.2. ST-1 策略虽然在单阶段就实现了目标时空

建模和特征学习, 但图像帧特征背景复杂, 特征学习和基于查询的解码过程难度相对较大, 同时对计

算资源的消耗增多, 导致在相同的资源条件下, 模型在训练阶段使用的图像帧数 T 要比 STHQ 更小,

使得模型训练不够充分, 从而导致模型性能下降, J&F 精度比 STHQ 低 1.4%, 且模型的运行效率降

低, FPS 只有 5.4. Frame-level 在解码生成实例嵌入信息的过程中缺乏对目标时空一致性的建模和学

习, 导致 J&F 精度只有 59.0%, 比 STHQ 低 2.3%. 上述实验结果证明了本文提出的时空层级查询机

制在目标时空关系建模和时空特征学习上的有效性和优越性.

特征金字塔. STHQ 中采用了跨模态特征金字塔网络生成本文增强的高分辨图像特征, 为了探究

跨模态特征金字塔网络和标准的特征金字塔网络,即移除掉跨模态特征金字塔网络中的跨模态融合模

块对 STHQ 模型性能的影响, 本文测试了使用两种不同的特征金字塔网络时 STHQ 模型的性能, 结

果如表 5 所示. 由表 5 可知, 在使用标准特征金字塔网络时, STHQ 模型的 J&F 精度为 59.8%, 比使

用跨模态特征金字塔网络的 STHQ 模型的 J&F 精度降低了 1.5%. 这表明在特征金字塔网络中使用

文本特征作为补充信息进行跨模态融合有利于精确的目标掩码预测.

训练帧数. 本文研究了在训练时不同的视频片段帧数 T 对 STHQ 模型的影响, 实验结果如表 6

所示. 当训练帧数为 1 时, 模型在训练阶段缺乏对视频时序关系的建模和表征学习, 因此 J&F 精度
仅有 56.9%. 当训练的帧数逐渐增加时, 模型的性能也逐渐增加. 由于计算资源的限制, 实验中 STHQ
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表 5 不同特征金字塔设置的对比实验

Table 5 Comparison of different FPN settinga)

Setting J&F J F

Standard FPN 59.8 58.2 61.4

Cross-modal FPN 61.3 59.8 62.8

a) Bold indicates the best performance.

表 6 不同训练帧数的对比实验

Table 6 Comparison of different training framesa)

Frame J&F J F

1 56.9 55.4 58.4

3 58.4 57.0 59.8

5 61.3 59.8 62.8

a) Bold indicates the best performance.

表 7 不同目标查询数量的对比实验

Table 7 Comparison of different object query numbersa)

Query J&F J F

1 60.4 59.0 61.9

3 60.9 59.4 62.4

5 61.3 59.8 62.8

7 61.0 59.5 62.4

a) Bold indicates the best performance.

表 8 不同文本编码器训练设置的对比实验

Table 8 Comparison of various text encoder training settingsa)

Pretraining Finetuning J&F J F

Frozen Frozen 59.3 57.8 60.8

Frozen Not Frozen 59.8 58.2 61.4

Not Frozen Frozen 60.3 59.1 61.5

Not Frozen Not Frozen 61.3 59.8 62.8

a) Bold indicates the best performance.

可以设置的最大训练帧数为 5, STHQ 的精度达到了最佳的 61.3%.

目标查询数量. 本文开展了多个实验来分析不同的目标查询数量对算法结果的影响, 测试了当目

标查询数量分别为 1, 3, 5, 7时 STHQ的精度,实验结果如表 7所示. 由表 7可知, 由于图像帧特征复

杂的背景和目标不断变化的位置关系, 当目标查询嵌入的数量为 1 时, 对目标的表征和上下文信息学

习不够充分, 使得 J&F 精度仅为 60.4%, 当目标嵌入数量逐渐增长到 5 时, STHQ 模型的 J&F 精度
达到了最佳的 61.3%, 比目标查询嵌入的数量为 1 时 J&F 精度提升了 0.9%. 而当目标查询嵌入的数

量增加到 7 时, 模型的精度开始下降, 说明目标嵌入数量为 5 时, STHQ 模型对于目标的表征和上下

文学习达到了最佳的状态, 因此本文为了达到最佳的精度, 默认 STHQ 的目标查询数量为 5.

文本编码器训练设置.当前基于查询的方法在模型的训练阶段对于文本编码器的训练设置各不相
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Query: a person in yellow with a black helmet

(a1)

(b1)

Query: a plant being fed to a giraffe

(a2)

(b2)

Query: a brown and black rabbit is sitting on a scale to the left of a person

(a3)

(b3)

Query: a person wearing a black and grey hoodie with white sleeves in front of the wooden table

(a4)

(b4)

(1) (2) (3) (4) (5) (6)

图 4 (网络版彩图) STHQ 和 ReferFormer在 Ref-YouTube-VOS 验证集上的可视化结果对比图. (a1)∼(a4)

ReferFormer 的可视化效果图, (b1)∼(b4) STHQ 的可视化效果图. Query 为目标描述语句. (1) 初始图像帧,

(2)∼(6) 视频序列指代目标的分割结果

Figure 4 (Color online) Comparison of STHQ and ReferFormer visualization results on Ref-Yube-VOS validation set.
(a1)∼(a4) Visualization results of ReferFormer, and (b1)∼(b4) visualization results of STHQ. Query is the description
language of the target object. (1) Initial frame and (2)∼(6) segmentation results of the referring object in the video
sequence

同, 如 MTTR 的文本编码器参数不参与模型的训练, ReferFormer 的文本编码器只参与预训练阶段的

训练而不参与微调阶段的训练. 考虑到 Ref-COCO 数据集和 RVOS 数据集语言表述的特性以及和视

频序列的相关性, 为了研究不同的文本编码器训练设置对 STHQ 模型的影响, 本文测试了多种训练

设置组合的性能, 结果如表 8 所示. 由表 8 可知, 当文本编码器的参数在预训练和微调阶段均参与更

新时, STHQ 的 J&F 精度达到了最佳的 61.3%, 而当文本编码器不参与模型训练而只使用预加载的

参数进行特征提取时, STHQ 的 J&F 精度仅为 59.3%, 比两阶段参数均更新的 STHQ 模型精度降低

了 2%. 只在预训练阶段和只在微调阶段进行文本编码器参数更新的 STHQ模型的 J&F 精度分别为
60.3% 和 59.8%, 均比不更新文本编码器参数的模型精度高. 上述实验结果证明将文本编码器在新的

语料库上进行参数更新是有效的, 且在预训练和微调阶段均进行参数更新的精度最佳.
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4.3.5 可视化结果

图 4 展示了本文提出的具有目标时空表征能力的 STHQ 方法和缺乏目标时序关系建模和表征的

ReferFormer 方法的可视化效果对比图. 图 4(a1) 和 (b1) 的比较中, 图 4(a1) 中 ReferFormer 直接预

测了错误的目标, 而图 4(b1) 中 STHQ 的预测结果不仅预测正确, 且在遮挡场景和细节等方面表现良

好. 图 4(a2) 和 (b2) 的比较则显示 STHQ 方法对细小目标的预测效果要优于 ReferFormer. 图 4(a3)

和 (b3)以及图 4(a4)和 (b4)的可视化结果比较则显示 ReferFormer的目标分割在时序上缺乏一致性,

在视频序列后期会出现预测错误目标的情况, 而 STHQ 则能很好地在时序上分割同一个目标, 展现了

STHQ 在目标时空一致性和时空表征上的优异性能.

5 结论

本文针对当前指代视频目标分割方法在目标时空一致性建模和时空表征学习中存在的问题,提出

了一种基于时空层级查询的指代视频目标分割方法 STHQ.通过帧级空间信息提取和时空信息聚合两

个阶段的渐进式目标关系建模和表征学习, 生成了视频级的目标实例表征嵌入, 并通过和图像帧特征

进行条件卷积生成最终的目标掩码预测序列. 提出的 STHQ 方法在 RVOS 领域的 3 个基准数据集上

和现有的 RVOS 方法进行了性能比较, 精度超越了现有的方法, 证明了 STHQ 方法的优越性. 开展的

消融实验也验证了所提出的时空层级查询机制的有效性. 未来, 我们将探究更为高效的目标时空建模

和表征方式以及多模态预训练在 RVOS 任务上的有效性, 以进一步提升性能.
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Spatio-temporal hierarchical query for referring video object
segmentation
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Abstract In this paper, we propose a spatio-temporal hierarchical query-based referring video object

segmentation (RVOS) method, called STHQ, to address the problems of lack of spatio-temporal consistency

modeling and insufficient learning of spatio-temporal representation of the target in existing RVOS methods. We

view the RVOS task as a query-based sequence prediction problem, and propose a two-level query mechanism for

spatio-temporal consistency modeling and feature learning of the target. In the first stage, we devise the frame-

level spatial information extraction module, which adopts language features as the query to interact independently

with each frame of the video sequence in the spatial dimension, and generate instance embeddings containing

spatial information about the target. In the second stage, we propose a spatio-temporal information aggregation

module. The module uses the video-level learnable queries to interact with the instance embeddings generated in

the first stage in the spatio-temporal dimension, and produces the video-level instance embeddings with spatio-

temporal representation information. Finally, the video-level instance embeddings are linearly converted into the

parameters of conditional convolution, which is used to perform convolution with the features of each frame in

the video sequence and generate the mask prediction sequence of the target. The experimental results on three

benchmarks show that our proposed STHQ outperforms the existing approaches and achieves state-of-the-art

performance.

Keywords referring video object segmentation, spatio-temporal consistency modeling, spatio-temporal feature

learning, cross-modal feature interaction, Transformer
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