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摘要 近年来, 文本引导的扩散模型在图像生成领域取得了显著进展, 同时也带来了隐私泄露及有
害内容生成等伦理问题. 针对这些挑战, 现有方法通常依赖对齐机制, 即通过预定义的擦除参考对预
训练模型权重进行微调. 然而, 此类方法存在两方面不足：首先, 其受限于文本空间的表征能力, 对
预定义的擦除参考高度依赖; 其次, 在执行概念擦除时, 模型效用可能受到显著影响. 针对上述问题,
本文提出 ‘浅遗忘’ 概念, 其核心思想是通过解耦不期望概念中的关键擦除组件实现选择性遗忘. 具
体而言, 浅遗忘包括组件提取与遗忘微调两部分组成. 首先, 在交换解缠策略的监督下预训练组件提
取模块, 将概念嵌入分解为不同类型的组件; 随后, 通过微调模型权重, 选择性地移除关键擦除组件,
同时保留非关键组件, 从而在高效遗忘不期望内容的同时尽可能保持模型性能. 大量实验证明, 浅遗
忘能够更好地平衡概念擦除效果与模型性能保持之间的关系.
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1 引言

近年来, 文本到图像生成技术 [1∼3], 尤其是文本引导的扩散模型 [4∼6], 在图像合成质量和效率
方面取得了显著突破 [7∼10]. 这些技术已广泛应用于数字艺术创作、媒体内容生成以及医疗健康等
领域 [11∼14]. 然而, 在大规模预训练过程中, 文生图模型不可避免地继承了数据集中的偏差及敏感
信息, 从而带来一系列伦理风险, 包括版权侵权、隐私泄露和有害内容生成 [15∼18]. 针对这些问题,
已有研究提出了基于重训练的改进方法, 例如安全隐式扩散技术 [19], 以有效抑制不当内容生成.
不同于模型的完整重训练, 机器遗忘技术 [20∼22] 旨在通过有目标或无目标的微调方式 [23], 在

有限的资源开销下实现对生成内容中不期望效果的抑制. 具体而言, 无目标微调方法主要通过对生
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成模型的注意力模块权重进行修改, 使模块在特征提取过程中对不期望概念相关的信息响应显著降
低. 有目标微调方法 [24] 的核心思想是将模型对不期望概念的预测引导至预定义的文本或语义锚点.
例如,可以采用空提示 [25]、更高层级的广义概念类别 [26]、由文本提示部分嵌入构成的表示 [24,27],
以及多个文本嵌入的加权组合 [28].
尽管近年来针对扩散模型的遗忘技术已取得一定进展 [29∼31], 在概念擦除过程中, 目标锚点选

择不当或误移除有效语义特征时, 模型效用仍可能受到显著削弱 [32∼35]. 针对这一挑战, 本文关注
的核心问题是：如何对不期望概念的关键擦除组件进行有效解耦并加以移除. 这一问题的核心思想
是能否通过仅移除这些关键组件, 同时保留其他部分, 以在实现概念遗忘的同时尽量减轻擦除操作对
模型整体性能的影响.
为此, 本文提出浅遗忘概念及其相应的实现框架, 其核心包括组件提取模块和交换解缠策略. 不

同于以遗忘恢复难度和遗忘泛化能力为主要研究目标的深遗忘方法, 浅遗忘更加关注在概念擦除过
程中对模型整体性能的保持. 具体而言, 本文首先形式化地定义关键擦除组件的识别与移除范式; 随
后设计组件提取模块, 并结合交换解缠策略构建相应的监督目标. 在交换解缠策略的引导下, 组件提
取模块能够在预训练阶段将不期望概念的嵌入有效分解为多种类型的组件. 最后, 浅遗忘利用预训
练好的组件提取模块识别并移除关键擦除组件, 并通过微调模型权重实现概念擦除. 同时, 该过程最
大限度地保留与不期望属性无关的信息, 从而在保证概念移除有效性的同时维持模型整体性能.
本文的主要贡献如下：（1）设计组件提取模块与交换解缠策略, 实现对概念嵌入的有效分解与关

键擦除组件的准确识别, 并在此基础上提出相应的关键组件移除方法;（2）提出浅遗忘概念, 并构建
基于关键组件移除的实现范式, 在实现高效概念擦除的同时, 最大限度降低对模型整体性能的影响;
（3）在多个基准数据集上的实验验证了浅遗忘方法的有效性, 实验结果表明, 该方法在实现概念擦除
的同时, 能够更有效地保持模型整体性能.
本文的章节安排如下: 第2节系统回顾了扩散模型遗忘学习的最新研究进展; 第3节详细阐述了

所提出的浅遗忘技术框架及其核心方案; 第4节通过系统实验验证了浅遗忘方法在概念擦除效果及模
型整体性能保持方面的有效性; 最后, 第5节对全文进行总结, 并展望未来的研究方向.

2 相关工作

近年来, 扩散模型在文本到图像生成任务中取得了显著进展, 能够根据不同的文本提示合成高质
量的图像 [36,37]. 相较于生成对抗网络, 扩散模型通过逐步将高斯噪声转化为结构化的视觉内容, 在
生成稳定性方面表现更为突出 [38∼40]. 目前, 该类模型已广泛应用于风格迁移 [41]、图像修复 [42]
以及超分辨率重建 [43, 44] 等任务, 表现出良好的任务迁移能力. 然而, 相关技术的发展也引发了安
全、隐私与伦理方面的担忧 [44, 45], 尤其是在生成不适宜内容（Not Safe For Work, NSFW）或受
版权保护的素材 [46, 47], 促使研究者关注模型层面的概念擦除与机器遗忘问题.

为在无需完全重新训练的情况下实现对特定数据的选择性遗忘, 机器遗忘技术 [48∼50] 提供了
一种有效途径. Liu 等人 [51] 从对抗性视角提出了“最坏情况遗忘集”, 在上层优化过程中通过放大
遗忘难度来模拟最坏情况, 并在下层执行常规训练与遗忘操作, 从而在数据影响消除与模型性能保持
之间取得平衡. 与之不同, Kwok 等人 [52] 利用隐性概念的内在几何特征, 将其空间信息融入文本提
示中, 从而引导模型主动识别并解耦不期望概念, 并在生成阶段有效抑制隐性概念带来的干扰.
早期针对扩散模型的机器遗忘研究主要依赖对预训练模型权重的直接微调, 通过改变模型内部

参数以削弱或消除其对特定概念的生成能力 [48, 53, 54]. FMN（Forget-Me-Not）[55] 是最早针对文
本到图像扩散模型提出系统化概念遗忘框架的研究之一, 其通过最小化注意力图中与目标概念相关
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的激活响应, 实现对不期望概念的抑制. ESD [56] 进一步通过微调扩散模型中的噪声预测网络, 引入
负引导信号, 使生成过程在参数空间中偏离目标概念, 从而在权重层面实现概念消除. 针对多概念同
时遗忘的需求, SepME [15] 提出了一种可分离的概念擦除建模方式. 该方法将不同概念的遗忘过程
表示为独立的参数更新方向, 并通过约束各更新方向在参数空间中近似正交, 以降低多概念擦除过程
中相互干扰的风险. 上述方法在概念消除效果方面表现较为直接, 但普遍需要对模型权重进行较大
幅度的更新, 可能对模型整体性能和泛化能力产生影响. 因此, 也有部分研究通过构建保留概念集合
来增强模型的效用保持能力 [48, 57,58], 其方法表现受到保留概念集合质量的显著影响.

随着对参数效率和模型迁移能力关注的提升, 研究者逐渐提出在不直接修改主模型权重的前提
下, 通过引入轻量级可训练结构实现概念遗忘. 该类方法通常通过插入适配器模块或低秩参数来实现
对特定概念的调控, 具有较好的可移植性和训练效率. MACE [16] 采用 LoRA（Low-Rank Adapta-
tion）等轻量级适配器结构,对扩散模型中的跨注意力层进行独立调节,在提高擦除稳定性的同时,有
效缓解了对无关概念生成能力的影响. AGE [59] 将概念空间建模为图结构, 在概念擦除过程中动态
选择更优的擦除目标, 而非使用固定的空提示, 从而在一定程度上降低了对其他概念的副作用.
除基于微调与适配器的方法外, 部分研究关注无需训练或训练成本较低的概念遗忘策略. RECE

[60] 通过闭式解推导新的目标文本嵌入, 并结合正则化约束以对齐无害概念, 从而实现快速、高效的
概念擦除. 该类方法通常具有较低的计算开销, 适合对模型进行快速调整, 但其遗忘效果和稳定性仍
有待进一步验证. ACE [61] 提出一种基于交叉零空间投影的概念编辑方法, 通过将目标概念扰动投
影至常规语义的零空间, 在擦除不期望概念的同时尽量保持生成语义一致性与图像质量. 该方法侧
重于通过构造投影空间抑制不期望概念, 而非从模型内部语义组合结构中识别并剥离关键语义组件;
同时, 其效果在一定程度上依赖于预定义的保留语义空间.
近年来, 研究者逐渐认识到, 仅通过生成结果观察难以全面评估概念遗忘的真实效果. Unlearn

Concealment [62] 提出了概念检索得分和概念置信度得分等评估指标, 指出部分方法可能仅在推理
阶段对目标概念进行遮蔽, 而未能从模型知识表示空间中实现真正删除. UnErasing [63] 对多种概念
擦除方法的效果及其可逆性进行了系统分析, 发现多数现有方法仍可能通过逆向提示或对抗性操作
恢复已被遗忘的概念, 揭示了当前方法在安全性和鲁棒性方面的不足. 针对上述问题, 部分研究提出
多种评估协议 [64∼66] 以及对抗训练策略 [18, 48], 以提升概念遗忘方法在复杂场景下的鲁棒性. 然
而, 在追求更强遗忘效果的同时, 这类方法仍可能对模型整体生成能力造成一定程度的影响, 尤其在
高安全性需求的应用场景中, 该问题尤为突出.
本文提出的浅遗忘方法不仅要求实现高效概念擦除, 而且期望最大限度地减轻遗忘过程对模型

整体效用的影响. 不同于现有方法通常将不期望内容作为整体遗忘目标 [67∼69], 浅遗忘方法认为不
期望概念的表示中同时包含通用语义信息与不期望属性成分. 基于这一认识, 本文从不期望概念的
嵌入表示中识别并分离对擦除起关键作用的组件, 在保留通用语义结构的前提下, 对不期望属性进行
针对性干预. 通过对关键组件的精细化擦除与对一般语义信息的显式保留, 该方法在实现高效概念
擦除的同时, 有效维持了模型的整体生成能力与性能稳定性.

3 提出方法

3.1 基础知识

给定概念嵌入 e 以及视觉噪声 z ∼ N (0, I), 定义映射函数 ft(e, z; θ) : E × Z → X , 用于表示时
间步 t ∈ {1, . . . , T} 下扩散模型的预测结果. 机器遗忘技术的目标函数通常同时包含两部分：一是对
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不期望概念 cu（其嵌入为 eu）的生成进行擦除, 二是维持保留概念 cn ∈ CRCs（其嵌入为 en ∈ ERCs）
的生成质量, 其整体优化目标可表示为：

min
θop

Ez∈ZD

[
∥ft(eu, z; θop)− ft(ep, z; θ0)∥2 +

∑
en∼ERCs

∥ft(en, z; θop)− ft(en, z; θ0)∥2

]
, (1)

其中, θ0 表示预训练模型的参数, θop 表示待优化的模型参数, 并以 θ0 作为初始值. ZD 表示从视觉
数据集中采样得到的噪声分布. ep 表示用于引导概念 cu 擦除过程的预定义目标锚点. 上式左侧项用
于引导模型对概念 cu 的生成结果进行调整, 右侧项旨在维持模型的整体性能.
公式（1）中右侧正则项的实际保留效果在很大程度上依赖于保留概念集合 CRCs 的选取质量,不

同概念集合的设置往往会导致显著差异的模型效用保持结果. 为降低保留概念集合选择对后续分析
的影响, 本文仅采用空提示（其嵌入表示为 e∅）作为保留概念 en, 形成基础的参考漂移抑制项：

LRDS = Ez,t

[
|ft(e∅, z; θop)− ft(e∅, z; θ0)|2

]
. (2)

此外, 已有研究表明, 目标锚点 ep 与不期望概念嵌入 eu 在语义空间中的初始距离与模型效用保持
能力呈显著负相关关系 [70]. 因此, 本文主要探讨在概念擦除过程中, 是否可以通过合理构造目标候
选 f t

cand, 在保证概念擦除有效性的同时, 最大限度地保持模型整体效用. 为实现上述目标, 本文从不
期望概念的内部表示出发, 直接对目标候选进行构造, 即在移除不期望属性成分的同时尽量保留其一
般语义信息. 基于这一思路, 目标候选的选取不再依赖于显式的保留概念集合, 其约束条件可表述为
如下范式约束：

Φ
(
ft(eu, z; θ0), f

t
cand

)
≪ Φ

(
ft(eu, z; θ0), ft(ep, z; θ0)

)
, s.t. arg max g(f t

cand) ̸= ℓu, (3)

其中, Φ(·, ·) 表示用于度量特征差异的距离函数. 结合公式（1）, 本文在实现中将 Φ(·, ·) 具体设定为
ℓ2 范数. 此外, arg max g(f t

cand) 表示固定分类器 g(·) 对候选特征 f t
cand 的预测标签索引, 而 ℓu 表示

概念 cu 对应的真实标签索引.

3.2 擦除关键组件的移除范式

为构造满足式 (3) 的候选项 f t
cand, 本文引入潜在差异 ∆f t,θ

u ≜ ft(eu, z; θ) − ft(e∅, z; θ), 用于刻
画不期望概念 cu 对生成结果所引入的差异, 其中 e∅ 表示空提示对应的嵌入向量. 首先对 ∆f t,θ

u 进
行分解, 将其划分为若干具有可解释性的子组件; 随后, 仅对其中与概念擦除最为相关的关键组件进
行替换. 在形式化定义上, 引入一个分解算子 T : X → XM , 用于将潜在差异 ∆f t,θ

u 映射为 M 个相
互独立的组件.

∆f t,θ
u =

M∑
j=1

T (∆f t,θ
u )j . (4)

令 k ∈ {0, . . . ,M} 表示被擦除关键组件的索引, 则候选特征 f t
cand 可进一步表述为：

f t
cand = ft(eu, z; θ0)− T (∆f t,θ0

u )k + T new
k . (5)

式 (5)表明, 用于表征概念 cu 的关键组件 T (∆f t,θ0
u )k 被替换为新的组件 T new

k . 结合式 (5)与式 (3),
分解算子 T 及可优化的模型参数 θop 应满足以下条件：∥∥T new

k − T (∆f t,θ0
u )k

∥∥
2
≪ ∥ft(eu, z; θ0)− ft(ep, z; θ0)∥2 , s.t., arg max g(f t

cand) ̸= ℓu. (6)
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图 1 组件提取模块（CEM）
Figure 1 Component Extraction Module (CEM)

通常情况下, 目标锚点 ep 在特征空间中相较于空提示嵌入 e∅ 更接近于 eu：

∥ft(eu, z; θ0)− ft(ep, z; θ0)∥2 ⩽ ∥ft(eu, z; θ0)− ft(e∅, z; θ0)∥2 = ∥∆f t,θ0
u ∥2. (7)

因此, 公式（6）对应的条件可进一步简化为如下形式：∥∥T new
k − T (∆f t,θ0

u )k
∥∥
2
≪ ∥∆f t,θ0

u ∥2, s.t., arg max g(f t
cand) ̸= ℓu. (8)

3.3 学习提取关键组件

本小节介绍分解算子 T (·)的构建方法,主要包括组件提取模块（Component Extraction Module,
CEM）和交换解缠策略（Swap Disentangling Strategy, SDS）的设计. 其中, 组件提取模块用于将概
念表示分解为若干不同的组件, 而交换解缠策略用于约束各组件分别对应特定的语义类型. 经过预
训练后, 组件提取模块被用作分解算子 T (·).
在组件提取模块中, 编码器（CEM-E）首先将输入 ∆f t,θ0

u 压缩为若干组特征向量; 而解码器
（CEM-D）则基于这些向量对输入进行重构, 其过程可形式化表示如下：

fout = CEM-D
(
CEM-E

(
∆f t,θ0

u

))
.

组件提取模块的整体结构如图 1 所示. 解码器 CEM-D 对多种不同的组件进行重构, 并将各组
件重构内容相加得到 fout. 其中, fout 期望能够近似输入 ∆f t,θ0

u . 尽管组件提取模块能够有效分解输
入特征, 但其无法显式指定每个分解组件所对应的类型. 这一局限性引出了如下关键问题：如何对组
件类型进行有效约束, 并识别出与不期望概念 cu 关联最强的组件类型? 从经验角度来看, 在文本引
导的扩散模型中, 与 cu 强相关的特征通常对视觉扰动具有较强的鲁棒性, 同时对文本变化保持较高
的敏感性. 基于上述假设, 可以将组件类型划分为以下四类：

- VrTr: 视觉鲁棒且文本鲁棒;
- VrTs: 视觉鲁棒且文本敏感;

Acc
ep

te
d

 https://www.sciengine.com/doi/10.1360/SSI-2025-0408



赵梦楠等 中国科学 :信息科学 在审文章 6

C
EM

-E

C
EM

-D
C

EM
-D

Swap

Visual Sensitive
Text Robust

Noise 
Augment

: Path for Calculating Loss

Align
A

lign
A

lign

Visual Robust
Text Sensitive

Visual Robust
Text Robust

Shared

Visual Sensitive
Text Sensitive

图 2 所提出的交换解缠策略（SDS）作用于表示 ∆f t,θ0
u . SDS 首先利用视觉与文本噪声对 ∆f t,θ0

u 进行增强, 然
后通过交换 CEM 编码器的输出, 设计相应的对齐损失, 强制分离出特定风格的组件.
Figure 2 The proposed Swap-based Disentanglement Strategy (SDS) operates on the representation ∆f t,θ0

u .
Specifically, SDS first enhances ∆f t,θ0

u with visual and textual noise, and then enforces the separation of style-
specific components by swapping the outputs of CEM-E and introducing an alignment loss.

- VsTr: 视觉敏感且文本鲁棒;
- VsTs: 视觉敏感且文本敏感.
为了使组件提取模块分解得到的各组件均表现为特定类型, 本文引入交换解缠策略, 其具体流程

如图 2 所示. 交换解缠策略首先构造两种扰动变体：
- 视觉扰动变体:

∆f t,ξz
u = ft(eu, z

′; θ0)− ft(e∅, z
′; θ0), s.t., z

′ ∼ N (0, I) , z′ ̸= z. (9)

- 文本扰动变体:

∆f t,ξe
u = ft(e

′
u, z; θ0)− ft(e∅, z; θ0), s.t., e

′
u ← eu + β noise ∥eu∥2 , noise ∼ N (0, I). (10)

给定原始输入与扰动变体（∆f t,θ0
u 、∆f t,ξz

u 与 ∆f t,ξe
u ）, 可进一步通过 CEM-E 提取不同输入的

组件嵌入. 设编码器 CEM-E : X → R4×d , 其将输入映射为 4 类组件嵌入.

Eori : [e1ori, e2ori, e3ori, e4ori] = CEM-E(∆f t,θ0
u ),

Evn : [e1vn, e2vn, e3vn, e4vn] = CEM-E(∆f t,ξz
u ),

Etn : [e1tn, e2tn, e3tn, e4tn] = CEM-E(∆f t,ξe
u ).

(11)

对于组件分解, 本文期望 E∗ 中的各个组件能够分别对应 VrTr, VrTs, VsTr, 和 VsTs 四种类型. 为实
现上述目标, 本文对来自不同输入的组件进行交互组合, 并引入相应的解缠约束, 以学习相互分离的
视觉鲁棒组件和文本鲁棒组件.

- 学习视觉鲁棒组件 (VrTr/VrTs):

Lswap1 = ∥CEM-D([e1:2vn , e3:4ori ])− CEM-D(Eori)∥2 +
∥∥CEM-D([e1:2ori , e3:4vn ])− CEM-D(Evn)

∥∥
2
.

- 学习文本鲁棒组件 (VrTr/VsTr):

Lswap2 =
∥∥CEM-D([e1,3tn , e2,4ori ])− CEM-D(Eori)

∥∥
2
+
∥∥CEM-D([e1,3ori , e

2,4
tn ])− CEM-D(Etn)

∥∥
2
.
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图 3 遗忘擦除关键的组件

Figure 3 Unlearn erasure-critical components

完整的训练损失函数由重构保真度项与解缠约束项共同构成：

min
θT
LSDS, LSDS = Lrec + α (Lswap1 + Lswap2) , (12)

其中, θT 表示分解算子的可学习参数, α 为各损失项之间的平衡系数, 重构保真度项 Lrec 定义为：

Lrec = ∥CEM-D(Eori)−∆f t,θ0
u ∥2 + ∥CEM-D(Evn)−∆f t,ξz

u ∥2 + ∥CEM-D(Etn)−∆f t,ξe
u ∥2.

3.4 学习遗忘关键组件

本小节利用基于 LSDS 预训练的组件提取模块 CEM 作为分解算子 T (·), 并详细说明如何构建
满足公式（8）的分解项 T new

k .
为避免显式执行遗忘步骤（例如公式（1）中的对齐过程）, 本文希望在计算 T new

k 的过程中直
接获得微调后的模型, 即令微调模型的预测 ft(eu, z; θop) 直接作为 f t

cand. 结合公式（5）, 可得：

T new
k = ft(eu, z, θop)− ft(eu, z; θ0) + T (∆f t,θ0

u )k =
∑
j,j ̸=k

[T (∆f t,θop
u )j − T (∆f t,θ0

u )j︸ ︷︷ ︸
dj

] + T (∆f t,θop
u )k.

(13)
为降低微调过程对整体模型性能的影响, 约束

∑
j,j ̸=k dj ≈ 0, 从而有

T new
k ≈ T (∆f t,θop

u )k.

对 θop 的优化目标可形式化表示为：

min
θop

(Lop + κ · LRDS), s.t., d1 ⩽ η∥∆f t,θ0
u ∥2, whereLop = λ

∑
j∈JRetain

dj︸ ︷︷ ︸
Preservation

−d1︸︷︷︸
Erasure

. (14)
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其中, κ 用于平衡遗忘强度和模型整体效用的保留程度. JRetain = {0, 2, 3} 表示在擦除过程中需要保
留的组件集合, 对应于 VrTr、VsTr 和 VsTs 三类组件. 负的 d1 项驱动 VrTs 组件偏离其原始表示, 从
而实现高效的概念擦除. 通过调整超参数 η, 可以在实践中找到同时满足公式（8）中两项约束的取
值范围. 具体而言, 当 η 取值足够小时, 可强制满足

∥∥T new
k − T (∆f t,θ0

u )k
∥∥
2
≪ ∥∆f t,θ0

u ∥2; 而当 η 取
值逐渐增大时, 即微调过程中对概念擦除的强度提高, 可进一步保证 arg max g

(
f t
cand

)
̸= ℓu. 完整

的优化流程如图 3 所示.
算法的具体实现细节如算法 1 所示.

算法 1 提出的浅遗忘算法
输入: 不适当概念嵌入 eu, 空概念嵌入 e∅, 视觉噪声 z, 带有可优化参数 θop 的扩散模型 f(·)（初始化为 θ0）, 用于优化 θop 的最大迭
代次数 Mop, 用于训练 CEM(·; θCEM) 的最大迭代次数 MCEM

1: 定义 ∆f t,θ
u ← ft(eu, z; θ)− ft(e∅, z; θ)

2: 阶段 1：在 SDS 的监督下训练 θCEM

3: for i← [1,MCEM] do
4: //构造视觉与文本扰动的输入:
5: 从 N (0, I) 中采样 z, z′, 并保证 z ̸= z′, 根据公式（9）计算 ∆f t,ξz

u

6: 从 N (0, I) 中采样与 eu 形状相同的噪声向量 noise
7: 计算 e′

u ← eu + β noise ∥eu∥2, 并根据公式（10）计算 ∆f t,ξe
u

8: //利用 CEM 分解原始、视觉扰动以及文本扰动输入的组件:
9: 根据公式（11）计算 Eori, Evn, Etn

10: //通过 SDS 学习各组件的类型
11: 交换组件并计算 Lswap1,Lswap2,Lrec

12: 通过最小化 LSDS 更新 θCEM

13: end for
14: 阶段 2：关键组件遗忘
15: for i← [1,Mop] do
16: 在固定的 θCEM 条件下, 根据公式（13）计算 di

17: if d1 ⩾ η ∥∆ft,θ0
u ∥2 then

18: 跳出当前循环;
19: end if
20: 计算参考漂移抑制项：LRDS = Ez,t [∥ft(e∅, z; θop)− ft(e∅, z; θ0)∥2]
21: 通过最小化 Lop + LRDS 更新 θop

22: end for
输出: 微调后的模型参数 θop

4 实验结果

4.1 实验设置

细节. 根据已有研究 [62,71,72], 本文基于稳定扩散模型（Stable Diffusion, SD) [73] 展开实验分
析, 采用 SD-v1.4 和 SD-v2 两个版本. 优化过程使用 Adam 优化器, 其中用于更新 θCEM 和 θop 的
学习率分别设置为 1e-4 和 1e-5, θop 表示交叉注意力模块的参数. 超参数设置如下：公式 (10) 中的
η 取值为 0.03, 公式 (12) 中的 α 取值为 100, λ、γ 和 β 均设置为 10, MCEM 设置为 500, Mop 设置
为 100. 所有实验均在两张 GeForce RTX 3090 GPU 上完成. 当不采用参考漂移抑制时, κ 设置为 0,
当采用参考漂移抑制时, κ 设置为 1.
对比方法. 本文将所提出的浅遗忘方法与多种最新的基线方法进行了比较,包括 FMN [55]、SDD

[25]、ESD [56]、AbConcept [26]、UCE [28]、RECE [60] 和 ABO [24]. 所有实验均在相同的评估设
置下进行, 例如仅优化注意力层参数、仅使用空提示对齐策略保持模型效用.
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表 1 不同方法在目标遗忘上的对比结果. 加粗的字体表示最优的结果.
Table 1 Comparative results on object unlearning. Bold text indicates the optimal result.

LRDS
Erasing Performance Retain Perforamnce Overall

FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

- ORI 0.00 0.00 90.5% 0.00 0.00 90.5% 0.00%

FMN 177.2 0.351 30.2% 14.1 0.190 84.5% 54.3%

SDD 244.6 0.402 14.5% 22.3 0.238 74.2% 59.7%

ESD 242.2 0.399 9.24% 15.9 0.194 81.4% 72.1%

7 AbConcept 237.5 0.397 12.4% 21.9 0.228 75.7% 63.3%

RECE 210.1 0.395 7.18% 18.4 0.203 78.7% 71.5%

UCE 237.5 0.429 3.32% 26.0 0.258 72.6% 69.3%

ABO 207.8 0.378 23.9% 20.5 0.223 78.2% 54.3%

FMN 177.0 0.350 30.5% 14.1 0.190 84.4% 53.9%

SDD 279.4 0.423 9.39% 15.8 0.195 82.1% 72.7%

ESD 233.3 0.387 15.2% 14.2 0.189 83.8% 68.6%

3 AbConcept 258.6 0.417 7.24% 14.9 0.188 82.9 % 75.7%

RECE 201.7 0.381 9.10% 15.7 0.196 81.0% 71.9%

UCE 258.7 0.451 1.94% 19.9 0.237 76.8% 74.9%

ABO 154.5 0.341 32.1% 15.5 0.201 83.1% 51.0%

3 Ours 259.5 0.462 9.42% 11.9 0.166 87.8% 78.4%

评估指标. (1)图像相似性评价：基于 Fréchet Inception Distance（FID）[74]和 Learned Percep-
tual Image Patch Similarity（LPIPS）[75]指标衡量原始扩散模型（参数 θ0）与遗忘后扩散模型（参数
θop）在生成图像上的相似性. (2) 物体分类评价：基于在 ImageNet 数据集上预训练的 ResNet50 模
型 [76] 对生成图像中的物体类别进行识别, 以评估模型在通用物体生成任务中的性能保持情况. (3)
风格分类评价：基于预训练的 ResNet50模型,对其全连接层进行微调,构建一个包含 10类风格的分
类器. 训练数据由原始扩散模型生成的图像构成, 涵盖一种空白风格以及九种典型艺术风格, 分别为
Cézanne、Van Gogh、Picasso、Jackson Pollock、Caravaggio、Keith Haring、Kelly McKernan、Tyler
Edlin和 Kilian Eng. (4)色情内容分类评价：采用 Nudenet模型 [77]对生成图像中是否包含裸露身
体部位进行检测与分类, 衡量模型在敏感内容生成上的遗忘效果. (5) I2P（Inappropriate-to-Photo）
类别分类评价：与风格分类相似, 基于微调后的 ResNet50 模型对 I2P 数据集中的类别进行分类. 此
外, 为综合衡量模型在概念擦除与性能保持之间的权衡关系, 本文引入指标 ∆ACC, 其定义为保留质
量准确率与遗忘效果准确率之差, 即

∆ACC = ACCretain −ACCforget. (15)

其中, ACCretain 表示模型在保留概念或无关任务上的分类准确率, ACCforget 表示模型对不期望概念
的分类准确率. 该指标用于刻画模型在实现概念遗忘的同时维持整体生成能力的综合表现.
评估说明. (1) 当评估遗忘效果时, 本文以分类精度（ACC）作为主要评价指标, 并以 FID 和

LPIPS 作为辅助参考. 需要指出的是, 较高的 FID 与 LPIPS 分数虽表明生成分布与原始图像分布
存在更大差异, 但该差异本身并不足以证明目标概念已被完全消除. (2) 在参考漂移抑制方面, 本文
仅采用空提示对齐策略维持模型效用, 其具体定义与实现过程见算法1.
评估数据. (1) 目标遗忘：以 Imagenette 数据集 [78] 中的若干类别作为待遗忘的不期望概念.

具体而言, 对于每个待遗忘类别, 选择 200 个不同的随机种子, 为每个种子生成 5 张图像, 总计获得
1,000 张测试样本. 为评估模型在正常类别上的性能保持能力, 对于每个常规测试类别, 随机采样 50
个独立的种子, 为每个种子生成 5 张图像. (2) 风格遗忘：选取前述九种艺术风格作为待遗忘目标,
其数据生成流程与评价指标均与目标遗忘实验保持一致. (3) 色情内容移除：基于 I2P 提示集 [19]
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图 4 浅遗忘方法在目标遗忘上的定性结果. 以上图像采用遗忘前后的 Stable Diffusion 模型和相应的文本提示生
成, 不涉及版权数据的收集过程.
Figure 4 Qualitative results of ShallowUnlearn on object unlearning. All the above images were generated using
the Stable Diffusion model before and after unlearning, along with corresponding text prompts. No additional
copyright-related data was collected.

评估模型的遗忘效果. 同时, 利用 ImageNet 类别提示生成的图像, 检验模型在通用类别生成上的性
能保持情况. (4) I2P 其他敏感类别遗忘：除色情内容外, 实验还涵盖仇恨、暴力、自残、惊悚、非法
活动及骚扰等类别, 其评估流程与“色情内容移除”实验一致.

4.2 遗忘结果

默认情况下, 本文涉及的遗忘实验在 SD-v1.4 模型上进行.
目标遗忘. 各方法的平均评估结果如表 1 所示, 可得出以下主要结论：（1）遗忘效果：以分类精

度作为衡量指标（ACC,数值越低表示遗忘效果越好）,本文方法在遗忘不期望目标方面表现稳定,其
ACC为 9.42%,与 SDD（9.39%）、AbConcept（7.24%）和 RECE（9.10%）等方法处于同一水平. 尽
管 UCE在该指标上取得了最佳值（1.94%）,但其在其他性能指标上出现了明显退化.（2）保留质量：
本文方法在 FID 和 LPIPS 指标上分别取得最优值 11.9 与 0.166, 优于次优方法 ESD（FID=14.2,
LPIPS=0.189）. 同时,其在保留类别的分类精度上达到 87.8%,超过 FMN（84.5%）和 ESD（83.8%）
, 表明该方法在有效遗忘不期望概念的同时, 能够较好地保持模型的整体生成性能. （3）整体效率：
采用 ∆ACC 指标衡量遗忘效果与保留性能之间的综合平衡. 本文方法的 ∆ACC 达到 78.4%, 相比
次优方法 AbConcept（75.7%）提升约 3 个百分点, 说明其在遗忘效果与模型整体效用保留之间实
现了更优的折中. （4）参考漂移抑制：实验结果表明, 通过引入参考漂移抑制机制, 多数现有遗忘
方法能够在保持遗忘效果的同时, 进一步提升模型的性能保留能力. （5）整体有效性：实验结果表
明, 所有遗忘方法均能够在一定程度上移除预训练扩散模型中的不期望目标, 这主要体现在被遗忘类
别的 FID 和 LPIPS 分数显著升高. 例如, 原始模型在该类别上的两项指标均为 0, 遗忘后平均上升
至 222.4 和 0.393.
该方法性能提升的主要原因在于其聚焦于“遗忘关键组件”,从而在很大程度上减少了对模型参

数的无关调整. 图 4 展示了目标遗忘的定性结果. 如图所示, 本文提出的浅遗忘方法能有效移除不期
望目标, 同时较好地保持了常规目标的生成质量.
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图 5 目标遗忘上不同方法的定性对比结果. 以上图像采用遗忘前后的 Stable Diffusion 模型和相应的文本提示生
成, 不涉及版权数据的收集过程.
Figure 5 Comparative results of different methods on object unlearning. All the above images were generated
using the Stable Diffusion model before and after unlearning, along with corresponding text prompts. No addi-
tional copyright-related data was collected.

图5给出了本文方法与现有方法在目标遗忘任务上的定性对比结果. 在遗忘性能方面, 所有对比
方法均会对不期望概念对应的生成内容产生一定程度的改变. 其中, RECE 方法对目标概念的改变
最为彻底, 导致遗忘后生成图像与原始图像之间的语义关联几乎完全丧失. 相比之下, 本文方法在实
现目标遗忘的同时, 能够较好地保留原始图像中的背景信息. 例如, 在移除“Golf Ball”概念时, 本文
方法仅对高尔夫球本身的外观进行改变, 而背景内容基本保持不变. 此外, 在遗忘“parachute”概念
的实验中, 本文方法能够更有效地消除目标概念的生成, 而现有方法（如 Abconcept 和 ESD）在生
成结果中仍可观察到降落伞的残留特征, 表明其遗忘效果不够彻底. 在保留性能方面, 本文方法同样
表现出显著优势. 以移除“English Springer”概念为例, 本文方法在成功遗忘目标概念的同时, 能够
更好地保持 Imagenette 中其他类别的生成质量, 例如对鱼类图像的生成.

风格遗忘. 实验结果如表 2 所示. 本文方法在遗忘效果方面展现出较强的竞争力, 使不期望风格
类别的分类准确率降至 7.85%, 与主流基线方法 ESD（6.98%）、UCE（9.14%）以及 RECE（10.8%）
处于相近水平. 在模型性能保留方面, 本文方法取得了最低的 FID 与 LPIPS 分数, 并在保留概念的
分类准确率上达到最高值. 此外, 在整体增益指标（∆ACC）上, 本方法达到 87.8%, 显著优于所有对
比方法, 体现出更优的遗忘—保留综合性能.

敏感内容移除. 实验结果如表 3 所示. Total 表示生成图像中所有身体区域的累计暴露次数, 用
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表 2 不同方法在风格遗忘上的对比结果. 加粗的字体表示最优的结果.
Table 2 Comparative results on style unlearning. Bold text indicates the optimal result.

LRDS
Erasing Performance Retain Perforamnce Overall

FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

- ORI 0.00 0.00 98.9% 0.00 0.00 98.9% 0.0%0

FMN 272.8 0.419 30.6% 86.9 0.242 55.1% 24.5%

SDD 258.7 0.439 16.5% 53.8 0.232 84.3% 67.8%

ESD 261.6 0.413 13.9% 41.4 0.195 92.4% 78.5%

7 UCE 256.9 0.479 12.8% 67.5 0.260 82.0% 69.2%

RECE 273.1 0.445 9.00% 54.3 0.231 83.2% 74.2%

AbConcept 246.6 0.410 25.8% 53.6 0.223 85.9% 60.1%

ABO 296.8 0.466 4.71% 63.9 0.220 79.5% 74.8%

FMN 281.0 0.429 26.6% 58.1 0.251 84.8% 58.2%

SDD 280.2 0.456 9.96% 42.4 0.196 91.3% 81.3%

ESD 283.4 0.455 6.98% 38.2 0.183 94.3% 87.3%

3 UCE 272.4 0.497 9.14% 51.9 0.241 89.5% 80.4%

RECE 255.0 0.421 10.8% 42.9 0.194 90.2% 79.4%

AbConcept 244.3 0.388 21.6% 42.4 0.187 93.3% 71.7%

ABO 265.7 0.430 15.9% 40.1 0.181 94.1% 78.2%

3 Ours 294.2 0.459 7.85% 35.8 0.172 95.6% 87.8%

于综合衡量模型在敏感内容生成方面的遗忘效果, 数值越小表示遗忘性能越好. 为评估概念擦除对
模型整体生成能力的影响, 采用 FID 和 LPIPS 指标衡量遗忘前后模型生成图像在分布层面和感知
层面的相似性, 数值越小表示生成质量保持越好; 同时, 利用 ImageNet 类别提示生成的图像进行分
类测试, 并以 ACC 衡量模型在通用类别生成任务上的性能保持情况, 数值越大表示模型保留质量越
高. 虽然 UCE、RECE 与本文方法（η = 0.06）在遗忘效果方面表现相当; 但在保留性能方面, 本
文方法取得了三者中最低的 FID 和最高的 ACC, 显示出更优的模型效用保持能力. 此外, 与 FMN、
AbConcept、ABO 和 SDD 等方法相比, 本文方法（η = 0.03）在遗忘效果与保留性能两方面均取得
了最优表现. 图 6 表明, 与 RECE 相比, 本文方法在维持模型整体生成性能方面表现更优.

I2P 类别移除. 表 4 给出了本文方法与其他方法在 I2P 类别移除任务中的对比结果. 实验表明,
本文方法在遗忘性能方面表现优异, 将不期望概念的分类准确率降至 12.65%, 与 RECE（11.45%）
水平相当, 且优于包括 SSD（14.54%）在内的其他基线方法. 在模型性能保留方面, 本文方法能够
维持较高的生成保真度, 其 FID、LPIPS 和 ACC 分别为 22.34、0.188 和 52.37%, 与当前最优基线
AbConcept（FID=22.06, LPIPS=0.183, ACC=52.58%）性能接近. 在遗忘与保留的平衡性方面, 本
文方法的 ∆ACC 达到 39.72%, 超过所有对比方法（次优为 RECE, 38.69%）, 验证了其在 I2P 类别
移除任务中的综合优势.

在 SD-v2 上的对比结果. 表 5 展示了本文方法与其他方法在 SD-v2 上进行目标遗忘与风格遗
忘的性能对比结果. 本文方法在目标遗忘中取得了最优整体表现, 其 ∆ACC 达到 73.4%, 为所有方
法中最高. 在风格遗忘中,本文方法同样展现出优越的模型效用保持能力,取得了最低的 FID（24.4）、
最低的 LPIPS（0.109）以及最高的 ACC（83.0%）,显著优于包括 ESD（FID = 27.4, LPIPS = 0.124,
ACC = 79.1%）在内的基线方法. 同时, 该方法在 ∆ACC 上也达到最大值 51.6%, 表明其在风格移
除与模型效用保持之间实现了最佳平衡.

在目标遗忘和风格遗忘上不同方法的遗忘鲁棒性对比. 本文采用现有工作 [64,66]中提出的评估
方案, 对遗忘模型的鲁棒性进行测试. 具体而言, 对于已获得的遗忘模型及任意不期望概念, 通过对
不期望概念嵌入中引入可学习噪声, 使遗忘模型在该概念上的输出预测与原始模型对齐. 对于所有
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表 3 敏感内容移除的对比结果.‘F.B’、‘F.G’、‘M.B’ 和 ‘M.G’ 分别表示 ‘Female.BREAST’、‘Fe-
male.GENITALIA’、‘Male.BREAST’ 和 ‘Male.GENITALIA’. 加粗的字体表示最优的结果.
Table 3 Comparison results of sensitive content removal. ‘F.B’, ‘F.G’, ‘M.B’, and ‘M.G’ denote ‘Fe-
male.BREAST’, ‘Female.GENITALIA’, ‘Male.BREAST’, and ‘Male.GENITALIA’, respectively. Bold text in-
dicates the optimal result.

Methods
Exposed Regions Erasing Performance Retain Performance

F.B F.G M.G M.B BUTTOCKS ARMPITS BELLY FEET Total↓ FID↓ LPIPS↓ ACC↑

ORI 200 26 22 46 51 211 196 63 815 0.00 0.00 54.89%

FMN 106 6 2 18 17 94 109 23 375 21.99 0.181 51.92%

AbConcept 75 3 3 13 10 64 69 14 251 22.53 0.188 50.16%

ABO 76 3 3 19 7 72 81 22 283 21.96 0.185 51.88%

SDD 69 3 4 17 9 66 79 21 259 22.32 0.186 50.86%

UCE 32 1 3 5 7 18 20 11 97 23.37 0.189 51.61%

RECE 20 1 1 3 3 18 22 8 76 22.93 0.187 51.43%

ESD 73 5 4 16 10 68 61 26 263 22.82 0.189 52.37%

Ours (η = 0.03) 53 1 1 13 13 70 58 18 227 21.42 0.181 53.60%

Ours (η = 0.06) 21 1 1 3 2 20 22 10 80 22.03 0.186 52.13%

表 4 I2P 遗忘的对比结果, 所有实验均结合参考漂移抑制进行增强. 加粗的字体表示最优的结果.
Table 4 Comparative results of I2P unlearning. All experiments are enhanced by RDS. Bold text indicates the
optimal result.

Erasing Performance Retain Performance Overall

ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

ORI 20.07% 0.00 0.00 54.89% 34.82%

AbConcept 16.76% 22.06 0.183 52.58% 35.82%

ABO 17.74% 22.08 0.183 51.64% 33.90%

SSD 14.54% 22.16 0.184 51.43% 36.89%

RECE 11.45% 23.01 0.195 50.14% 38.69%

ESD 15.76% 22.08 0.184 52.18% 36.42%

Ours 12.65% 22.34 0.188 52.37% 39.72%

遗忘方法, 可学习噪声的微调步数统一设置为 50, 噪声初始化为 0.01N (0, 1), 学习率设为 3 × 10−2,
并采用 Adam 优化器进行优化. 相关实验结果如表 6 和表 7 所示. 实验结果表明, 经过对抗训练的
RECE 方法在鲁棒性测试中表现最优; 而未引入对抗训练的其他方法（包括本文提出的方法）在目
标遗忘和风格遗忘两种任务中表现相近. 基于上述观察, 未来研究可以探索将鲁棒机制引入浅遗忘
框架, 以在兼顾擦除性能与模型整体效用保持的同时, 提升遗忘过程的鲁棒性.

4.3 消融实验

β 对浅遗忘方法的影响. 图 7 展示了文本噪声增强参数 β 对毕加索风格遗忘性能的影响. 实验
结果表明, 被遗忘概念的分类准确率始终维持在较低水平. 在不同 β 设置下仅在 1.4% 至 2.2% 之间
小幅波动, 说明遗忘效果较为稳定. 与此同时, 随着 β 的增大, 保留质量得到显著提升：当 β = 0 时,
FID 分数为 63.2, 而在 β = 20 时降低至 49.2, 降幅达 22.3%; 分类准确率则从 86.1% 提升至 91.0%,
相对增幅为 5.7%. 综合考虑遗忘效果与保留性能, 本文将 β 设置为 10.

CEM 训练的迭代次数对浅遗忘方法的影响. 表 8 展示了迭代训练 CEM 的次数（epoch）对
目标概念遗忘效果的影响. 其中, 每一个 epoch 对应一次完整的 CEM 优化过程, 涵盖 500 个优化
步. 实验结果表明：（1）目标概念的遗忘主要在前 2–3 个 epoch 内完成, 此阶段目标 ACC 已下降至
接近 0; 继续增加迭代次数并未带来显著的遗忘收益, 反而可能对常规概念造成不必要的干扰. 这一
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表 5 在 SD-v2 上进行物体和风格遗忘的对比结果, 所有实验均结合参考漂移抑制进行增强. 加粗的字体表示最优
的结果.
Table 5 Comparative results of object and style unlearning on SD-V2, both enhanced by RDS. Bold text
indicates the optimal result.

Types
Erasing Performance Retain Perforamnce Overall

FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

ORI 0.00 0.00 91.3% 0.00 0.00 91.3% 0.00%

ESD 231.9 0.350 25.2% 8.31 0.104 90.0% 64.8%

Object Unlearning AbConcept 263.6 0.407 15.5% 9.61 0.120 88.5% 73.0%

ABO 231.7 0.362 26.6% 8.10 0.101 90.4% 63.8%

Ours 244.6 0.372 17.0% 7.32 0.104 90.4% 73.4%

ORI 0.00 0.00 86.4% 0.00 0.00 86.4% 0.00%

ESD 197.2 0.354 29.2% 27.4 0.124 79.1% 49.9%

Style Unlearning AbConcept 196.0 0.369 37.0% 28.7 0.131 82.4% 45.4%

ABO 202.4 0.359 30.7% 30.7 0.125 78.7% 48.0%

Ours 212.0 0.371 31.4% 24.4 0.109 83.0% 51.6%

表 6 不同方法在目标遗忘上的鲁棒对比结果.
Table 6 Robustness comparison of different methods on object unlearning.

Metrics Methods chain_saw church gas_pump tench garbage_truck english_springer golf_ball parachute french_horn Mean

AbConcept 64.8% 38.8% 59.6% 37.2% 66.8% 78.0% 92.8% 94.4% 63.6% 66.2%

ACC↓ ESD 95.6% 55.2% 98.8% 98.4% 93.2% 96.4% 0.0% 100% 86.0% 91.5%

RECE 0.0% 51.2% 9.20% 0.0% 13.2% 0.0% 18.4% 16.4% 1.20% 12.1%

Ours 68.0% 91.6% 69.6% 82.8% 90.4% 89.6% 90.0% 89.2% 97.0% 85.3%

AbConcept 127.25 68.98 40.28 117.61 58.70 36.42 40.23 24.01 155.48 74.55

FID↑ ESD 144.42 37.27 33.49 42.14 40.30 26.67 14.27 33.37 30.04 44.44

RECE 431.69 146.72 160.31 246.32 89.80 269.01 293.43 212.08 303.99 239.15

Ours 108.53 116.22 42.48 30.78 28.53 24.41 37.67 29.13 19.31 48.78

AbConcept 0.265 0.248 0.250 0.366 0.226 0.179 0.301 0.279 0.353 0.274

LPIPS↑ ESD 0.289 0.259 0.218 0.328 0.264 0.175 0.243 0.367 0.401 0.283

RECE 0.508 0.313 0.338 0.392 0.324 0.380 0.462 0.473 0.398 0.399

Ours 0.269 0.303 0.228 0.226 0.181 0.141 0.292 0.256 0.213 0.234

表 7 不同方法在风格遗忘上的鲁棒对比结果.
Table 7 Robustness comparison of different methods on style unlearning.

Metrics Methods Cézanne Van_Gogh Picasso Jackson_P. Caravaggio Keith_Haring Kelly_M. Tyler_Edlin Kilian_Eng Mean

AbConcept 98.8% 60.0% 84.8% 89.2% 98.0% 92.8% 85.2% 97.6% 90.8% 88.6%

ACC↓ ESD 100.0% 99.6% 100.0% 96.8% 100.0% 100.0% 99.2% 100.0% 99.6% 99.5%

RECE 0.0% 27.2% 60.0% 3.60% 68.0% 56.4% 4.80% 0.0% 33.2% 28.1%

Ours 98.8% 52.8% 91.6% 88.8% 68.4% 99.2% 88.8% 100.0% 97.6% 87.3%

AbConcept 133.79 185.94 102.11 299.62 142.95 146.19 119.12 164.40 148.66 160.31

FID↑ ESD 138.99 94.20 150.70 230.17 123.36 157.23 86.89 161.22 151.14 143.77

RECE 221.81 270.15 188.26 457.67 240.24 172.03 212.66 269.75 262.20 254.08

Ours 122.79 173.94 72.50 242.61 181.32 108.67 112.75 169.69 140.01 147.15

AbConcept 0.246 0.400 0.207 0.286 0.243 0.379 0.232 0.170 0.215 0.264

LPIPS↑ ESD 0.214 0.244 0.260 0.157 0.219 0.472 0.180 0.160 0.214 0.235

RECE 0.368 0.422 0.391 0.500 0.288 0.505 0.392 0.389 0.444 0.411

Ours 0.250 0.356 0.207 0.320 0.225 0.328 0.231 0.215 0.226 0.262
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ORI AbConcept ESD ABO OursUCE RECE

图 6 浅遗忘方法在敏感内容移除上的定性结果（性能保留）. 以上图像采用遗忘前后的 Stable Diffusion 模型和
相应的文本提示生成, 不涉及版权数据的收集过程.
Figure 6 Qualitative results of ShallowUnlearn on sexual content removal (Model utility preservation). All
the above images were generated using the Stable Diffusion model before and after unlearning, along with corre-
sponding text prompts. No additional copyright-related data was collected.

表 8 训练 CEM 的迭代次数对浅遗忘方法在目标遗忘上的影响. 加粗的字体表示最优的结果.
Table 8 Effect of the number of CEM training iterations on object unlearning in ShallowUnlearn. Bold text
indicates the optimal result.

Epoch

η = 0.03 η = 0.

Erasing Performance Retain Performance Overall Erasing Performance Retain Performance Overall

FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑ FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

0 256.76 0.365 36.8% 9.37 0.166 85.5% 48.7% 256.61 0.365 36.4% 9.36 0.166 85.2% 48.8%

1 306.9 0.428 13.2% 9.38 0.171 87.4% 74.2% 307.2 0.428 13.2% 9.38 0.171 87.6% 74.4%

2 324.6 0.415 0.02% 9.32 0.173 86.3% 86.3% 384.0 0.435 0.00% 9.79 0.182 86.6% 86.6%

3 337.6 0.432 0.00% 9.41 0.176 85.4% 85.4% 416.9 0.684 0.00% 18.8 0.233 84.7% 84.7%

现象表明, CEM 在较少的优化步数下即可达到稳定收敛状态. （2）FID、LPIPS 以及保留 ACC 等
指标用于评估模型生成行为的稳定性, 这些指标在早期 epoch 即趋于稳定, 未随训练轮数继续明显
改善; 相反, 在较大的 η 设置下, 过多的优化迭代会导致生成质量出现明显退化. （3）整体效率指标
∆ACC 显示, 结合适中的 η 与有限的训练轮数, 能够在目标遗忘效果与模型整体性能保持之间取得
更优平衡. 综上, 通过适当的增加针对 CEM 的优化过程, 减少编解码器的重建误差, 可以进一步提
升本文方法的整体性能.
不同组件类型对浅遗忘方法性能的影响. 默认设置下, 公式（14）中的待遗忘目标索引对应第

一类组件类型, 通过将其对应的系数 d1 设为负项以实现概念擦除; 同时, 将其余组件对应的系数
dj , (j ∈ JRetain) 设为正项以实现一般语义的保留. 为系统研究不同组件类型对遗忘效果与模型效用
保持的影响, 本文在公式（14）的框架下构建了四类遗忘变体：分别将四种不同组件类型设定为待遗
忘目标, 而将未被选作遗忘目标的其余组件作为保留目标进行约束. 图 8 对采用不同组件类型时浅
遗忘方法的性能表现进行了对比分析. 所有遗忘变体均在相同的训练配置与超参数条件下进行优化,
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图 7 不同文本噪声对浅遗忘方法的影响

Figure 7 Impact of varying textual noise levels
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图 8 不同组件类型对浅遗忘方法的影响

Figure 8 Impact of different component types

以确保不同组件类型之间的实验结果具有可比性. 实验结果表明, 在不期望概念上, 所有变体均取得
了较高的 FID 以及较低的 ACC, 说明不同组件在概念擦除任务中均具备基本有效性. 从常规概念的
保留效果来看（即图 8中的 FID for Preserved 与 ACC for Preserved 指标）, VrTs 与 VsTr 两种变
体整体表现更为优越. 进一步比较二者在不期望概念上的遗忘效果可以发现, VrTs 对不期望概念的
擦除更为充分, 而 VsTr 在不期望概念上仍表现较高的分类准确率（越低越好）. 上述实验结果验证
了本文的核心假设：在浅遗忘框架中, 用于概念擦除的关键组件应同时具备较强的视觉鲁棒性以及
对文本语义的敏感性, 方能在保证遗忘效果的同时, 更有效地维持模型整体效用.
图9展示了在采用不同组件进行遗忘操作时的定性对比结果. 可以观察到, 当移除视觉鲁棒但对

文本较为敏感的组件时, 遗忘模型在削弱目标属性的同时, 能够较好地保留图像中除待擦除属性之外
的其他因素, 生成结果整体一致性较高. 相较而言, 在移除同时对视觉和文本均较为敏感的组件时,
模型更倾向于生成视觉上更为逼真的图像, 表明该类组件对整体图像质量具有重要影响. 另一方面,
当移除对视觉敏感但对文本较为鲁棒的组件时, 模型对目标属性的遗忘效果相对有限, 生成结果中仍
可观察到一定程度的残留特征, 说明该配置下的遗忘并不彻底. 这一现象与图 8 中的实验结果基本
一致, 进一步验证了不同组件特性对遗忘性能的影响.
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Clean

Unlearn “Kelly McKernan” Unlearn “Cezanne” 

图 9 不同组件类型对浅遗忘方法性能的定性对比. 以上图像采用遗忘前后的 Stable Diffusion 模型和相应的文本
提示生成, 不涉及版权数据的收集过程.
Figure 9 Qualitative comparison of ShallowUnlearn with different component types. All the above images were
generated using the Stable Diffusion model before and after unlearning, along with corresponding text prompts.
No additional copyright-related data was collected.

4.4 部分组件移除缓解性能权衡的额外证据

当前部分旨在验证通过选择性移除不期望概念表示的部分组件实现高效概念遗忘的可行性.
基于主成分分析（Principal Component Analysis, PCA）的部分组件移除. 当使用 PCA

时, 概念遗忘可以表示为：

min
θop

Ez∈ZD

[
∥ft(eu, z; θop)− ft(PCA(eu, Iind), z; θ0)∥2

]
, (16)

其中,PCA(eu, Iind) 表示以 eu 为输入, 仅使用索引 Iind 对应的特征向量进行重构. 该选择性重构机
制确保只有部分主成分参与最终概念表示, 从而实现对遗忘关键特征的精细控制.

主成分分析 PCA. 给定输入矩阵 X ∈ RC×N , PCA 首先计算去中心化后的数据矩阵：

µ =
1

N
X1N , X̃ = X− µ1⊤N ,

其中 µ ∈ RC 为通道均值向量, 1N ∈ RN 是一个全 1 的列向量. 随后, 基于去中心化矩阵 X̃ 计算协
方差矩阵, 并基于协方差矩阵实现特征分解：

M =
1

N − 1
X̃X̃⊤ ∈ RC×C ,

M = VSV⊤, S = diag(λ1, ..., λC),

其中, 特征值 {λi} 按降序排列. 根据选定的索引 Iind ∈ {1, · · · , C}, 提取需要保留的主要成分

vind = V[:, Iind] ∈ Rk×C ,

其中, k 为保留的主成分数. 最后, 根据选定的主要成分重构图像:

Z = v⊤indX̃ ∈ Rk×N , X̂ = vindZ + µ1⊤N . (17)
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表 9 目标遗忘的对比结果（未使用正则化函数）.PCA（Index:i）表示在重构过程中仅保留第 i 个主成分. 加粗
的字体表示最优的结果.
Table 9 Comparative results for object unlearning (without the regularization function). PCA(Index:i) denotes
the scenario where only the i-th principal component is retained. Bold text indicates the optimal result.

Methods

Unlearning ‘Chain Saw’ Unlearning ‘Church’

Erasing Performance Retain Performance Overall Erasing Performance Retain Performance Overall

FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑ FID LPIPS ACC↓ FID↓ LPIPS↓ ACC↑ ∆ACC↑

AbConcept 233.8 0.275 17.6% 19.2 0.242 73.4% 55.8% 151.6 0.363 29.6% 21.3 0.219 74.6% 45.0%

PCA(Index:0) 243.8 0.349 10.8% 16.1 0.221 79.1% 68.3% 83.1 0.304 45.6% 16.9 0.192 79.6% 34.0%

PCA(Index:1) 228.5 0.314 23.2% 21.1 0.235 72.4% 49.2% 157.3 0.376 20.6% 20.0 0.218 76.9% 56.3%

PCA(Index:2) 244.1 0.316 13.2% 24.4 0.248 70.5% 57.3% 133.1 0.351 25.6% 21.9 0.226 74.5% 48.9%

PCA(Index:3) 250.2 0.343 13.2% 18.7 0.232 75.3% 62.1% 104.1 0.309 24.4% 16.9 0.199 79.1% 54.7%

基于 PCA 提取的不同特征向量, 本节进一步通过实验分析各主成分在遗忘“电锯”和“教堂”
等目标时的发挥的作用. 表 9 展示了在不同 PCA 索引设置下的目标遗忘性能对比结果. 具体而言,
PCA 从概念表示中提取四个特征向量, 并通过选择性丢弃不期望概念嵌入中部分索引对应的组件,
在遗忘效果与保留性能之间实现了优于 AbConcept 的平衡效果. 例如, 在遗忘“电锯”目标时, 采用
PCA 索引 0 可获得最低的分类准确率（ACC = 10.8%）和最高的感知距离（LPIPS = 0.349）, 相
比 AbConcept（ACC = 17.6%, LPIPS = 0.275）表现出更强的遗忘能力. 同时, 该设置在模型效用
保持方面也取得了最低的 FID（16.1）和 LPIPS（0.221）, 表明生成分布的失真程度最小. 上述实验
结果进一步表明, 仅移除部分关键组件即可有效缓解遗忘效果与模型保留性能之间的权衡.

5 结论

本文提出了一种面向文本引导扩散模型的高效概念遗忘方法——浅遗忘. 该方法首先利用组件
提取模块（Component Extraction Module, CEM）将概念表示分解为若干可解释组件, 并结合交换
解缠策略（Swap Disentangling Strategy, SDS）精确识别其中的遗忘关键组件. 在模型微调阶段, 浅
遗忘仅对遗忘关键组件进行定向移除. 同时, 浅遗忘策略引入对其他非遗忘关联组件的保留约束, 从
而在有效实现概念遗忘时, 最大程度地维持模型的生成能力. 大量实验结果表明, 浅遗忘方法能够在
遗忘效果与模型效用保持之间实现良好的平衡.
不同于以提升擦除泛化性为主要目标的深度遗忘方法, 本文提出的浅遗忘更加关注模型整体性

能的保持与高效概念移除. 未来的研究将进一步探索将鲁棒遗忘机制与浅遗忘框架相结合, 期望设
计具有更强泛化能力的通用关键组件提取与遗忘方法, 从而在性能保持、高效擦除以及泛化鲁棒性
等多个方面取得兼顾.

6 影响说明

面向扩散模型的机器遗忘技术旨在避免生成不安全内容, 在人工智能系统的持续演进及其与人
类社会的交互过程中发挥着重要作用. 首先, 受控遗忘有助于保护用户隐私：通过移除过时或敏感信
息, 模型能够避免在生成过程中保留和传播个人数据, 从而降低潜在的数据泄露风险. 其次, 引入遗
忘机制可以提升模型的环境适应性：随着现实环境的不断变化, 及时摒弃过时的模式与知识, 有助于
模型更准确地响应当前需求. 在个性化推荐系统或虚拟助手等应用场景中, 这一特性能够进一步提
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升推荐结果与交互内容的相关性. 然而, 过度或不当的遗忘可能削弱模型的整体性能与行为一致性.
当扩散模型丢弃过多历史信息或关键特征时, 其生成结果可能出现语义割裂或缺乏连贯性, 从而影响
用户在医学影像分析、自动驾驶决策或创意设计等关键应用场景中的信任度. 此外, 机器遗忘还可能
引发类似于人类“灾难性遗忘”的问题：一旦关键知识被移除, 若缺乏大规模再训练支持, 其恢复过
程将面临较高的成本与技术挑战.
因此, 在扩散模型中实现遗忘效果与模型效用保持之间的合理平衡, 是推动人工智能系统安全、

稳定与可持续应用的关键问题. 通过对遗忘程度进行精细化调控, 开发者能够在保障生成安全性的
同时维持模型的有效性与可靠性. 这不仅有助于提升注重隐私保护的聊天机器人或自适应医疗辅助
系统的实际应用体验, 也能够避免由于记忆退化而引发的潜在性能风险.
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ShallowUnlearn: Rethinking concept unlearning through dis-
entangled component-level erasure in text-guided diffusion
models
Mengnan Zhao1, Tianhang Zheng2, Bo Wang3, Lihe Zhang3* & Baocai Yin1
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Abstract Text-guided diffusion models have revolutionized image synthesis but also raise ethical concerns,
such as privacy violation and harmful content generation. To mitigate these issues, prevailing methods typically
leverage an alignment mechanism—with predefined erasure references—to fine-tune pretrained model weights.
However, such methods suffer from two major limitations: (1) they are constrained by the representation ca-
pacity of the text space and exhibit high sensitivity to the predefined erasure references; (2) they tend to cause
significant degradation of model utility during concept erasure. To overcome these limitations, we introduce
ShallowUnlearn, aiming to disentangle and remove the erasure-critical component of the undesirable concept.
Specifically, ShallowUnlearn comprises a Component Extraction Module (CEM) and a Swap Disentangling Strat-
egy (SDS). Guided by SDS, CEM is pre-trained to decompose concept embeddings into distinct component types.
Leveraging this decomposition, ShallowUnlearn then removes the erasure-critical component while retaining non-
critical ones by fine-tuning model weights. Extensive experiments demonstrate that ShallowUnlearn achieves
effective concept erasure with minimal impact on overall model performance.

Keywords diffusion model unlearning, shallowunlearn, component extraction module, swap disentangling strat-
egy, performance trade-off

Acc
ep

te
d

 https://www.sciengine.com/doi/10.1360/SSI-2025-0408


	引言
	相关工作
	提出方法
	基础知识
	擦除关键组件的移除范式
	学习提取关键组件
	学习遗忘关键组件

	实验结果
	实验设置
	遗忘结果
	消融实验
	部分组件移除缓解性能权衡的额外证据

	结论
	影响说明

