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摘要 近些年来, 卷积神经网络框架在二维图像的语义分割、分类、检索等领域取得了非常好的效

果. 但是由于三维模型结构的复杂性与不规律性, 卷积神经网络的卷积和池化操作却无法直接应用

在三维模型上. 为了发挥深度学习框架在二维图像分析领域积累的技术优势, 本文采用基于多视角

投影的方法来完成三维模型分类的任务. 然而现有的基于多视角投影的三维模型分类方法大多采用

固定视角,所采集到的多视角下模型投影渲染图中存在大量的信息冗余,对结果造成一定的干扰. 本

文提出了一种新型的多视角卷积神经网络框架, 在网络训练过程中自动判别每个视角的贡献度, 舍

弃冗余视角的信息, 从而提取出最能表征模型类别的特征, 提高了网络的鲁棒性. 此外, 本文将基于

视点熵的最佳视角选择方法引入三维模型分类领域, 相比于固定视角方法, 本文方法能更多地保留

模型的细节信息,同时不需要模型的朝向对齐. 通过在 ModelNet10和 ModelNet40数据集上的实验,

验证了将基于视点熵的视角选择方法应用于三维模型分类, 以及本文提出的基于视角判别的多视角

信息融合方法的合理性和优越性. 实验结果表明, 本文方法的分类准确性也优于现有的基于固定多

视角投影的三维模型分类方法.
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1 引言

近些年来, 随着三维建模软件以及深度传感器的广泛应用, 在线三维模型的种类和数量出现了爆

炸式的增长, 如何有效地对这些三维模型进行分类、组织和管理成为了一个亟待解决的研究问题. 为

了解决模型分类的问题, 大量的研究工作应运而生, 现有工作主要分为基于传统方法的三维模型分类

和深度学习方法的三维模型分类. 其中传统方法 [1∼3] 主要通过人工设计的单一特征几何描述子对三

维模型提取特征, 然后对这些特征采用聚类算法、支持向量机 (SVM) 等方法进行处理, 最终完成三维

模型的分类任务. 虽然这类方法在小数据集上即可应用, 速度也很快, 但是人工设计的单一特征描述
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子很难有效地提取高层特征, 同时要求模型朝向对齐并保持流形结构, 因此泛化能力较弱, 只能适用

于特定的数据集, 难以适用于较大规模的数据集.

相比设计三维模型特征描述子的复杂性, 在二维图像语义分割和分类领域, 深度学习方法的引入

使二维图像上的特征学习获得了突飞猛进的发展, 如 ResNet [3], FCN [4], DeepLab [5] 等, 都取得了很

好的效果.尽管三维模型的分类领域已有不少研究成果,也取得了很大的进展,但是三维模型内在结构

的复杂性给深度学习方法的应用带来了极大的挑战,近期的一些工作开始尝试设计三维数据上的深度

学习框架. 因为三维模型数据表示的多样性 (如网格、点云、体素化、多视角投影法等),不同的数据表

示方法优缺点各不相同, 实际应用的时候往往要根据任务本身来做选择. 比如: 点云表示较为简短, 可

直接利用矩阵运算对模型进行仿射变换, 然而点集的无序性使得在点云上无法直接使用卷积操作; 网

格表示加入了点的连接关系使得可以更方便地进行一些拓扑变换,而更复杂的关系也使得在网格数据

上设计深度学习框架变得更加困难; 体素化表示可以实现在三维模型上直接做卷积与池化操作, 但主

要问题是三维模型体素化之后限于分辨率的问题会丢失三维模型的局部细节,同时三维卷积操作所消

耗的时间资源相比于二维卷积操作更大. 而相比于其他表示方法, 基于多视角投影图的方法可以直接

利用二维深度学习框架, 并通过融合多视角信息来有效地提取模型的类别特征, 从而完成对三维模型

的分类.

最近的多视角神经网络相关工作 [6∼8], 大多采用固定视角. 固定视角的设置一般是基于人类对模

型的先验认识, 由于不同类别模型的局部细节不同, 对所有类别设置统一的视角可能无法完全展示出

不同类别模型的细节特点. 同时较少的固定视角个数要求了模型必须朝向对齐. 所以, 为了去除朝向

对齐的要求, 需要增加投影的视角个数, 然而增加了视角的个数又加大了计算的成本. 为了解决上述

问题, 本文将基于视点熵的视角选择方法引入多视角卷积神经网络, 在预先设定的多个视角下选择视

点熵最大的几个视角, 使得输入模型不需要朝向对齐, 同时基于视点熵的视角选择方法可以在相同视

角个数的情况下,获得更多的模型面片信息.与固定视角的方法相比,基于视点熵的视角选择方法可以

在获取相等模型细节信息量的前提下, 减少模型的视角数, 增加计算效率.

另一方面, 基于多视角投影的卷积神经网络需要考虑如何进行多视角信息的融合, 像 MVCNN [6]

网络结构中使用视角池化 (view-pooling) 来融合每个单视角下的模型投影的特征. 然而单视角下的特

征可能存在大量的信息冗余, 使用所有视角的特征直接进行特征聚合可能会使得网络泛化性降低, 增

加过拟合风险. 为了进一步减少视角的冗余信息, 更好地融合多视角信息, 本文提出了一种新型的多

视角卷积神经网络框架, 在获取到模型的单视角特征后, 设计了一个额外的网络, 可以在训练过程中

自动判别每个视角的贡献度,过滤掉冗余视角信息,并对多视角信息进行融合,从而提取出最能表征模

型类别的特征.

在实验阶段, 本文方法在 ModelNet1)分类数据集上进行实验. 本文先验证了在相同视角个数的情

况下, 基于视点熵的视角选择方法与固定视角方法相比, 分类的准确率更高. 随后的实验验证了本文

提出的多视角信息融合网络框架的优越性,本文方法的分类准确性优于现有的基于固定多视角投影的

三维模型分类方法, 证明网络泛化性更强.

2 相关工作

2.1 视角选择

视角选择技术可以用来帮助人们选择一个观察三维物体的角度,从此视角出发能够形成对观察物

1) The Princeton ModelNet. http://modelnet.cs.princeton.edu/.
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体最全面、最直观的认识. 然而关于最佳视角的选择并没有一个统一的标准. 关于如何清楚地、全面

地观察物体,对于不同的任务可能有不同的标准,而且都基于人类的定义.当前三维模型最佳视角选择

技术可大致分为两类. 基于三维模型几何信息量的视角选择与基于视觉显著信息量的视角选择.

三维模型几何信息量的视角选择,主要根据视角下可见的顶点数目、可见面片数目、面片投影,以

及几何面积等因素来计算视角质量来提取最佳视角. 常见的基于几何信息量的方法有视点熵方法 [9]、

相对熵 [10] 等. 本文使用基于视点熵方法, 该方法计算效率高, 能很大程度上保留模型的几何信息, 且

基于熵的计算可以在可见面片个数与投影后的可见面积之间取得平衡而忽略模型面片面积大小分布

不均对视角选择的影响.

另外一类方法是基于模型表面视觉显著信息量的视角选择.比如计算曲率大小作为网格数据的显

著度来观察曲率变化最大的位置. Lee 等 [11] 引入了视觉显著性作为网格模型数据的区域重要性的一

种度量. 基于视觉显著性信息的方法一般选择包含显著性信息的视角, 而忽略了模型的整体结构以及

模型的几何特性, 对于三维模型分类任务来说, 模型的几何信息是尤为重要的, 所以本文采用基于三

维模型几何信息量的视角选择方法.

2.2 三维数据深度学习

随着深度学习的快速发展, 三维模型分类领域也出现了很多深度学习方法. Qin 等 [12] 从待选

的一些特征描述子中选出效果最好的一组特征描述子, 然后将提取的特征输入到 CNN 中进行分类.

而 Socher 等 [13] 则通过 CNN 而不是特征描述子来提取底层特征, 再输入到循环神经网络 (recurrent

neural networks)中提取高层特征. 虽然上述这些方法提取模型的特征方式不同,但是这些方法着重于

提取模型的几何特征, 而忽略了与模型类别密切相关的视觉特征.

2.2.1 基于网格数据的深度学习

Bruna 等 [14] 提出的方法基于图 Laplace 谱构建卷积神经网络结构, 而 Masci 等 [15] 提出的测地

线卷积神经网络基于局部测地线的极坐标系统来提取局部区域的特征,再通过一系列线性和非线性组

合来提取能代表模型类别的稳定特征. 虽然这种方法有效地提取到了模型的局部特征并取得了不错的

效果, 而且面片与面片之间的连接关系可以较好地保持局部的拓扑性质, 但是该类方法过度依赖局部

特征, 缺乏多尺度的特征, 且计算量较大.

2.2.2 基于体素数据的深度学习

在基于体素的方法中, Wu 等 [16] 提出的 3D ShapeNets 将模型表示成在划分的各个体素单元格

的概率分布, 然后通过卷积深度置信网络学习模型的类别特征, 取得了很好的效果. Li 等 [17] 提出的

FPNN 将 3D 数据统一表示成高斯距离场 (Gaussian distance field), 通过不断地学习调整由一系列探

测点组成的域探测过滤器的位置及权重, 以智能地适应模型在三维空间中的分布, 提升了在三维空间

中卷积的效率. Xu 等 [18] 受 3DShapeNets [16] 启发, 采用类似框架, 但专注于对网络本身的参数进行

学习,以寻找最优的卷积神经网络框架,来适应三维模型数据集较小的限制性因素. Sedaghat等 [19] 提

出的方法则基于 Voxnet [20] 并引入模型朝向因素作为分类的依据, 进一步提升了分类效果. Ren 等 [20]

提出的 3D-A-Nets 旨在解决三维模型体素卷积效率低下, 难以有效地提取模型的几何信息的问题, 将

体素模型表示成多个二维多层密集表达, 并依次输入卷积神经网络和循环神经网络, 用三维深度形状

描述子提取的特征, 最后输入对抗判别器进行分类. 上述这些基于体素的方法虽然都围绕着解决三维
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卷积计算效率太低、体素分辨率大小难以控制等问题, 但是受限于三维模型体素精确度的影响, 最终

的效果并不理想.

2.2.3 基于点云数据的深度学习

在基于点云的方法中, Qi 等 [21] 提出了能够直接对 3D 点云进行分类、语义分割和场景分割的统

一框架 PointNet, 该方法能够高效地处理稀疏数据, 直接以无序的点云作为输入, 取得了很好的效果.

此后, Qi等改进了 PointNet [21] 方法提出了 PointNet++ [22] 方法, 从多尺度的角度来处理更复杂的点

云结构. 此后 Simonovsky 等 [23] 在点云上建立图结构, Klokov 等 [24] 则在点云上构建树结构, 以使点

云序列化, 便于进行卷积和池化操作, 但是从不同的点开始建图和树结构, 得到的结果是不一样的, 因

此,这些方法依然没能解决点云的无序性问题. Li等 [25] 提出的 SO-Net则致力于通过 K近邻方法调整

感受域, 实现层次化的特征提取. 因此, 基于点云的卷积神经网络三维模型分类方法仍然受到点云的

稀疏性与无序性的影响. 如何有效地提取点云的局部结构特征和全局特征等问题依然没有得到很好

解决.

2.2.4 基于投影数据的深度学习

基于投影的方法则对三维模型的结构无要求,避免了直接在三维模型上进行卷积和池化等操作的

难题, 并且能够发挥图像分析领域成熟的深度学习框架的优势. Shi 等 [26] 提出了 DeepPano 方法对模

型采集单视角投影图, 并对投影图提取特征进行分类. 由于单视角的信息比较有限, 于是 Su 等 [6] 提

出了基于 12 个固定视角的多视角投影的三维模型识别和分类方法 MVCNN, 得到了非常好的效果.

鉴于基于多视角投影方法的良好效果,后续又有很多研究人员进行了深入的研究. Johns等 [27] 提

出了 Pairwise方法,致力于通过深度学习的方法解决如何寻找下一个最佳视角的问题.而 Sfikas等 [28]

提出的 PANORAMA-NN方法在 DeepPano [26] 的基础上考虑多个视角坐标轴,并在所有轴向上统一进

行归一化, 不仅考虑空间因素还考虑了朝向因素. Wang 等 [8] 提出了基于动态集合的 Cluster-Pooling

CNN 方法, 仍然是输入 12 个固定视角下的模型投影渲染图, 根据视角相似性信息来对视角特征进行

聚类. 而 Kanezaki 等 [29] 提出的 RotationNet 方法则将固定的多视角看做变量, 从中学习出最能代表

模型类别特征的若干视角, 然后再从这些视角的投影渲染图中提取特征进行分类, 取得了不错的效果,

然而其中问题是测试阶段的视角必须在训练中出现. 目前的基于投影的方法一直没有很好地解决最

佳视角选择问题, 多视角提取的特征间存在大量冗余信息, 固定视角的方法又有模型的朝向对齐要求.

接下来, 本文将讨论如何进行将视角选择方法引入多视角卷积神经网络来解决这些问题.

3 基于视点熵的视角选择

本节主要讨论如何将视角选择方法引入多视角卷积神经网络中. 在 MVCNN [6] 中, 讨论了基于

80个视角的 MVCNN框架, 80个视角的引入, 可以最大程度地覆盖模型的所有位置,从而不需要模型

的朝向对齐要求,然而大量的视角投影图直接输入到网络中又会引入更多的信息冗余并消耗大量的计

算与存储资源. 所以, 通过上述的讨论, 本文需要解决以下问题:

(a) 去除模型的朝向对齐要求;

(b) 减少视角个数的同时最大程度地保留模型的几何细节信息.

为解决上述问题, 本文将视角选择方法引入多视角卷积神经网络框架中. 使用视点熵作为视角选

择方法. 视点熵可用来衡量该视角方向下对所看到该模型的信息量, 能够很好地反映人的视觉特征,
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图 1 (网络版彩图) 基于视点熵的最佳视角选择

Figure 1 (Color online) Viewpoint selection based on viewpoint entropy. (a) illustrates viewpoint selection process;

(b) is a projection image at a viewpoint

基于视点熵的最佳视角选择方法已在场景理解领域被广泛地应用 [9]. 由于视点熵是基于模型面片的投

影面积与投影球的面积之比进行计算的, 可以避免模型面片面积大小分布不均对视角选择的影响. 同

时基于视点熵的最佳视角计算是全局的,不需要模型的朝向对齐一致.与 Vázquez等 [9] 提出的方法一

样, 计算投影面在投影球体上的相对面积作为概率分布, 本文采用的视点熵的计算方法如下:

I(s, v) = −
Nf∑
i=0

Ai

At
log

Ai

At
,

其中, I(s, v) 是模型 s 在视角 v 方向下的视点熵; Nf 是模型的面片数; Ai 是在视角 v 方向下, 模型第

i 个面片在投影球面上的投影面积; At 指投影球的表面积. 为了方便计算每个视角的视点熵, 本文先

设置了 42 个固定视角. 固定视角的设置方式为: 水平面内相邻视角与坐标原点的连线之间的夹角为

45◦, 垂直面内相邻视角与坐标原点的连线之间的夹角为 30◦, 以及正上方与正下方各一个. 如图 1 所

示, (a) 表示预先设置的 42 个固定视角, (b) 表示其中一个视角方向下的投影渲染图. 从图上可看出,

本文选择的 42个视角可以基本覆盖模型的所有位置,所以本文方法并不需要模型朝向的一致对齐. 在

实际应用时, 本文在固定的 42 个视角中选择视点熵最大的前 12 个视角作为最佳视角集合. 每个视角

下渲染投影图并将背景设为透明. 图 2 所示的是基于视点熵方法选取的三维模型的 12 个最佳视角与

MVCNN [6] 固定选取的 12 个视角的对比. 图 2(a) 表示 MVCNN12 个固定视角的设置方式; 图 2(b)

为基于视点熵从 42 个固定视角中选择最佳的 12 个视角的设置方式; 图 2(c) 为 (a) 中 12 个固定视角

设置方式下的投影渲染图; 图 2(d) 为基于视点熵的 12 个最佳视角选择方式下的投影渲染图. 从可视

化结果中可以看到基于视点熵的方法会更全面的覆盖模型的表面信息, 防止模型几何信息的丢失.

4 多视角信息融合

4.1 基于最大池化的特征融合

第 1 篇基于多视角特征融合的卷积神经网络 MVCNN 由 Su 等 [6] 在 2015 年提出. MVCNN [6]
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图 2 (网络版彩图) 固定视角与基于视点熵的视角选择对比

Figure 2 (Color online) Comparison of viewpoints selected based on viewpoint entropy method and the fixed view-

points. (a) Fixed viewpoints; (b) viewpoints selected based on viewpoint entropy; (c) projection images at fixed viewpoints;
(d) projection images at viewpoints selected based on viewpoint entropy

将采集的 12 个固定视角方向的投影渲染图输入到卷积神经网络 CNN1 中, 对 CNN1 从这 12 个视角

下的投影渲染图中提取到的单视角特征进行视角池化操作. 视角池化操作与传统池化操作类似, 都是

按通道对一个批处理内的图像数据进行操作. 传统池化过程是每张图像独立操作, 对图像大小进行下

采样, 聚合局部窗口的特征. 而视角池化对一个批处理内的所有图像统一进行操作, 按像素位置聚合

每张图像的特征, 最后输出一张图像, 没有下采样过程. 一个三维模型的多视角图像作为一个批处理

放入网络中, 经过视角池化过程, 输出多视角聚合后的特征图. MVCNN 中用视角最大池化操作 (max

pooling) 来实现操作, 得到的特征输入到卷积神经网络 CNN2 中, 最终得到输入三维模型的类别预测

概率.

单视角的特征提取网络 CNN1 为一个预训练好的去掉全连接层的 AlexNet 网络 [30]. AlexNet 网

络为经典的卷积神经网络, 可用于二维图像上的分类任务, 由 5 次卷积、3 次池化与 3 次全连接操作

构成. 激活函数采用修正线性单元 (ReLU), ReLU 可以使得神经网络在训练过程中梯度保持稳定, 避

免出现梯度消失现象. 在全连接层使用了 Dropout 方法来避免过拟合, Dropout 会随机抑制一部分神

经元不工作, 极大地提高了神经网络的泛化性, 避免过拟合的发生.

在 MVCNN 论文中报告在分类数据上先进行 AlexNet 的微调有助于最终融合多视角特征的分类

效果. CNN2为 3层全连接结构,最后输出每个类别的预测概率. MVCNN的实验证明了在利用 CNN1

得到每个视角下的特征后, 利用视角池化来得到聚合特征并进行分类, 可以提高了模型的分类准确性,
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证明了视角池化进行多视角特征融合的有效性. 然而在实际训练的过程中, 本文发现训练网络依然存

在一定程度的过拟合, 而且 MVCNN [6] 讨论了基于 80 个视角的 MVCNN 网络在分类结果上照比基

于 12 个视角的结果提升是微弱的. 本文猜测造成这个现象的原因是因为单视角下的特征可能存在大

量的信息冗余, 如果融合这些冗余与无效的信息, 可能增加过拟合风险, 降低网络的可泛化性. 本文以

此为出发点, 设计视角判别网络, 让网络可自动过滤掉无效或冗余的信息, 提升多视角卷积神经网络

学习特征的鲁棒性.

4.2 基于视角判别的多视角信息融合网络

提升多视角卷积神经网络学习特征的鲁棒性, 减少冗余信息对最后结果的影响. 可以从两方面角

度考虑.一方面,参考 Dropout方法的设计出发点, Dropout使得中间层的每一个神经元有一定的概率

被抑制 (在网络中该节点值设为 0), 该方法可在一定程度上缓解神经元之间的相互依赖关系, 被设计

用来减少模型的过拟合性. 考虑到全连接层的参数较多, 比较容易过拟合, 在 MVCNN 的 CNN2 中的

两层全连接层使用了该方法, 然而 CNN2 发生在多视角特征聚合之后, 所以本文考虑如何进行单视角

下的冗余信息的抑制, 设计一个额外的网络让网络自动判断视角的信息的合理性, 给每一个视角一个

0 到 1 的权值, 来抑制冗余的视角信息, 提升视角特征学习的鲁棒性.

另一方面, 本文在网络训练阶段, 为了防止出现过拟合问题, 设计了一种策略: 每个视角的投影图

有一定概率被替换为无效的数据 (另一个模型的某张投影图, 实验中概率设为 20%). 这种训练策略加

大了网络的训练难度, 但是引入的无效信息可以帮助网络更好地训练而避免过拟合, 也可以让视角判

别网络能更好地判断视角的信息的合理性, 提升网络的鲁棒性.

本文从这两方面考虑, 设计了一种多视角信息融合的方法来处理多视角特征, 给每个视角的信息

一个权重, 这样能较好地过滤掉视角中无效或冗余的信息. 与 MVCNN 网络架构大致相同, 本文方法

先用 CNN1 来提取单视角下的特征, 再将每个单视角的特征进行视角池化操作作为初始多视角融合,

每个视角下的单视角特征与初始多视角融合特征进行拼接操作 (concatenation), 拼接后的信息通过另

一个视角判别网络输出该视角的权重. Concat 表示特征拼接操作, V 表示视角集合, 每个视角下的权

重的求取公式如下:

wi = MLP

(
Concat

(
I∑
i

SVi , SVi

))
.

MLP为 3层全连接层,在最后每个视角权值的归一化阶段,使用 Sigmoid操作使得每个视角的权

值在 0 到 1 之间. Sigmoid 激活函数的公式为

Sigmoid(x) =
1

1 + e−x
.

原视角下的特征乘以该视角下的权重即为该视角的最终特征. 每个视角的最终特征通过视角池化

操作来进行多视角的特征融合.如图 3所示为整个网络流程的示意图, 与 MVCNN相比本文方法加入

一个额外的视角判别网络来输出每个视角的一个贡献值. 接下来的实验阶段, 本文着重分析视角选择

方法与本文提出的多视角信息融合方法对最终分类准确率的影响.

5 实验分析

5.1 实验数据集

为了进行不同方法之间的对比,需要在统一的标准数据集上进行实验,采用相同的训练集和测试集
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图 3 (网络版彩图) 多视角信息融合网络整体结构图

Figure 3 (Color online) Multi-view information fusion network structure

的数据划分和评价标准.为了进行三维模型分类实验,本文采用三维模型分类的标准数据集ModelNet,

它是由 Princeton University 研究人员公开的用于三维模型分类的标准数据集, 包含来自 662 类的

12715 个三维模型. ModelNet 提供了两个分类标准数据集: ModelNet10 和 ModelNet40, 分别有 10 个

类和 40 个类, 诸多研究方法都是在这两个数据集上进行实验. 以 ModelNet40 为例, ModelNet40 数据

集包括 12311 个模型、40 个大类别. 官方提供的训练测试划分为 9843 训练和 2468 测试, 使用这一划

分的结果的测试结果被称为实例准确率 (instance accuracy). 而在文献 [6, 16] 中使用了另一种划分方

式: 每个类别的测试目录前 20个模型为测试集,训练目录前 80个模型为训练集,使用这一划分的结果

的测试结果被称为类别准确率 (class accuracy). 为方便与 MVCNN等方法进行对比,本文使用第 2种

形式的划分. 而 ModelNet10 使用了官方提供的划分方式.

5.2 实验环境

对模型采集投影图等数据以及反投并渲染过程的实验平台参数为 Windows10 64 位操作系统、

Intel(R) Core(TM) i5-3470 CPU 3.20 GHz、内存 10 GB, 采用 C++ 编程语言, 并结合 OpenGL 和

OpenCV 第三方开源库来实现, 编程开发环境为 Visual Studio 2015. 本文在多视角融合卷积神经网络

的训练和测试过程的实验平台参数为 Windows10 64 位操作系统、Intel(R) Core(TM) i7-5820K CPU

3.30 GHz、内存 64 GB, 显卡为 Titan X GPU 12 GB, 采用 Caffe 第三方开源库来实现. 在实验中, 多

视角融合卷积神经网络训练过程采用随机梯度下降 (stochastic gradient descent, SGD)优化算法,权重

衰减 (weight decay) 的值设为 0.0005, 采用 Step 学习策略, 其中学习率 (learning rate) 设置为 0.001,

Gamma值设为 0.8, step size设为 2500,批处理大小 (batch-size)设为 32,这些参数可以帮助本文的网

络框架取得更好的效果.与 MVCNN [6] 相同,本文也使用了单视角预训练的 AlexNet网络来进行微调.

5.3 视角面片覆盖率与视角数关系的实验

为了验证基于视点熵的视角选择方法对模型细节特征的保留情况,本文实验了模型可见面片覆盖

率以及视角数之间的关系, 同时确定了本文方法中最佳视角数. 本文在 ModelNet40 整个模型集上进

行了实验,统计出了平均视点熵、平均可见面片覆盖率与视角数之间的关系.如图 4所示,随着视角数

的增加, 平均视点熵和平均模型可见面片覆盖率均在上升. 可以看出视点熵和模型可见面片覆盖率存

在正相关关系, 且随着视角数的增加而增加. 但是视角数越多需要采集的模型投影渲染图的数目就越
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图 4 (网络版彩图) 不同视角数下视点熵与可见面片覆盖率之间的关系

Figure 4 (Color online) Relationship between viewpoint entropy and visible faces coverage under different number of

viewpoints

多, 网络对 GPU 显存的消耗也会越大. 为了兼顾效率和效果, 本文选择将视角数设置为 12. 此时各类

别的平均模型可见面片覆盖率均在 90% 以上. 同时, 当视角数大于 12 并逐渐增加时, 视点熵及模型

可见面片覆盖率则增加平缓.

5.4 视角选择方法对比

为了研究基于视点熵的最佳视角选择方法对三维模型分类准确率的影响,本文将其和 MVCNN [6]

的固定视角方式进行了对比. 实验数据使用了 ModelNet40, 为了控制变量, 本实验将 MVCNN 中的

12 个固定视角设置方式、80 个固定视角设置方式、MVCNN 的多尺度改进版 MVCNN-MultiRes [7]

中 20 个固定视角设置方式与本文基于视点熵的最佳视角选择方式进行了对比, 只是视角选择方式不

同, 网络框架则相同. 本文测试了基于视点熵的 7, 9, 12, 20 个视角下的三维模型分类准确率. 注意

MVCNN-MultiRes [7] 中聚合了多个尺度的特征信息, 而本文利用视点熵的视角选择方法在 12 个视

角的情况下就已经超过其准确率. 表 1 所示为视角选择对分类准确率影响的对比, 最优结果在表中

用黑体标出. 从表中可以看出, 本文基于视点熵的最佳视角选择方法只需要选出 9 个视角, 就可以在

ModelNet40 数据集的准确率水平上超过 MVCNN 中 12 个视角的准确率水平. 而 12 个以上的视角对

三维模型分类准确率的提升并不明显, 说明视角间的冗余信息较大, 不应该简单考虑增多视角.

5.5 三维模型分类准确率对比

为了进一步验证本文设计的多视角信息判别融合卷积神经网络在处理三维模型分类问题上的有

效性, 本文分别在 ModelNet10 和 ModelNet40 数据集上将其和其他领先的方法进行了对比.

表 2 所示为本文方法与其他三维模型分类领域领先的方法在 ModelNet10 和 ModelNet40 数据

集上的准确率对比. 表中本文方法代表加入多视角加权判别网络与替换训练策略后的结果, 本文方法

(固定)为利用 MVCNN 12个固定视角加入本文提出的多视角加权判别网络与替换训练策略后的分类
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表 1 视角选择对分类准确率影响的对比

Table 1 Comparison of the influence of perspective selection on classification accuracy

Method #Views Accuracy (ModelNet40) (%)

MVCNN [6]
12 89.9

80 90.1

MVCNN-MultiRes [7] 20 91.4

MVCNN (viewpoint entropy)

7 89.7

9 90.3

12 91.6

20 91.7

表 2 视角选择对分类准确率影响的对比

Table 2 Comparison of the influence of perspective selection on classification accuracy

Method #Views Accuracy (ModelNet10) (%) Accuracy (ModelNet40) (%)

Ours (fixed viewpoints) 12 93.8 90.9

Ours (viewpoint entropy) 12 95.1 92.2

MVCNN [6]
12 – 89.9

80 – 90.1

PANORAMA-NN [28] – 91.1 90.7

Pairwise [27] – 92.8 90.7

MVCNN-MultiRes [7] 20 – 91.4

KD-Networks [24] – 94.0 91.8

PointNet [21] – – 86.2

3D-GAN [20] – 91.0 83.3

3DShapeNets [16] – 83.5 77.0

结果 (表中黑体表示最佳结果),本文方法 (视点熵)为利用基于视点熵法选择的 12个最佳视角加入本

文提出的多视角判别网络与替换训练策略后的分类结果.本文方法在基于投影的方法中所用的视角数

少并且准确率较高, 也超过了其他非投影的方法, 发挥出了基于投影的方法在三维模型分类领域的优

势, 进一步验证了基于视点熵的最佳视角选择方式能够减少多视角间的信息冗余, 有效地选取模型类

别信息蕴含丰富的视角, 最终提升三维模型分类的准确率.

5.6 分类 Top1∼5 错误率对比实验

为了进一步研究本文设计的多视角融合卷积神经网络在处理三维模型分类问题上的表现, 本文

分别在 ModelNet10 和 ModelNet40 数据集上进行了实验, 选择了图像分类领域常用的 Top1∼5 错误

率衡量标准, 分析了本文方法在各个水平上的错误率. 表 3 所示为本文方法分别在 ModelNet10 和

ModelNet40 模型集上分类 Top1∼5 的错误率. 以 Top5 为例, 它是指将模型预测为各个类别标签的概

率最大的前 5 个类别中有 1 个正确即分类正确, 由 Top5 的正确率得出其错误率. 它们是分类领域常

见的衡量不同方法分类效果好坏的标准.

可以看出, 本文方法的 Top5 错误率已经很小了, 说明本文基于视点熵的多视角融合卷积神经网

络方法在处理三维模型分类问题能够提取出模型的有效类别特征, 从而实现较好的分类.
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表 3 本文方法分类 Top1∼5 错误率

Table 3 Top1∼5 error rate by using this paper’s method

Measure method Error rate (ModelNet10) (%) Error rate (ModelNet40) (%)

Top1 4.84 7.82

Top2 3.87 6.36

Top3 3.26 5.19

Top4 2.69 4.23

Top5 2.18 3.07

(a) (b)

图 5 (网络版彩图) ModelNet40 部分分类结果可视化

Figure 5 (Color online) ModelNet40 partial classification results visualization. (a) Before classification; (b) after classi-

fication

5.7 ModelNet40 分类结果可视化

为了进一步研究本文设计的多视角融合卷积神经网络的效果, 本文对 ModelNet40 数据集上的分

类结果进行了可视化, 通过分析其中的分类正确和分类错误的实例, 来进一步指导对本文方法的修改.

图 5 所示为本文基于视点熵的多视角融合卷积神经网络方法在 ModelNet40 数据集上的部分模型分

类结果的可视化, (a) 为分类前的 ModelNet40 部分模型集渲染图, (b) 为分类后的 ModelNet40 部分

模型集渲染图. 由于 person 和 tent, stair, radio, laptop 类别之间差别较大, 全部分类正确. 而 tent 和

radio, stair 和 radio 之间存在极为相似的模型, 如图中圈中所示, 出现了个别模型的分类错误. 对于极

为相似的模型, 只有有效地提取出能够帮助区分类别的局部特征才能实现分类. 这对于其他方法也是

一个不小的挑战. 由此可以看出, 本文基于视点熵的多视角融合卷积神经网络方法也在处理差异较大

的模型分类时表现较好, 而在处理极为相似的模型的类别判别时出现了个别的偏差现象, 这可能是由

于面对这种情况时局部信息提取得不好. 如果尝试多尺度提取投影图中的特征, 使得提取的特征中既

包含局部特征, 也包含全局特征可能会使本文方法能够适应这种情况.

5.8 多视角聚合特征的可视化显示

为了验证多视角融合卷积神经网络提取的三维模型的类别特征是否有效,本文将网络最后一层的

特征提取出来,通过 t-SNE [31]可视化方法进行了展示. 图 6所示为选择的部分ModelNet40模型,利用

本文提出的多视角聚合网络进行分类时得到的最后一层的特征 t-SNE [31] 可视化显示. 通过 t-SNE [31]

方法,本实验将高维特征映射到二维平面空间内,每一个点则表示被映射的一个模型分类后的特征,不

同颜色代表不同类别. 从图中可以看出本文方法能够较好地提取出模型的类别特征, 使得同类模型尽
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图 6 (网络版彩图) ModelNet40 部分聚类特征可视化

Figure 6 (Color online) ModelNet40 partial clustering features visualization

量分到一起, 而不同种类的模型尽量分得较开.

6 结语

本文采用基于投影的方法, 通过基于视点熵的多视角融合卷积神经网络的深度学习框架从图像

分析的角度完成三维模型的分类任务. 将基于视点熵的最佳视角选择方法引入多视角融合卷积神经

网络中, 减少了视角间的信息冗余. 另一方面, 本文提出了一种新型的多视角卷积神经网络框架, 在

网络训练过程中自动判别每个视角的贡献度, 从而提取出最能表征模型类别的特征, 提高了网络的鲁

棒性.

实验结果表明本文基于视点熵的多视角融合卷积神经网络框架在处理三维模型分类问题上可以

取得很好的效果,达到了预期目标.但是也存在着一些局限性,如最佳视角选择过程没有参与到网络框

架的训练, 并非一个整体的端到端框架; 在处理相似模型时需要细化提取的局部特征, 需要对投影图

进行多尺度特征提取才会进一步提升本文方法在处理三维模型分类问题上的效果等问题.
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3D shape classification based on convolutional neural networks
fusing multi-view information
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Abstract In recent years, convolutional neural network (CNN) architecture has achieved good results in the

fields of 2D image recognition, detection, and semantic segmentation. However, given the complexity and irreg-

ularity of 3D shape structures, CNNs cannot be directly applied to 3D data. With the advantage of the deep

learning framework in the field of 2D image analysis, the view-based method can be used for 3D shape classifi-

cation. However, the existing multi-view based 3D shape classification methods mostly adopt fixed viewpoints.

Considerable information redundancy exist in the rendered images, and it can cause certain interference to the re-

sults. Herein, we propose a novel multi-view CNN framework, which automatically discriminates the contribution

of each viewpoint during the network training and discards the redundant information. In addition, the optimal

viewpoint selection method based on viewpoint entropy is introduced into the field of 3D shape classification. In

comparison with the fixed viewpoint method, this procedure can retain more detailed information of the shapes

and requires no orientation alignment of the model. Experiments on the ModelNet10 and ModelNet40 datasets

verify the rationality and superiority of applying the optimal viewpoint selection method based on the viewpoint

entropy to 3D model classification and the multi-view information fusion method proposed herein. The experi-

mental results show the better classification accuracy of this method than that of existing 3D model classification

methods.

Keywords 3D model, viewpoint selection, viewpoint entropy, convolutional neural network, deep learning
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