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摘要 联邦学习能够在不共享原始数据的前提下实现多客户端协同建模, 为隐私敏感场景下的模型训练提供有

效解决方案. 然而, 在实际部署过程中, 联邦学习模型不可避免地会接触到分布未知的新数据, 从而导致模型性

能随时间推移而下降. 如何在较低维护成本下有效修复性能退化的联邦学习模型, 仍是一个亟待解决的问题. 针

对上述挑战, 本文系统研究了联邦学习场景下的基于数据选择的模型修复方法, 重点分析其在模型维护中的适

用性与有效性. 具体而言, 我们首先从查询选择器与数据选择策略两个维度出发, 比较了以本地模型和全局模

型作为查询选择器的差异, 并评估了多种代表性数据选择方法在联邦学习模型修复任务中的性能表现. 在 7 个

数据集和 6种不同模型架构上的实验结果表明,当前联邦学习场景下基于数据选择的模型修复仍处于探索阶段,

现有方法并不能带来稳定的性能增益. 与以往联邦主动学习中的结论不同, 全局模型在补丁数据选择过程中表

现出更优的修复效果, 表明该问题在本质上不同于联邦主动学习. 进一步的分析发现, 所选补丁数据在标签分布

上保持均衡有助于提升模型修复效果. 基于上述实证发现, 我们进一步提出了一种面向联邦学习的数据选择方

法 Fed-PAIR, 该方法通过显式建模成对不确定性并结合当前训练数据的分布状态, 自适应调整补丁数据的标签

分配, 从而促进整体训练数据在客户端之间趋于更加均衡的分布. 实验结果表明, Fed-PAIR 在数据独立同分布

与非独立同分布场景下均能够取得稳定的性能提升, 在严重标签偏斜条件下也能保持良好的鲁棒性. 上述研究

不仅为联邦学习模型的高效维护提供了系统性的实证分析, 也表明针对联邦学习各端数据非独立同分布场景设

计专门的数据选择策略, 是提升模型修复效果的一条有效途径.
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1 引言

近年来, 联邦学习作为一种有效的分布式建模技术逐渐受到广泛关注, 并已在数字医疗 [1, 2]、无线通信 [3]、

物联网 [4] 以及移动边缘计算 [5] 等多个领域得到应用. 联邦学习的核心设计思想是在客户端利用私有数据训练
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多个深度神经网络 (deep neural networks, DNNs), 并由服务器端对这些模型进行聚合以生成全局模型, 从而完

成特定学习任务. 联邦学习的主要目标是在充分利用各客户端私有数据的同时, 避免直接共享原始数据, 以保护

客户端的隐私信息. 近年来, 随着大语言模型的发展, 联邦学习在保护高价值且获取成本极高的数据方面的重要

性进一步凸显 [6∼8], 使其在学术研究和工业应用中均展现出更大的潜力.

尽管联邦学习在多个领域展现出良好的应用前景, 其在实际部署过程中仍面临着与其他深度学习技术相同

的核心挑战之一,即数据分布偏移 [9]. 当测试阶段的数据分布与训练阶段的数据分布不一致时, 模型性能往往会

出现显著下降, 甚至引发严重的安全隐患. 例如, 在自动驾驶场景中, 数据分布偏移极易导致严重事故 [10∼12]. 数

据分布偏移, 尤其是训练数据与真实环境测试数据之间的差异, 是深度学习领域长期存在的关键问题, 该问题对

联邦学习模型的实际部署同样具有显著影响. 因此, 在模型部署之后对联邦学习模型进行持续维护, 以缓解分布

偏移并确保模型性能持续满足用户需求, 显得尤为必要.

对深度学习模型而言, 通过引入新数据对模型进行重新训练是一种直接且有效的模型修复方式, 可用于应

对数据分布变化. 然而,该策略面临两个主要挑战:一方面,原始数据的采集过程通常较为容易且高度自动化,但

对这些数据进行人工标注仍然代价高昂; 另一方面, 使用全部数据对模型进行重新训练会带来显著的计算开销.

这些因素限制了基于完全重训练的模型修复方法在联邦学习场景中的直接应用. 针对上述问题, 研究者提出了

基于数据选择的模型修复方法 (data selection-based model repair, DSMR) [13], 通过从大规模未标注数据池中选

择一小部分具有代表性的样本作为补丁数据进行标注, 并结合原始训练数据对模型进行再训练, 从而在可控的

标注预算与计算资源消耗下完成模型修复.然而, 现有大多数 DSMR方法主要针对单一深度学习模型进行设计.

相比之下, 联邦学习场景更加复杂, 客户端侧同时涉及本地模型与服务器端聚合得到的全局模型, 不同客户端的

本地训练数据往往呈高度非独立同分布 (non-independent and identically distributed, Non-IID), 这为 DSMR 的

直接应用带来了新的挑战.

在联邦学习场景下, 一个尚未得到系统回答的核心问题是: 在基于数据选择的模型修复过程中, 应由本地模

型还是全局模型作为查询选择器,才能更有效地提升模型在分布偏移场景下的性能?此外,训练数据的分布形式,

如独立同分布 (independent and identically distributed, IID) 与非独立同分布, 被认为是影响联邦学习模型性能

的重要因素, 但其对联邦学习模型修复过程的具体影响仍缺乏系统性的实证分析. 由于联邦学习系统的复杂性,

现有研究尚未充分揭示 DSMR 方法在联邦学习场景下的实际有效性. 因此, 在将基于数据选择的模型修复方法

应用于实际联邦学习系统之前, 有必要对上述问题进行系统而深入的研究.

为填补上述研究空白, 本文首先开展了一项系统的实证研究, 全面评估 DSMR 方法在联邦学习场景下的适

用性与有效性. 我们在 7个数据集、6种模型架构以及同分布与分布偏移测试场景下进行了大规模实验,重点围

绕以下 3 个问题展开分析.

(1) 查询选择器对 DSMR 的影响. 实验结果表明, 与联邦主动学习不同, 在分布偏移场景下全局模型通常是

更有效的查询选择器.

(2) 不同 DSMR 方法在联邦学习中的表现差异. 实验结果显示, 联邦学习中的 DSMR 仍处于初期阶段, 多

数方法仅能带来有限且不稳定的性能增益, 难以在复杂的 Non-IID 与分布偏移条件下稳定优于随机选择. 进一

步分析发现, 在多数设置下, 表现相对较为可靠的方法均属于基于不确定性度量的策略, 表明以模型预测不确定

性作为核心驱动信号仍然是数据选择过程中不可或缺的关键因素.

(3) 标签分布对模型修复效果的影响. 探索性分析表明, 所选补丁数据的标签分布均衡性与模型修复效果密

切相关,而现有 DSMR方法倾向选择偏置数据, 普遍缺乏对补丁数据与原始训练数据联合分布结构的显式约束.

基于上述实证发现, 本文进一步提出了一种面向联邦学习的数据选择方法 Fed-PAIR. 该方法同时考虑模型

预测不确定性和整体数据标签均衡性, 并显式结合当前训练数据的分布状态, 自适应调整补丁数据的标签分配

策略, 从而在保持不确定性驱动选择的同时, 促进补丁数据与原始训练数据在客户端间的协同再均衡. 实验结果

表明, Fed-PAIR 在 IID 与 Non-IID 场景下均能够取得稳定的性能提升, 并在严重标签偏斜条件下仍能保持较为

良好的鲁棒性.

综上, 本文的主要贡献包括: (1) 首次对联邦学习场景下的 DSMR 方法进行了系统性的实证评估, 揭示了查
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询选择器、不确定性驱动策略与数据分布结构对模型修复效果的关键影响因素; (2)基于实证结论提出了一种面

向联邦 Non-IID 场景的数据选择方法 Fed-PAIR, 通过不确定性驱动与分布再均衡的联合约束, 有效改善了模型

修复的稳定性与鲁棒性; (3) 构建并开源了一套可复现的实验框架, 可在不同模型架构、数据分布与分布偏移场

景下评估模型修复方法, 为后续研究提供标准化基准与工具支持 (https://sites.google.com/view/smrforfl).

2 相关背景知识及研究现状

2.1 联邦学习与联邦主动学习

联邦学习 [14∼16] 是一种广泛使用的分布式机器学习范式. 通常,联邦学习由云服务器和多个客户端组成. 在

每轮训练中, 云服务器首先将全局模型下发至各客户端进行本地训练, 然后每个客户端使用自身私有数据训练

收到的模型并将训练后的模型上传至云服务器, 最后服务器对收集到的本地模型进行聚合以更新全局模型. 服

务器端的客户端模型聚合是联邦学习的核心问题, 已有多种聚合方法被提出 [17∼19]. 其中 FedAvg [14] 被认为是

标准方法, 本文工作采用 FedAvg 进行联邦学习聚合. 简而言之, FedAvg 将各本地模型的参数进行平均, 以形成

全局模型.

现有大多数联邦学习研究假设数据已完全标注, 但在实际中标注成本高昂, 客户端通常同时拥有标注数据

和未标注数据 [20∼23]. 主动学习 [24, 25] 通过选择信息量大的样本进行标注, 有效缓解了数据不足问题 [26, 27]. 联

邦主动学习将联邦学习与主动学习结合, 以利用客户端间丰富的未标注数据 [28∼31]. 早期研究 [32∼34] 直接将主

动学习策略应用于联邦学习, 而 LoGo [35] 通过聚类与不确定性引导采样改进了联邦主动学习方法.

2.2 基于数据选择的模型修复方法

基于数据选择的模型修复 (DSMR) 通过策略性地选取和标注有限测试数据, 对深度神经网络进行再训练或

微调, 从而提升模型性能. 先前研究已探索了多种策略: 利用误分类样本 [36∼40]、差分分析 (MODE) [41]、边界聚

类 (MCP) [42]、基于损失的鲁棒性测试 (RobOT) [43], 以及分布感知选择 (DAT) [44]. HybridRepair [13] 将半监督

学习与 DSMR 结合, SAFE [45] 利用故障特征提取, MOTS [46] 则结合不确定性和多样性进行多目标优化. 与这

些针对单模型的研究不同, 本文首次将 DSMR 引入联邦学习, 并评估其在联邦学习模型上的有效性.

此外, 部分联邦学习研究也涉及数据选择, 但关注问题不同: 文献 [47] 从头选择训练数据, 文献 [48] 侧重客

户端到服务器的聚合, 文献 [49] 针对存储受限的主动训练. 这些工作属于模型开发阶段, 而本文的 DSMR 方法

针对模型维护阶段, 用于应对部署后联邦模型的分布偏移.

3 实验设计

为了探究基于数据选择的模型修复在联邦学习中的有效性, 本文开展了系统性实证研究, 分析不同查询选

择器对 DSMR 的影响及现有 DSMR 方法的性能表现.

3.1 整体流程

图 1 展示了本文实证研究设计的概览. 本研究的框架主要由以下步骤组成.

步骤 1: 特征提取. 在每个客户端接收到新的未标注数据时, 现有 DSMR 方法首先利用 DNN 模型 (即查

询选择器) 的内部层或输出层提取有用的特征, 并基于这些特征进行优先级排序. 特征提取的质量直接影响排序

结果,因此对 DSMR至关重要.在联邦学习环境中, 每个客户端可使用两种查询选择器进行 DSMR:客户端本地

训练的模型和服务器聚合后返回的全局模型. 因此,首先需要探索哪种模型更适合作为查询选择器. 在后续步骤

中, 分别使用上述两种模型在每个客户端提取数据特征.

步骤 2: 数据选择. 获得由不同模型提取的数据特征后 (即全局模型与本地模型), 应用 DSMR 方法对未标

注数据集中的样本进行排序, 评估其修复价值, 并根据标注预算选取 Top-K 样本作为补丁数据.
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图 1 (网络版彩图) 框架设计概览.

Figure 1 (Color online) Overview of the framework design.

步骤 3: 数据标注. 对选中的数据进行标注, 并将其作为补丁数据用于模型修复.

步骤 4: 模型再训练. 最后, 每个客户端将标注后的新数据与原始训练数据合并, 对本地模型进行少量轮次

的再训练. 训练完成后, 客户端更新的本地模型在服务器端进行聚合, 形成新的全局模型. 通过对比再训练前后

的全局模型性能, 来评估 DSMR 的有效性.

3.2 数据集与模型

数据集. 本文选取了 7 个广泛使用的数据集, 涵盖图像分类任务和自然语言处理任务: Fashion-MNIST [50],

PathMNIST [51], CIFAR-10 [52], CIFAR-100 [52], Devign [53], 20 Newsgroups [54]和 Sentiment140 [55]. Fashion-MNIST

包含 10 类灰度服饰图像 (如大衣、衬衫). PathMNIST 来源于结直肠癌组织切片, 包含 9 类组织 (如脂肪、淋巴

细胞). CIFAR-10 包含 10 类彩色图像 (如飞机、鸟类). CIFAR-100 包含 100 类彩色图像, 分为 20 个大类, 每张

图像提供 “细粒度” 标签和 “粗粒度” 标签 (如 “dolphin” 为细粒度标签, “aquatic mammals” 为粗粒度标签). 上

述 4 个数据集在计算机视觉领域研究广泛. 此外, 我们考虑自然语言处理领域的两个数据集: 20 Newsgroups 包

含 20个新闻组主题的文本数据 (如 space, baseball), Sentiment140包含通过 Twitter API收集的推文,常用于情

感分析 (正面或负面). 另外, 本文还包含与代码相关的数据集 Devign, 该数据集的构建方式为: 收集与安全相关

的代码提交记录, 并从中提取所标注的易受攻击函数和非易受攻击函数. 值得一提的是, 我们是较早探索联邦学

习在代码领域应用的研究之一.

模型. 为保证模型架构的多样性, 本文考虑前馈深度神经网络 (feed-forward DNNs)、预训练 Transformer

模型以及循环神经网络 (RNNs). 基于前人工作 [40, 44,56,57], 我们选择在这些数据集上具有较高准确率的模型:

Fashion-MNIST 与 PathMNIST 采用 LeNet-5 [58], CIFAR-10 采用 ResNet-20 [59], CIFAR-100 采用 ResNet-50 [59],

Devign采用 CodeBERT [60], 20 Newsgroups采用简单多层感知机 (MLP) [61], Sentiment140采用长短期记忆网络

(long short-term memory, LSTM) [62]. 表 1 总结了本文使用的数据集与模型信息, 更详细的模型信息可见我们的

开源网站 [63].
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表 1 数据集与模型信息, 包括训练数据集和测试数据集样本数量, 在不同训练数据分布形式下训练得到的全局模型在测试数据

集上的准确率. 参数 β 用于控制数据分布的不均衡程度, β 越小, 数据分布越不均衡.

Table 1 Details of datasets and models, including the number of samples in the training and test datasets, and the accuracy of the

global model on the test dataset under different training data distributions. The parameter β controls the degree of data distribution
imbalance, where a smaller β indicates a more imbalanced distribution.

Dataset #Training #Test Model
Accuracy (%)

IID Non IID (β = 1.0) Non IID (β = 0.1)

Fashion-MNIST 60000 10000 LeNet-5 90.28 88.79 78.62

PathMNIST 89996 10004 LeNet-5 87.99 80.23 61.86

CIFAR-10 50000 10000 ResNet-20 96.22 71.56 45.78

CIFAR-100 50000 10000 ResNet-50 78.62 40.30 39.64

Devign 21000 2700 CodeBERT 61.13 59.70 55.16

20 Newsgroups 11314 7532 MLP 66.70 63.08 29.29

Sentiment140 1120000 480000 LSTM 74.16 73.35 58.36

3.3 联邦学习设置

考虑到 FedAvg [14] 是最常用的联邦学习流程, 本文沿用之前工作的研究设置 [33, 35], 采用 FedAvg 作为联邦

学习聚合方法. 本文设定客户端数量 N 为 10, 客户端参与比例 γ 为 1.0, 即每轮训练所有客户端均参与. 本地训

练轮数 E 设为 3, 与开源项目 [64] 默认值一致. 对于图像数据集, 我们将联邦学习模型训练 50 轮, 全局模型的

训练日志如图 2 所示. 根据训练日志, 除 IID 设置下的 CIFAR-100 外, 50 轮足以使模型收敛. 在 IID 设置下的

CIFAR-100 数据集中, 50 轮训练会导致全局模型与本地模型同时出现过拟合现象, 因此我们对该设置下的全局

模型与本地模型统一选用第 10 轮的模型作为查询选择器, 以确保两类查询选择器之间的对比公平性. 其他所有

设置均使用最后一轮的模型. 需要指出的是, 上述特殊处理仅针对 IID 设置下的 CIFAR-100 数据集, 本文各实

验结果均在相同数据集内部对不同方法进行横向比较, 不涉及跨数据集的性能对比, 因此该处理不会对整体实

验结论的公平性产生影响. 对于代码和文本数据集, 我们将联邦学习模型训练 5 轮, 并选择最后一轮的全局/本

地模型作为查询模型. 图 2 中全局模型训练日志验证了 5 轮训练足以收敛.

3.4 模型修复设置

在实验中, 我们通过选取的补丁数据对模型进行再训练以实现模型修复. 参照之前研究工作 [42,44,65] 的设

置, 在再训练过程中采用与初始联邦学习训练相同的超参数设置, 比如优化器、学习率、动量、权重衰减和损失

函数. 本文设定标注预算为 1%, 5% 和 10%, 并从候选数据中选取相应数量的数据, 将其加入客户端原始训练数

据进行再训练. 每个本地模型再训练 5 轮后, 聚合形成再训练的全局模型. 为降低随机性影响, 每次再训练会使

用相同的被选补丁数据重复三次. 本文实验结果报告的是不同案例数量和多次重复下的平均准确率.

3.5 数据准备

本文包含多种类型的数据, 以全面探索面向联邦学习模型的 DSMR 问题. 针对用于再训练的数据, 本文同

时考虑 IID与 Non-IID设置,并分别为原始训练数据与候选数据准备相应的数据划分. 在模型测试阶段,除了评

估联邦学习模型在分布内 (in-distribution, ID) 测试数据上的性能外, 我们还在分布偏移的测试数据上评估模型

性能, 为简化表述, 将其统一称为分布外 (out-of-distribution, OOD) 测试数据, 以分析再训练模型的泛化能力.

原始数据划分. 为获得预训练的联邦学习模型, 我们将原始训练数据集中的 90% 作为原始训练数据, 剩余

10% 作为分布内测试数据, 用于联邦学习模型的训练与评估.

新数据准备. 为模拟部署后的联邦学习模型可能遇到的新环境, 我们在原始数据基础上引入分布偏移, 构造

新的数据集用于模型再训练与再测试. 对于图像数据集, 我们采用图像扰动方法生成新的候选数据和测试数据.

对 CIFAR-10 数据集, 我们直接使用 CIFAR-10-C [66] 作为新数据. CIFAR-10-C 是一个基于 CIFAR-10 构建的经
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图 2 (网络版彩图) 不同训练数据分布下全局模型的训练日志. 第一行为图像任务训练日志, 第二行为自然语言处理 (NLP) 任

务训练日志.

Figure 2 (Color online) The training logs of global models under different training data distributions. The first line shows the training
logs on the image task, and the second line shows the training logs on the natural language processing (NLP) task.

典数据集,包含 19种常见视觉扰动类型 (如高斯噪声、运动模糊、雪、雾、对比度改变、JPEG压缩等),且每种扰

动均设置 5 个严重程度等级. 参照近期工作 [67], 我们从均匀分布中随机采样 50000 张图像作为新数据, 数据规

模与原始训练集保持一致, 同时覆盖不同扰动类型与严重程度. 对于其他图像数据集, 我们采用与 CIFAR-10-C

相同的扰动方法, 在其测试数据集上生成新的扰动数据. 随后, 以与 CIFAR-10-C 相同的方式随机采样新数据,

并保证其规模与原始训练数据一致. 对于每个新生成的数据集, 随机划分其中 10% 作为 OOD 测试数据, 剩余

90% 作为候选数据.

对于代码数据集, 我们采用 ALERT [68] 这一黑盒对抗代码生成方法来构造新数据. 在每个生成的数据集中,

随机划分 10% 作为 OOD 测试数据, 剩余 90% 作为候选数据.

对于文本数据集, 我们使用一个经典的自然语言处理数据增强框架 [69] 中的 4 种常用增强方法对测试数据

进行处理, 以构造新数据. 具体方法包括 butter finger 扰动 (模拟键盘输入错误导致的拼写错误)、随机词删除、

同义词插入以及同义词替换. 随后, 我们将每个新生成的数据集中 20% 作为 OOD 测试数据, 剩余 80% 作为候

选数据.

为验证上述构造方式是否确实引入了有效的分布偏移, 我们在 7 个数据集上进行了分析: 将已在原始训练

集上完成联邦训练的全局模型, 直接应用于本节构造的新测试数据集上进行评估, 见表 2. 结果表明, 与原始测

试集上的性能相比, 模型在新测试集上的准确率出现普遍且显著的下滑, 平均降幅达到 16.5%. 这一结果直接证

实, 本节构造的新数据与原始训练数据之间存在实质性的分布偏移, 从而为后续开展 DSMR 修复实验提供了必

要的前提基础.
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表 2 原始测试集与分布偏移测试集上的模型性能对比. AccID 代表模型在原始测试集上的准确率 (%), AccOOD 代表模型在

新测试集上的准确率 (%).

Table 2 Comparison of model performance on the original test set and the distribution-shifted test set. AccID represents the model

accuracy (%) on the original test set, and AccOOD represents the model accuracy (%) on the new test set.

Dataset
IID Non-IID (β = 1.0) Non-IID (β = 0.1)

AccID AccOOD AccID AccOOD AccID AccOOD

Fashion-MNIST 90.28 79.56 88.79 76.96 78.62 68.46

PathMNIST 87.99 51.03 80.23 47.24 61.86 45.52

CIFAR-10 96.22 59.92 71.56 56.84 45.78 36.20

CIFAR-100 78.62 68.46 40.30 34.36 39.64 30.54

Devign 55.16 55.23 59.70 59.54 61.13 59.98

20 Newsgroups 66.70 7.42 63.08 7.42 29.29 5.92

Sentiment140 74.16 72.72 73.35 72.00 58.36 59.00

Non-IID 与 IID 设定下的数据准备. 本文进一步研究数据分布对 DSMR 的影响, 因此构造了不同的数据

分布设置. 原始训练数据与候选数据在联邦学习流程中将分别按照相同的数据分布方式进行划分. 具体而言, 我

们采用 Dirichlet 分布 DirN (·) [70, 71] 将数据样本非均匀地分配给各客户端作为本地训练数据. 对于客户端 Ci,

其接收的数据比例记为 qi, 其中 q ∼ DirN (β). 参数 β 用于控制数据分布的不均衡程度, β 越小, 数据分布越不

均衡. 本文设置 3 种数据分布场景, 即 IID, Non-IID 且 β = 0.1, Non-IID 且 β = 1.0. 在 Non-IID 设置下, 不同

客户端的本地数据规模和类别分布均不相同.在 IID设置下, 各客户端接收数量相等且类别分布一致的数据. 此

外, 为贴合实际应用场景, 在 IID 与 Non-IID 两种设置中, 客户端之间均无法相互共享数据. 因此, 本文实验设

置能够较好地反映真实世界中的联邦学习部署环境.

3.6 DSMR 方法

本文关注基于数据选择的联邦模型修复问题, 即在模型部署后持续接收未标注新数据的过程中, 通过选择

少量高价值样本进行标注与训练, 以在有限资源条件下修复或提升模型性能. 围绕这一目标, 本文同时考虑了两

类方法: 一是专门为 DSMR设计的方法, 二是主动学习领域中的代表性策略 [72, 73]. 之所以将二者纳入同一研究

框架进行对比, 是因为它们在核心目标上高度一致 —— 均旨在通过选择性标注来最大化模型性能提升. 然而,

二者在问题设定上存在本质区别: 首先, 模型的起点不同. 主动学习通常从随机初始化或弱监督模型出发, 通过

迭代选样逐步构建训练集; 而模型修复则以一个已完成初始训练的模型为起点, 目标是修复其在新增数据上的

性能短板. 其次, 未标注数据的产生方式不同. 主动学习通常假设一个静态的未标注池可供反复查询; 而模型修

复面对的是部署后环境下动态遇见的新数据批次, 这些数据往往与原始训练数据存在分布偏移. 尽管二者存在

上述差异, 但由于其核心目标均在于刻画样本对模型性能提升的潜在价值, 两者在问题形式上高度契合, 因此可

以在不做本质修改的情况下将主动学习选择策略自然迁移并应用于 DSMR 场景. 遵循已有工作 [44], 我们在实

验中选取了两种具有代表性的 DSMR 方法, 即 DeepGini 和 MCP. 对于主动学习方法, 我们引入了两种策略: 最

常用的 Least Confidence (LC) 方法, 以及专门针对联邦学习提出的当前先进方法 LoGo. 我们将这两种主动学

习方法引入 DSMR 场景中, 并将其作为 DSMR 方法进行评估. 此外, 鉴于在每个客户端上均存在两类可用于查

询选择的模型, 我们进一步将 DSMR 方法划分为两组: 基于全局模型的方法与基于本地模型的方法, 并分别以

“-g” 和 “-l” 作为后缀进行区分.

Random 选择是数据选择任务中的基线方法, 即从未标注数据集中随机选取样本. 该方法作为一种简单且

无偏的基线, 用于评估更复杂数据选择策略的有效性.

LC [74] 是一种简单且被广泛采用的主动学习策略, 其基本思想是选择模型最不确定的数据样本. 具体而言,

LC 选择模型在所有类别上的最大预测概率最小的样本, 作为补丁数据.

LoGo [35] 是针对联邦学习提出的主动学习策略, 旨在缓解客户端之间的类别不平衡和数据异质性问题. 该
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方法采用两阶段选择流程: 首先, 本地模型执行 K-means 聚类, 以保证本地数据在类别层面的多样性; 随后, 全

局模型基于熵采样 [74] 从每个簇中选择最不确定的样本. 通过这种方式, LoGo 能够同时选取具有较高不确定性

和多样性的数据样本.

Multiple-boundary clustering and prioritization (MCP) [42] 是一种典型的 DSMR 技术, 其核心思想

是选择靠近决策边界的数据样本用于模型重训练. 该方法包含 3 个步骤: 首先, 使用 DNN 模型对每个数据样本

进行推理, 得到对应的输出概率分布;其次, 基于样本预测概率中排名前两位的类别,进行边界区域聚类, 将数据

划分为若干簇; 最后, 在每个簇内通过计算最大预测概率和第二大预测概率之比来确定样本优先级, 并从每个非

空簇中均匀选取高优先级样本. 通过同时引入数据聚类与不确定性采样机制, MCP 在选择过程中兼顾了数据的

多样性与不确定性, 这一思想与 LoGo 方法具有相似性.

DeepGini [40] 是一种较早提出的 DSMR方法,从深度神经网络的统计特性出发设计不确定性度量. 该方法

基于 Gini 得分选择最不确定的数据样本, 其计算公式如下:

1−
∑K

j=1p
2
j (x), (1)

其中, pj(x) 表示测试输入 x 属于第 j 类的预测概率, K 表示类别总数. Gini 得分越高, 表明该数据样本的不确

定性越大.

3.7 实现细节与实验环境

为缓解再训练过程中的随机性影响,对每组实验重复三次并报告平均结果.实验基于 Python 3.7实现,使用

Pytorch 1.8.0 深度学习框架. 联邦学习流程的实现基于开源项目 [64, 75] 并进行了相应修改. 所有实验均在一台

服务器上完成, 服务器运行 Ubuntu 20.04.1 系统, 配备 64 核 AMD EPYC 7543P 32-Core CPU、4 张 NVIDIA

RTX A5000 GPU, 以及 251 GiB 物理内存.

4 实证研究结果

本节给出本文的实证研究结果. 在全部实验中, 共对超过 45360 个 (具体包括 7 个数据集 × 10 个客户端 ×
9种数据分布设置 × 8种数据选择方法 × 3种标注预算设置 × 3次重复实验)深度神经网络模型进行了再训练.

4.1 研究问题 1: 查询选择器的影响

本研究从两个方面来分析查询选择器对 DSMR 有效性的影响. 首先, 通过分析全局模型与本地模型作为查

询选择器时所选数据的重叠情况, 比较二者在数据选择结果上的差异. 其次, 进一步评估由不同查询选择器所选

数据用于再训练后, 对模型性能提升所产生的影响.

表 3 汇总了在采用不同查询选择器时所选数据的重叠比例. 从结果可以观察到, 当分别使用全局模型与本

地模型作为查询选择器时, DSMR方法在数据选择上普遍呈现出明显差异.具体而言,在 63种实验设置中,仅有

5 种情况下数据重叠比例超过 60%. 此外, 在多数场景下, 随着训练数据 Non-IID 程度的加剧, 数据重叠比例呈

现下降趋势. 例如, 在 Fashion-MNIST 数据集上, 当训练数据分布从 IID 转变为 β = 0.1 的 Non-IID 设置时, 数

据重叠比例由 57.93% 降低至 19.76%.

造成上述现象的主要原因在于, 当训练数据呈现 Non-IID 分布时, 联邦学习模型的整体准确率下降, 这一点

已在表 1 中得到验证. 在模型准确率降低的情况下, 无论是全局模型还是本地模型, 其输出结果对 DSMR 方法

而言均变得不够可靠. 这种不确定性的增加, 进一步放大了两类模型在数据选择结果上的差异. 相比之下, 候选

数据的分布对重叠比例的影响较为有限.例如,在 CIFAR-100数据集上,不同候选数据分布条件下的重叠比例分

别为 30.59%, 30.83% 与 30.80%, 差异极小. 该结果进一步表明, DSMR 的效果在很大程度上依赖于已训练联邦

学习模型的准确率, 而候选数据的分布情况对其影响相对较弱. 总体而言, 上述结果验证了全局模型与本地模型

在作为查询选择器时表现出本质差异, 并表明有必要进一步分析这种差异对联邦学习模型修复效果的具体影响.
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表 3 全局模型与本地模型作为查询选择器时所选数据的重叠比例 (%), 其中 TrainD 表示训练数据分布, CandiD 表示候选

数据分布.

Table 3 Overlap (%) of data selected by the global model and the local model, where TrainD refers to training data distribution and

CandiD refers to candidate data distribution.

TrainD CandiD Fashion-MNIST PathMNIST CIFAR-10 CIFAR-100 Devign 20 Newsgroups Sentiment140

IID

IID 57.93 66.33 36.84 30.59 62.26 56.98 33.51

Non-IID (β=1.0) 58.37 67.02 38.65 30.83 57.26 56.24 33.02

Non-IID (β=0.1) 60.20 72.29 40.97 30.80 59.41 56.83 38.33

Non-IID

(β=1.0)

IID 39.31 46.30 26.73 42.53 54.44 45.89 13.81

Non-IID (β=1.0) 39.34 47.59 27.43 42.36 54.33 45.88 14.67

Non-IID (β=0.1) 41.08 52.82 31.06 42.49 52.01 44.66 15.98

Non-IID

(β=0.1)

IID 19.76 18.12 15.01 30.26 52.01 38.77 39.14

Non-IID (β=1.0) 20.44 19.44 14.83 30.23 50.77 37.63 37.95

Non-IID (β=0.1) 21.97 22.88 16.25 29.81 54.01 38.20 38.27

表 4 与 5 分别给出了在图像数据集和自然语言任务数据集上的再训练模型在分布内测试集 TestID 与分

布外测试集 TestOOD 上的准确率提升结果, 表 6 给出了再训练模型在分布内测试集 TestID 与分布外测试集

TestOOD 上取得 Top-1 与 Top-3 准确率的累计次数统计. 从平均准确率提升结果来看 (表 4 与表 5 中灰色背景

部分), 可以观察到在分布外测试集上, 在 7 个数据集中的 5 个场景下, 采用全局模型作为查询选择器能够获得

更高准确率的联邦学习模型. Top-1 与 Top-3 频次统计结果 (表 6 中灰色背景部分) 同样表明, 基于全局模型的

数据选择在分布外测试数据上更容易获得高准确率模型, 即具有更强的泛化能力. 此外, 在分布内测试集上, 全

局模型同样表现出具有竞争力的性能, 说明其在模型修复过程中能够较好地保留模型原有知识.

综上所述, 鉴于本文关注的是分布偏移场景下的模型修复问题, 全局模型更适合作为联邦学习中 DSMR 的

查询选择器. 值得注意的是, 这一结论与已有的联邦主动学习研究 [35] 得到的结论相反. 该研究指出, 当数据分

布不平衡参数 β 较小时, 本地模型更适合作为查询选择器. 这一差异进一步表明, 联邦主动学习与面向联邦学

习模型的 DSMR 属于两个本质不同的问题.

在面向联邦学习的 DSMR 场景下, 我们推测全局模型准确率更高是其成为更优查询选择器的关键原因. 以

Fashion-MNIST 在 Non-IID (β = 0.1) 设置下为例, 全局模型在第 50 轮训练时可达到 79.62% 的准确率, 而本地

模型的平均准确率仅为 47.28%, 其中最高为 59.53%, 最低仅为 26.05%, 与全局模型相比存在显著差距. 由于多

数 DSMR 方法依赖模型预测输出来进行数据优先级排序, 因此, 预测更准确且置信度更高的联邦学习模型更有

利于实现精确的数据选择. 这一点可以解释为何在 Fashion-MNIST 与 PathMNIST 任务中, 除 FM -IID-TestID

场景外, 全局模型在多数情况下均优于本地模型. 进一步分析发现, Fashion-MNIST 与 PathMNIST 任务对应的

联邦学习模型整体准确率高于其他任务. 相比之下, 在 Non-IID (β = 0.1) 设置下, Sentiment140 的准确率仅为

58.36%, 而 Devign 即便在 IID 场景下准确率也仅为 61.13%, 对于二分类任务而言均处于较低水平. 模型准确率

偏低会自然导致其数据选择行为偏离其他数据集所呈现的整体趋势. 与 DSMR 不同, 联邦主动学习的起点是性

能较差的模型 (通常由随机初始化得到). 在这一阶段, 无论是全局模型还是本地模型, 其预测置信度普遍较低,

难以作为可靠的样本筛选依据. 这一差异直接影响了数据选择策略的有效性: 在主动学习中,选样策略需要引导

模型从零开始快速收敛; 而在 DSMR 中, 选样策略则需借助已有模型的判别能力, 精准定位导致性能衰减的分

布偏移样本. 因此, 模型起点的不同不仅构成了两类问题在设定层面的区别, 更塑造了它们对数据选择方法的差

异化需求.

研究问题 1 小结: 与联邦主动学习中在 Non-IID 场景下更倾向采用本地模型作为查询选择器不同, 在应对

分布偏移的联邦学习模型修复任务中, 全局模型通常是更优的查询选择器. 具体而言, 基于全局模型的 DSMR

方法更有可能获得泛化能力更强的联邦学习模型.
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表 4 使用全局模型或本地模型所选数据进行再训练后, 在图像数据集上的分布内测试集 (TestID) 与分布外测试集 (TestOOD)

上的平均准确率提升 (%), 其中 TrainD 表示训练数据分布, 最优结果以粗体标出.

Table 4 Average accuracy improvement (%) on image datasets using data selected by the global or local models against ID test set

(TestID) and OOD test set (TestOOD), where TrainD refers to training data distribution and the best results are in bold.

Dataset TrainD Test set

Candidate data distribution

IID Non-IID (β=1.0) Non-IID (β=0.1) Average

Global Local Global Local Global Local Global Local

Fashion-MNIST

IID
TestID −0.06 −0.04 −0.03 −0.02 −0.01 0.01 −0.03 −0.02

TestOOD 0.74 0.67 0.69 0.65 0.56 0.50 0.66 0.61

Non-IID (β=1.0)
TestID 0.23 0.18 0.22 0.19 0.20 0.18 0.21 0.18

TestOOD 1.41 1.19 1.21 1.13 1.02 0.87 1.21 1.07

Non-IID (β=0.1)
TestID 0.96 0.86 1.00 0.52 0.00 −0.01 0.65 0.46

TestOOD 3.06 2.59 3.19 2.66 1.19 1.42 2.48 2.22

Average
TestID 0.37 0.33 0.39 0.23 0.06 0.06 0.28 0.21

TestOOD 1.74 1.48 1.70 1.48 0.93 0.93 1.45 1.30

PathMNIST

IID
TestID 0.33 0.34 0.38 0.37 0.38 0.39 0.37 0.37

TestOOD 2.72 2.67 2.19 2.02 0.86 0.79 1.92 1.83

Non-IID (β=1.0)
TestID 1.03 0.61 0.83 0.44 0.70 0.61 0.86 0.56

TestOOD 4.22 3.98 3.52 3.30 2.40 2.33 3.38 3.21

Non-IID (β=0.1)
TestID 1.51 0.49 1.34 0.34 1.27 0.33 1.37 0.39

TestOOD 5.30 5.24 4.75 3.92 2.04 2.01 4.03 3.72

Average
TestID 0.96 0.48 0.85 0.38 0.79 0.44 0.86 0.44

TestOOD 4.08 3.96 3.49 3.08 1.77 1.71 3.11 2.92

CIFAR-10

IID
TestID 0.08 0.13 0.08 0.15 0.14 0.15 0.10 0.15

TestOOD 2.39 2.33 2.15 2.07 1.48 1.46 2.01 1.95

Non-IID (β=1.0)
TestID 1.46 1.56 1.35 1.48 0.68 0.75 1.16 1.26

TestOOD 4.30 4.01 4.14 3.97 2.84 2.82 3.76 3.60

Non-IID (β=0.1)
TestID 6.09 6.78 5.34 5.41 6.81 6.18 6.08 6.13

TestOOD 7.62 7.15 6.63 6.21 7.29 6.77 7.18 6.71

Average
TestID 2.54 2.82 2.26 2.35 2.54 2.36 2.45 2.51

TestOOD 4.77 4.49 4.31 4.08 3.87 3.68 4.31 4.09

CIFAR-100

IID
TestID 0.96 0.86 1.18 0.79 0.04 −0.04 0.72 0.54

TestOOD 3.06 2.59 2.93 2.85 1.37 1.26 2.45 2.23

Non-IID (β=1.0)
TestID 0.12 0.21 0.17 0.15 0.15 0.14 0.15 0.16

TestOOD 1.14 0.83 0.91 0.96 0.97 0.89 1.01 0.89

Non-IID (β=0.1)
TestID 0.17 0.34 0.24 0.21 0.12 0.16 0.18 0.23

TestOOD 1.68 1.73 1.62 1.57 1.51 1.49 1.60 1.60

Average
TestID 0.42 0.47 0.53 0.38 0.10 0.09 0.35 0.31

TestOOD 1.96 1.72 1.82 1.80 1.28 1.21 1.69 1.57

4.2 研究问题 2: DSMR 方法的有效性

在研究问题 2 中, 我们系统性地评估了多种代表性 DSMR 方法在不同训练数据分布与候选数据分布设置

下, 对联邦学习模型修复效果的实际影响. 表 7 汇总了在 7 个数据集上的平均准确率提升情况, 其中 “-g” 表示

以全局模型作为查询选择器, “-l” 表示以本地模型作为查询选择器.
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表 5 使用全局模型或本地模型所选数据进行再训练后, 在 NLP 数据集上的平均准确率提升 (%), 其中 TrainD 表示训练数

据分布, 最优结果以粗体标出.

Table 5 Average accuracy improvement (%) on NLP datasets using data selected by the global or local models, where TrainD refers

to training data distribution and the best results are in bold.

Dataset TrainD Test set

Candidate data distribution

IID Non-IID (β=1.0) Non-IID (β=0.1) Average

Global Local Global Local Global Local Global Local

Devign

IID
TestID −0.42 −0.52 −1.57 0.02 −0.97 −0.89 −0.99 −0.46

TestOOD 0.22 −0.40 −1.45 0.42 −0.48 −0.62 −0.57 −0.20

Non-IID (β=1.0)
TestID 0.74 0.64 1.25 0.79 −1.26 −1.31 0.24 0.04

TestOOD 0.24 0.26 0.80 0.48 −1.80 −1.79 −0.25 −0.35

Non-IID (β=0.1)
TestID 0.33 0.14 0.13 0.06 0.20 0.16 0.22 0.12

TestOOD 0.65 0.48 0.32 0.40 0.50 0.44 0.49 0.44

Average
TestID 0.21 0.09 −0.06 0.29 −0.68 −0.68 −0.17 −0.10

TestOOD 0.37 0.11 −0.11 0.43 −0.59 −0.66 −0.11 −0.04

20 Newsgroups

IID
TestID −0.72 −0.74 −0.70 −0.70 −0.70 −0.73 −0.71 −0.73

TestOOD 10.92 11.54 9.79 9.94 6.97 7.11 9.23 9.53

Non-IID (β=1.0)
TestID 1.05 1.16 1.10 1.14 1.13 1.14 1.10 1.14

TestOOD 10.51 9.89 9.81 8.59 6.53 5.86 8.95 8.12

Non-IID (β=0.1)
TestID 23.19 23.24 23.32 23.35 23.65 23.59 23.38 23.39

TestOOD 13.65 12.74 13.04 12.49 10.02 9.15 12.23 11.46

Average
TestID 7.84 7.88 7.91 7.93 8.02 8.00 7.92 7.94

TestOOD 11.69 11.39 10.88 10.34 7.84 7.37 10.14 9.70

Sentiment140

IID
TestID 0.34 0.36 0.27 0.17 0.13 0.13 0.25 0.22

TestOOD 0.46 0.39 0.35 0.22 0.12 0.17 0.31 0.26

Non-IID (β=1.0)
TestID 0.81 0.48 0.67 0.99 0.46 0.6 0.65 0.69

TestOOD 0.93 0.51 0.77 1.00 0.52 0.62 0.74 0.71

Non-IID (β=0.1)
TestID 10.43 12.93 8.33 11.63 5.26 7.19 8.01 10.58

TestOOD 8.74 10.95 6.81 9.72 4.63 6.2 6.73 8.96

Average
TestID 3.86 4.59 3.09 4.26 1.95 2.64 2.97 3.83

TestOOD 3.38 3.95 2.64 3.65 1.76 2.33 2.59 3.31

表 6 在 7 个数据集上, 不同查询选择器取得 Top-1 与 Top-3 准确率的累计次数统计, 其中 TrainD 表示训练数据分布, 最

优结果以粗体标出.

Table 6 Frequency of achieving Top-1 and Top-3 accuracy using different query selectors across seven datasets, where TrainD refers
to training data distribution and the best results are in bold.

TrainD Test set

Candidate data distribution (Top-1) Candidate data distribution (Top-3)

IID Non-IID (β=1.0) Non-IID (β=0.1) Sum IID Non-IID (β=1.0) Non-IID (β=0.1) Sum

Global Local Global Local Global Local Global Local Global Local Global Local Global Local Global Local

IID
TestID 9 12 10 11 8 13 27 36 31 32 28 35 32 31 91 98

TestOOD 10 11 15 6 12 9 37 26 33 30 34 29 30 33 97 92

Non-IID (β=1.0)
TestID 9 12 7 14 9 12 25 38 29 34 30 33 31 32 90 99

TestOOD 18 3 13 8 15 6 46 17 42 21 38 25 35 28 115 74

Non-IID (β=0.1)
TestID 11 10 8 13 10 11 29 34 29 34 26 37 33 30 88 101

TestOOD 12 9 11 10 10 11 33 30 36 27 38 25 34 29 108 81

Sum
TestID 29 34 25 38 27 36 81 108 89 100 84 105 96 93 269 298

TestOOD 40 23 39 24 37 26 116 73 111 78 110 79 99 90 320 247
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表 7 不同 DSMR 方法在 7 个数据集上的平均准确率提升 (%), 其中 TrainD 表示训练数据分布, CandiD 表示候选数据

分布, 最优结果以粗体标出.

Table 7 Average accuracy improvement (%) of models using different DSMR methods across seven datasets, where TrainD refers to

training dataset distribution, CandiD refers to candidate dataset distribution, and the best results are in bold.

Distribution Test set Random LoGo LC-g MCP-g Gini-g LC-l MCP-l Gini-l

TrainD

IID
TestID 0.06 0.00 0.06 −0.04 −0.18 0.04 −0.02 −0.01

TestOOD 2.81 3.03 2.56 2.90 1.41 2.61 2.76 1.57

Non-IID (β=1.0)
TestID 0.63 0.67 0.71 0.75 0.41 0.66 0.64 0.44

TestOOD 3.40 3.40 3.20 3.28 1.59 2.78 2.99 1.60

Non-IID (β=0.1)
TestID 5.61 5.94 6.11 5.24 5.74 6.10 5.75 5.88

TestOOD 5.60 5.78 5.91 5.01 3.96 5.25 5.50 4.31

CandiD

IID
TestID 2.31 2.42 2.52 2.28 2.15 2.50 2.45 2.20

TestOOD 4.65 4.81 4.61 4.54 2.83 4.17 4.56 2.89

Non-IID (β=1.0)
TestID 2.04 2.24 2.44 1.97 1.97 2.40 2.20 2.16

TestOOD 4.15 4.29 4.29 3.87 2.46 3.91 4.02 2.72

Non-IID (β=0.1)
TestID 1.96 1.95 1.91 1.71 1.85 1.89 1.70 1.96

TestOOD 2.99 3.11 2.77 2.77 1.66 2.56 2.68 1.87

Average
TestID 2.10 2.20 2.29 1.99 1.99 2.26 2.12 2.11

TestOOD 3.93 4.07 3.89 3.73 2.32 3.55 3.76 2.49

从不同方法的相对表现来看, 各类 DSMR 方法在不同测试场景下呈现出一定的互补性特征. 在同分布测试

数据 TestID 上, LC-g在多数设置下取得了最高或接近最高的平均准确率提升,例如在训练数据分布为 Non-IID

(β = 0.1) 设置下达到 6.11%, 在总体平均结果中也取得了最高的 TestID 提升 (2.29%). 该结果表明, 在同分布

测试场景中, 基于预测置信度的不确定性策略仍然是一种较为有效的选择. 在分布偏移测试数据 TestOOD 上,

LoGo 方法整体取得了相对更高的平均提升, 在多个设置下取得最优或并列最优结果, 并在总体平均结果中取得

最高的 TestOOD 提升 (4.07%). 该现象说明, 在分布偏移场景下, 显式刻画决策边界结构的策略在一定程度上有

助于提升模型的泛化性能.

然而, 更为值得注意的是, 表 7 的结果同时表明, 在多数设置下, 各类精心设计的 DSMR 方法与随机选择

在平均准确率提升方面的差距普遍较小, 且不同方法在不同数据分布条件下的相对优势并不稳定. 例如, 在若干

设置下随机选择本身即可取得与最优方法相当的性能提升. 这一现象揭示了一个重要事实: 在联邦学习场景下,

基于数据选择的模型修复方法整体仍处于早期阶段. 在复杂的 Non-IID 与分布偏移场景中, 现有 DSMR 方法尚

难以稳定地优于随机选择. 这不仅反映了联邦模型修复问题本身的高度挑战性, 也表明直接将单模型场景下的

DSMR 方法迁移至联邦学习环境往往难以取得预期效果.

研究问题 2 小结: 在联邦学习场景下, 现有 DSMR 方法在多数设置下仅能带来有限且不稳定的性能增益,

难以在整体上稳定优于随机选择, 表明联邦模型修复仍处于早期阶段, 亟需针对联邦 Non-IID 特性设计新的数

据选择机制.

4.3 研究问题 3: 所选数据标签分布对 DSMR 的影响

如 4.2 小节所述, 联邦学习场景下基于数据选择的模型修复仍处于研究初期. 与精心设计的 DSMR 方法相

比, 简单的随机选择在多数情况下也能获得相近的修复效果. 因此, 本节进一步探索潜在的研究方向, 以提升联

邦学习场景下 DSMR 方法的有效性. 已有研究 [44] 表明, 在传统深度学习模型的 DSMR 场景中, 所选数据的标

签分布均衡性有助于提升模型修复效果. 受此启发, 本节探讨在联邦学习场景下, 维持本地模型修复数据在标签

分布上的均衡, 是否有助于提升 DSMR 对联邦学习模型的修复效果.
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4.3.1 研究设计

本探索性研究包括 3个部分: (1)相关性分析,用于探究各客户端所选数据的标签均衡性与基于此数据再训

练的联邦学习模型性能之间的关系, (2) 受控实验, 用于分析在客户端层面上引入标签均衡数据对 DSMR 的促

进作用, (3) 分析现有 DSMR 方法所选数据的标签分布特征.

相关性分析. 为了判断所选数据在不同类别之间的分布是否均匀, 量化所选数据的标签均衡性, 我们计算其

标签分布的标准差 (std), 较小的标准差表明数据分布更加均衡. 在计算标准差时, 我们统计所有类别上的样本

数量, 即使某一类别的样本数为 0 也会被纳入计算. 例如, 在一个三分类任务中, 若共有 10 个样本, 当各类别样

本数为 (2, 3, 5) 时, 其标准差为 1.25. 而当类别分布为 (0, 1, 9) 时, 标准差增大至 4.03.

为验证数据均衡性与模型修复效果之间是否存在关联, 我们采用 Spearman 等级相关系数 (ρ) 计算所选

数据标签分布的标准差与不同标注预算下再训练模型准确率之间的相关性. 具体而言, 在计算每个客户端所

选数据的标准差 stdi 后, 我们根据该客户端所选数据量占全部所选数据量的比例为其分配权重 wi, 计算如下:

wi =
|Di|∑N
i=1 |Di|

,其中 N 表示客户端数量. 随后,对 std1, . . . , stdN 进行加权聚合,得到整体的标签分布标准差 std.

在实验中,每一组 (std,准确率)数据对共包含 72个样本点 (3种训练数据分布 × 3种候选数据分布 × 8种数据

选择方法). 我们在每一组数据上分别计算 Spearman等级相关系数 (ρ),以分析标签均衡性与模型修复效果之间

的关系.

受控实验. 为进一步探究在客户端层面上引入标签均衡的数据分布在多大程度上能够促进联邦学习模型的

修复效果, 本文设计了一项受控实验, 并在多个中等类别规模的数据集上开展评估, 包括 CIFAR-10

(10 类)、Fashion-MNIST (10 类) 与 PathMNIST (9 类). 该实验需要对不同标签的数据进行显式分配, 并分

别统计各标签上的性能变化, 因此数据集的类别数量会对实验设计与结果分析产生重要影响. 类别数过少 (如二

分类任务) 难以体现标签分布调整带来的差异, 而类别规模过大的数据集 (如 100 个类别的 CIFAR-100) 会显著

增加标签组合空间, 从而降低实验可控性与结果可解释性. 因此, 本实验选择标签数量相近且具有代表性的数据

集, 以在保证分析可控性的同时提升结论的普适性.

在该实验中, 本文假设客户端之间可以进行通信, 从而能够人为控制并调整分配给各客户端的候选数据标

签分布. 具体而言, 本文对候选数据进行重分配, 使得某一特定类别的数据在不同客户端之间尽可能均衡. 随

后,使用所有候选数据对模型进行再训练,并评估再训练后模型的准确率.在该实验中,以候选数据服从 Non-IID

(β = 0.1) 分布条件下再训练得到的联邦学习模型性能作为基线, 用以衡量引入标签均衡分布后对模型修复性能

所带来的影响.

现有 DSMR 方法分析.最后,分析现有 DSMR方法所选样本的数据分布特征. 具体而言,与前述相关性分

析一致, 计算不同 DSMR 方法所选数据的标签分布标准差 (std). 通过该分析, 我们能够揭示现有方法所选数据

在标签分布上的潜在局限性, 并为设计更有效的基于数据选择的联邦学习模型修复方法提供经验性指导.

4.3.2 实验结果

表 8 总结了相关性分析的实验结果. 结果表明, 当标注预算为 5% 和 10% 时, 所选数据的标签分布标准差

与基于这些数据再训练的联邦学习模型性能之间呈现出明显的负相关关系. 此外, 相较于 ID 测试数据, 该负相

关关系在 OOD测试数据上的明显更强,尤其是在标注预算为 10%且测试数据为 OOD分布的情况下, 7个任务

中有 5 个任务的相关性结果具有统计显著性 (p-value < 0.03).

结论: 相关性分析实验结果表明, 本地模型所选数据的标签均衡性是影响 DSMR 效果的关键因素之一. 标

签分布更加均衡的所选数据能够显著提升联邦学习模型的修复性能.

图 3 展示了各数据集在 TestID 和 TestOOD 上进行受控实验的结果. 在该图中, 颜色越深表示准确率提升

越大. 实验结果表明, 当某一特定标签在被选数据中呈现均衡分布时, 使用这些数据修复后的联邦学习模型在该

标签上的准确率显著提高. 此外, 我们还对多个标签同时保持均衡分布的数据进行了实验, 结果同样表明, 修复

后的联邦学习模型在这些标签上的准确率也有明显提升.

 https://www.sciengine.com/doi/10.1360/SSI-2026-0024



支宇晗等 中国科学 :信息科学 2026年 第 56卷 第 6期 1377

表 8 Spearman 秩相关系数 (ρ) 及其 p 值, 用于衡量所选数据标签分布标准差 (std) 与再训练后联邦学习模型准确率之间

的相关性.

Table 8 Spearman’s rank correlation coefficient (ρ) and p-value between standard deviation (std) of selected data and retrained model

accuracy.

Dataset

Budget = 1% Budget = 5% Budget = 10%

TestID TestOOD TestID TestOOD TestID TestOOD

ρ p-value ρ p-value ρ p-value ρ p-value ρ p-value ρ p-value

Fashion-MNIST −0.15 2.1× 10−1 0.04 7.5× 10−1 −0.21 7.0× 10−2 −0.15 2.0× 10−1 −0.26 2.9× 10−2 −0.22 6.1× 10−2

PathMNIST 0.02 8.4× 10−1 −0.11 3.5× 10−1 −0.32 6.3× 10−3 −0.63 2.6× 10−9 −0.30 1.1× 10−2 −0.71 3.1× 10−12

CIFAR-10 −0.07 5.3× 10−1 −0.13 2.9× 10−1 −0.05 6.8× 10−1 −0.20 8.6× 10−2 −0.01 9.5× 10−1 −0.35 2.5× 10−3

CIFAR-100 −0.22 6.9× 10−2 −0.15 2.1× 10−1 −0.25 3.5× 10−2 −0.28 1.6× 10−2 −0.51 5.2× 10−6 −0.43 1.6× 10−4

Devign −0.00 9.9× 10−1 −0.10 4.2× 10−1 −0.10 4.2× 10−1 −0.07 5.3× 10−1 −0.13 2.3× 10−1 −0.17 1.5× 10−1

20 Newsgroups 0.00 9.8× 10−1 −0.19 1.2× 10−1 0.05 6.7× 10−1 −0.50 9.3× 10−6 0.00 9.7× 10−1 −0.54 1.3× 10−6

Sentiment140 −0.08 5.1× 10−1 −0.06 6.3× 10−1 −0.14 2.3× 10−1 −0.17 1.5× 10−1 −0.25 3.6× 10−2 −0.31 7.8× 10−3

表 9 在候选数据分布为 IID 且标注预算为 10% 的情况下, 不同方法所选择数据的标准差 (std), 其中 TrainD 表示训练数

据分布, 最小的标准差以粗体标出.

Table 9 Standard deviation (std) values of data selected by different methods with a labeling budget of 10% when the candidate data
distribution is IID, where TrainD refers to training dataset distribution and the minimum std values are in bold.

Dataset TrainD Random LoGo LC-g MCP-g Gini-g LC-l MCP-l Gini-l

Fashion-MNIST

IID 6.67 23.85 10.78 20.87 25.21 11.77 23.60 25.56

Non-IID (β=1.0) 5.55 23.54 13.01 23.96 29.20 19.21 33.36 27.06

Non-IID (β=0.1) 5.65 24.43 17.76 19.38 28.75 26.88 46.06 40.69

PathMNIST

IID 15.12 16.69 17.94 43.52 24.81 19.09 42.88 24.11

Non-IID (β=1.0) 15.66 20.60 20.08 50.87 22.71 19.51 53.31 23.18

Non-IID (β=0.1) 15.32 21.09 18.64 56.00 23.02 25.76 49.74 31.05

CIFAR-10

IID 6.21 12.22 13.13 15.18 11.33 13.53 17.43 11.22

Non-IID (β=1.0) 6.18 13.30 16.94 20.19 13.25 20.08 22.21 17.91

Non-IID (β=0.1) 5.35 21.27 20.66 22.32 15.83 21.75 23.94 22.79

CIFAR-100

IID 2.05 2.54 2.27 2.88 2.90 2.19 2.78 2.69

Non-IID (β=1.0) 2.08 2.47 2.26 2.65 2.64 2.21 2.62 2.58

Non-IID (β=0.1) 2.16 2.57 2.32 2.51 2.59 2.31 2.76 2.57

Devign

IID 56.63 57.83 57.18 61.74 59.71 57.67 59.72 58.08

Non-IID (β=1.0) 60.72 59.41 59.73 61.90 58.83 57.67 59.42 60.60

Non-IID (β=0.1) 51.60 59.17 67.98 65.29 59.27 57.64 58.63 60.56

20 Newsgroups

IID 3.32 3.50 3.62 4.26 4.46 3.70 4.00 4.02

Non-IID (β=1.0) 3.55 3.73 3.49 4.62 4.33 3.66 4.63 4.12

Non-IID (β=0.1) 3.64 3.30 4.73 4.44 3.75 4.54 4.41 4.51

Sentiment140

IID 147.20 79.60 166.50 73.40 127.10 144.20 73.10 109.20

Non-IID (β=1.0) 135.20 203.20 179.70 83.80 142.30 194.00 225.10 210.30

Non-IID (β=0.1) 144.70 164.80 496.10 14.10 14.70 460.70 345.30 311.80

结论: 除了在每个客户端内部保证被选数据在各类别上的标签均衡之外, 在所有客户端之间实现标签分布

的均衡, 同样是提升 DSMR 效果的一个很有前景的研究方向.

最后, 表 9 给出了在标注预算为 10% 时, 不同现有 DSMR 方法所选择数据的标签均衡性结果. 可以看到,
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图 3 (网络版彩图) 相较于基线 Non-IID 设置, 各数据集在 TestID 和 TestOOD 上的准确率提升 (%) 情况. 其中, ‘L’ 表

示标签, 横轴表示某一特定标签上的准确率提升, 纵轴表示其对应数据分布被设定为均衡的标签.

Figure 3 (Color online) Accuracy improvement (%) on TestID and TestOOD compared to baseline Non-IID setting. ‘L’ refers to
label. The horizontal axis represents the improvement in accuracy for a specific label, while the vertical axis represents the label for
which the corresponding data distribution is balanced.

与均匀随机选择相比,所有 DSMR方法在用于重训练联邦学习模型时, 均倾向于选择标签分布更为偏置的数据.

在所有方法中, 除随机选择外, LC 在重训练阶段选择的数据具有相对更高的标签均衡性. 这和研究问题 2 中得

到的结果相符, 即 LC 是在分布内测试数据上取得最高测试准确率的 DSMR 方法之一. 该结果进一步表明: 标

签均衡性是影响联邦学习模型 DSMR 效果的重要因素.
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然而, 现有 DSMR 方法所选择数据的标签分布仍与理想情况 (即标签分布标准差 std = 0) 存在较大差距.

我们发现, 由于当前联邦学习模型性能较低, 尤其是本地模型, 现有主要依赖深度神经网络输出的解决方案难以

有效控制标签分布. 例如, 在 Non-IID (β = 0.1) 设置下的 CIFAR-10 数据集中, 全局模型的准确率仅为 45.78%,

而本地模型的准确率介于 17.03%∼40.65%, 表现更差. 更严重的是, 即便是采用最新联邦学习方法 [16, 76,77] 训

练的模型, 在我们研究的任务上准确率依然偏低. 例如, 相比 FedAvg, FedMut [16] 在 CIFAR-100 数据集上使用

ResNet-18 模型, 在 Non-IID (β = 0.1) 设置下的准确率仅提高了 3.77%. 全局与本地模型之间存在较大性能差

距,加之全局模型与本地模型所选择数据的低重叠率 (见第 4.1小节),使得利用模型输出为数据分配标签并精确

平衡标签分布变得困难.

结论: DSMR 方法在联邦学习模型修复中选择的数据存在明显的标签分布偏置.

研究问题 3 小结: 所选数据的标签均衡性是影响 DSMR 在联邦学习中有效性的关键因素之一. 更好的标

签均衡性 (包括单个客户端内部以及不同客户端之间) 能够显著提升联邦学习模型的整体准确率. 然而, 现有

DSMR 方法在数据选择过程中仍然存在明显的标签偏置问题, 其在提升标签均衡性方面仍有较大的改进空间.

5 面向联邦学习的 DSMR 方法

基于前述实证研究, 尤其是研究问题 2 与研究问题 3 的结果, 我们得到两点关键认识. 一方面, 研究问题 2

的结果表明, 尽管现有 DSMR 方法在联邦学习场景下整体性能提升有限, 且在部分场景下甚至无法超过随机选

择的提升效果. 但在多数场景中, 表现相对较为可靠的方法均属于基于不确定性度量的策略. 这说明, 即便在联

邦学习这一复杂场景中, 以模型预测不确定性作为核心驱动信号, 仍然是数据选择过程中不可或缺的关键因素.

另一方面, 研究问题 3 的实证结果进一步揭示, 所选补丁数据在标签分布上的均衡性与模型修复效果之间存在

显著关联, 能够选取标签分布更均衡数据的方法往往表现出更稳定且更优的修复性能.然而, 现有大多数 DSMR

方法要么仅依赖单一的不确定性信号进行优先级排序, 要么仅关注补丁数据自身的分布均衡, 而缺乏对联邦学

习环境中原始训练数据分布特性的系统性建模. 在联邦学习场景下, 各客户端的本地训练数据往往呈现严重的

Non-IID 分布, 即使补丁数据在全局层面保持均衡, 其与原始训练数据叠加后, 仍可能导致客户端之间以及整体

训练数据的标签分布持续高度失衡. 以 MCP 方法为例, 尽管其通过多边界聚类在单模型场景下能够相对均衡

地选择补丁数据, 但其隐含假设训练数据本身分布相对均衡, 并未显式建模训练数据与补丁数据之间的分布耦

合关系. 在联邦学习场景中, 该缺陷将进一步放大 Non-IID 训练数据带来的标签偏置, 从而限制模型修复的实际

效果.

基于上述实证结论, 我们进一步认识到, 面向联邦学习的 DSMR 方法不仅需要以不确定性作为核心选择准

则,还必须显式考虑补丁数据如何与各客户端现有训练数据协同作用,以实现整体训练数据在客户端间的再均衡.

基于这一核心动机, 我们在 MCP 的基础上提出一种面向联邦学习的数据选择方法, 称为 Fed-PAIR (federated

pairwise uncertainty-based data selection). 与现有方法不同, Fed-PAIR 并非仅追求补丁数据自身的均衡分布, 而

是以当前训练数据分布为约束条件, 自适应地调整补丁数据的标签分配策略, 从而在保持不确定性驱动选择的

同时, 显式促进整体训练数据以及客户端之间的标签分布趋于更加均衡的状态.

5.1 方法介绍

Fed-PAIR 是一种同时考虑样本不确定性与整体数据标签覆盖均衡性的 DSMR 数据选择方法. 其核心思想

是: 通过显式建模类别对之间的决策不确定性, 并以当前训练数据的分布作为约束条件, 优先修复训练集中尚未

覆盖或覆盖不足的决策边界区域, 从而实现更加有针对性且面向整体数据均衡的数据选择. 我们在算法 1 中展

示了详细步骤.
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算法 1 Fed-PAIR: 面向联邦学习的成对不确定性数据选择算法.

Require: 模型 fθ; 训练数据 Dtrain; 候选未标注数据 Dcand; 类别数 C; 标注预算 B;

Ensure: 选中的补丁样本索引集合 S;
1: 根据 fθ 计算 Dtrain 中样本的预测标签对 (c1, c2);

2: 统计训练集中每个标签格的样本数 Mtrain(c1, c2);

3: 根据 fθ 计算 Dcand 中样本 x 的 (c1, c2) 及不确定性比值 r(x);

4: 将候选样本按标签格 (c1, c2) 组织为 C × C 个集合;

5: 初始化 S ← ∅;
{第一阶段: 优先修复训练数据中最稀缺的标签格}

6: while B > 0 do

7: 选取所有候选非空且 Mtrain(c1, c2) 最小的标签格集合 Gmin;

8: if Gmin = ∅ then
9: break

10: end if

11: for 每个 (c1, c2) ∈ Gmin do

12: if B = 0 then

13: break

14: end if

15: 从该标签格中选择 r(x) 最大的样本 x;

16: S ← S ∪ {x};
17: 从候选集中移除 x, 并更新 Mtrain(c1, c2);

18: B ← B − 1;

19: end for

20: end while

{第二阶段: 基于成对不确定性的全局补充选择}
21: while B > 0 do

22: 在所有剩余候选样本中, 选取 r(x) 最大的样本 x;

23: S ← S ∪ {x};
24: 更新对应的 Mtrain(c1, c2), 并从候选集中移除 x;

25: B ← B − 1;

26: end while

27: return S.

给定全局模型 fθ 以及一组未标注候选样本 Dcand,对于每个样本 x,其全局模型输出预测概率向量为 p(x) =

[p1, . . . , pC ], Fed-PAIR 首先提取其预测概率最大的类别 c1 与次大的类别 c2, 即

c1 = argmax
j

pj , c2 = argmax
j ̸=c1

pj , (2)

并进一步定义成对不确定性比值为

r(x) =
pc2(x)

pc1(x)
. (3)

该比值刻画了样本在类别 c1 与 c2 之间的判别不确定性, 数值越大表示样本越接近对应的决策边界. 与基

于单类别不确定性的度量不同, 该设计能够显式刻画样本接近哪一条具体决策边界, 从而为后续有针对性的边

界修复提供更精细的结构信息. 基于上述定义, Fed-PAIR将所有样本按照 (c1, c2) 组织为 C ×C 个标签格, 其中

C 为类别数. 每一个标签格对应于一条具体的类别决策边界区域, 形成对决策空间的细粒度划分.

与 MCP仅依据候选数据自身进行边界聚类不同, Fed-PAIR进一步显式引入当前训练数据的标签对分布作

为选择约束. 记 Mtrain(c1, c2)为当前训练集中预测标签对为 (c1, c2)的样本数量 (第 2行). 当 Mtrain(c1, c2) = 0
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表 10 Fed-PAIR 在不同训练与候选数据分布下平均准确率提升 (%) 幅度与最优基线方法的对比, 其中 TrainD 表示训练数

据分布, CandiD 表示候选数据分布, 最优结果以粗体标出.

Table 10 Comparison of the average accuracy improvement (%) of Fed-PAIR over the best baseline method under different training

and candidate data distributions, where TrainD refers to training dataset distribution, CandiD refers to candidate dataset distribution,
and the best results are in bold.

Method

TrainD CandiD
Average

IID Non-IID (β=1.0) Non-IID (β=0.1) IID Non-IID (β=1.0) Non-IID (β=0.1)

TestID TestOOD TestID TestOOD TestID TestOOD TestID TestOOD TestID TestOOD TestID TestOOD TestID TestOOD

Best Baseline 0.06 3.03 0.75 3.40 6.11 5.91 2.52 4.81 2.44 4.29 1.96 3.11 2.29 4.07

Fed-PAIR-g 0.15 3.29 0.77 3.65 6.36 5.90 2.40 5.29 2.57 5.17 2.31 2.19 2.43 4.22

Fed-PAIR-l 0.07 3.25 0.60 3.48 6.36 5.76 2.79 4.84 2.16 4.42 2.08 3.22 2.34 4.16

时, 我们称该标签对对应的决策边界区域为未覆盖格.

在此基础上, Fed-PAIR 采用两阶段选择策略.

第一阶段, Fed-PAIR 按照当前训练集中标签格覆盖程度从低到高对所有候选集中非空的标签格进行排序,

即优先考虑 Mtrain(c1, c2)最小的标签格 (代码第 8∼10行). 随后, Fed-PAIR依次从这些覆盖最不足的标签格中,

为每一个标签格选择一个不确定性比值 r(x) 最大的样本加入选择集合 (代码第 11∼19 行). 该阶段优先修复当

前训练数据中最为稀缺的决策边界区域, 从而以最小代价逐步抬升整体训练数据在标签对层面的最低覆盖水平,

并系统性缓解由 Non-IID 训练数据引入的结构性失衡.

当第一阶段完成或剩余预算不足以覆盖所有待修复标签格时, Fed-PAIR 进入第二阶段, 在所有仍处于覆盖

不足状态的标签格中, 全局选取剩余不确定性比值最大的样本, 直至达到给定标注预算 (代码第 21∼26 行).

该两阶段策略在保证高不确定性优先的同时, 显式约束所选数据在标签对层面的覆盖均衡性, 从而实现对

决策空间的系统性修复, 并促进整体训练数据在客户端之间逐步趋于更加均衡的标签分布状态.

5.2 实验结果

表 10汇报了所提出的 Fed-PAIR方法在不同训练数据分布与候选数据分布条件下,相对于最优基线方法的

性能对比结果. “-g” 代表使用全局模型选择, “-l” 代表使用本地模型选择. “Best Baseline” 表示在各设置下表现

最优的现有 DSMR 方法. 从整体平均结果可以观察到, Fed-PAIR-g 在 TestID 与 TestOOD 上均取得了最优表

现, 分别将最优基线的平均准确率从 2.29 提高至 2.43, 从 4.07 提高至 4.22, 表明该方法在分布内与分布外场景

下均能够带来稳定的性能增益.

进一步观察不同训练分布条件下的结果可以发现, Fed-PAIR-g 在几乎所有的场景下 (11/12 个数据分布设

置) 均能够取得比基线更好的性能表现, 并在任何设置下均优于随机选择的表现. 当训练数据分布为 Non-IID

(β = 1.0) 时, Fed-PAIR-g 在 TestID 与 TestOOD 上分别达到 0.77 与 3.65, 均为该设置下的最优结果, 表明所提

出的方法在中度异质场景下能够有效改善模型修复效果. 在更为极端的 Non-IID 设置 (β = 0.1) 下, Fed-PAIR-g

在 TestID 上仍保持领先, 并在 TestOOD 上与该设置下最优基线方法 (LoGo) 性能相当 (5.90 vs. 5.91), 表明该

方法在严重标签偏斜条件下依然能够保持较为稳定的性能表现, 具有良好的鲁棒性.

此外, Fed-PAIR-g 在多数设置下均优于 Fed-PAIR-l, 再次验证了前文研究问题 1 的结论, 即在联邦 DSMR

场景中, 全局模型相比本地模型更适合作为查询选择器.

综上, 该结果表明 Fed-PAIR 能够有效地将前述关于查询选择器可靠性与数据分布均衡性的实证结论转化

为实际可观的模型修复性能提升.

6 讨论

6.1 使用指导

我们总结了在联邦学习中使用 DSMR 方法的若干实践指导原则.
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表 11 在 AccDFL 框架下, 不同 DSMR 方法在 Brain Tumor 数据集上的 TestOOD 准确率提升 (%). 训练数据分布为

Non-IID (β = 1.0), 数据集为 Brain Tumor. 最优结果以粗体标出.

Table 11 TestOOD accuracy improvement (%) of different DSMR methods on the Brain Tumor dataset under the AccDFL framework.

Training data distribution is Non-IID (β = 1.0). The best result is in bold.

Random LoGo MCP LC DeepGini Fed-PAIR

Accuracy improvement 4.58 1.56 5.51 6.21 5.51 7.05

• 鉴于均衡的数据分布有助于提升 DSMR 在联邦学习中的修复效果, 在选择并标注一定预算数量的新数据

后, 可进一步结合数据增强技术生成额外样本, 以改善补丁数据与原始训练数据之间的标签分布均衡性.

• 当训练数据与候选数据均呈现严重 Non-IID 分布时, 仅依赖 DSMR 来维护联邦学习模型的效果可能较为

有限.在此情形下, 将 DSMR与其他模型维护技术相结合,例如深度度量学习 [78] 和不确定性建模 [79], 可能是一

种更为有效的替代方案.

• 在我们的实验设定中, 对于单个客户端, 服务器端不向其共享其他客户端的数据分布信息, 这在一定程度上

限制了分布感知型 DSMR 方法的效果. 我们的探索性研究表明, 客户端之间保持较为均衡的数据分布有助于更

有效地修复联邦学习模型. 因此, 在实际应用中, 若条件允许, 建议服务器端向各客户端共享部分分布信息 (例

如平均输出概率分布), 以进一步提升 DSMR 在联邦学习场景下的有效性.

6.2 基于去中心化联邦学习架构的 DSMR 验证

前述实验均基于中心化联邦学习框架展开. 近年来, 去中心化联邦学习 (DFL) 因无需依赖中央服务器而在

医疗物联网等隐私敏感场景中受到广泛关注 [80]. 为探索 DSMR 方法在更广泛联邦学习架构下的适用性, 本节

在典型 DFL 框架 AccDFL [80] 上开展了补充验证.

实验采用脑肿瘤医学图像数据集1), 以 ResNet-18 为骨干网络, 设置 N = 10 个客户端, 训练数据分布为

Non-IID (β = 1.0), 评估指标为 TestOOD 准确率提升. 值得注意的是, AccDFL 采用纯点对点通信拓扑, 不存在

全局模型, 各客户端只能以本地模型作为查询选择器, 这与研究问题 1 中全局模型更优的结论形成直接对照.

实验结果如表 11所示. 整体而言, 各方法在去中心化架构下仍能带来正向的准确率提升, 表明 DSMR方法

具备一定的架构普适性. 然而, LoGo仅提升 1.56%,低于随机选择 (4.58%),这与其两阶段机制高度依赖全局模型

进行不确定性采样密切相关, 进一步印证了研究问题 1 的结论. Fed-PAIR 在所有方法中取得最高提升 (7.05%),

表明其分布再均衡机制对查询选择器质量的依赖相对较低, 在全局模型不可用的场景下仍能保持较强的修复

效果.

6.3 方法与结论的泛化性讨论

本文主要实验在 10 个客户端的设置下开展, 该规模在联邦学习研究中较为常见 [47, 81∼84], 能够在控制通信

与计算成本的同时稳定反映不同方法之间的差异. 然而, 在实际联邦学习系统中, 会存在客户端数量较多的情

况, 这可能会带来更强的数据异质性与训练不稳定性. 为分析该因素对结果泛化性和方法有效性的影响, 本文在

Fashion-MNIST 数据集上进一步扩展了实验规模, 并分别设置 20 个与 50 个客户端进行验证, 结果在表 12∼14

中展示. 实验结果显示, 在客户端数量增加的情况下, 实验结果仍呈现与主实验一致的变化趋势, 说明本文的方

法以及得到的实证研究结果对客户端规模具有一定的鲁棒性.

此外, 从方法设计角度来看, 所提出框架主要在客户端内部独立运行, 不依赖客户端之间或客户端与服务

器之间的数据共享, 因此其计算与通信开销不会随客户端数量线性增长. 这一特性使得该方法能够自然扩展至

cross-device 联邦学习等更大规模场景. 同时, 由于方法不涉及原始数据交换, 其适用性在差分隐私等设置受限

下仍然能够保持. 然而, 需要指出的是, 当客户端规模进一步扩大时, 系统级因素 (如通信延迟、参与率波动等)

可能对整体训练动态产生额外影响, 相关复杂配置下的系统性评估仍有待未来工作进一步探索.

1) https://www.kaggle.com/datasets/jakeshbohaju/brain-tumor/data.
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表 12 客户端数量为 20 和 50 时, 使用全局模型或本地模型所选数据进行再训练后, 在 Fashion-MNIST 数据集上的分布内

测试集 (TestID) 与分布外测试集 (TestOOD) 上的平均准确率提升 (%), 其中 TrainD 表示训练数据分布, 最优结果以粗体

标出.

Table 12 Average accuracy improvement (%) of models on Fashion-MNIST dataset with 20 and 50 clients (using data selected by the

global or local models against ID test set (TestID) and OOD test set (TestOOD), where TrainD refers to training dataset distribution
and the best results are in bold.

Clients TrainD Test set

Candidate data distribuion

IID Non-IID (β=1.0) Non-IID (β=0.1) Average

Global Local Global Local Global Local Global Local

20

IID
TestID 0.02 0.03 0.02 0.02 0.08 0.07 0.04 0.04

TestOOD 0.56 0.49 0.57 0.51 0.38 0.37 0.50 0.46

Non-IID (β=1.0)
TestID 0.17 0.17 0.15 0.16 0.27 0.23 0.20 0.18

TestOOD 0.93 0.90 0.85 0.88 0.79 0.74 0.85 0.84

Non-IID (β=0.1)
TestID 0.64 0.38 0.38 0.09 0.38 0.43 0.47 0.30

TestOOD 1.44 1.15 1.40 0.94 1.21 1.29 1.35 1.13

Average
TestID 0.28 0.19 0.18 0.09 0.24 0.24 0.23 0.18

TestOOD 0.98 0.85 0.94 0.78 0.79 0.80 0.90 0.81

50

IID
TestID −0.10 −0.10 −0.09 −0.08 −0.04 −0.04 −0.08 −0.07

TestOOD 0.50 0.49 0.47 0.44 0.38 0.37 0.45 0.43

Non-IID (β=1.0)
TestID −0.17 −0.13 −0.15 −0.15 −0.19 −0.20 −0.17 −0.16

TestOOD 0.45 0.43 0.45 0.41 0.45 0.36 0.45 0.40

Non-IID (β=0.1)
TestID 0.26 0.24 0.24 0.14 0.14 0.13 0.21 0.17

TestOOD 0.54 0.48 0.69 0.51 0.58 0.34 0.60 0.44

Average
TestID 0.00 0.01 0.00 −0.03 −0.03 −0.03 −0.01 −0.02

TestOOD 0.50 0.47 0.54 0.45 0.47 0.36 0.50 0.43

6.4 有效性威胁

内部有效性威胁主要来源于我们所采用的联邦学习流程以及 DSMR 方法的实现. 在联邦学习方面, 我们采

用了被广泛研究的 FedAvg 方法 [14], 并基于成熟的开源项目 [64, 75] 进行实现, 该实现具有良好的可扩展性. 在

DSMR方面, 我们复用了多种方法 [40, 42,44] 的官方实现. 为保证实验的可复现性, 我们在项目网站上公开了完整

的代码、实验配置以及全部实验结果 [63].

外部有效性威胁主要与方法、数据集和模型的选择有关. 在方法层面, 我们同时涵盖了基础方法 (如 Least

Confidence) 和当前先进方法 (如 LoGo) 的联邦主动学习方法, 以及具有代表性的 DSMR 方法 (例如 DeepGini).

与以往主要聚焦于图像数据的联邦学习研究不同 [33, 35,85],本研究同时覆盖了图像、代码和文本 3种模态的数据

集, 共包含 7 个数据集和 6 种模型架构, 涵盖前馈神经网络、循环神经网络以及预训练 Transformer 模型. 因此,

我们的结论在一定程度上具有超出实验设置的泛化性.

本文实验采用全客户端参与 (γ=1.0) 的设置, 旨在排除客户端采样随机性的干扰, 从而更清晰地对比不同

数据选择策略在模型修复任务上的本质差异.从方法设计角度来看, Fed-PAIR方法主要在客户端内部独立运行,

其数据选择过程不依赖于客户端的参与比例, 因此客户端参与比例的降低不会对方法本身的有效性产生本质影

响.然而, 在实际联邦学习部署中, 部分客户端参与的场景下, 客户端采样策略将与数据选择策略产生交互, 可能

对整体模型修复效果引入额外的不确定性. 因此, 尽管方法本身具有鲁棒性, 相关复杂配置下的系统性评估仍有

待未来工作进一步探索.

此外, 本文实验在标注预算设置上选取了 1%, 5% 和 10% 三个代表性比例. 这一选择能够初步揭示不同数

据选择方法在模型修复任务上的性能趋势, 但对于实际应用中可能出现的预算极低 (如 0.5%) 或较高 (如 20%)
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表 13 客户端数量为 20 时, 不同数据选择方法在 Fashion-MNIST 数据集上的平均准确率提升 (%), 其中 TrainD 表示训

练数据分布, CandiD 表示候选数据分布, 最优结果以粗体标出.

Table 13 Average accuracy improvement (%) of different selection methods on the Fashion-MNIST dataset with 20 clients, where

TrainD refers to training dataset distribution, CandiD refers to candidate dataset distribution, and the best results are in bold.

Distribution Test set Random LoGo LC-g MCP-g Gini-g LC-l MCP-l Gini-l Fed-Pair-g Fed-Pair-l

TrainD

IID
TestID 0.06 0.07 0.04 0.03 0.05 0.04 0.05 0.04 0.11 0.07

TestOOD 0.22 0.21 0.35 0.79 0.37 0.31 0.72 0.35 0.93 0.82

Non-IID (β=1.0)
TestID 0.24 0.28 0.23 0.12 0.24 0.20 0.14 0.21 0.27 0.24

TestOOD 0.53 0.53 0.77 1.04 0.75 0.72 1.02 0.78 1.18 1.12

Non-IID (β=0.1)
TestID 0.41 0.44 0.60 0.20 0.60 0.34 0.14 0.42 0.63 0.60

TestOOD 1.11 1.12 1.42 1.34 1.29 1.22 1.07 1.10 1.44 1.39

CandiD

IID
TestID 0.31 0.27 0.37 0.10 0.37 0.22 0.10 0.26 0.33 0.28

TestOOD 0.66 0.70 0.88 1.18 0.86 0.74 0.97 0.83 1.33 1.20

Non-IID (β=1.0)
TestID 0.21 0.20 0.22 0.08 0.25 0.09 0.03 0.15 0.38 0.42

TestOOD 0.69 0.51 0.88 1.14 0.79 0.73 0.93 0.67 1.32 1.28

Non-IID (β=0.1)
TestID 0.19 0.32 0.28 0.18 0.27 0.27 0.19 0.27 0.48 0.34

TestOOD 0.51 0.65 0.77 0.84 0.77 0.77 0.91 0.72 1.23 1.09

Average
TestID 0.24 0.26 0.29 0.12 0.30 0.19 0.11 0.23 0.37 0.33

TestOOD 0.62 0.62 0.85 1.06 0.81 0.75 0.94 0.74 1.24 1.15

表 14 客户端数量为 50 时, 不同数据选择方法在 Fashion-MNIST 数据集上的平均准确率提升 (%), 其中 TrainD 表示训

练数据分布, CandiD 表示候选数据分布, 最优结果以粗体标出.

Table 14 Average accuracy improvement (%) of different selection methods on the Fashion-MNIST dataset with 50 clients, where
TrainD refers to training dataset distribution, CandiD refers to candidate dataset distribution, and the best results are in bold.

Distribution Test set Random LoGo LC-g MCP-g Gini-g LC-l MCP-l Gini-l Fed-Pair-g Fed-Pair-l

TrainD

IID
TestID −0.02 −0.02 −0.05 −0.10 −0.08 −0.04 −0.10 −0.08 0.06 0.01

TestOOD 0.18 0.31 0.36 0.59 0.39 0.33 0.56 0.41 0.88 0.86

Non-IID (β=1.0)
TestID −0.11 −0.13 −0.11 −0.21 −0.18 −0.14 −0.20 −0.14 −0.02 0.00

TestOOD 0.26 0.36 0.36 0.56 0.44 0.32 0.49 0.41 0.52 0.50

Non-IID (β=0.1)
TestID 0.16 0.20 0.26 0.05 0.33 0.21 0.19 0.12 0.32 0.35

TestOOD 0.49 0.59 0.57 0.60 0.65 0.40 0.50 0.42 0.70 0.65

CandiD

IID
TestID 0.02 0.04 0.03 −0.09 0.06 0.01 −0.01 0.01 0.09 0.06

TestOOD 0.33 0.47 0.42 0.61 0.46 0.38 0.56 0.47 0.91 0.74

Non-IID (β=1.0)
TestID 0.01 0.04 0.07 −0.11 0.05 0.01 −0.04 −0.06 0.33 0.11

TestOOD 0.33 0.47 0.47 0.61 0.52 0.38 0.54 0.44 0.84 0.63

Non-IID (β=0.1)
TestID 0.00 −0.03 0.00 −0.05 −0.05 0.01 −0.06 −0.05 0.19 0.09

TestOOD 0.26 0.32 0.39 0.52 0.50 0.30 0.44 0.33 0.35 0.35

Average
TestID 0.01 0.02 0.03 −0.09 0.02 0.01 −0.04 −0.03 0.16 0.10

TestOOD 0.31 0.42 0.43 0.58 0.49 0.35 0.52 0.41 0.70 0.62

的场景未做系统探讨. 特别是在预算极低的情况下, 基于不确定性的方法是否仍能稳定优于随机选择, 尚需进一

步实验验证. 未来研究可在更宽泛的预算范围内对数据选择策略的有效性进行更全面的评估.

在聚合策略方面, 本文所提出的结论与方法设计均不依赖于特定的联邦聚合算法. Fed-PAIR 方法作用于客

户端本地, 其数据选择过程与服务器端的聚合方式无关, 因此本文结论在不同聚合策略下应具有一致性. 我们在

6.2 小节对 DSMR 在去中心化联邦学习架构下的有效性分析也进一步验证了这一点, 实验结果表明, 在去中心
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化架构下 Fed-PAIR 方法仍能带来正向的准确率提升, 这为本文结论在更广泛聚合架构下的适用性提供了初步

支持. 然而, 近年来涌现出多种改进的聚合策略 (如 FedProx, SCAFFOLD 等), 这些方法在处理非独立同分布数

据时可能表现出不同的收敛特性. 尽管本文结论本身与聚合策略无关, 但在不同聚合策略的设定下, 数据选择方

法与聚合方法的交互作用是否会对模型修复效果产生进一步影响, 仍有待未来工作系统探究.

其他有效性威胁主要来源于模型重训练和评估过程中的随机性. 为缓解该问题, 我们对所有实验结果均取

三次独立运行的平均值. 此外, 不同于仅评估分布内测试准确率的既有研究 [14, 71,85,86], 我们进一步在分布外测

试数据上评估模型的泛化性能.

7 总结

本文首次对基于数据选择的模型修复方法在联邦学习场景下的有效性进行了系统的实证研究, 旨在应对联

邦学习模型在面对未知数据分布时的模型维护问题. 通过在 7 个数据集和 6 种模型架构上的全面实验, 我们揭

示了 DSMR 在联邦学习场景下的若干关键行为特征. 实验结果表明, 现有 DSMR 方法在复杂 Non-IID 与分布

偏移条件下整体仍处于早期阶段,多数方法仅能带来有限且不稳定的性能增益.进一步的分析揭示了两条关键经

验规律: 一方面, 不确定性驱动仍是数据选择过程中不可或缺的核心因素; 另一方面, 补丁数据与训练数据之间

的分布均衡性与模型修复效果密切相关, 而现有方法普遍缺乏对其联合分布结构的显式约束. 基于上述实证结

论, 本文提出了一种面向联邦学习的数据选择方法 Fed-PAIR, 通过不确定性驱动与分布再均衡的联合约束, 显

式建模补丁数据与训练数据之间的分布耦合关系,从而在复杂 Non-IID场景下实现更加稳定且鲁棒的模型修复.

实验结果表明, Fed-PAIR 在 IID 与 Non-IID 设置下均能够取得稳定的性能提升. 综上, 本文不仅为联邦学习场

景下 DSMR 方法的实际有效性提供了系统性的实证依据, 也表明针对联邦 Non-IID 特性设计不确定性驱动且

具备分布再均衡能力的数据选择策略, 是提升联邦模型长期维护效果的一条重要途径.
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Abstract Federated learning enables collaborative model training across multiple clients without sharing raw data,

providing an effective solution for privacy-sensitive applications. However, in practical deployment, federated models

inevitably encounter new data with unknown distributions, which leads to gradual performance degradation over time.

How to effectively repair degraded federated models with low maintenance cost remains an open and important problem.

To address this challenge, this paper systematically investigates data selection-based model repair methods in the federated

learning setting, with a focus on their applicability and effectiveness for long-term model maintenance. Specifically, we

study the problem from two key dimensions, namely the choice of query selector and the design of data selection strategies.

We compare the performance of using local models and the global model as query selectors, and evaluate a variety of

representative data selection methods for federated model repair. Extensive experiments on seven datasets and six different

model architectures show that data selection-based model repair in federated learning is still at an early stage, and existing

methods fail to provide stable performance gains across different settings. In contrast to previous findings in federated active

learning, the global model consistently serves as a more reliable query selector for model repair, indicating that federated

model repair is fundamentally different from federated active learning. Further analysis reveals that maintaining a balanced

label distribution in the selected repair data plays an important role in improving model repair performance. Based on these

empirical findings, we further propose a new data selection method for federated learning, termed Fed-PAIR. Fed-PAIR

explicitly models pairwise uncertainty and incorporates the current training data distribution to adaptively adjust the label

allocation of the repair data, thereby promoting a more balanced joint distribution of training and repair data across clients.

Experimental results demonstrate that Fed-PAIR achieves stable performance improvements under both IID and Non-IID

settings, and remains robust even under severe label skew. Overall, this work provides a systematic empirical analysis

of federated model repair and shows that designing data selection strategies tailored for federated Non-IID scenarios is a

promising direction for improving the effectiveness of long-term model maintenance.

Keywords deep learning, data selection, model repair, federated learning, data distribution
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