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摘要 太阳耀斑是最剧烈的太阳爆发之一, 太阳耀斑能够在几分钟内对空间环境产生影响, 为了更好地应对太阳

耀斑爆发的空间环境效应, 本文提出一种基于自动特征提取方法的太阳耀斑预报模型. 该模型以太阳黑子的连续

谱观测图像为输入, 利用卷积神经网络的自动图像特征提取能力, 建立太阳耀斑预报模型. 传统的以太阳黑子特

征为输入的耀斑模型需要以黑子的McIntosh分型作为输入, 黑子的McIntosh分型需要人为指定, 效率低并且具有

一定的主观性. 通过实验比较, 本文提出的耀斑预报模型比传统的以太阳黑子McIntosh分型为基础的预报模型具

有更好的预报准确度. 总之, 本文提出的太阳耀斑预报模型能够自动提取太阳黑子图像的特征, 具有更高的预报

效率和准确率(在48 h M级耀斑预报中, 基于深度学习方法的预报模型在耀斑报准率上比传统预报模型高3.7%,
在非耀斑报准率上比传统预报模型高2.8%), 是一种实用性较强的太阳耀斑预报模型.
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1 引言

太阳耀斑是一种剧烈的太阳爆发现象, 与之伴随

发生的高能粒子和辐射对空间环境产生剧烈的冲击,
对空间飞行器或宇航员造成潜在的危害. 当耀斑辐射

来到地球附近时, 光致电离使得D层的电子密度增加,
破坏电离层并引起无线电通信中断. 因此提前1–2 d的
太阳耀斑短期预报具有重要的实用价值.

到目前为止, 已经提出了许多短期太阳耀斑预报

的方法. 考虑到太阳黑子和耀斑发生之间的紧密联系,
一些太阳耀斑预报模型采用黑子参量作为预报因子.
文献[1]提出太阳黑子的McIntosh分型, 并统计了McIn-
tosh分型所对应的太阳耀斑产率. 基于太阳黑子的

McIntosh分型, 美国国家海洋和大气管理局(National
Oceanic and Atmospheric Administration, NOAA)空间

环境实验室和Colorado大学联合开发了一个专家系统

Theo来预报太阳耀斑. 文献[2]采用多维线性回归方法

统计了每个McIntosh分型对太阳耀斑的贡献. 美国大
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熊湖天文台的Gallagher等人[3]采用泊松统计的方法,
计算McIntosh分类的三个参量对每一个活动区产生X
射线耀斑的可能性来进行预报. 文献[4]利用人工神经

网络技术建立耀斑预报模型, 达到了与Theo相同的预

报精度. 英国Bradford大学的Qahwaji和Colak[5]应用神

经网络和支持向量机算法建立了混合的耀斑短期预报

系统, 以McIntosh分型和太阳黑子数为预报因子, 首先

利用支持向量机预报是否有耀斑发生, 如果有耀斑发

生, 再利用神经网络预报发生耀斑的级别. Li等人[6]应

用支持向量机-k近邻方法建立了一个耀斑短期预报系

统, 并得到了良好的预报精度. 文献[7]统计计算了黑

子面积、磁分类、McIntosh分型与耀斑的产率关系,
使用决策树算法建立了树状太阳耀斑预报模型. 文献

[8]针对X级的大耀斑给出耀斑的峰值、结束时间等参

量的预报. 文献[9]结合了黑子McIntosh分型参量和光

球磁场参量, 对太阳耀斑进行了更加准确的预报. 文

献[10]建立了X级耀斑的径向基神经网络模型. 文献

[11]综述了已有的太阳耀斑预报模型. 文献[12]将主成

分分析方法和支持向量机算法结合在一起, 给出太阳

耀斑预报模型. 文献[13]提出一种自动给定太阳黑子

群McIntosh分型的方法. 基于该方法, 文献[14]给出太

阳耀斑的自动预报模型.
近年来, 在机器学习研究中, 深度学习方法取得了

快速的发展[15,16], 并成功应用在语音识别、自然语言

处理、目标识别和分类等领域[17,18].
与之前方法不同的是, 深度学习方法能够从原始

观测数据中自动学习特征参量并建立模型. 该方法替

代了经验性的特征提取方法, 大大降低了建立模型的

难度. 其中卷积神经网络是在图像识别中应用较为广

泛的一种深度学习网络.
在上述耀斑预报模型中, 非常重要的输入是黑子

的McIntosh分型参量. 然而, McIntosh分型通常由观测

人员指定, 具有一定的主观性, 并且实时性较差. 此外,
建立耀斑预报模型需要统计建立太阳耀斑和太阳黑子

参量的关系, 依赖于统计样本和方法. 为了解决上述问

题, 本文直接以太阳黑子的连续谱观测图像作为输入,
利用卷积神经网络[19]自动特征抽取的能力, 自动提取

太阳黑子的分布式模式, 并基于此建立太阳耀斑预报

模型, 与之前基于McIntosh分型参量的太阳耀斑预报

模型进行比较.

2 数据

强耀斑的发生经常和太阳黑子密切相关[20]. 本文

使用太阳黑子观测数据预测太阳耀斑的发生. 太阳黑

子主要由McIntosh分型进行描述. McIntosh分型是在

太阳黑子Zurich分类的基础上改进而来. McIntosh分
型的形式可表达为: Zpc, 其中, Z表示修改的Zurich分
类; p表示黑子类型; c表示黑子群分别间隔的紧凑度.
太阳黑子观测图像使用SOHO (Solar and Heliospheric
Observatory)卫星MDI (Michelson Doppler Imager)观测

的太阳黑子连续谱图像.
太阳耀斑数据来源于国家地球物理数据中心(Na-

tional Geophysical Data Center, NGDC)整理的数据列

表(ftp://ftp.ngdc.noaa.gov/STP/space-weather/solar-data/
solar-features/solar-flares/x-rays/goes/xrs/). 太阳耀斑根

据其软X射线峰值流量分为B, C, M, X四级. 我们将一

段时间内的耀流量总和作为耀斑重要程度的指标

I c m x= + 10 × + 100 × , (1)tot

其中, c, m, x分别为C级耀斑、M级耀斑、X级耀斑所

对应的系数. 一个耀斑预报模型通常关注在未来一定

时间内大于某一级别的耀斑发生情况, 本文考虑在预

报时限内发生的所有耀斑的情况, 以耀斑重要程度指

标Itot的数值作为耀斑是否发生的准则. 如果一个太阳

黑子在48 h内的Itot大于10, 认为该黑子样本为耀斑样

本, 否则认为该黑子样本为非耀斑样本[21].
本文选取从1996–2008年日面中心30°范围内的太

阳黑子数据. 数据集共包含21656张太阳黑子图像, 其

中1252张黑子图像在48 h内发生了指定级别的耀斑,
剩余的20404张黑子图像在48 h内没有指定级别的耀

斑发生. 我们从20404张没有发生耀斑的黑子图像中随

机抽取1252张图像, 与1252张发生耀斑的黑子图像一

起, 构成训练预报模型的数据集合.

3 方法

到目前为止, 太阳耀斑爆发的物理机制并不完全

清晰, 太阳耀斑预报还是以活动区特征参量为基础的

统计或机器学习方法的预报. 传统的基于太阳黑子耀

斑预报模型(图1)需要提取活动区的黑子特征参量, 并

采用机器学习或统计方法找出太阳活动区参量与太阳
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耀斑爆发之间的关系, 即建立预报模型.太阳活动区的

黑子特征提取问题成为整个系统的关键, 并影响预报

结果.
而近年来迅速发展的深度学习方法能够实现从原

始观测数据中自动提取特征, 并建立预报模型. 其中卷

积神经网络常常用来处理图像数据. 本文使用卷积神

经网络自动提取太阳黑子图像的特征, 并建立太阳耀

斑预报模型. 一个典型的卷积神经网络的结构如图2
所示.

由图2可以看出, 一个卷积神经网络主要由如下部

分组成:
(1) 卷积层. 卷积层计算输入数据和指定滤波器的

卷积计算, 并将卷积的结果作为输出. 卷积层常用来提

取对象的低层特征.
(2) 池化层. 池化层用于计算某一指定区域的统计

特性, 包括计算输入数据在指定范围的统计参量, 并将

统计结果作为输出. 池化层通常用于降低数据的维度,
防止模型过拟合. 本文使用最大值池化方法.

(3) 归一化层. 归一化层实现了从输入到输出的非

线性变换. 该层用于在模型中增加非线性特征. 常用的

归一化函数有S形激活函数 ( f x( ) = 1
1 + e x )和ReLu

(Rectified Linear Units, f x x( ) = max(0, ))激活函数. 由
于ReLu函数具有更快的模型收敛能力, 本文选自ReLu
函数作为归一化函数.

(4) 全连接层. 全连接层中的每个神经元与前一层

的所有神经元相连. 通常全连接层是卷积神经网络最

后几层的结构, 前面几层的输出在全连接层中进行高

阶段的推理和计算, 并给出模型最终的输出结果.
在卷积神经网络的设计过程中, 首先需要设计模

型的结构. 模型的输入使用SOHO卫星MDI观测的太

阳黑子连续谱图像. 网络中的权值由观测数据确定,
确定网络权值的过程被称为学习或训练. 模型结构确

定后, 使用随机梯度下降算法训练模型, 训练的最终

目的是最小化训练误差, 从数据中学习网络权值[19],
使模型在新数据上具有良好的预测能力. 一旦网络的

权值被确定, 训练过程就结束了, 模型的性能可使用

测试数据来评估.

4 结果与分析

本文使用伯克利视觉和学习中心(Berkeley Vision
and Learning Center)开发的深度学习框架Caffe[22]建立

图 1 (网络版彩图)传统预报模型的结构图
Figure 1 (Color online) Example of a traditional neural network.

图 2 (网络版彩图)卷积神经网络的结构图
Figure 2 (Color online) Example of a typical convolutional neural network.
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卷积神经网络进行太阳耀斑预报. 模型的输入是太阳

黑子的连续谱观测图像, 第二层是一个卷积层(50个
5×5的滤波器), 第三层是一个最大值池化层(3×3), 第

4–6层是一个3层的全连接层(100×10×2个节点), 模型

的两个输出分别代表未来48 h是否产生太阳耀斑.
上述模型有两类输出(耀斑或非耀斑), 我们将耀

斑样本认为是正类样本, 非耀斑样本是负类样本, 因

此模型的测试结果会出现如表1所示的4种情况. 其中

TP定义为对正类样本预报为正类的数目; TN为对负

类样本预报为负类的数目; FP为对负类样本预报为正

类的数目; FN为对正类样本预报为负类的数目.
根据表1的4种输出, 我们定义如下4个指标反映模

型的测试性能.
TP rate为正确的正类样本数和真实的正类样本数

的比

TP rate = TP
TP + FN . (2)

TN rate为正确的负类样本数与真实的负类样本数

的比

TN rate = TN
TN + FP. (3)

FP rate为虚报率, 定义为错误的否样本数和预报的正

类样本数的比

FP rate = FP
TP + FP. (4)

FN rate为漏报率, 定义为错误的肯定样本和真实的负

类样本的比

FN rate = FN
FP + TN . (5)

对于整个数据集, 我们采用十折交叉验证法测试

太阳耀斑预报模型的性能. 在该方法中, 将数据集分

成10份, 将其中9份作为训练数据集, 剩下的1份作为

测试数据集, 测试轮流进行10次, 保证整个数据集都

进行测试.
为了比较本文预报模型与传统基于McIntosh分型

进行太阳耀斑预报模型的性能, 将本文的实验结果

(表2)与文献[7]的实验结果(表3)进行了对比(表4).
在太阳耀斑预报中, 只有少部分太阳黑子产生大

的太阳耀斑, 其余黑子没有产生大的耀斑. 在机器学

习中, 此类问题被称为“类不平衡问题”[23]. 在处理类

不平衡问题时, 通常将两类样本处理平衡后再进行建

模分析. 本文的实验就是在产生耀斑的黑子图像和没

有产生耀斑的黑子图像数量相等的条件下进行的. 为

了讨论太阳耀斑预报中的类不平衡问题, 逐步增加没

有产生耀斑的太阳黑子图像的数据, 并建立预报模型.
不同样本比例下, 太阳耀斑预报模型性能如图3所示.
图3的测试结果表明, 随着没有产生耀斑的太阳黑子

图像数量的增加, 预报模型对非耀斑的报准率不断升

高, 但是模型对耀斑的报准率却显著下降. 该实验表

明, 在太阳耀斑预报中, 将两类样本处理平衡后再进

行预报建模的策略是合理的.
文献[24]中对黑子特征的刻画仍然使用McIntosh

分型等经典特征参量. 本文的工作不再使用黑子的

McIntosh分型等经典特征参量, 而是从大量黑子数据

表 1 两类输出预报模型的4种模型测试情况

Table 1 2×2 contingency table for binary solar flare forecasting

观测耀斑 观测非耀斑

预报耀斑 TP FP

预报非耀斑 FN TN

表 2 卷积神经网络模型的测试结果

Table 2 Testing results of convolution neural network model

观测耀斑 观测非耀斑

预报耀斑 1008 231

预报非耀斑 291 978

表 3 C4.5决策树预报模型的测试结果[7]

Table 3 Testing results of C4.5 decision tree model [7]

观测耀斑 观测非耀斑

预报耀斑 961 274

预报非耀斑 291 978

表 4 卷积神经网络模型和C4.5决策树模型性能比较

Table 4 Performance evaluation measures of convolution neural
network model and C4.5 decision tree model

测试参数 卷积神经网络模型 (%) 决策树模型[7] (%)

TP rate 80.5 76.8

TN rate 80.9 78.1

FP rate 18.6 22.2

FN rate 20.2 23.2
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中自动提取刻画黑子性质的特征参量. 通过对比实验,
我们发现直接以太阳黑子连续谱观测图像为输入的太

阳耀斑卷积神经网络预报模型比以太阳黑子McIntosh
分型为输入的传统的太阳耀斑预报模型性能略好. 本

文提出的太阳耀斑预报模型能够实现太阳黑子特征的

自动提取, 避免了人工指定太阳黑子分型的主观误差,
模型运行效率和准确率都有所提高, 因此该耀斑预报

模型具有更好的实用性.

5 结论

本文以太阳黑子的连续谱观测图像作为输入, 利

用卷积神经网络的图像特征自动提取能力, 建立太阳

耀斑预报模型. 传统的太阳耀斑预报模型需要人工区

分太阳黑子的McIntosh分型, 然后以太阳黑子的McIn-
tosh分型作为模型的输入, 进行太阳耀斑预报. 与传统

太阳耀斑预报模型相比, 本文提出的方法避免了人工

特征提取的过程, 具有更高的效率, 避免了人为因素

引入的误差. M级耀斑48 h预报测试结果显示, 基于深

度学习方法的预报模型在耀斑报准率上比传统预报模

型高3.7%, 在非耀斑报准率上比传统预报模型高2.8%.
综上所述, 本文提出的太阳耀斑预报模型具有更强的

实用性, 值得在业务运行中进行推广.
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Solar flare forecasting model based on automatic feature
extraction of sunspots

LI Rong1* & HUANG Xin2

1 The Institution of Information, Beijing WuZi University, Beijing 101149, China;
2 National Astronomical Observatories, Chinese Academy of Sciences, Beijing 100012, China

The solar flare is one of the most violent solar eruptions. It can affect the space environment in a few minutes. In order to
better deal with the space environment, which is influenced by solar flares, a solar flare forecasting model based on the
automatic feature extraction method is proposed. The input of this forecasting model is established by taking the
continuum image of a sunspot. The convolution neural network with the ability of automatic image feature extraction is
used to build the forecasting model. The McIntosh classifications of the sunspots is considered as the inputs of the
forecasting model in traditional methods. The McIntosh classifications of the sunspot are specified by an expert with a
certain subjectivity. Compared with the traditional forecasting model based on the McIntosh classifications of the
sunspot, the proposed flare forecasting model has better forecasting accuracy (In the forecast of M-class flares with a
48-h lead time, the success rate of the deep learning method is increased by 3.7% compared to that of the traditional flare
forecast model, whereas the success rate for the non-flare prediction is increased by 2.8%). In conclusion, the proposed
solar flare forecasting model, which can automatically extract the features of a sunspot, is a practical solar flare
forecasting model.

solar flare, sunspots, convolutional neural networks, automatic feature extraction
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